Univerzita Pardubice

Fakulta ekonomicko-spravni

Modely zpracovani signélv MATLAB/Simulink-u

Ing. Ondej Rozinek

Bakal&ska prace

2009



Univerzita Pardubice
Fakulta ekonomicko-spravni
Ustav systémového inZenyrstvi a informatiky
Akademicky rok: 2008 /2009

ZADANTI BAKALARSKE PRACE

(PROJEKTU, UMELECKEHO DILA, UMELECKEHO VYKONU)

Jméno a prijmeni: Ondfej ROZINEK
Studijni program: B6209 Systémové inZenyrstvi a informatika

Studijni obor: Informatika ve vefejné spraveé

Néazev tématu: Modely zpracovani signala v MATLAB/Simulink-u

Zasady pro vypracovani:

Predpoklada se, ze bakalafska prace bude zaméfena na:

- moznost zpracovani signali,

- analyza moznosti vyuZziti daného zpracovani minimalné ve dvou oblastech,
- navrh algoritmi dvou pfikladi z pfedmétné oblasti MATLAB-u.



Rozsah grafickych praci:
Rozsah pracovni zpravy:
Forma zpracovani bakalarské prace: tisténa/elektronicka

Seznam odborné literatury:

HLAVAC, M., SEDLACEK, M. Zpracovéni signidli a obrazu, 2. vydani,
Praha, Vydavatelstvi CVUT, 2005, 255 s., ISBN 80-01-03110-1.
UHLIR, J., SOVKA, P. Cislicové zpracovani signdla, 2. vydéani, Praha,
Vydavatelstvi CVUT, 2002, 328 s., ISBN 80-01-02613-2.

ZAPLATILEK, K., DONAR, B. Matlab - pro zafate¢niky, Praha, BEN
— technicka literatura, 2005, 2. vyd., 152 s., ISBN 80-7300-175-6.
ZAPLATILEK, K., DONAR, B. Matlab - tvorba uZivatelskych aplikaci,
Praha, BEN - technicka literatura, 2004, 1. vyd., 216 s., ISBN 80-7300-

133-0.
."Ilr
7

Wy

Vedouci bakalarské prace: doc. Ing. Jifi Kfupka, Ph.D.
Ustav systémového inZenyrstvi a informatiky

Datum zadani bakalafské prace: 6. Fijna 2008
Termin odevzdani bakalaiské prace: 1. kvétna 2009

/ /]
ey

LS. Vikaal:
doc. Ing. Renata Mygkovd, Ph.D. doc. hi.g. JiFi K;‘Pﬁpka, Ph.D.
v
dékanka vedouci ustavu

V Pardubicich dne 6. fijna 2008



Prohlasuiji:
Tuto praci jsem vypracoval samostativeskere literarni prameny a informace, které

jsem v praci vyuzil, jsou uvedeny v seznamu pouitiéatury.

Byl jsem seznamen s tim, Ze se na moji praci viitggmava a povinnosti vyplyvajici
ze zakon&. 121/2000 Sh., autorsky zakon, zejména se &hkasti, Ze Univerzita Pardubice
ma& pravo na uzaeni liceréni smlouvy o uZiti této prace jako Skolniho dilalieo8 60 odst. 1
autorského zakona, a s tim, Zze pokud dojde k tétiti prace mnou nebo bude poskytnuta
licence o uZziti jinému subjektu, je Univerzita Rarite opraviina ode mne poZadovat
piiméieny @ispevek na Ohradu naklagd které na vytveeni dila vynaloZila, a to podle

okolnosti az do jejich skuteé vyse.

Souhlasim s prezénim zgistuprénim své prace v Univerzitni knihogn

V Pardubicich dne 24. 8. 2009
Ondej Rozinek



Na tomto mist bych radd pogkoval doc. Ing. Jimu Ktupkovi, Ph.D. za énovanycas
pii konzultacich a vedenitipplanovani, tvord a kompletovani finalni podoby této bakaké
prace. Dale bych rad pékbval svym rodiim a Fateiim za podporu i studiu.

Ondrej Rozinek



ANOTACE

Prace se zabyva femi modelovymi pklady zpracovani sign&l v prostedi

MATLAB/Simulink-u. Prvni giklad reSi analyzu ekonomick&asovérady — identifikaci,

odhadovani paramétra owrovani modelu. Na druhémfigladu je ukézano pouziti
Expectation-Maximization algoritmu pro shlukovanobraze a vztah ke K-meansteli

piiklad demonstruje shlukovani mean-shift algoritmeabraze.
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EM algoritmus, sms Gaussovych rozteni, shlukova analyza, K-means, mean-shift

algoritmus, zpracovani obrazu

TITLE
Models in Signal Processing using MATLAB/Simulink

ANNOTATION

The work deals with three model examples of sigmaktessing using MATLAB/Simulink
environment. The first example solves an analy§isconomic time series — identification,
parameter estimate and model verification. The rsg¢aostance shows the application of the
Expectation-Maximization algorithm for the clustamalysis in the image processing and its
relation to K-means. The third example demonstrdtesclustering in the image with mean-

shift algorithm.
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algorithm, Gaussian mixture model, K-means, cluatalysis, mean-shift algorithm, image

processing
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1 Uvod

Prace se zabyvéemi modelovymi piklady zpracovani signél V kapitole 2 jefeSen
modelovy piklad analyzy ekonomick&asovérady z [3]. Nejdive je popsana zakladni teorie
vztahujici se k tomutoffkladu. V druhé polovié této kapitoly je uvedena analyza tohoto
konkrétniho pikladu a popis vysledkze zpracovani tohotdigladu.

V kapitole 3 je uveden v prviasti teoreticky aspekt Expectation-Maximization (EM
algoritmu. V druh&asti kapitoly je sestaven vyvojovy diagram impletoganeho algoritmu.
Pouziti EM algoritmu je ukdzano na shlukovani #atomuto &elu jsou pouzity modelove
obrazky, na kterych je patrny vizualni efekt shivkioim EM algoritmem.

Kapitola 4 uvadi vynikajici metodu pro shlukovanat dnazyvanou mean-shift
algoritmus. Tento algoritmus je pouZzivan happciitacovém vicni a hraje vyznamnou roli
ve shlukové analyze.

V kapitole 5 jsou shrnuty dosazené vysledkyedena problematika jednotlivych
piikladi. VSechny pklady jsou implementovany v programovém  predt
MATLAB/Simulink-u ve verzi 2009a [47], [48].

V tomto Gvodu je v dalSi podkapitole charakterizowignal a jsou ukadzanyiglady

moznych podob signél

1.1 Charakteristika signalu
Signal mizeme obect)i definovat jako jev fyzikalni, chemické, biolodié,

ekonomicketi jiné materialni povahy, nesouci informaci o staystému, ktery jej generuje.
Signaly dale mZzeme klasifikovat:

* spojité a diskrétni signaly (analogové a digitalni)

* realné a komplexni,

» deterministické a nahodné,

* sudeé aliché,

» periodické a neperiodické,

* jednorozmdrné a vicerozirné signaly.

Jednou z podmnozin sigiidjsou casovéiady. Casovaiada je posloupnostéens a

prostoro¥ srovnatelnych dat, ktera jsou jednosmauspdadana z hledisk&asu ve srru
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minulost — pitomnost. Casovaiada svym charakterem s$adi do diskrétnich signél S
casovouiadou se setkavdme wiznych oblastech Zivota. V mediéirje to nap. EKG
(elektrokardiografie), EEG (elektroencefalografiEMG (elektromyografie), ve fyzice nap
seismicky zdznamiada nejvysSich dennich teplot v metrologiiihgh vystupniho signéalu
urciteho elektrického fistroje, v ekologii nafp sledovani dznych parametr zn&isteni
ovzdusi. V ekonomii je teorigasovychiad jedna z nejdezit¢jSich kvantitativnich metod pro
analyzu ekonomickych dat, nawyvoj kurzu akcii na burze, poptavka p@itém vyrobku,
vyvoj kurzi cizich n&én, inflace, nezagstnanosti atd. [24], [14].

Z vySe uvedeného plyne, Zasovarada je signal. Veréch gikladech se zabyvam
zpracovanim jednoroz¥mého signalu, resp. ekonomick@asovoutradou a zpracovanim

dvouroznérného signalu a to obrazem, nebo-li také dvoussaoucasovouradou.[25]
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2 Box-Jenkinsova metodologie

Nejprve se budeme zabyvat moznyrfispupy k modelovanfasovychiad. Definujme

si vychozi jednorozerny modelcasové&ady [24]

X, = f(t,&), (2.2)
kde X, je hodnota modelovan&asovérady véaset (t=1,2,...n) a & je hodnota nahodné
slozky véaset. K tomuto modelu je mozndaigtoupit femi zpisoby:

» klasickym modelem,
* Boxovou-Jenkinsovou metodologii,

» spektralni analyzou.

Nyni bude uvedena stfma charakteristika klasického modelu. Je zaloZetomg Ze

casovouradu Ize rozlozit détyr slozek:

1. trendovou slozku,

2. sezonni slozky

3. cyklickou slozkuC,

4. nahodnou slozku,

Pritom jsou uvazovany dva moznéigoby dekompozicgasové&ady:
» aditivni, pro ktery plati
X, =T+G+ S+¢ = Y+g, =1,2,...,n (2.2)
kde Y, se oznéuje jako deterministicka slozka.

« multiplikativni, definovany jako
X, =T.C S¢, t=12,...,n (2.3)
ktery Ize logaritmickou transformactgqvést na aditivni model.
Tento fFistup se zabyvaipdevSim identifikaci i modelovanim zejména systak@ath
slozek, pedevsim trendové a sezonni slozky.

S dalSim pistupem k modelovanéasovychtad je spektralni analyza [2]. Ta je
zaloZena na tom, Ze periodicky signal by se ddb#iizpomoci Fourierovyady na sotet
sini a cositl s rozdilnou amplitudou, frekvenci a fazi. Pro meukcky signal se da odvodit
pii pouziti ukitych predpoklad Fourierova transformace, kterdepadi signal zasoveé
oblasti do frekveéni. Fi vypoétech na péitaci se gedevsim pouziva rychly algoritmus FFT
(Fast Fourier Transform) [25], [42].
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Poslednim fistupem k modelovantasovychtad je Box-Jenkinsova metodologie,
kterd bude vice popsana, protozZe se k ni vztahoagehovy giklad.
Tato metodologie bere v Gvahii gonstrukci modelwasovérady rezidudlni slozku,
ktera miZze obsahovat korelované nahodné émeyi a dokaze tak zpracovavéasoverady
S navzajem zavislymi pozorovanimi. Dokonce je &ami €chto postup zaloZzeno pravna
vySeftovani &chto zavislosti. Kombinuji s&asto nap autoregresivni modely ARY s modely
klouzavych péméra rezidudlni slozky MAQ) [3], [4]. Box-Jenkinsova metodologie
umoziuje modelovat trend, sezonnost i cyklickyalpth. Je uéena pedevSim pro analyzu
nahodnych procéss diskrétnimc¢asem. Nelze ji pouzit pro analyzu procesu se $pojit
¢asem. Vzhledem k digitalizaci dat (nacfeci) se setkavame &sSinou jen s diskrétnim
casem.
Analyza podle Boxovy-Jenkinsovy metodologie se pdivpodle postupu daného
z teorie modelovani. Je ji mozno refitina t obecné kroky [31]:
1. identifikaci modelu,
2. odhad parameirmodelu,

3. ovérovani modelu.

V néasledujicich podkapitolach je podréprspecifikovana analyza pomoci Boxovy-
Jenkinsovy metodologie po jednotlivych vySe uvedénkrocich, déle je sténé popsana a
vyswtlena zakladni teorie stacionarniho stochastick@boesu, autokoretai funkce (ACF)

a parcialni korekni funkce (PACF) a modely AR, MA, ARMA a ARIMA, kté souvisi
s konkrétnim fkladem analyzy ekonomick&asovérady. Vybranym fikladem ekonomické
casové&ady a jeho analyzou a zpracovanim v MATLAB/Simulinke verzi 2009a se zabyva
posledni podkapitola. Pro analyzasovychrad se také vyuZzivaji jiné pidacové programy a
knihovny, nap.: BMDP, SAS, SPSS, NAG, IMSL, [31] GiveWin2, TSM][ STATISTICA
atd.

2.1 Analyza ¢asovychrad
Identifikace modelu je p@teinim krokem Boxovy-Jenkinsovy metodologie. Jeji
tlohou je vybrat typ modelu. V Box&denkinso¥ metodologii jetada modédi, z kterych se
da vybrat ukity model pro konkrétniipad. V literaturach jsotiasto zmiwny nékteré z nize
uvedenych modé] které bychom mohli rozdit podle jejich vlastnosti nasledo¥i3], [4]:
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modely stacionarnictasovychrad
0 autoregresni procesy (AR)
0 procesy klouzavych pméra (MA)
0 smiSené procesy (ARMA)
modely nestacionarniagfasovychrad
o procesy nahodné prochazky (Random Walk Process)
0 procesy ARIMA,
modely sezonnicasovychrad
0 sezonni autoregresni procesy (SAR)
0 sezonni procesy klouzavychipmera (SMA)
0 smiSené sezonni a nesezonni procesy (SARMA)
o modely sezonnich integrovanyéasovychrad (SARIMA)
modelyc¢asovychiad s dlouhou pa#ti
o frakciondlré integrované procesy (FI)
0 procesy ARFIMA
modely s rezimy wenymi pozorovatelnymi valinami
o0 modely SETAR
0 modely STAR
modely s rezimy wenymi nepozorovatelnymi vélnami
o0 model MSW (Markov-Switching)

linearni modely volatility

o modely ARCH (Autoregressive Conditional Heterosstiday)

0 modely GARCH (Generalized ARCH)
o modely IGARCH (Integrated GARCH)
o modely FIGARCH (Fractionaly IGARCH)
nelinearni modely volatility
o modely EGARCH (Exponential GARCH)
0 modely IEGARCH (Integrated EGARCH)

Vybér vhodného modelu seduje na zaklad zkoumani odhadyp, korelani funkce
P, a odhadl,@’kk parciélni koreléni B, . VétSinou stai pouZzit prvnich 20 hodnotdhto

funkci. V &chto funkcich se snazime najit identittkébod k,[31]. V dalSich podkapitolach

jsou strgné vyswtleny tyto funkce pro MA, AR a ARMA model spolu gigh grafy a
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2.2 Linearni proces, autokorela&ni funkce, parcialni autokorelaéni funkce a
bily Sum
V této podkapitole jsou vystleny rekteré ze zakladnich vlastnosti linearniho
stochastického procesu [3], [4], [31], [10].
Nech’ funkci stednich hodnot je

U = E(Xt)’ (2.4)
variani funkci
O-tZZD(Xt): E(xl_/ut)z! (25)
kovariareni funkci meziX, a X_, prok=..-2,-1,0,12,.
Yt t=k) = E(X = 4)( Xy — M) (2.6)
a korel&ni funkci
ot t—k) = ALK 2.7)

t~t-k
Plati-li pro vSechna t, Zzg, = 4, 07 = o*a kovariagni a korelani funkce zavisi pouze na

casoveé vzdalenosti ndhodnych vl tj.
ytt—-k) =yt 1+ k)=, (2.8)
ptt=k)=ptt+k)=p,, (2.9)

potom se takovy proces nazyva stacionarni nebo kakariartn¢ stacionarni. Jinymi slovy
stochasticky proces je stacionarni, pokud chariskiley jeho ndhodnych valin jsou véase
nemenne.

Jak jiz bylo v pedeSlé podkapitole zmino, autokorel&ni a parcialni autokoretai
funkce je dlezitou charakteristikou pro identifikaci modelu.

Autokorelani funkci (ACF) Ize formulovat jako

C(X, X _ Ve (2.10)

SENCTTINC TN

kdy vzhledem ke staciona¥iprocesu mizeme uvazovaD(X,) = D(X_,) = J,. Obec® jsou

parametry U, V,, o, nezname. # predpokladu stacionarity @ieme tyto parametry

odhadovat. $Sedni hodnota procesu se odhaduje jako v§bovy primer

T

_ 22X
X =& 2.11
T (2.11)
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kde T je paet hodnotcasovérady, rozptyl procesuy, mize byt odhadovan pomoci

vybérového rozptylu

Z(xt —Y)Z
s :% (2.12)

Odhad g, se vypg@ita pomoci vybrové korelace se zpo&aim k

D (X, = X) (X = X)
D =k — . (2.13)
Z(Xt - X)2

t=1

Parcialni autokoretai funkce dava informaci o korelaci vah X, a X_,, ktera je

ocistena o vliv veltin lezicich mezi nimi. Parcidlni autokorelaci sezgnim k vyjadiuje

parcialni regresni koeficienf,, v autoregresk-téhofadu

xt :ﬁklxt—1+13k2)<t—2+"'+13kk X1—k+£t (214)
B jako funkce zpozthi k se nazyva parcialni autokor&té funkci (PACF). Postupnou

Gpravou v maticové fortnvyjadiime PACFreSenim pomoci Cramerova pravidla jako podil

dvou determinaurit

1 P P P2 Py

P 1 P Pz Po

Pia Pz Pes 0 P1 Py
B = (2.15)
“11 A P o B Pa

P 1 P Pz Pi-g

Pia Px2 Pz 0 P 1

Parcialni autokoretmi funkce se odhaduje v§tovou parcialni autokoretai funkci ,ékk, ve

e

které se nahrazuj@ jejim odhademo. Misto pdaitani sloZigjSich determinarit se pouziva

rekurzivni vztah

B == (2.16)



Proces bilého Sumu je zakladnim prvkémsovychrad v praxi.Casto je nazyvatisty

nahodny proces. Je definovan jako posloupnost rék@anych nahodnych vein. Mize, ale
také nemusi byt stacionarni, nezavi&lynajici normalni rozéleni. Sledovana pro&gnna X,
je modelovana jako posloupnost nekorelovanych ndyad hodnot £ s primérem a
rozptylem jako funkct, kdyz je proces nestacionarni:

X =€ (2.17)

Bily Sum

-40 160 260 360 460 560 660 760 860 QDID 1000
t
Obr.1: Bily Sum generovany pro 1000 hodnot s normdalnim
rozdélenim, stfedni hodnotou 0 a rozptylem 1
Pro stacionarni procesyiatini hodnotay, a rozptyl o7 bilého Sumug, a takcasovérady
X, jsou konstantni. Autokorealai funkce g, je dana

o, =1prok=0,

2.18
P, =0prokz 0. ( )

Vyhérovd autokorelacni funkce [ACF]

-0.2
0

5I 1ID 1I5 2‘0 2I5 30
T
Obr. 2:  Vybérovd autokorelacni funkce vypoctena z1000 hodnot
zobr. 1. Odhad autokorelacni funkce se pfiblizuje k vyse
uvedenym teoretickym hodnotdm s rostouci délkou casové
fady podle zakonu velkych cisel.
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2.3 Proces klouzavych pfiméra iadu q
Proces klouzavych pméra radu g, MA(qQ) proces (z anglmoving averagg je
vazenou linearni kombinaci kombinagtl posunutych nebo zpo&uych dat bilého Sumu.
Tento modetasovérady Ize formulovat [11], [14]

X =& +a&,+..+a.E . (2.19)
Prvni parametra, je obec® bran jako jedna &, je stacionarnigist¢ nahodny proces se

sttedni hodnotouy, a rozptylem o?. Pomoci operatoru zpo#u, MA rovnice niize byt
zapsana jako

X, = B(2¢, (2.20)

B(9=1+a,Z' +..+a, Z° (2.21)

a z* je difererni operator zpozshi definovan:

Z' =¢
7' =€, (2.22)
ZE, = ¢

t+1

Koteny B(2) jsou nazyvany nuly MA modelUMA proces je nazyvan invertibilni, pokud
nuly jsou uvnit jednotkového kruhu. VyrazB(z) je transformaci ¥asové oblasti g
zpozdnim.

Froces klouzavich primérd o [MA{D)]
25 T T

148F A

15 .

_25 1 1
0 a0 100 150

Obr. 3:  Proces klouzavych primeért
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Stredni hodnota procesu se vyfia

E(X) = E(g +a1£t—l+"'+aq£t—q): E(e)+a, Ee )+ -ta, E(gt—q):

q (2.23)
= Ius +a1:u€ +"'+aq:u€ = Iuezai
i=0
pii predpokladu, Zei, =0 se odvodi autokovariani funkce procesu jako
rk)=o7p(k) = E(X X, )= H(& +ag  +..+ Q& JEw HAE ot F A £y )=
g-k
=a?) aa, pro0sksq (2.24)
i=0
=0 prok>q
z autokovariaéni funkce vyjadime rozptyl:
O-tz =r(0)=E(X; X)) = H(& +a1£t—1+"'+aq£t—q)(£t tag  t.t aqgt—q)]:
q
= gfzai? (2.25)

i=0

Nyni mizeme formulovat autokoreiai funkci procesu ve tvaru
E(
a‘a+k
T —g +aa,,, teta,a
oK) = E(th<l+k) == =—k 1 9 pro0<ks<q
o; 2 1+a; +..+a; (2.26)
2a
i=0
=0 prok>q

“Wyhérova autokarelaéni funkce [ACF]

05 1 1 1
] 5 10 15 20 25 30
T

Obr. 4:  Vybérova autokorelacni funkce MA procesu
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2.4  Autoregresni procesiFadu p
Autoregresni procedu p, ARp) proces (z anglautoregressive je definovan jako
vazena linearni kombinap+1 posunutych nebo zpo&uych datéasovérady. Tento model

casové&ady lze formulovat [11]
X+ BX + B, X, =€ (2.27)
Prvni parametf, je obec# bran jako nula. Pomoci operatoru zpé#idnizeme tuto rovnici

zapsat strénéji ve tvaru

A9 X =¢ (2.28)

A2=1+B 7' +.+p3,Z° (2.29)
Koteny A(2) jsou nazyvany poly ARY) procesuProcesy jsou nazyvany stacionarni, pokud

jsou vSechny pély uvrifednotkového kruhu.

Hodnoty autokorekni funkce se ziskaji na zakkadiferertni rovnice

p(K)+Bp(k-1)+..+ B,p (k= p)=0 (2.30)
feSenim této rovnice je vyraz
pK)=CE+Cg+.+ G, k0 (2.31)

kde p jsou pély a C jsou konstanty wené okrajovymi podminkami pro

p(0),0Q),....0p— 1. Autokorel&ni funkce se skldd4 =z kombinace exponengialn
klesajicich pohyb v pripact realnych koeni rovnice A(2) =0 a exponenciakhklesajicich

sinusoidnich pohybv pripad komplexnich kéeni stejné rovnice.

Autaregresni proces fadu 3 [AR(F]]

4

ks -

2_ -

-4 1 |
0 50 100 150
t

Obr.5:  Model €¢asové fady — autoregresni proces radu 3
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“ibérova autokorelaéni funkce [ACF] modelu AR(T)

—B—p=-07
DAk —&—p=108 |

06r

0.4

0.z

02F

n4k

0.6

_DB 1 1 1 1 |
a 4 10 15 20 25 30

T

Obr. 6: Vybérova ACF modelu AR(1) pro realné kofeny rovnice
A(z)=0

WybErava parcialni autokarelaéni funkce [PACF] modelu AR(1)

—B—p=-07
0&r —E&—p=08

-1 o

06+

0.4 -

0.2r

_I:Ia 1 | 1 | 1
a 5 10 15 20 25 30

Obr. 7.  Vybérova PACF modelu AR(1) pro realné a komplexni kofeny
rovnice A(z)=0
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2.5 Autoregresni proces klouzavych paméra iadu p, q
Rovnice generujicautoregresni proces klouzavychiperi 7adu p, g(také nazyvan
smisSeny proc@ ARMA(p,q) (z angl.autoregressive moving avergge dana tvarem [11]
X+ BXat B X =&+ag  +.+a g, (2.32)
pomoci operatdirlze rovnici zapsat ve zkracené farm
A2 % = B 3¢, (2.33)
Tento proces m@ poli a g nul. ARMA(p,g) proces je ekvivalentni sériovému zapojeni
procesi AR(p) a MA(Q).

> A2 ———» B(2 >

Obr. 8: Reprezentace ARMA procesu jako sériového zapojeni AR a
MA procesu.

Rovnice pro reprezentaci uvedenou na obr. 8 jsavarech

X, :@g (2.34)
A(2)
_ 1
(e (2.35)
X, =B(3v (2.36)

Podminka stacionarity modelu je totoZnd s podministacionarity modelu AR} a

podminka invertibility s podminkou invertibility ndelu MA (q).

2.6  Autoregresni integrovany proces klouzavych piméria ¥adu p, d, q
Model ARIMA (p,d,q) se nazyvautoregresnim integrovanym procesem klouzavych
prumeru 7adu p, d, gz angl.autoregressive integrated moving averadeokaze analyzovat
nestacionarni stochasticky proces. Transformacbttohintegrovaného procesu pomoci
diferenced-tého radu jej lze poté vyjait ve formg stacionarniho a invertibilniho modelu
ARMA(p,q) [3], [4]
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A2(1-2° X= H 3 (2.37)
Z modelu ARIMA({,d,q) se stava po diferend-téhoifadu model ARMAJ,q), to mizeme
uveést symbolicky jako

X,~ARIMA pd d = A’ X~ ARMA p) (2.38)

kde A je operétor diference.

2.7 Priklad zpracovani ekonomickétasovérady
Na prikladu ekonomick&asovérady v této kapitole se pouzZije analyasovérady
uvadtna v gredchozich podkapitolach.
Je dana ekonomickié@sovérada peétu Zivé narozenych &i v Ceské republice v letech
1970 az 2004 [3] na obr. 9. Cilem je identifikowaddel, odhadnout jeho parametry a&idtv
jeho kvalitu diagnostickou kontrolou.

200 000 T T T T

180 000

160 000

140 000

120000

pofet #ivE narozenych déti v CR

100 000

20000 1 I 1 1 1 1
1970 1975 1980 1555 1990 1595 2000 2008

rok

Obr. 9:  Pocet zivé narozenych déti v CR v letech 1970 — 2004

Analyza ¢asovérady z&ina identifikaci modelu. Z klesajiciho tvatasovéiady a
z tvaru vykErové autokorekéni funkce obr. 10 a parciélni autokoraia funkce obr. 11 je
mozno se domnivat, jak je dale vydeno, Ze se jedna o nestacionarni integrovamsovou
fadu a je vhodné zvolit pro tutasovouradu model ARIMA.
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Urceni a o¥fenitadu diferencovand pii vystaviz modelu ARIMA je velmi dleZité.

Pti analyze ekonomickych &sovychiad jsou ¥tSinou integrovanéasovérady maximalg
fadu dva,d = 2. Negastji se vSak vyskytujiady sd =1. Z tohoto divodu secasovérady
negast;ji stacionarizuji ¥tSinou prostednictvim prvnici druhé diference. Existuji subjektivni
metody, jak wit a owiit fad diferencovani. Jednou z nich je posouzeni grasovérady.
Porovnava se gvodni nediferencovandasovarada stasovoufadou prvnich¢i druhych
diferenci. Tato subjektivni metoda je zavisla npeitké zkuSenosti analytika, ktetasovou
fadu posuzuje. DalSi metodou je posouzeni tvarukatdtaini funkce. Klesa-li tato funkce
pomalu, piblizn¢ linearnim tempem obr. 10, jde o situaci, kdy abésjgden kden rovnice
A(2) =0 je blizky jedné a je vhodné proveést diferencovaetli pozorovano, zeugodni
casovatfada je nestacionarni, analyzuji se prvni difererRekud je opt fada prvnich

diferenci nestacionarni, analyzujefada druhych diferenci atd.

“ybErova autokarelacni funkce

1 2 3 4 5 B 7 g 4 m N

Obr. 10: Autokorelacni funkce €¢asové fady poctu zZivé narozenych déti
v CR
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“ibErova parcialni autokorelaéni funkce

fﬁkk

_Da 1 | 1 1 1 1 | 1 1 1 1

Obr. 11: Parcidlni autokorelacni funkce casové fFady poctu zZivé
narozenych déti v CR

Skute&nost, Ze se nejednd o stacionamasovouradu, potvrzuje rozi&ny Dickeyiv —
Fullerav test (ADF; z angl. augmented Dickey — Fullet)tedulova hypotéza je, Ze skiitgy
zaklad procesu twonulovy drift modelu ARIMAg,1,0) ve tvaru

p
X, = Xy + D EAX +5. (2.39)
i=1

Tato rovnice je ekvivalentni integrovanému modelR(g+1). Alternativni hypotézou je
odhadovany regresni model metodou nejmensgtebrail (the estimated OLS regression

model)
X, =C+BX 4+ Y EAX, +4 (2.40)

pro nsjakou konstantuC a model AR(1) s koeficientenf} <1. V MATLABU je tento test
implementovan. Nap dosazenim zpoZdi 2 se dostane hodnota testovaciho kritéfig342.
ProtoZze hodnota testovaciho kritéria neni mensi krgicka hodnota-2,95€ na hladig

vyznamnosti 5%, Ize konstatovat tak, Zze nebyla fa Madire vyznamnosti prokazana
hypotéza, Ze analyzovagasovéarada je stacionarni. Stacionariza@soveérady se provede
pomoci prvni diference. To je znazéno na obr. 12.
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Obr. 12:  Prvni diference poctu Zivé narozenych déti

| kdyZ u vykErové autokorekéni a parciald autokorel@ni funkce je druhy odhad statisticky
nevyznamny, lze pozorovat, Ze hodnoty autokérgléunkce klesaji pomaleji. Autokorelai
funkce na obr. 13 mé exponenciélklesajici sinusoidni pohyb. Jéemmé, Ze identifikéni

bod se mize zvolit k, =1(tab. 1). Pro diferencovandadu se tak da vybrat model AR(1) a

model givodni nediferencovangasovéady Ize oznét jako ARIMA(L,1,0).

“ybérava autokarelaéni funkce

Obr. 13: ACF diferencované casové rfady poctu Zivé narozenych déti
v CR
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Tab. 1. Tvar autokorelaéni a parcialni autokorelaéni funkce pro jednotlivé modely

“bErowd parcidlni autokaorelaéni funkce

Obr. 14:
v CR

PACF diferencované casové rady pocCtu Zivé narozenych déti

[31], [3].
AR(p) MA(q) ARMA(p,0)

o, | Neexistuje identifikani | |dentifikacni bodk, =¢q | Neexistuje identifikani
bod k,; 0, ve tvaru p. 20 pro k=1,2,..q | Pod k:; O, ve tvaru
kombinace exponencialn g, =0 pro k>q kombinace exponenciair
klesajicich pohybb nebo klesajicich pohyb nebo
exponencials  klesajicich exponencialéy klesajicich
sinusoidnich pohyi sinusoidnich pohyb po

prvnich p — q hodnotach.

B | \dentifikacni bodk, = p Neexistuje identifikani | Neexistuje identifikani

B 20 pro k=1,2,....p
Bu =0 pro k>p

bod k,; B, ve tvaru

kombinace exponenciair
klesajicich pohyb nebo
exponencialé klesajicich

sinusoidnich pohyi

bod ky; B, ve tvaru

kombinace exponenciain
klesajicich pohyb nebo
exponencialéy klesajicich
sinusoidnich pohyb po
prvnich p — q hodnotéach.
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Nejprve pouzijeme t-test na 5% hlagimyznamnosti, ktery indikuje pouziti odhadu
konstanty. Nulova hypotéza je, Ze diferencové&sbvarada ma normalni rozteni se stedni
hodnotou 0. W¢i tomu alternativni hypotéza je, Zéestni hodnota jeizné od nuly. Nulovou
hypotézu nezamitame, protoZe hodnota testovacihiériér padla do oblasti ffpustnych
hodnot.

Nyni se pistoupi k odhadu modelu ARIMA(1,1,0) bez konstandhadovana
rovnice je zapsana pomoci operatoru zgakee tvaru

A2 X =&, (2.41)
kde
A2 =1+pB 7" (2.42)
Odhadnuty parametr j@& =—0,646¢%, potom Ize zapsat vyslednou rovnici pomoci opetéto
zpozdni ve forme
(1-0,646% " X =¢, (2.43)
a v klasickém tvaru

X, —0,6463 _, =¢, (2.44)

Rezidualni autakorelacni funkce pra 93% konfidencni interval

08+ A

06r .

N P T T g f T(f B mr_
02 o ¢ (LLJ) <L <L <L4>

04 4

Ly
(]

0.6

a 4 10 15 20 24

Obr. 15: Rezidualni ACF, Zlutym pasmem je oznacen 99% konfidencni
interval
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V této fazi se fistoupi k diagnostické kontrole modelu ARIMA(1,1,0§ypoctem
rezidudlni autokoretmi funkce se zjisti, Ze jeji hodnoty lezi uvrtidlerartnich mezi danych
99% konfidednim intervalem obr. 15. Lze tak konstatovat, Zeidwa nevykazuji
autokorelaci. Tato hypotéza seihe otestovat Jarque-Bera testem, ktery indikujenatitu
nesystematické slozky. Testuje se nulova hypotee&asovairada ma normalni rozéeni
nesystematické slozky s neznamotedhi hodnotou a rozptylemi&i alternativni hypotéze,
Ze tasovarada nema normalni rogéni. Vysledkem je, Ze nulovou hypotézu na 5% mi&adi
vyznamnosti nezamitame, protoZe hodnota testovakiitéria je v oblasti fipustnych
hodnot. DalSi test, ktery iwie byt pouZit na otestovani normality nesystematigkozky je
Lilliersfor test, u kterého také nezamitame nulovioypotézu o normalnim rozkkni.
Moznost, jak zjistit zda nesystematicka slozka newitokorelovana, je pouziti tzv.
portmanteau testu, nebo-li Ljung-Box Q-test. Tindstem nebyla prokazana autokorelace
nesystematické slozky. Engle’s ARCH test neprol@zugritomnost podmigné
heteroskedasticity.

Protoze z tvaru autokoreéfai a parcialni autokorelai funkce na obr. 13 a obr. 14
nelze uéit jednozn@&né¢ model, bude taky uvaZzovan model MA(1), resp. model
ARIMA(0,1,1) pro nediferencovanodasovouiadu. Nyni se fistoupi k odhadu modelu
ARIMA (0,1,1) bez konstanty. Odhadovana rovnicegesana pomoci operatoru zpédidve
tvaru

X, = B(2¢, (2.45)
kde
B(2=1+a,Z" (2.46)
Odhadnuty parametr jer, =0,688/ potom lze zapsat vyslednou rovnici pomoci opetator
zpozdni ve forng
X, =(1+0,6887" }, (2.47)
a v klasickém tvaru
X, =& +0,688%, (2.48)

Obdobrt jako na pedeSly model se pouZiji stejné testy.¢Optohoto modelu rezidua
nevykazuji autokorelaci, podnt#imou heteroskedasticitu a ani nenormalitu. Testyo byl
dosazeno u modelu ARIMA(0,1,1) stejnych &diviako u modelu ARIMA(1,1,0). NEze se
tak konstatovat, Ze oba modely jsou gasovouiadu akceptovatelné. V tomtdipac se

pouZije kritérium pro volbu modelu, naAIC (Akaikeho kritérium). Coz je kritérium, které
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v s

hodnoti spravnost volby modeldim je niz3i hodnota kritéria, tim je vhag$i model. Aviak
vzhledem k tomu, Ze model ARIMA(0,1,1) ma vysSi hoidl AIC (Akaikeho kritérium), je
ziejmé, Ze pr@&asovouradu je vhod#si pouzit model ARIMA(1,1,0).

Rezidualni autokorelaéni funkce modelu ARIMALG,T 17 pro 99% konfidenéni interval
1':.-‘ T T T T

0.8 .

06+ .

0.4 4

0.2

D?T? T2 ot T@?? o
I S

0.4 4

&g

A6 .

08 4

-1 1 1 1 1
0 5 1 14 20 25

Obr. 16: Rezidudlni ACF, Zlutym pasmem je oznacen 99% konfidencni
interval
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3 Expectation-Maximization algoritmus

Tato kapitola je ¥novana Expectation-Maximization (EM) algoritmu. Rgsg je

v podkapitolach vysitlen teoreticky avod, princip #Seni EM algoritmu.

3.1 Teoreticky aspekt Expectation-Maximization algoritmu

Expectation-Maximization (EM) byl poprvé vy&ien a pojmenovan v roce 1977 [19].
Ctend&i najdou obsahly popis této problematiky v [28%#4]. Zde jsou uvedeny také
modifikované rychlejSi algoritmy. EM algoritmus peuzivan pedevsim pro shlukovani dat
ve strojovém 8eni bez ditele (obr. 17) a p&tatovém vicni. EM algoritmus je obecna
metoda pro nalezeni maximéérohodného odhadu parametrvychoziho rozdeni
pravdpodobnosti z daného souboru dat, kdyZ jsou datmmpletni nebo maji chyjici
hodnoty. EM algoritmus je tedy iterativni optimaini metoda k odhadnutiéjakych
neznamych paramétrd rozcleni pravépodobnosti.

X Klasifikator

a(x k)

o

Uceni bez u Citele

6(x, k)
T 1

Obr. 17: Blokové schéma uceni bez ucitele, X - pozorovana vstupni
data, K — skryty stav (nebo také vysledek rozpoznani), & -
parametr, na kterém =zavisi rozhodovaci strategie, (-
rozhodovaci strategie [20], [13]

Predpokladame viceroztmé normalni rozéleni (nazyvané téz vicerozmmé
Gaussovo rozfeni) v souladu s centralni limitn&ou datového vektorw =[x, ><1,...,>§q]T
ve forme [23]

_ _ 1 1 T -1
N(xl@)— N(){,U,Z)——niex E(x—,u) 7 % p) (3.1)
(27)3s]:
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kde u = [,ul,/zl,...,,un]T je vektor stednich hodnotI,Z| je determinant kovarid@ni maticeZ .
Kovariartni maticeZ je symetricka pozitivésemidefinitni matice ve tvaru
Z11 Z12 an 0121 Z12 Zh

5 = 2:21 25 . = 2:21 0-52 . : (3.2)

> SR > Oﬁn
kde diagonalngleny o? jsou rozptyly. Je @lezité si u¢domit, Ze kovariaéni matice niZe
byt singularni (potom neni definovana inverzni kéaani matice >™). Tento gipad vede
k tomu, Zeradky této matice nejsou line&rnezavislé.

Predpokladejme datové vektory generované nezaviglergicky s pravépodobnosti

p. Potom vysledné rozteni pravépodobnosti vzorku je

p(%6)

FunkceL(9| x) je nazyvana&ohodnostni funkci. Nasim cilem je najit parametrkteré

SILCGRCE 33)

1=1

maximalizuji L. Chceme najit odhad parametit danoud rovnici

6 =argmax. (6] x) (3.4)
6

Casto radji maximalizujeme tvaiin (L (6]x)), protoZe je analyticky snageSitelny. Pro
nalezeni maxima poloZime deriva¢rohodnostni funkce nule nasledévn
ain(L(g)x))
06
Nicmére pro mnoho probléfhneni mozné najit takové analytick&Seni. Musime se

=0 (3.5)

uchylit tak k vice sofistikovaijSim numerickym iterativnim metodam, jednou z rjelprav
EM algoritmus.

ZkouSime aproximovat data modelem, v naSefipgot smesi vicerozmirnych
normalnich rozé&eni. Definujeme obeén smiSeny prawpodobnostni model (s¥a
Gaussovych rozdeni) ve forng

p(>49)=i:laj p(#q):gaj N( *'uj’zi) (3.6)

K
kde K je patet komponent prawghodobnostniho rozieni a pIatiZaj =1 vahovych
=1

koeficienti a;. Pro nekompletni data je definovana logaritmick®lodnostni funkce jako
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In(L(6?|x)):|n Nl p(ﬂ@):iln(iaj g(x|6])} (3.7)

00e

Obr. 18: PFiklad smési Gaussovych rozdéleni ve dvourozmérném prostoru ukazujici ctyfi
komponenty [36].

EM algoritmus ¢ekava, Ze data jsou nekompletni (nebo maji gligibhodnoty), ale
my mame pozorovana kompletni data. Hlavni trik ¢sg@o v predpokladu existence hodnot
pro gidané, ale chy§ici (skryté) parametry [5]. Timto apobem niZe byt wrohodnostni
funkce zjednodusena a analyticky tvarna. Jakdtim gedpokladejme, Ze datovy vektarje
pozorovany a generovany¢jakym pravépodobnostnim rozdenim (v tomto pipact

viceroznérnym normalnim rozélenim). Budeme nazyvat vektox nekompletnimi daty.
Nech' existuje kompletni soubor daz=(xy) a miZeme tak zavést podn¥imé

praveEpodobnostni roztleni vyjadeno rovnici

p(46)= p(x ¥6)= H ¥:6) & 1¥) (3.8)

Muzeme také definovat zinénou Wrohodnosti funkci nasledo¥n

L(6?| z) = L(6?| X y). (3.9)
Promenna Yy (neznama data) je chgjiici informaci danou pozorovanymi daka aktualnimi
odhady parameir 6. EM algoritmus nejprve najdec¢ekavané hodnoty kompletnich dat

logaritmickou ¥rohodnostni funkcilog p(x, y|6). UvaZzujme X jako nekompletni data a

N

predpokladejme existenci nepozorovanych det{y}._ . jejichz hodnoty nas informui,

ktera pravdpodobnostni komponenta modelu ,generuje“ datovy, wstbhodnostni funkce

je tak signifikantg zjednoduSena. KdyZz zname hodnoyy pro kazdy datovy bod je

generovana komponenta= | , poté nizeme ¥rohodnostni funkci zapsat jako
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N N
In(L(6|x,y)):In(p(x )f@)):izzl:ln( {4y 0§ y):izzlzln(aj J.p( I1«6})) (3.10)
Nejprve h&dadme parametry pro &mrozdleni (inicializa&ni nastaveni paraméjt

6' =|a,,...a, 6, .6, | jsou nahodné parametry (pro neznamé podminky)grahodnostni
funkci L(Ht‘x, y). Pro kazdy datovy bodi komponenty j poitame podmi#nou

pravdépodobnostp, ()g|6?j‘). a} jsou vahové koeficienty. Pouzitim Bayesowpwodvodime

- (3.11)

kde p, ( j|% ,0‘) je aposteriorni prawgodobnost. Vyhodnocentekavani je nazyvano
E-krok algoritmu.

Muzeme zkonstruovat nynérohodnostni funkci ve forgn

p(i1%8)=[] p( ilx.6) (3.12)

1=1
Vypocitame odhady paramétr které chceme maximalizovatéekavanou logaritmickou
vérohodnostni funkci podméného jevu. Tato c¢dst algoritmu se nazyva M-krok.
Formulujeme rovnici:

Q(e)=E[In p(x &) x¢ |

in(a,p, (x16))p( i x.€)

'”( P (x16))p( 1x.)

n(a)o(ilx.&)+ >3 n(p (x14))f  x.6)

Jll

M= 1M 1M

(3.13)

4= ib7= sl

!
iy

1
[y

J i

Detailni odvozeni je ukazano v [5]. K maximalizétio rovnice mZeme maximalizovatlen

obsahujicia; a ¢len obsahujicig, nezavisle, protoZe spolu nesouvisi. Pro odvozemi E

algoritmu je pouzita Jensenova nerovnost [40].

Najdeme vyraz proa; pouzitim Lagrangova multiplikatorud. Lagrangv

multiplikdtor poskytuje strategii pro nalezeni nraai funkce s podminkou, Ze omezeni je

K
Zai =1. Najdeme extrém funkce parcialni derivaci rovnalen
j=1
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j=li=1 j —
0a, (3.14)
N i|x. &
£oling),,
i=1 a;
Stanovimed =-N, kde N je paiet datovych boil Vyjadiime vyslednécr‘j+1 v caset +1
a1 :
a*==>"p(jx.6')=0 (3.15)

N =
Analogicky odhadujeme parametr vektordednich hodnoty a kovariadni matici .

Vezmeme druhylen Q(et)

(3.16)

033 (- 2m((z)- 3x -4 ) = (x - ) ol 1.0

oy, (3.17)

Resime tuto rovnici a vyj&tine odhady!™

Y céaset+1

N

> %p(ix.6)

pt=12 (3.18)

> p(il%.6)

i=1

Podobr miizeme zapsat nalezeni odhadu kova@namatice2 ;

ﬁi(—;'”(\%\)—;(& ) 5 (x -u )]p( ix.6)

j=li=1 :O
o5 (3.19)

J

.ZN: p(j|)g,6?t)(zj ~(r=a ) (x4 )T)=O

i=1

Resime odhad kovariani matic:ez‘j*1 v daset +1
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> p(il%.8)(x -4 )(x-1)

th+1: i=1 -
> p(ix.6)

i=1

(3.20)

Takto jsme odvodili nové odhady paranieshrnuté v E-kroku a M-kroku nasledav(tyto
vyrazy pouzijeme pro implementaci) [49], [21], [61], [26], [20], [1], [39], [45]

o E-krok
5 (ix.6)= aip (x|4.5)) _ aN(x4.%) (3.21)
j ’ K K
;a}pj(xlujﬂz}) jZ:lcn‘N(xIMﬂ%‘)
o M-krok
apt =2 (1%.0) (822
i=1
> xp(ix%.6)
u== (3.23)
2 ¢ (il%.6)
N
zpj(”)ﬂ Ht)(x ﬂjtﬂ)()l(_lujnl)T
ztj+1 _ = . (3.24)
> pi(ilx.¢)

a tyto iterace se opakuji do konvergence. M-krofd@aodhady paraméir 8", které
maximalizuji odhadovanou dolni mez [18]. Ob&ga splrEno L(Ho)s L(Hl)s...s L(H‘)
[46]. Vérohodnostni funkce konvergujetv— co bud’

* klokalnimu maximu,

* k sedlovému bodu,

* nebo ke globalnimu maximu.
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| 1(O)

novy odhad

dolni mez

A/

e ) ®

Obr. 19: Optimalizace dolni meze graficky. [13]

3.2 Vztah Expectation-Maximization algoritmu ke K-means

EM algoritmus ma fimy vztah ke K-means. K-means je specidliipgd EM
algoritmu [7], [8]. EM algoritmus vytua ,meékké" pritazeni datovych bdddo shluki
zaloZzené na pra¥godobnostech. Na druhé stéaiK-means algoritmus vykona ,tvrdé“
piitazeni datovych bdddo shluk.

K-means algoritmus fite byt odvozen jako partikularni limita EM algoriinpro
pravdpodobnostni model sfsi viceroznérného normalniho rozteni, ve kterém jsou
kovariaréni matice komponent sfsi dany o°l, kde jsou g® rozptyly, které néalezi
jednotlivym komponentam hje identicka matice. Pragdodobnostni model vicerozmého
normalniho rozéeni z rovnice (3.1) riize byt gepsan do tvaru:

N (56) = N z)=——rex| ] x| (3.25)

o2 )2 20

EM algoritmus se i@dpoklada pro s#s K vicerozngrnych normalnich rozdeni ve
formg, ve které jeg’ jako pevna konstanta na misto odhadovaného pamanitovnice

(3.21) je aposteriorni pragdodobnost pro jednotlivé datove body

(1
() ) o)
j ' K K 1
SN, (xl.%) Yt ex| palx - |
i=1 =1 20

I

(3.26)
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Je gredpokladana limitao? — 0 a touto limitou je dosazeno tvrdéiazeni datovych bdd
do shluki stejre jako v K-means algoritmu, tak zg ( j|>g ,9‘) ~ 1. Jinymi slovyi-ty datovy
bod je jednoduSefifazen do shluku, ktery ma nejblizSfextni hodnotu. To se e vice

formalné vyjadit

; :{1 pro j = argmirfx - 4| (3.27)

0 jinak.
EM novy odhad prqu; dany rovnici (3.23) se potom redukuje na K-meatisad vyjadeny

p =12 (3.28)

Koneiné v limit¢ pro logaritmickou ¥rohodnostni funkci pro &@kavana kompletni data se

z rovnice (3.13) stava tvar
. t 1d & 2
E[In p(x, j|9t)|)(,3} _’_EZZE”X_'L’JH + konsl (3.29)
i=1 j=1

V této rovnici maximalizovana logaritmick&mohodnostni funkce procekavana kompletni
data je ekvivalentni minimalizaci funkcionalu kwglirozkladu J pro K-means algoritmus

dany rovnici

E zz olx-ul (3.30)
ktery reprezentuje sdat ¢tveral vzdalenosti kazdého datového bodirgzeného k vektoru
#;. Cilem je najit hodnoty prér,}a {4}, a tak minimalizovatd. Tento cil nize byt
udélan iterativni procedurou, ve které kazda iteraedrauje dva po s@bjdouci kroky
korespondujici k postupné optimalizaci parainejr(3.27) ax, (3.28). Je pedpokladana tzv.
batch verze K-means, ve které jsou vSechna datatoydgha. Z toho se e odvodit on-line

stochasticky algoritmus (MacQueen, 1967). Ten edekvegnimu updatu postugnpro

kazdy datovy bodk . Vektor stednich hodnoj; je updatovan pouZitim rovnice

= e (% - 1) (3:31)
kde 77, je parametr &eni.

Je dilezité poznamenat, Ze K-means algoritmus je samol& gasto pouzivan

k inicializaci paramefr pravdpodobnostnino modelu $si vicerozmirnych normalnich
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rozckleni pred pouzitim EM algoritmu. V praxi se také pouziy@dobné algoritmy zalozené
na shlukové analyze jako je ISODATA algoritmus nebean-shift algoritmus, kterému je
vénovana nasledujici kapitola [16], [22], [50], [35].

Vyhodou K-means algoritmu je, Ze je vyetn® mére nara@ny a stabilgjsSi nez EM
algoritmus. Pro &Si paet pronénnych mize byt K-means vyp@tné rychlejSi nez
hierarchické shlukovani. K-meangsife vytv&et ©€sngjSi shluky nez hierarchické shlukovani,
specialg v pripads kulovych shluk.

Nevyhodou K-means je obtizné porovnani kvality eygnych shluk (nag. rozdilné
inicializacni hodnoty zfsobi jiny vysledek). Pevné dani p@&tu shluki vytvaii problém pi
predikci vhodného pitu shluki. K-means nepracuje di# s nekulovymi shluky. Rozdilné
inicializacni iseky mohou ve vysledku davat odliSné komeshluky.

. o* \? ; e —‘:j—'_:'
OF _n n o & '.’?_‘A{‘l’
i X
Ap oo AF =

1 2 0 1 2 3 4 7 0 1 2 3 1
X X
at ) 3
}3 O
2 o oy g B B j@-g- 4 2
) @ & . L E! '@éﬁ
K e s rjf’ 1
. oo, L £
gl 2y

Obr. 20: Nevyhody K-means; vlevo originalni body, vpravo
nashlukované body; odshora - rozdilnd velikost shlukq,
rozdilna hustota, nekulaté shluky [36]
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3.3 Re3eni Expectation-Maximization algoritmu

Vyber inicializa éni
parametry (K-means) &°
Nastav t =0

I

E-krok :

Odhadni nepozorovana
Posor® 1=
data pouzitim &

pi (i%.6")

v

M-krok :

Vypo €ti maximaln é
vérohodny odhad

. gt
parametr G &

t+1

a;

t+1

H
th+l

v

Test konvergence -

Obr. 21:  Vyvojovy diagram EM algoritmu pro odhad parametrii smési
vicerozmérnych Gaussovych rozdéleni [29]
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Test konvergence EM algoritmu je definovan vyrazem

‘L(H”l)— L(8") <e. (3.32)

nebo niize byt také ve tvaru

M—x‘q (3.33)
L(¢) ' '

kde & je kladné redlnécislo, empiricky u&ené pro ukofeni iteraci a vyplyvajici

z logaritmické ¥rohodnostni funkce.

Vybér vhodného modelu jeutkZity pi pouZziti EM algoritmu. K tomuto delu slouzi
informacni kritéria. Mezi nejastji pouzivana informeéni kritéria pati Schwarzovo kritérium
(BIC — Bayesian Information Criterion), Akaikehoformacni kritérium (AIC), KiZzova
validace (Cross validation), délka minimalniho opi(MDL — Minimum Description
Length) [12]. Model je lepSi nez jiny wipad, Ze ma nizSi hodnotu AIC (nebo BIC). ©b
AIC a BIC inform&ni kritéria maji pevné teoretické zaklady [27]: HKalck-Leibler
vzdalenost v informéni teorii (pro AIC) a integrovanaéwohodnostni funkce v Bayesbv
teorii (pro BIC). KdyZ se slozitost spravhého madekzvySuje s velikosti dat, je v tomto
piipact preferovano kritérium BIC, ogaé¢ AIC. Nicmére lepSich vysledk pro smiSené
modely je dosahovano s BIC ve srovnani s jinymiékiii [17]. BIC (na rozdil od AIC) je
konzistentni odhad. [9]

Schwarzovo kritérium bylo navrZzeno Gideonem Schemr [33] k vyhodnoceni
kvality odhadu. BIC je dano rovnici

BIC =-2L(8) +klog(N), (3.34)
kde L(H) je maximalg vérohodny odhadk je patet odhadovanych paraméimodelu aN

je paet vzorka (pixeld).
Nekteré giklady pouziti EM algoritmu rizou byt dobe ukazané na segmentaci
obrazu. K tomuto za#nu je definovano 5ifiznalki pro kazdy datovy bod:
1. hodnota jasdervené slozky obrazu (R),
hodnota jasu zelené slozky obrazu (G),
hodnota jasu modré slozky obrazu (B),

X — soufadnice obrazu,

o b~ 0N

y — souiadnice obrazu.
Je vytvdena vlastni implementace v MATLAB pouzitim for-cigklpro lepSi

nazornost, jak algoritmus pracuje. Pro zpracovaysledika je ale pouzit modifikovany
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rychlejsi algoritmus (az 20x) \adledku pouziti funkci reshape a repmat podle [1Z7].
K inicializaci paramefr je pouzivan K-means algoritmus nebo néahodna ideice

parameti.

Obr. 22: Vlevo plvodni vstupni obraz, napravo segmentovany
(shlukovany) obraz K-means algoritmem do 4 shluki

Logaritmicka v&rohodnostni funkce )

lterace

Obr. 23: Vlevo segmentovany obraz EM algoritmem do 4 shlukd,
napravo narust logaritmické vérohodnostni funkce
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4 Mean-shift algoritmus

Mean-shift algoritmus je vynikajici metoda pro $tduani dat popsana v nasledujicich

podkapitolach s vlastnimi vysledky. Odsinge WtSinu nevyhod K-means algoritmu.

4.1 Teoreticky ivod do mean-shift algoritmu

Mean-shift algoritmus je shlukovaci metoda vyt v roce 1975 K. Fukunagou a L.
D. Hostetlerem. Mean-shift algoritmus na rozdil inapd EM algoritmu se vyhyba
odhadovani pravgbodobnostni funkce hustoty rageini. Mean-shift algoritmus je obecna
neparametrickd metoda pro analyzu komplexniho moliiédlniho piznakového prostoru a
identifikaci gfiznakh shluki. Mean-shift algoritmus jéasto pouZzivan v tlohach ga¢ového
vidéni, nag. pro real-time tracking objektu, segmentaci, adaptvyhlazovani a filtrovani
(discontinuity preserving filtering) [34].
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Obr. 24: Princip mean-shift algoritmu - nejhustSi oblast dat je
identifikovana iterativnim procesem [43].
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Jedinymi volnymi parametry této procedury jsou kedit a tvar oblasti zajmu — nebo
presrji identifikace estimatoru vicerozimého jadra hustoty [16]. Pro vSechny praktické
Gcely jsou pouzivana radidrsymetricka jadra

K (x) =ck{|x[), (4.1)
kde c je striktre pozitivni konstanta, kterdini K(x) integrovatelné jedné. Typicka jadra
pouzivana pro mean-shift algoritmus jsou norméasuira K, (x) a Epanechnikova jadra

Kg (x). Normalini jadro je definovano

Ky ()= cexp(—%”x”zj . (4.2)

Normalni jadro jecasto symetricky zkracené k ziskani kém& podpory. Epanechnikovo

jadro je definovano jako

(- {;(1—||xn ) profxs1 w3

jinak

Obr. 25: Ukazka Epanechnikova jadra [30]

a neni diferencovatelné na okrajich.

Je danon datovych bod (nag. pixeli v obraze)x v d-rozmgrém prostoruR? ,

potom estimator vicerozimého jadra hustotyf, , (x) je vypaitan v boé x

= S5

kde h reprezentuje velikost jadra.

4 (4.4)

Mean-shift algoritmus se snazi identifikovat, ve kterém ideékn plati nulovy

gradient:
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Of,,.« (x) =0 (4.5)

Mean-shift procedura je elegantniuspb identifikovani d&chto lokalit bez odhadovani
vychozi pravédpodobnostni funkce hustoty rageni. Jinymi slovy z odhadovani hustoty

problém gejde na odhadovani hustotniho gradientu
= 13 X=X
Of (X)=—)> OK L. 4.6
e (X) =1 2 ( - ] (4.6)

Pouzitim tvaru jadra, ve které(X) je profil jadra a pedpokladem, Ze existuje derivace

takova, Ze-k'(x) = g( ) pro vdechnyxJ(0,e) , opomeneme-li kors@ou mnoZzinu botl

(5 et )

kde ¢ je normalizujici konstanta B reprezentuje velikost jadra.

X=X

Je dilezité poznamenat, Ze profil funkag (X) je uniformni, kdyZzK (x)=Kg(x) a
pro gy (x) je definovany stejny exponencialni vyraz jako profil jadra K, (x) Fi pouziti

funkce g(x) definujici profil jadraG(x) =, g(||x||2) se rovnice (4.6) zémi na [16]

J (4.8)

Prvniclen rovnice (4.8) je usiy estimatoru hustot)fh’G vypccitany s jadrenG

} (4.9)

Druhy¢len reprezentuje mean-shift vektor, . (x)

45



2
X=X

mq,e(x):zn_l)(ig{ " ]-X- (4.10)

Zin:lg( XX, ZJ

h
Nasledné Iokalit){ yj} 12 jadra G jsou vypa@itany rovnici

2
n y _Xi
Zizlxig H Jh

= . (4.11)

n y - Xi
Zi:lg Hjh

kde je y, inicializovana pozice jadrG.

Kdyz ma jadro K konvexni a monotonnni klesajici profil, sekver{ yj-}j:12 a

f.« (i) konverguje a monotornroste. Dhkaz je uveden Vv[16]. Tim je zardena

konvergence do lokalnich maxim prapddobnostni funkce hustoty neli do hustotnich
modi adaptovaim velikosti mea-shift vektoru (mearshift vektor konverguje nule).
Rychlost konvergence je dana vybranym jadrem. KpgyzouzZio Epanechnikovo jad
(uniformni profil jadra)na diskrétni da, konvergence je dosazeno kéngm paitem kroki.
Pokud jsou datové body vdhovany hapouzitim normalniho jadranear-shift konverguje
snekon€énym patem kroki. Ztohoto divodu se pouzivgpro ukorgeni iteracihranice
velikosti mean-shift vektoris, kde £ je kladné reélnéislo.

Mnoziné vSech lokalit, ktera konverguje do stejného moduaxima) : urcitou
toleranci, sefikad ,basin of attractic“. V principu je tim vyjadena pisluSnost danému

shluku, jak je ukazano na ol26.

Obr. 26: Dva barevné oznacené okraje shlukli a trajektorie ukazujici
konvergenci bodi do lokalnich maxim [43].
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4.2 Re3eni mean-shift algoritmu

Nastav velikost jadra

h, 1y

v

Prevod vstupniho sRGB
obrazu do barevného
prostoru L*a*b

v

Vypo éti mean -shift
vektor pro bod X —
Yia =y, +0f ()

v

Test konvergence
Of (y]. ) <¢g
=i+l

l+

Prevod vystupniho L*a*b
obrazu do barevného
prostoru sSRGB

.

Obr. 27: Vyvojovy diagram mean-shift algoritmu

Mean-shift procedura ma mnozZstvi vyhod &ktaré nevyhody. Mezi nejsiBi
vyhody pati obecna platnost tohoto nastroje. ivznatné Sumové robustnosti je tento
pristup vhodny pro skuteé praktické aplikace. V metdde nastavuje pouze jeden parametr,
a to velikost jadrah , ktery ma fyzikélni a srozumitelny vyznam. Nicrdéeakce na vy h
je dilezitym omezenim, protoZze vhodné nastaveni tétmdiydneni trivialni. Metody pro

adaptivni identifikacih existuji, ale jsou vypeetns velice nargné. [16], [34].
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Pro mean-shift algoritmus Ize pouzit jeho impleraent C++ v softwarovém baliku
EDISON [15], [16]. Vlastni implementace je vytema v MATLAB/Simulink-u modifikaci
[35]. Vlastnid-rozmerny obraz je reprezentov@hrozmsrnou nitizkou (prostorovd doména) a
p-rozmérnymi pixely (voxely), kdep reprezentuje peet spektralnich pasem asociované
s obrazem (rozsahovou doménogp)=1 pro Sedotonovy obrazp =3 pro barevny obraz (R,

G, B barevné slozky). Zaredpokladu Euklidovské metriky pro ®lomény maji prostorové
a rozsahové vektory kompletni informaci o lokalgixeli a vlastnosti obrazu mohou byt
sloweny do formy vzajemné prostor®vozsahové domeény. Vysledné vzajemné doménové

jadro Km(x) se skladd ze dvou radidlnsymetrickych jader s parametrfy, a h

reprezentujici velikost jadra prostogerozsahové domény, respektiyea d uriuji pocet

i

kde x*a x' jsou prostorové a rozsahovésti iznakového vektoruk(x) je bizny profil

rozmgri prostoru.

r

X

h

Kiyp (X) = e hd Z [ 2}, (4.12)

pouZzity v obou doménach @je normalizéni konstanta. Epanechnikova a normalni jadra

poskytuji dobry vykon. Z tohototdodu se nastaveni Uro¥mozliSeni detekce mddziska
dvéma parametry jediného vektor’u:(hs,h,). Priklady vysledk jsou ukazany vifloze.

Prevzaté testovaci obrazky jsou z [38], [41].

A

Obr. 28: Filtrovani mean-shift algoritmem (discontinuity preserving
filtering)
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5 Zaveér

Na prvnim pikladu byla uk&dzana analyza ekonomickasovéiady skladajici se
z postupnych krak identifikace, odhad paraméta owteni modelu. B identifikaci modelu
se zkoumali pedevsim autokoretai a parcialni autokoretai funkce. Dale bylo nutné zjistit,
zda dana ekonomick&sovarada je stacionarni. Testovanim bylo g, Ze se jedna o
nestacionarni¢casovou fadu a bylo fistoupeno postupn k odhadm paramettr modefli
ARIMA(0,1,1) a ARIMA(1,1,0). R diagnostické kontrole modelu byla pouzitada
statistickych test pro otestovani normality rezidui, heteroskedasti@iautokorelace rezidui.
Oba modely byly vyhovujici, avSak pro kéng model ARIMA(1,1,0) rozhodla nizsi
hodnota AIC (Akaikeho informimi kritérium). Analyza této ekonomick&sovérady byla
implementovana v progdi MATLAB/Simulink 2009a. Dale byly implementovany
generatory stochastickych progéegako AR(p), MA(g), ARMA(p,q) a proces nahodné
prochazky (Random Walk).

V druhém pikladu byl uveden steim¢ teoreticky aspekt Expectation-Maximization
(EM) algoritmu a nazri@no jeho odvozeni.iKlad pouZziti EM algoritmu je ukdzan na
shlukovani dat v obrazcich. K tomutdelu poslouzili modelové obrazkyin¢ pouzivané ve
védni disciplit zpracovani obrazu. Inicializovat parametry se nwohHmd K-means
algoritmem, anebo randomizovarV této praci je také popsan uzkjimy vztah mezi EM
algoritmem a K-means, kde K-means je limittibpd EM algoritmu. Nkteré vysledky jsou
ukazany v piloze. Vlastni implementace je vyttema v MATLAB/Simulink 2009a nazoén
pomoci for cykil, ale pro experimenty bylo pouZit@sti zdrojovych kéd, které pouZivaji
funkci MATLABuU a tj. funkce reshape a repmat, ktex@misto pouZiti for cykl zrychluji
vypocet v MATLABU az 20x. EM algoritmus byl také porowdn s jinymi segmentaimi
metodami ve vlastni praci [32], kde byligpevek ocen 3. mistem v sekci Informatics and
Cybernetics.

Treti piklad se zabyva mean-shift algoritmem. PouZiti rag@ft algoritmu je
ukazano na segmentaci obrazu (nebo také filtradiseontinuity preserving filtering). Na
piikladech je aplikovano Epanechnikovo nebo normgdio a je ukazan vlivigvodu do
jiného barevného prostoru. Implementace je provederMATLABuU ve verzi 2009a
modifikaci [35]. Doba vypé&tu je zavisla na velikosti jadra a velikosti obraziPro tSi
obrazky s ¥tSi velikosti jadra ize vyp@et trvat az gkolik hodin.
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7 Prilohy

7.1

c)

Obr. 29:

Vysledky dosazené s EM algoritmem a K-means
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1281

1282 I I I I

lteration

d)

Shlukovani do 10 shluk(i — pravdépodobnostni model smési
vicerozmérnych normalnich rozdéleni s 10 komponentami a 3
pfiznaky (R, G, B): a) vstupni pivodni modelovy obraz (Lena
Soderberg), b) inicializace parametru algoritmem K-means, c)
EM algoritmus, d) konvergence vérohodnostni funkce
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Obr. 30:
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[teration
b)

a) Shlukovani EM algoritmem do 3 shlukd -
pravdépodobnostni model smési vicerozmérnych normalnich
rozdéleni s 3 komponentami a 3 priznaky (R, G, B) s nahodnou
inicializaci parametrt, b) konvergence vérohodnostni funkce

55



Obr. 31:
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[teration

d)

Shlukovani do 6 shluki — pravdépodobnostni model smési
vicerozmérnych normalnich rozdéleni s 3 komponentami a 3
pfiznaky (R, G, B) s inicializaci parametri pouzitim K-means:
a) vstupni pavodni obraz (baboon.tif), b) K-means, c) EM
algoritmus, d) konvergence vérohodnostni funkce
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7.2 Vysledky dosazené s mean-shift algoritmem

h, =10, h, =40, L*a*b, Epanechnikov jadro h, =8, h, =16, RGB, normalni jadro

h, =10, h =40, L*a*b, Epanechnikovo jadro h, =8,h =16, RGB, normalni jadro
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Plvodni obraz h_=20,h =35, L*a*b,Epanechnikovo jadro

p

Plvodni obraz h_=20,h =35, L*a*b,Epanechnikovo jadro
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Pavodni obraz

h, =15, h, =35, L*a*b,Epanechnikovo jadro

Ptiklady zpracovani obrazu mean-shift algoritmem pro
Epanechnikovo a normadlni jadro a pro odliSné barevné
prostory a parametry velikosti jadra
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