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Abstrakt

Dizertacna praca sa zaobera procesom objavovania znalosti na zaklade pouzivania webu.
Specialne pripravou dat, ktora predstavuje ¢asovo najnaroénej$iu fazu celého procesu
a modelovanim dat v zavislosti od Casu, ktoré absentuje v oblasti Web Usage Mining-U.
Hlavny ciel prace je zamerany na modelovanie spravania sa pouzivatelov webu
v zavislosti od ¢asu. Podstatnu ¢ast’ prace tvori optimalizacia pripravy dat v procese Web
Usage Mining-u, Specialne pre ulohu predikcie. V ramci optimalizacie pripravy dat boli
vyhodnotené viaceré metody identifikacie sedeni a ako najvhodnejSia bola vybrana
metoda Reference Length. Pre potreby optimalizacie potrebnych vypoctov pre metodu
Reference Length bol vytvoreny novy postup odhadu podielu navigacnych stranok
zapomoci entropie. V d’alSej Casti prace su vytvorené metodiky na zhodnotenie
frekventovanych transakcii/sekvencii v ¢ase a predikcie pravdepodobnosti pristupov
na webové Casti portalu v zavislosti od tyzdiov. Prinos z hl'adiska modelovania dat
spociva v detailnom popise modelu a metodike modelovania spravania sa pouzivatel'ov

webu v zavislosti od ¢asu.
KPucové slova

Web Usage Mining, Priprava dat, Reference Length, Data Mining, Asocia¢né pravidla,

Sekvencné pravidla, Multinominalny logitovy model.
Abstract

The dissertation thesis deals with the process of knowledge discovery based on the use
of the web. Mainly with the data preparation that represents the most time-consuming
phase of the entire process. Also it deals with the data analysis depending on the time that
is absent in the field of Web Usage Mining. The main aim of the thesis is to model
the behaviour of the web site users depending on time. The main part of the thesis consists
of the optimization of data preparation in the Web Usage Mining process especially
of the prediction task. Several method of session identification were evaluated within
the data preparation optimization, and the Reference Length method was the most
appropriate. The optimization of the necessary calculations of the Reference Length
method consisted of creating a novel approach to estimate the ratio of auxiliary pages
using entropy. The following part of the thesis introduces developed methods

for evaluation of frequent transactions/sequences in time and prediction of the probability



of accesses to the web parts of the web portal depending on the weeks of the year. Benefits
in terms of data analysis are based on a detailed description of the model and

the methodology of modelling the web site users’ behaviour depending on time.
Keywords

Web Usage Mining, Data preparation, Data Mining, Association rule analysis, Sequence

rule analysis, Multinomial logit model.
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Uvob

Kazdy pouzivatel za sebou zanechava stopy na webovych sidlach, ktoré
su zaznamenavané v logovacich stboroch. Cielom zaznamenavania tychto udajov
je zvdésa analyza navstevnosti, pripadne v pripade elektronickych obchodov aj hlbsia
analyza spravania sa kupujticich. HlbSou analyzou logovacich suborov je mozné odhalit’
spravanie sa pouzivatel'ov webu, pripadne ich navyky. Automatizaciou zberu dat sa tieto
data zacali pouzivat’ v procese rozhodovania. Hlavnym zdrojom tychto dat st zvicsa

databazy, elektronické dokumenty a logovacie subory (Liu, 2011).

Zaznamenané udaje vSak ¢asto maju slabti vypovednu hodnotu, na zaklade ¢oho vznikol
koncept objavovania znalosti (Knowledge Discovery) (Fayyad et al., 1996). Pod pojmom
objavovanie znalosti mézeme rozumiet’ proces, ktory zahfiia vyber dat, predspracovanie
dat, transformaciu dat, analyzu dat a interpretaciu vysledkov (Fayyad et al., 1996).
Pod pojmom znalosti m6zeme rozumiet’ informacie, ktoré su pre nas uzitoéné a pomdzu
nam napr. v pripade analyzy webu pochopit’ spravanie sa navstevnikov na webovom

portaly.

Medzi najznédmejSie oblasti objavovania znalosti patri objavovanie znalosti z databaz
(Knowledge Discovery in Databases, KDD), ktor¢ by mohlo byt definované
ako netrivialne ziskavanie implicitnych, predtym neznamych a potencionalne uzito¢nych
informacii z dat (Fayyad et al., 1996). Zdrojom dat vtomto pripade st produkéné
databazy a datové sklady. Analogicky k objavovaniu znalosti z databaz patri ziskavanie
udajov z textov, pri¢om sa tento proces nazyva text miningom, resp. objavovanie znalosti
z textov (Knowledge Discovery in Texts, KDT) (Hearst, 1999). Podobne ako pri KDD
slizia aj pri KDT k analyze dat Statistické metody a metddy strojového ucenia, priCom
najvacsie rozdiely su v samotnej priprave dat, ¢ize reprezentacii textu, ktorej sa venovali
viaceri autori (Loh et al., 2000; Schmidt et al., 2013; Jin a Srihari, 2007; Jindal a Shweta,
2018; Justicia de la Torre et al., 2018; Tan, 1999; Benko a Munkova, 2016; Munk et al.,
2016).

V dnesnej dobe je vyraznym zdrojom dat hlavne Internet, ktory predstavuje
najdynamickejSie sa rozvijajici zdroj informacii. Z nutnosti analyzy aj tohto druhu dat
vznikla pribuzna oblast’ objavovania znalosti z databaz — objavovanie znalosti z webu

(Web Mining, WM) (Liu, 2011). Definicia WM by mohla byt chapana ako extrakcia
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zaujimavych a potencionalne uzitocnych znalosti a informacii z aktivit suvisiacich
s webom (Liu, 2011). Na zaklade skimaného druhu dat v procese extrakcie sa WM
kategorizuje do troch typov: objavovanie znalosti na zaklade Struktary webu (Web
Structure Mining), obsah webu (Web Content Mining) a pouzivania webu (Web Log
Mining alebo sa zvykne pouzivat aj termin Web Usage Mining) (Liu, 2011).

Najvicsie rozdiely medzi oblastami objavovania znalosti pri riadeni procesu metodikou
CRISP-DM su vo faze pripravy dat (Data Preparation), pricom prave priprava dat
predstavuje Casovo najnarocnejSiu fazu v ramci celého procesu objavovania znalosti
(Ciosetal., 2007; Liu, 2011; Rajenderan, 2012; Zhang et al., 2003). Medzi najnaro¢nejSie
zdroje dat z hl'adiska pripravy dat patri logovaci subor webového servera. Dovodom
je hlavne vel'’ké mnozstvo zozbieranych nepodstatnych udajov a ich nepresnost’, pripadne
neuplnost’. V tejto praci budi spomenuté postupy a metodika spracovania tohto druhu

vstupnych dat a snaha o zefektivnenie prace s nimi.

Zaverecna praca pozostava zo Styroch kapitol: v prvej kapitole je definovany hlavny ciel’
dizertanej prace a Ciastocné ciele potrebné pre jeho dosiahnutie. Druhd kapitola
sa zaobera sucasnym stavom rieSenej problematiky objavovania znalosti na zaklade
pouzivania webu, priCom je zamerand hlavne na fazu pripravy dat a modelovanie dat.
Zaroven sa vdruhej kapitole popisuje metodika zavere¢nej prace rozdelena do
jednotlivych Casti vychadzajuc z metodiky CRISP-DM. Tretia kapitola predstavuje
dosiahnuté vysledky experimentov. Stvrta kapitola prezentuje vyhodnotenie vysledkov

zaverecnej prace a ich prinos pre prax.
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1 MOTIVACIA A CIEL PRACE

Dizertacné praca je zamerana na proces objavovania znalosti na zéklade pouzivania webu
(Web Usage Mining - WUM). Logovaci stbor, ako zdroj dat webového portalu,
predstavuje ¢asové data vo forme pristupov na webové stranky. Naprieck tomu absentuje
v oblasti WUM 1loha predikcie, kde sa vyuzivaju ¢asové premenné. Vynimku tvoria
sekvencné pravidla (vzory), v ktorych vystupuje ¢asova premenna iba v obmedzenej
forme a sltzi len na urcenie poradia navstivenych stranok v identifikovanych sedeniach.
Z tohto dovodu sme sa rozhodli skimat’ spravanie sa pouzivatel'ov webového portalu
Vv zavislosti od ¢asu a navrhnat’ pristupy k rieSeniu ulohy predikcie, ktora v tejto oblasti

absentuje.

Zdroj dat (logovaci subor) o pouzivani webu je bez adekvatneho predspracovania
nepouzitel'ny pretoze obsahuje vel’ké mnozstvo nepotrebnych, irelevantnych, nepresnych
a neuplnych informacii. Z toho dévodu sme sa zamerali aj na ¢asovo najnaro¢nejsiu fazu
pripravy dat, priCom sme sa snazili zohl'adnit’ Specifikd predikcie. Z tychto dvoch hl'adisk
vyplyva hlavny ciel' prace. Hlavnym cielom prace je navrh pristupov a metodik
k modelovaniu spravania sa pouzivatel'ov webu v zavislosti od ¢asu. Podstatnu ast’ prace

tvori optimalizacia pripravy dat v procese WUM, $pecialne pre tlohu predikcie.
Na dosiahnutie hlavného ciel’a prace je potrebné riesit’ nasledovné ulohy:

* navrh aimplementicia algoritmov identifikacie sedeni (Casovo/Strukturovo

orientované heuristiky) a dopliania ciest;
= optimalizécia algoritmov identifikédcie sedeni a dopliania ciest;

= experimentdlne vyhodnotenie relevantnosti optimalizovanych algoritmov

predspracovania dat z logovacieho suboru webového servera;

= navrh metodiky predspracovania dat o pouZivani webu zohladiiujice; Specifika

predikcie.

» navrh metdd predikcie, kde tato uloha objavovania znalosti absentuje v oblasti

WUM,;

* navrh metodiky na zhodnotenie frekventovanych transakcii/sekvencii v ¢ase;
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* ndvrh metodiky predikcie pravdepodobnosti pristupov na webové Casti portalu

Vv zéavislosti od tyzdiov, pricom budeme skiimat’ aj r6zne casové obdobia;

= optimalizacia algoritmov modelovania a evalvacia multinominalneho logitového

modelu zohl'adiiujucich $pecifika webu.

Predpokladany prinos zéaverecnej prace je mozné hodnotit’ z hladiska pripravy
a modelovania dat, pricom z hl'adiska pripravy dat spoc¢iva prinos v ndvrhu metodiky
a odporucani pre ziskanie spolahlivych dat z logovacieho suboru. Prinos z hl'adiska
modelovania dat spociva v detailnom popise modelu a metodike modelovania spravania
sa pouzivatel'ov webu v zavislosti od ¢asu. Sucastou metodiky bude aj popis moznosti

vyuZitia ziskanych znalosti.
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2 SUCASNY STAV RIESENEJ PROBLEMATIKY

Problematika Web Usage Mining askumania spravania sa pouzivatelov webu
je sucastou viacerych vyskumov. WUM vsebe zahffla pochopenie spravania
sa pouzivatelov, ked’ pouzivaju webové stranky. Podobnu filozofiu je mozné pouzit’
aj pre pouzivatelov informacnych systémov, ktorych spravanie sa V Systéme moze
odhalit’ pripadné chyby alebo prispiet’ k vylepSeniu systému. Na zaznamenavanie stop,
¢i uz na webovych sidlach alebo v informacnych systémoch, sluzia logovacie subory.
Skiimanie logovacich stiborov odhali nielen spravanie, ale aj navyky pouZivatelov.
Ked'ze sa v logovacich suboroch zaznamenavaji hlavne anonymné tdaje, je nutné ich
spracovat’ a pripravit na analyzu, na c¢o sluzia metédy predspracovania dat.
Predspracovanie dat je dolezitou sucastou WUM a pre tento ucel bolo navrhnutych
mnozstvo technik predspracovania. Cielom objavovania znalosti na zaklade pouzivania

webu je analyza spravania sa pouzivatel'ov pri prechadzani webu (Srivastava et al., 2000;

Romero et al., 2009).
AAk(':né znalosti

Obrazok 1 Princip objavovania znalosti (Zdroj: (Munk a Kapusta, 2014))

Princip objavovania znalosti (Obrdzok 1) je mozné pribliZit na objavovani vzorov
spravania sa pouzivatelov webu. Podla Fayyada (Fayyad et al., 1996) mdzeme
objavovanie znalosti chapat’ ako proces, ktory v sebe zahtiia vyber dat, predspracovanie
dat, transformaciu dat, analyzu dat a interpretaciu vysledkov. Data o pouzivani webu
sa zaznamenavaju do logovacieho stiboru webového servera, kde z velkého objemu dat

je mozné ziskat’ informécie pre lepSie porozumenie datam. Medzi tieto informacie mozu
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patrit’ napriklad Statistiky poctu pristupov za dané casové obdobie, pocet navstev alebo
priemerna diZka navitev na webe a pod. Vysledkom sekvenénej analyzy su sekvenéné
pravidla (sequence rules), ktoré reprezentuju ziskané znalosti, pricom sa od najdenych
pravidiel ocakéava nielen jasnost’, ale aj uzitocnost’. Len ¢ast’ objavenych znalosti (vzorov
spravania sa pouzivatel'ov webu) je mozné pouzit’ z hl'adiska aplikécie a zvysné pravidla
su zhladiska uzitoCnosti trividlne, resp. nevysvetlitelné, ¢ize nepouzitel'né,
neprinaSajice Ziadne nové znalosti (Berry a Linoff, 2004). Na zaklade uzito¢nych
pravidiel je mozné nasledne identifikovat’ chyby v navigacii, upravovat’ odkazy a iné

nepresnosti, resp. identifikovat’ spravanie sa pouzivatel'ov webového portalu.

Prvou fazou v procese objavovania znalosti je porozumenie problematike. Ulohou
je pochopit’ ciele problému formulovaného z hl'adiska modelovania dat. Medzi tlohy
objavovania znalosti patri deskripcia dat a sumarizdcia, segmentdcia, deskripcia
konceptov, klasifikacia, predikcia a analyza zavislosti (Liu, 2011). V druhej faze
je cielom ziskanie relevantnych dat o pouzivani webu. Zdrojom dat su data o pouzivani
webu, pripadne informac¢nych systémov a pod. Informac¢né systémy zviacsa eviduji tdaje
0 pouzivani systému vo vlastnej Struktire, na ¢o sa pouziva prevazne databaza. V pripade
webovych a proxy serverov su data zaznamenavané v spoloc¢nej Standardnej Struktire
V textovom formate — logovaci subor. Logovaci subor v Standardnej Struktiire — Common
Log File (W3C, 1995) zaznamenava informacie o IP adrese, ¢ase a daitume navstevy
a pristupovanom objekte, v pripade rozsirenej podoby (Extended Log File — ELF)
dokaZzeme zaznamenavat' aj udaje (Obrazok 2) o0 odkazovanom objekte a verzii

prehliadaca pouzivatela — User Agent (Liu, 2011).

84.10.169.115 - - [12/Dec/2016:08:12:22 +0200]

"GET /prijimaciekonanie/moznosti-vs-studia HTTP/1.1" 200 5378
"http://www.ukf.sk/prijimaciekonanie/podmienky-prijatia" "Mozilla/5.0 (Windows NT 5.1)
AppleWebKit/535.1 (KHTML, like Gecko) Chrome/14.0.835.202 Safari/535.1"

Obrdzok 2 Jeden zdaznam z logovacieho suiboru

Dal§im potrebnym zdrojom dat v priprave dat je aktualna mapa webu. Mapa webu
obsahuje informacie, ¢i existuje medzi strankami vézba, ¢ize i existuje medzi strankami
hypertextovy odkaz z jednej stranky na druhd. NajcastejSim sposobom ziskania mapy
webu je pomocou web crawlingu implementovaného v data miningovych nastrojoch.

Avsak tym, ze su webové portaly dynamické a neustdle sa menia, tak ziskat’ historické
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data korespondujice so skimanym logovacim siborom, moze byt problematické.
Preto alternativnou metédou je vygenerovanie mapy webu zo samotného logovacieho

suboru.

2.1 PRIPRAVA DAT

Len z kvalitnych dat je mozné vykonat’ dobrt analyzu dat, pricom prave logovacie subory
su typické tym, ze obsahujii zna¢né mnozstvo nepodstatnych udajov, ktoré by mohli
analyzu dat pokazit’. V pripade skiimania spravania sa pouzivatel'ov alebo navstevnikov

webového portalu je mozné pouzit’ nasledovné metody (Munk et al., 2010b):

= vyberové zistovanie — zistuji sa odpovede na konkrétne polozky dotaznika

a navstevnik webu si je vedomy predmetu skiimania (Cerna a Poulova, 2008),

= web usage mining — analyzuje sa logovaci subor webového servera, ktory
obsahuje informacie o pristupoch na stranky webového portalu a navstevnik
0 tomto skiimani nevie, priCom su jeho tidaje do istej miery anonymné (Cooley

etal., 1999).

Predpokladom pre pracu s kvalitnymi udajmi nie je len ich zber, ale aj priprava pre d’alSie
analyzy. Priprava dat sa v angli¢tine oznacuje pojmami data preprocessing alebo data
preparation. Prave priprava dat patri medzi ¢asovo aj prostriedkovo najnaro¢nejsiu fazu
v procese objavovania znalosti, hlavne =z dbévodu nepodstatnych tudajov, ktoré
sa nachadzaju v logovacich suboroch. Losarwar aJoshi (Losarwar a Joshi, 2012)
analyzovali pripravu dat vo WUM adospeli Kk zaveru, ze v oblasti analyzy webu
je priprava dat ve'mi dolezita a vyzaduje pouzitie nastrojov, ktoré sa typicky pre pripravu
dat vinych doménach nepouzivaji. V pripade portalov virtudlneho vzdelavacieho
prostredia (VLE) prisli autori v ¢lanku (Sael et al., 2013) s vlastnou upravou logovacieho
stiboru, ¢im minimalizovali nutnost’ pripravy dat a rovno extrahovali vSetky potrebné
udaje pre analyzu. Napriek tomu, toto rieSenie nie je pouzitené v pripade portalov
S anonymnym pristupom, kde je nutné postupovat klasickym procesom pripravy dat.
Nézorny prehlad aplikovania technik pripravy dat z logovacieho siiboru webového

servera poskytuje nasledovna schéma (Obrazok 3).
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Ziskanie suboru z webového servera Logovaci subor
Cistenie stboru od nepotrebnych
dat (poziadavky na obrazky, styly a Hrubé data
pod.)
Cistenie stiboru od robotov
vyhladavacich sluzieb (Google, Bez robotov
Yahoo a pod.)

Identifikacia pouzivatelov na .

zéklade roznej verzie internetového RozliSené sekvencie na zaklade agenta
prehliadaca

Identifikacia sedeni na zéklade ¢asu
a Struktdry

Rekonstrukcia aktivit pouzivatelov 2 2 . P
webu Doplnené cesty - zaznamy logovacieho suboru

Obrazok 3 Techniky pripravy dat pre logovaci subor v Struktire ELF (Zdroj: (Munk a Kapusta,
2014))

Rozlisené sedenia na zaklade ¢asu/struktdry

2.1.1 CISTENIE DAT

Cistenie dat od nepotrebnych Gdajov patri k prvym krokom v priprave dat, pricom
je Specifické pre kazdy webovy portal, pripadne datovy zdroj. Ciel'om je odstranenie
zaznamov, resp. odkazov, ktoré nie sl podstatné pre skimanie spravania sa pouZzivatel'ov
(Cooley et al., 1999). Medzi takéto odkazy patria hlavne pristupy k obrazkom, flash
videam, ikondm kurzora, javascriptom alebo Stylom. Zvycajny postup identifikacie
takychto zdznamov zahia identifikaciu na zaklade pripony (*.jpg, *.jpeg, *.bmp, *.png,
*.gif, *.css, *.js, *.flw, *.swf, *.cur, *.rss, *.ico, *.xml a podobne). Aj pri nacitani len
jednej stranky sa vSetky tieto poziadavky zapiSu do logovacieho suboru. Okrem
poziadavky GET sa tiez do logovacieho suboru zapisuju aj d’alSie poziadavky http
protokolu, pricom je potrebné odstranit’ aj navratové kody 4xx/5xx, ktoré identifikuja
chybu klienta/servera. Aye vo svojom ¢lanku (Aye, 2011) predstavil dva algoritmy
pre ziskavanie dat z databaz aich nasledné Cistenie v oblasti WUM. Algoritmus
pre Cistenie dat v sebe zaroven zahfiial zobrazenie informacie o pocte zmazanych dajov
a identifikacii poctu unikatnych pristupov na skimany webovy portal. Srivastava
et al. vo svojom ¢lanku (Srivastava et al., 2015) predstavili algoritmus uréeny na Cistenie
logovacieho stiboru od nepotrebnych dat, pricom vyuzivaji dany ¢asovy interval a taktiez
dokazu zoradit' zaznamy podla ich Casovej zndmky. Napriek tomu ma predstaveny

algoritmus problém s velkym objemom dat a v pripade Cistenia vac¢Sich logovacich
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stiborov dochddza k zna¢nému spomaleniu. Spominani autori sa nezaoberali ¢istenim

logovacich stborov od pristupov robotov vyhl'adavacich sluzieb.

Dalsim krokom <¢istenia je odstrdnenie pristupov robotov vyhladavacich sluZieb
ako napriklad Google, Yahoo, Bing a pod. Ked’ze roboty pristupuji k webovému portalu
sekvencne, tak nie je vhodné zahrnut ich aktivitu do skiimania spravania sa pouzivatel'ov.
Detekcia robotov prebicha bud’ na zéaklade ich identifikacie v poli User Agent, alebo
na zaklade IP adresy, ktori je mozné porovnat s databazou robotov (napr.
www.robotstxt.org). Autori v ¢lanku (Vellingiri a Chenthur Pandian, 2011) sa ststredili
na zlepSenie technik na Cistenie dat, hlavne na fazu odstranovania pristupov robotov.
Okrem uz vysSie spominanych nepotrebnych dat a pristupov robotov odstranili
z logovacieho stiboru aj vietky pristupy, ktoré mali dizku pristupu krat$iu ako dve
sekundy. Nithya a Sumathi (Nithya a Sumathi, 2012) predstavili novy pristup
odstrafiovania pristupov robotov vyhl'adavacich sluzieb, pricom svoje postupy uspesne
testovali na anonymnom Microsoft Web Dataset-e a MSNBC.com Anonymous Web
Dataset-e. Okrem odstraniovania pristupov robotov sa zameriavali aj na odstranenie
lokalneho a globalneho ,,Sumu,” resp. znecCistenia logovacieho stboru nepotrebnymi
datami. Nami navrhnuty algoritmus, ktory v sebe zahffia Cistenie dat a zaroven
aj odstranenie robotov z logovacieho suboru, prezentujeme v kapitole vysledkov prace,

pri¢om vychadzame z publikovaného ¢lanku (Munk et al., 2015).

2.1.2 |IDENTIFIKACIA POUZIVATELOV

KedZe sa vlogovacom subore prioritne zaznamendvaji anonymné udaje
0 pouzivatel'och, tak vznika problém s jednozna¢nou identifikdciou navstevnika webu.
Pri analyze nie je potrebné poznat’ konkrétnu identitu pouZivatel’a, ale rozliSovat’ medzi
jednotlivymi pouZzivateI'mi. AvSak predpoklad, ze na identifikdciu pouZivatela staci
IP adresa, je nespravny, pretoZe za jednou IP adresou sa modzZe nachadzat' viacero
pouzivatelov. Z toho dovodu je nutné skombinovat’ viaceré metody, ako napriklad
vyuzitie pola Cookie (Pabarskaite a Raudys, 2007), pripadne kombinacie IP adresy
s polom User Agent (Srivastava et al., 2000). Viaceré heuristické metody vyuzivaja
hlavne kombinaciu IP adresy spolom User Agent. Ak pride k zmene IP adresy,
tak je zrejmé, ze je to novy pouzivatel. Ak je IP adresa rovnaka, tak sa porovnava pole
User Agent, ak pride k zmene, tak je identifikovany novy pouzivatel’, v opacnom pripade

ide o toho istého pouzivatela (Srivastava et al., 2000). V pripade, Ze portal vyzaduje
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od pouzivatel'a registraciu, resp. prihlasenie, tak je identifikacia pouzivatelov
zjednoduSena, pretoZze o tom je zaznam v logovacom subore. Podrobnejsej analyze
moznosti identifikacie sedeni sa venovali autori v (Pabarskaite a Raudys, 2007; Varnagar
et al., 2013), kde jednou z d’alsich moznosti identifikacie sedeni bola analyza sekvencie
navstev stranok na webovom portaly. Bol stanoveny predpoklad, Zze ak na nasledujucu
webovl stranku neexistuje prepojenie zo sucasnej, tak sa musi jednat o nového

pouzivatela.

2.1.3 IDENTIFIKACIA SEDENI

Pouzivatel moéze navstivit stranku viackrat, v logovacom subore st zaznamenané
viacnasobné sedenia (navstevy) pre kazdého pouzivatela. Ciel'om identifikacie sedeni
je rozdelit’ jednotlivé pristupy kazdého pouzivatel'a do oddelenych relacii (Cooley et al.,
1999). Sedenie mdze byt definované ako postupnost’ krokov, ktoré veda k naplneniu
urcitej ulohy (Spiliopoulou a Faulstich, 1999) alebo ako postupnost’ krokov, ktoré vedu
k dosiahnutiu urcitého ciela (Ming-Syan Chen et al., 1998).
Na identifikaciu sedeni sa pouzivaju Struktirovo-orientované heuristiky, ¢asovo-
orientované heuristiky(Liu, 2011; Berendt et al., 2003), ako aj kombinacie tychto dvoch
pristupov (Munk a Kapusta, 2014).

Identifikacia sedeni pomocou Struktirovo-orientovanej heuristiky

Ak sa v sekvencii sedenia z jednej IP adresy objavi priamy nasledovnik stranka, ktora nie
je priamo dosiahnutel'na z predchddzajiicej stranky, tak sa pravdepodobne jedna
0 iné sedenie pouzivatela s rovnakou IP adresou (Cooley et al., 1999). Problémom
spominanej heuristiky je moznost' vyuzitia navratového tlacidla v prehliadaci, ktoré
sa do logovacieho stboru nezapise, a tak mohol pouzivatel' prejst’ na stranku, ktora
s predchadzajucim zdznamom nesuvisela. Rovnaky problém moézZe predstavovat
aj vyuzitie obl'ibenych zaloziek pouzivatel'a na prechadzanie medzi strankami portalu

(Berendt a Spiliopoulou, 2000).
Identifikacia sedeni pomocou ¢asovo-orientovanej heuristiky

Cooley et al. (Cooley et al., 1999) predstavili ¢asovo orientovanu heuristiku nazvant
h1, ktora vytvara sedenia povazované za sériu kliknuti v priebehu 30 minut. Na druhej
strane Spiliopoulou et al. (Spiliopoulou et al., 2003) odporucili identifikovat’ sedenia na

zéklade odhadu dizky ¢asu sedenia 10 minit a nazvali to heuristikou h2. Ak mame odhad
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dlzky Casu sedenia 6, tak sedenie je sekvencia navstivenych stranok s ¢asovou znamkou,

pre ktoru plati:

USS = (USID,(URL,, DTime, ), ..., (URL, DTime,)), DTime,, — DTime, < 0, (1)

kde USS (User Session Set) je mnozina sedeni, DTime,, je Casova znamka posledného
zaznamu sedenia, 1 < k < n an je pocet zaznamov vo WALS (Web Access Log Set -
mnozina webovych pristupov zachytend v logovacom stibore a zoradenéd podla polozky
DTime) (Cooley et al., 1999). Vsetky d’al§ie zaznamy, ktorych ¢asova znamka je vécsia

ako DTime; + 6 patria do d’alsieho sedenia.

Na urcenie konca sedenia a zaciatku nového sa Casto pouziva aj tzv. asoveé okno (Session
Timeout Threshold, STT). STT je preddefinovand doba neaktivity, ktord umoziuje
webovym aplikaciam urcit’ kedy sa za¢ina nové sedenie (Munk a Drlik, 2011b; Kapusta
et al., 2014a). Catledge a Pitkow zvolili ¢asové okno (STT) vypocitané na zaklade
priemerného Casu strdveného na webovych strankach, plus 1,5 ndsobok smerodajnej

odchylky ¢asu stravené¢ho na webovych strankach (Catledge a Pitkow, 1995).

Autori v (Munk et al., 2013b; Kapusta et al., 2013, 2014b) sa priklanaja k odhadom
na zaklade kvartilového rozpétia, ktoré nie st ovplyvnené odl'ahlymi hodnotami, napr.
Qi + 1,50Q, kde Qy;; je horny kvartil (75. percentil) a Q je kvartilové rozpitie (strednych
50 % hodnot), ¢ize ak je ¢as na stranke povazovany za odl'ahli hodnotu, zacina sa nové

sedenie.

Identifikacia sedeni pomocou kombinaicie Struktirovo a ¢asovo orientovanej

heuristiky

Medzi tieto heuristiky patri napriklad metdda, ktord zohladituje cas pristupu
a odkazujucu stranku. V logovacich suboroch sa méze zaznamenavat’ aj stranka, z ktorej
pouzivatel’ prisiel na aktudlne zobrazenu stranku, tzv. referrer, resp. reference page.
To je mozné vyuzit na identifikaciu sedeni pouzitim heuristickej metdody h-ref
(Spiliopoulou et al., 2003). Ak mame odhad velkosti ¢asového okna &, tak sedenie

je sekvencia navstivenych stranok s ¢asovou znamkou, pre ktoru plati:

USS = (USID,(URL,, DTime,, Referrer;), ...,(URLy, DTime,, Referrer)), (2)

Referrer; = URL;_q, (3)
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alebo rovnost’ neplati, resp. Ref errer; nie je definovany, ale:

DTime; — DTime;_; < 6, (4)

kde DTime,, je ¢asova znamka posledného zaznamu sedeniaa 1 < i < k.

Metéda Reference Length je zaloZend na predpoklade, Ze dizka Gasu straveného
pouzivatelom na stranke je vo vztahu s tym, ¢i je stranka klasifikovana ako obsahova
alebo naviga¢na (Munk a Kapusta, 2014; Kapusta et al., 2012). Na obrazku (Obrazok
40brazok 4) je znazorneny histogram popisujici rozdelenie premennej Length, ktora
sluzi na reprezentaciu Casu straveného na stranke webového portalu. Predpoklada sa, ze
lava strana grafu predstavuje navigaéné stranky. Tie slizia ndvStevnikom hlavne na
rychly prechod k obsahovym strankam, ktoré su ich cielom. Pravu stranu preto tvoria

stranky s obsahom, ktorych dizka straveného ¢asu ma vacsi rozptyl.
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Obrazok 4 Rozdelenie premennej RLength (Zdroj: (Munk a Benko, 2018))

Na zdklade predpokladu exponencidlneho rozdelenia premennej je mozné vypocitat
hrani¢ny ¢as C, ktory slizi na rozliSenie naviga¢nych stranok od obsahovych. Premenna

RLength ma exponencidlne rozdelenie

f(RLength) = e ARlength (5)
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F(RLength) = 1 — e~*RLength (6)

kde RLength > 0.

Ak je p relativna pocetnost’ navigaénych stranok, tak sa na odhad hrani¢ného casu
C vyuzije kvantilova funkcia
-1 _ __ —In(1-p)
F7 () =C=—— (7)
pre 0 < p < 1. Maximalne vierohodny odhad parametra A (priemernd intenzita udalosti)
je

~ 1
A= RLength’ (8)
kde RLength je pozorovany priemer dizky navstev.

V okamihu ked’ je odhadnuty hrani¢ny ¢as, sedenie moze byt identifikované porovnanim
kazdého Casu straveného na stranke s hrani¢énym casom, pricom prave hrani¢ny cas
rozdeli stranky na navigaéné a obsahové podla dizky &asu straveného na konkrétnej
stranke (Munk a Benko, 2018; Munk et al., 2015). Nasledne je sedenie sekvencia

navstivenych stranok s ¢asovou znamkou, pre ktoru plati:

(USID,(URL4, DTimeq, RLength,), ..., (URLy, DTimey, RLengthy)), (9)

RLength; < C, (10)
kde 1 < i < k a pre poslednu stranku sedenia plati:
RLength, > C. (11)

Od stranky s vlastnost'ou (11) je definované nové sedenie, pricom prvych k — 1 stranok
je klasifikovanych ako navigacné stranky a poslednd k-t4 strdnka je klasifikovana

ako obsahova.
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Na obrazku (Obrazok 5) vidime sekvenciu navstivenych stranok z danej IP adresy
a agenta, ktora je usporiadana podl'a ¢asu pristupu (os X) a €as straveny na stranke (os Y).
Hrani¢ny Cas bol 20 sektind, kde prvé sedenie je tvorené strdnkami 1 az 9, pri¢om prvych
8 je klasifikovanych ako naviga¢né a posledné je obsahova. Analogicky sa postupuje
pri identifikacii d’al§ich sedeni. Dizka Gasu straveného na stranke je dani rozdielom
pristupovych Casov sucasnej stranky a nasledujicej, pricom sa neda vypocitat’ cas
poslednej stranky v sekvencii. Metoda Reference Length predpoklada, ze kazda posledna
stranka je stranka obsahova. MdZe sa vSak stat, Ze z dovodu neocakdvanej udalosti
na strane navstevnika (napr. telefondt) je obsahova stranka klasifikovana ako navigacna
stranka. Rovnako je potrebné vziat' do tvahy skuto¢nost’, Ze pre kazdého pouZzivatel'a
moze byt kazda stranka inak klasifikovana, pre jedného to mdze byt navigacna stranka,

ale pre druhého obsahova a naopak.

Viaceri autori vyuzivaju rozne metddy identifikacie sedeni v oblasti WUM s ré6znym
uspechom a spol'ahlivostou. Vyber spravnej metddy Casto zalezi aj od skimanej domény.
Autori v ¢lanku (Abdullah et al., 2014) navrhli sekvenény model a nastroj, ktory pouzili
na vytvorenie sekvenéného datového setu. Vo svojom vyskume sa zamerali na logovaci
stibor extrahovany z VLE, konkrétne z MySQL databazy. Na zaklade dosiahnutych

vysledkov moéze pomocou ich néstroja byt vygenerovany datovy set pouzity v réznych
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data miningovych nastrojoch bez nutnosti viacerych uprav. Arce et al. (Arce et al., 2014)
predstavili pristup Simulated Annealing, ktory je zamerany na rieSenie problému
identifikacie sedeni, pricom ich ciel'om bolo hlavne zvysit rychlost’ spracovania vel'kého
mnozstva dat. Podarilo sa im zvySit rychlost spracovania niekol'’kondsobne,
ale navrhovany pristup dosahuje spolahlivé vysledky az po viacnasobnom vykonani

na rovnakom sete dat.

2.1.4 REKONSTRUKCIA AKTIVIT POUZIVATEL.OV WEBU

Ciel'om rekonstrukcie aktivit je urcit, ¢i existuji vyznamné pristupy na web, ktoré nie
su zaznamenané v logovacom subore. Medzi takéto aktivity moze patrit’ opatovny navrat
na stranku pocas toho istého sedenia, ktori zvacsa webovy prehliada¢ nacita z docasne;j
(cache) pamite. Rovnako je vo webovych prehliada¢och Casto vyuzivané tlacidlo spat’,
ktoré sa taktiez nezaznamenava v logovacom subore. Bolo dokazané, ze viac ako 50 %
pristupov na webe je prave pohyb spat’ (Tauscher a Greenberg, 1997). RieSenim tohto
problému je prave rekonstrukcia aktivit, alebo taktieZ nazyvana aj dopiiianie ciest (Cooley
et al.,, 1999; Liu, 2011). Hlavna rolu v dopiflani ciest zohrava hlavne mapa webu
webového portalu. Na zédklade mapy webu je mozné zistit', ¢i medzi strankami existuje
vizba, &ize hypertextovy odkaz. Algoritmy pre doplifianie ciest zvi¢sia funguju
na rovnakom principe, jeden z navrhovanych algoritmov bol predstaveny autormi
(Li et al., 2008). Navrhovany algoritmus efektivne doplnil cesty a zvysil spolahlivost

skimanych dat na klasickom logovacom stibore webového portélu.

2.2 MODELOVANIE DAT

Cielom aplikdcie analytickych metéd je ziskanie novych znalosti. Vstupom
do analytickych nastrojov st predspracované, pripadne upravené udaje a vystupom
su znalosti. Vyber analytickej metddy zavisi od ciela, pre ktory je model urceny.
V metodike CRISP-DM (Cross-Industry Standard Process for Data Mining) sa uvadza
Sest’ typov problémov (deskripcia dat a sumarizécia; segmentacia; deskripcia konceptov;
klasifikacia; predikcia; analyza zavislosti) a k nim odportacané metédy (Chapman et al.,
2000). Medzi najcastejsie z uvedenych typov patria klasifikacia a predikcia, kde oba typy
si davaju za ciel’ najst’ znalosti pouZitel'né pre klasifikaciu novych pripadov. Rozdielom
medzi klasifikaciou a predikciou je podstatnd uloha ¢asu v pripade predikcie (Berka,
2003).
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Jedna z metdd riesenia problémov predikcie a klasifikacie je logisticka regresia, ktora
popisuje zavislost’ kvalitativnej zavislej premennej od jednej alebo viacerych
kvantitativnych nezavislych premennych (Munk et al., 2011a, 2011b). Pri logistickej
regresii sa modeluje pravdepodobnost, Ze premennd ma konkrétnu hodnotu v zavislosti
na kombinécii hodnot nezavislych premennych. Vysledky logistickej regresie su dobre
interpretovatel'né, ale na druhej strane si vyzaduju doéslednt pripravu dat. Logisticka
regresia patri medzi zovSeobecnené linearne modely a zaroven je podobne ako linearna
regresia zaloZena na Statistickom rozdeleni (Stankovi¢ova a Vojtkova, 2007). Rozdiel
je vtom, ze zavisla premenna nie je spojita, ale je diskrétna. Aby bolo mozné pouzit
regresiu, zavisld premennd sa transformuje na spojitd hodnotu, ktord je funkciou
pravdepodobnosti vyskytu udalosti (Stankovicova a Vojtkova, 2007). Nasledujuci popis

sa odvolava prevazne na publikacie (Stankovicova a Vojtkova, 2007; Andél, 2007).

Ozna¢me X ako vektor nezavislych premennych. Oznaéme Y ako binarnu zavisla

premennt, ktord nadobtida dve mozné hodnoty:
= 0 —netspech, resp. Zelana udalost’ nenastala;
= 1 —1uspech, resp. zelana udalost’ nastala.

Oznaéme symbolom p pravdepodobnost vyskytu Zzelanej udalosti (Y = 1), cize
modelovani hodnotu. Potom (12) je podmienend pravdepodobnost’ vyskytu Zelanej

udalosti za podmienky vyskytu vektora nezavislych premennych X.

1
P=P(Y=}) (12)

Podiel 1%) vyjadruje $ancu vyskytu Zelanej udalosti k vyskytu nezelanej udalosti. Sancu
a pravdepodobnost’ predstavuju tie ist¢ informadcie, len v inych podobéach. Vzt'ah medzi
pravdepodobnostou p a vysvetl'ujucimi premennymi X nie je linedrny.

Pre finalnu transforméciu zavislej premennej na spojiti premennu sa vypocita logaritmus
Sanci, tzv. logit, pre ktory plati: logit(p) = ln(l%p). Vzt'ah medzi logitom a vektorom

vysvetlujucich premennych ma uz linearny charakter. Rovnica logistického modelu

ma tvar (13).

logit(p) = In (2=) = fo + Buy + By + -+ ficki 13

1-p

28



Vztah medzi pravdepodobnostou a vektorom vysvetlujucich premennych dostaneme
spitnou transformaciou ama nelinearny charakter. Je to druh exponencidlnej

funkcie (14).

eBotB1X1+B2Xo++ B X 1

P= 1 + eBotB1X1+B2Xa++BrXk - 1 + e~ (Bot+B1X1+B2Xa++BrXk) (14)

Logitovou transforméaciou dostdvame z nelinedrnej zévislosti linedrnu zavislost.

Kym hodnoty pravdepodobnosti p; st zintervalu (0;1), hodnoty podielov %

i

su nezaporné hodnoty, hodnoty logitov mézu nadobudat akékol'vek redlne hodnoty

z intervalu (—oo; ).

2.2.1 MODELOVANIA SPRAVANIA SA POUZIVATELOV WEBU V ZAVISLOSTI OD CASU

Pouzivanie portalov je reprezentované hlavne ¢asovymi datami. NajcastejSie sa Casova
premennd vyskytuje zvdcsa len pri extrakcii sekvenénych pravidiel, kde vSak urcuje
iba poradie navstivenych webovych casti. V aplikacnej oblasti absentuje modelovanie
spravania sa pouzivatelov webu v zavislosti od ¢asu. Napriek tomu sa snazi viacero
autorov sledovat’ spravanie inymi sposobmi. Arbelaitz et al. sa v ¢lanku (Arbelaitz et al.,
2013) venovali analyze a vytvaraniu naviga¢nych profilov navstevnikov turistického
webového portalu. Navrhli systém, ktory s tspesnost'ou 60 % dokaze vytvorit’ profily,
ktoré zodpovedajl realnym navigacnym sekvenciam navstevnikov. Cielom autorov bolo
vyuZit’ navigacné profily pre lepSiu personalizaciu webového portalu pre ndvstevnikov.
Vyuzili zakladné principy metodiky CRISP-DM na to, aby vytvorili segmenty
pouzivatel'ov so spolo¢nymi zdujmami, ale planuji v budicnosti rozsirit’ navrhovany
program o princip fuzzy mnozin. Dalsi autori (Anitha, 2010; Bhawsar et al., 2012) sa tiez
zamerali na snahu odhalenia, resp. predikcie d’alSieho kroku navstevnikov webového
portalu. Makkar et al. (Makkar et al., 2010) vyuzili na predikciu spravania
sa pouzivatel'ov webového portalu Petriho siete, pricom kombinovali informacie ziskané
z logovacieho stuboru a Struktury webového portalu. Carmona et al. (Carmona et al.,
2012) sa zamerali na vytvorenie metodiky pre oblast’ webovych portalov elektronickej
komercie, pricom k tdajom nepristupovali sekvencne, ale pomocou ndstroja Google
Analytics. Nasledne extrahované data spracovali pomocou zhlukovania, asociacnej
analyzy a objavovania podskupin. Na zaklade dosiahnutych vysledkov potom stanovili
odportcania a identifikovali problémové oblasti skimaného webového portalu pre tim

spravcov portalu.
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In$piraciou pri skiimani spravania sa pouzivatelov webu v zavislosti od ¢asu na baze
tyzdiov nam budu podobné vyskumy =zinych oblasti. Dabrowska-Zielinska
et al. (Dabrowska-Zielinska et al., 2002) sa zamerali na vytvorenie modelu pre skimanie
podmienok na pestovanie plodin v roznych oblastiach Pol'ska, pricom na to vyuzili
dial’kové skiimanie zeme. Na zaklade satelitnych snimok vypocitali dva indexy pre kazdy
tyzdenn pre obdobie 14 rokov. Nasledne sledovali namerané hodnoty v jednotlivych
tyzdnoch pocas roka a vyhodnotili najvhodnejsie obdobie pre vysadbu a pestovanie
plodin pocas roka. Vsetky dosiahnuté¢ vysledky podporili meteorologickymi
pozorovaniami. Raffi et al. (Raffi et al., 2006) sa zamerali na skimanie vplyvu aplikacie
anitretovirusovej liecby do dvanasteho tyzdna priebehu choroby a predikcie vyvoja liecby
v d’alSich tyzdiloch. Na modelovanie vysledkov kritickych tyzdiov 24, 48 a 96 vyuzili
predikciu zalozent na pozorovanych uc¢inkoch lie€by pocas prvych dvanastich tyzditoch.
Vdaka dosiahnutym vysledkom dokazu pacientom uz po dvanastich tyzdiioch liecby
odporucit’ pokracovanie alebo vysadenie danej lieCebnej procedary. Aj v problematike
modelovania povodi vyuzili Verdhen et al. (Verdhen et al., 2014) predikciu v ¢lanku,
v ktorom sa zamerali na model topenia snehu v Himalajach pocas jednotlivych tyzdiov
jarného obdobia. Vo svojom vyskume vyuzili Gdaje z roku 2008, aby vytvorili model
predikcie pre spétné roky 2003 a 1983 skiimané na tyzdennej baze pocas jarného obdobia
tychto rokov. Okrem dosiahnutych vysledkov v oblasti skiimania zistili aj, Ze ich vstupné
data neboli dostatocne spolahlivé, aby dosiahli efektivny koeficient simulacie pre rok
1983. Odstranit’ to chcu v buducom vyskume doplnenim dalSich parametrov, ktoré
pomoZzu zvysit’ kvalitu simulécie.

Na modelovanie spravania sa pouzivatelov je mozné vyuzit' multinominalny logitovy
model (Munk a Drlik, 2014), ktory je $pecialnym pripadom zov§eobecneného linearneho
modelu. Popis modelu sa odvolava prioritne na prispevky (Munk et al., 2011b, 2011a),
ktoré boli zamerané na analyzu pouzivania portalu, resp. virtudlneho vzdelavacieho
prostredia. Pri  modelovani spravania sa pouzivatelov webu Ssa pracuje
uz s predspracovanym logovacim suborom, ktory je ocisteny od zbytoénych dat
a pristupov robotov vyhl'addvacich sluzieb. Nasledne je nutné vybrat’ spravnu metodu,
ktorou sa identifikuju sedenia pouzivatel'ov, aby bolo mozné spravne rekonstruovat’ cestu
vSetkych pouzivatel'ov. Pred ur€ovanim modelu si vytvorime nezavislu premennu Cas
(time), ktora bude nadobudat’ casové hodnoty, reprezentované napriklad hodinami

pristupu, tyzdnami v roku, a pod.
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Oznacime si m;; ako pravdepodobnost’ pristupu na kategoriu j pouZivatelom v hodine
i,pricom j=1,2,..,]. Kedze Z§=1nij =1, tak mame ] — 1 parametrov. Nech
Y;; je pocet pristupov za hodinu i, na kategoriu j, s pozorovanymi hodnotami y;;. Potom
n; = X.;¥ij je pocet pristupov v hodine i. Rozdelenie pravdepodobnosti Y;;, v pripade,

ze n; je dané, je multinomické:

n;! Vi1 Viz Yij
—Lt grigr2 gl
Yiryiglyyyl T2 i (15)

P[Yi1 =Yiu, Yo = Yo, - Yy = yi]] =
Pravdepodobnosti 7;; pristupu na kategériu j s prihliadnutim na hodinu i dostaneme
z logitov, ktoré sa modeluju. Logity su logaritmy:

nij

In—-,j=1,2,..,] — 1;i€{0,1, ..., 23},

iy’ (16)

kde m;; je pravdepodobnost poslednej (referencnej) kategorie. Predpokladame

nasledujuci model:

TTj
my =1In = a; +x(B), (17)
kde x! je linearny vektor, a; je konStanta a B; je vektor regresnych koeficientov

pre j =1,2,...,] — 1. Vznikd nam takto J — 1 rovnic, ktoré zodpovedaju kategoriam

1,2,...,] — 1. Pravdepodobnosti 7;; vypocitame z rovnic:

1

— pNij j —
Ty =——— >, Tj; =e'urm; =1,2,.. 1.
tJ 1+Z£=11 ellik ! t i ] r= ']

(18)

Odhad maximalnej vierohodnosti parametrov modelu (17) nasleduje po maximalizacii
logaritmu multinominalnej funkcie vierohodnosti (15) s pravdepodobnostami

7;j vyjadrenymi pomocou parametrov «; a ;.
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2.2.2 METODIKA SPRACOVANIA

Predstaventi metodiku spracovaniu uvadzame ku kapitole 3.5, kde bola rieSenad uloha
navrhu metodiky predikcie pravdepodobnosti pristupov na webové Casti portalu
Vv zavislosti od tyzdnov, ktora predstavuje hlavné naplnenie ciel'u prace. Pri modelovani
spravania sa pouzivatel'ov webu Vv zavislosti od ¢asu sme vychadzali z metodiky CRISP-
DM (CRoss Industry Standard Process for Data Mining) (Chapman et al., 2000). Ciel'om
CRISP-DM je ponuknut organizacidm porozumenie procesu objavovania znalosti
a poskytnat’ navod pocas planovania a vykondvania procesu objavovania znalosti.
Metodika CRISP-DM pozostava zo Siestich faz: porozumenie problematika,
porozumenie datam, priprava dat, modelovanie, vyhodnotenie vysledkov a vyuzitie
vysledkov. Analyzu v zaverecnej praci budeme vykonavat’ nad datami webového servera
komer¢nej banky, priCom budeme vyuzivat' ¢asové premenné na Urovni sekind —
unixtime, hodin — ¢as pristupu, tyzdiov, kvartalov a rokov. Pripravovany logovaci subor
obsahuje zaznamy aktivity na vybranom webovom portaly pocas obdobia viacerych
rokov (2009-2015). V rokoch 2009-2010 rezonovala vo svete ekonomicka kriza, ktora
mala aj vplyv na spravanie sa stakeholderov komerénych bank (Munk et al., 2013b;
Pilkovaetal., 2015; Munk et al., 2012). V nasledujtcich rokoch (2011-2015) ekonomicka
kriza zacala odznievat’ a rovnako predpokladame aj zmenu v spravani sa stakeholderov
komerénych bank. Zdrojom udajov pre modelovanie spravania sa pouzivatelov webu
v zavislosti od casu bol logovaci subor z webového servera vyznamnej domadcej

komer¢nej banky pdsobiacej na Slovensku.

Porozumenie problematike
Cielom zéaverecnej prace je modelovat’ spravanie sa pouZzivatelov webu v zavislosti

od ¢asu. V nasom pripade sa zameriame na rozne ¢asové obdobia, pricom pomocou
modelu je mozné predikovat’ navstevnost’ jednotlivych webovych Casti v zavislosti
napriklad od hodiny konkrétneho dna, alebo od tyZzdna konkrétneho roku a d’al§ich
vysvetl'ujucich premennych. Skiimanie spravania na zdklade hodin dila ndm dokaze
prezradit’, v ktorych Castiach dia je pravdepodobny pristup navstevnikov na jednotlivé
webové kategorie. Moze to byt vyuzité pre spravcov a tvorcov webového portalu,
aby vedeli naplanovat’ aktualizaciu alebo Gpravu portalu. Skiimanie spravania na zaklade
tyzdnov ndm mdze prezradit’ sezonnost’ V navstevovani jednotlivych webovych kategorii
a hlavne odhalit’ vplyv finan¢nej krizy na spravanie navstevnikov na webovom portaly

bankovej institicie (hl'adanie informadcif).

32



Porozumenie diatam
Zdrojom dat su data webovych portdlov ukladané v spolocnej Standardnej Struktire

vV textovom formate — logovaci subor alebo vo vlastnej Struktire najcastejSie

organizované v relacnej databaze. V danych zdrojoch sa sleduju nasledovné atributy:
= [P adresa;
= datum a Cas pristupu,
= URL adresa.

V pripade skumania portalu, ktory vyzaduje prihlasovanie pouzivatelov, je mozné
sledovat’ aj atribut ID pouzivatela. Z tychto atributov sa d’alej vytvaraji premenné, ktoré
st pouzité priamo na modelovanie, resp. vo faze pripravy dat. Dal$im podstatnym
zdrojom dat pre pripravu dat je mapa webu. Mapa webu sluzi napriklad vo faze
rekonstrukcie aktivit pouzivatelov webu, kedy sa dopliiaju cesty medzi strankami, ktoré
V logovacom subore nie si zaznamenané, kvoli pouzitiu tlacidla spdt’ vo webovom

prehliadaci navstevnika webového portalu.

Priprava dat
Po ziskani logovacieho suboru zo skimaného servera sa prechddza k faze pripravy dat.

Priprava dat patri medzi Casovo aj prostriedkovo najnarocnej$iu fazu v procese
objavovania  znalosti, = hlavne = zdovodu  nepodstatnych  udajov,  ktoré

sa nachadzajl v logovacich suboroch. Priprava dat pozostava z nasledujicich tloh:

1. Cistenie dat — v pripade, ak je zdrojom dat logovaci stiibor webového servera,
tak je nutné odistit’ data od nepotrebnych tidajov (poziadavky na obrazky, skripty,
Styly a pod.) arovnako aj od pristupov robotov vyhladavacich sluzieb, ktoré

pristupuji na webovy portal;

2. Identifikacia sedeni a dopiianie ciest — doplianie ciest je zavislé od presnosti
identifikacie sedeni. V nasom pripade bude vyuzitd pre identifikdciu sedeni

metdda Reference Length;

3. Urcenie premennych — logovaci stibor obsahuje premenné v tradi¢nom formate
ELF, preto je nutné transformacia a urcenie potrebnych premennych pre analyzu
spravania sa pouzivatel'ov skumaného webu. Je vytvorend zavisla premenna

category, ktorej rovne predstavuju webové Casti webového portalu. V pripade,
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ak pre webové Casti je navStevnost’ nizka, je vhodné vytvorit’ SirSie kategorie
na zéklade ich prislusnosti k obsahu (Munk et al., 2011b). Premenna category
bude v pripade webového portalu bankovej institicie obsahovat’ nasledujuce
kategorie: Pricing List, Reputation, Business Conditions, Pillar3 Related, Pillar3
Disclosure Requirements a We support. Taktiez je nutné urcit nezavislé
premenné- prediktory, ktoré predstavuju casové premenné vytvorené z ¢asovej
znamky pristupu. V pripade tyzdiov sa jedna o premennti week, ktora
je vytvorena na zaklade normy ISO 8601, nadobudat” hodnoty 0-53. Hodnotu
0 dosiahne premenna v pripade, ak sa jedna o tyzden, ktory zacina
v predchadzajiicom roku. Dal§ou umelou premennou je premenna crisis, ktora
identifikuje obdobie rokov pocas finan¢nej krizy a po financnej krize. Nasledne
bola vytvorena umela premenna internal na identifikaciu pristupov zvnutra
azvonka siete organizacie, ktora nam umoznuje skimat spravanie
sa pouzivatel'ov pristupujucich zvnutra/zvonka siete organizacie (na zaklade sad

IP adries bola vytvorena premenna internal).

Modelovanie
Pri modelovani sa postupuje nasledovne za predpokladu, Ze vychddzame z dajov,

Vv ktorych st zaznamenan¢ individualne pristupy na webové Casti portalu.

1. UrCenie modelu — pravdepodobnostné rozdelenie poCtov pristupov Y;; v Case
[ na kategoriu j s pozorovaniami y;;, ak je dany pocet pristupov n; = ¥ ;y;;
V Case i je multinomické P[Yi1 = Yi1, Yiz = Yizs n Yy = yi]] =

n;! Vi1

YViz2 Yiy
SRRV IR lT[il n
Yi1Yiz:-YiJ:

Mp* .1 . PretoZe Zlenij= 1 je nutné odhadnut | —1

nezndmych pravdepodobnosti. Odhady sa vypocitaji pomocou metddy

maximalnej vierohodnosti, priCom sa Vv logaritmickej funkcii vierohodnosti

Zi2§=1 yijInm;; (19) zavedie logitova transformédcia (s volbou poslednej

/4 . W /4 n.. r ~ /4 v .
kategérie za referencnt) n;; = lnn—” a zaroven sa predpoklada, ze logity 7;;
iJ

st linearnymi  funkciami nezavisle premennych 1;; = q; +xI'B j- Inverznou

1

transformaciou ziskame w;; = ———,
Y 1+y] i el
J:

mj = elm;,j=1,2,..,] — 1, resp.

+xI .
1 ea]+xiﬁ]

—,] =1,2,..,] —1 (20). Po dosadeni
iFj

takto vyjadrenych pravdepodobnosti m;; do (19) je logaritmickd funkcia
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vierohodnosti funkciou s nezndmymi parametrami a; a B; (j = 1,2,...,] — 1).
Po urceni modelu je potrebné identifikovat’ typ zavislosti pre urcenie stupna

polyndému a vyber prediktorov vratane umelych premennych.

2. Odhad parametrov modelu a;, B; maximaliziciou logaritmu multinominalne;j

funkcie vierohodnosti. Na odhad parametrov pre individuédlne udaje bude pouzita
STATISTICA Generalized Linear/Nonlinear Models. Vyznamnost parametrov
bola testovana pomocou Waldovho testu. Pomocou odhadnutych parametrov
jemozné vypocitat odhady logitov aznich pravdepodobnosti vyberu

jednotlivych kategodrii v danom case.

3. Odhad logitov 17;; pre vSetky hodnoty nezavislych premennych
iy =a+xb;,j=12,..,] -1

4. Odhad pravdepodobnosti pristupov 7;; Vc¢ase [ pre referentni webovi

1

éast’] i = ———.
Yy 143) 2 e

5. Odhad  pravdepodobnosti  pristupov  m;; VvcCase @ pre webovu
ast j fy; = eMlufyy,j=1,2,..,] — 1.
6. Vizualizdcia pravdepodobnosti vyberu webovej Casti j v ase i, j = 1,2, ...,]

Vyhodnotenie vysledkov
Po vytvoreni modelu je nutné vypocitané vysledky vyhodnotit, postupovat’ budeme

nasledovne:
1. Urcenie empirickych pocCetnosti pristupov y;;.
2. Odhad teoretickych pocetnosti pristupov J;; = 7;; X ¥i;.
3. Vizualizacia rozdielov empirickych a teoretickych poCetnosti d;; = y;; — ¥;;.
4. Identifikacia extrémnych hodnét d

ij, kde d;;>d;+2s; reprezentuje

podhodnotenu  predpoved a d;; < dj — 2s; reprezentuje nadhodnotenu
predpoved, kde s; predstavuje smerodajna odchylku a JJ priemer rozdielov

pre Kategoriu j.
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Yij
Yivij

5. Vypocet empirickych relativnych pocetnosti pristupov p;; =

6. Porovnanie rozdelenia pravdepodobnosti empirickych relativnych pocetnosti
pristupov a odhadnutych pravdepodobnosti vyberu webovej casti j V Case
i1y =pyj —mj, HO: F(—=r) =1—F(r). Na testovanie nulovej hypotézy,
rozdelenie rozdielov parov je symetrické okolo nuly, bude pouzity Wilcoxonov
parovy test.

7. Vypocet empirickych logitov h;; = In (?) ,Jj=12,.,]—1

iJ
8. Vizualizacia empirickych a teoretickych logitov pre jednotlivé webové Casti,

okrem referencne;.

Vyuzitie vysledkov
Aplikaciou modelu na data logovacich stborov, v ktorych je zaznamenané pouZivanie

portalu budeme modelovat’ pravdepodobnosti pristupov na webové casti portalu.
Na zaklade vysledkov odhadu pravdepodobnosti pristupov na webové Casti bankového
portalu mézeme identifikovat obdobie pocas jednotlivych tyzdiov roka, v ktorych

je nutné aktualizovat’ informacie o tretom pilieri.
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3 VYSLEDKY VYSKUMU

V tejto kapitole sa zameriame na dosiahnuté vysledky vyskumu tykajice sa optimalizacie
pripravy dat v procese WUM amodelovania spravania sa pouzivatelov webu.
Zameriame sa najprv na experimenty vo faze pripravy dat, ktoré boli vykonavané
nad roznymi druhmi zdrojov dat. Zdroje dat pochadzali bud’ z webového portalu
s anonymnym pristupom alebo webového portalu s povinnou autentifikdciou. V prvom
pripade boli zdrojom dat logovacie subory z univerzitného portalu, pripadne webového
portalu z bankovej institicie. V druhom pripade sa jednalo prevazne o portal virtualneho
vzdelavacicho prostredia. Predstavené vysledky jednotlivych vyskumov sluzia

na splnenie ciel’a dizertacnej prace.
3.1 PRIPRAVA DAT PORTALU S ANONYMNYM PRISTUPOM

Vyskumy (Munk a Benko, 2016; Munk, Benko, Gangur, Turcani, 2015) sa zaoberali
prioritne fazou pripravy dat, konkrétne vSak boli zamerané hlavne na fazu identifikécie
sedeni pomocou metdody Reference Length a vplyvom podielu navigaénych stranok
na vypocet hrani¢ného ¢asu. V prvom rade bol v spominanych vyskumoch pouzity
logovaci subor univerzitného portalu (Obrazok 6), aj z toho dévodu bolo nutné ocistit’
logovaci subor od nepotrebnych udajov. Logovaci subor v sebe zahinal informacie
0 IP adrese pristupu, cookie, Case pristupu vo formate unixového Casu (unixtime), datum
acas pristupu, http metédu, URL adresu pristupu, navratovy kod, URL adresu

predchadzajice;j stranky (referrer) a informaciu o pouzitom prehliadaci (user agent).

10.160.0.86;10.160.0.86.1379924192754896,;1379931400;23.9.2013
10:16:40;GET;/://0;HTTP/1.1;404;https://www.ukf.sk/struktura-
univerzity;"Mozilla/4.0 (compatible; MSIE 8.0; Windows NT
5.1; Trident/4.0; .NET CLR 2.0.50727)"

192.168.0.32;192.168.0.32.1379924198329561;1379931400,23.9.20
13 10:16:40;GET; /dokumenty/images/udalosti/logo-iab-
slovakia.jpg;HTTP/1.1;200;https://www.ukf.sk/;Mozilla/5.0
(Windows NT 6.0) AppleWebKit/537.36 (KHTML, like Gecko)
Chrome/29.0.1547.57 Safari/537.36

10.160.0.86;10.160.0.86.1379924192754896,;1379931404;23.9.2013
10:16:44;GET; /struktura-
univerzity/://0;HTTP/1.1;404;https://www.ukf.sk/struktura-
univerzity/pedagogicka-fakulta;"Mozilla/4.0 (compatible; MSIE
8.0; Windows NT 5.1; Trident/4.0; .NET CLR 2.0.50727)"

Obrdzok 6 Ukdzka zaznamov logovacieho suboru univerzitného portalu
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Na ocistenie logovacieho suboru bol vytvoreny vlastny algoritmus pomocou
programovacieho jazyka Java Vv prostredi NetBeans. Algoritmus z logovacieho stiboru
odstranoval na zéklade pripony zaznamy o obrazkoch (*.jpg, *.jpeg, *.png, *.bmp, *.gif),
java skriptoch (*.js), styloch (*.css), sthrnoch (*.rss), kurzoroch (*.cur), videii (*.flv,
* swf), favikondch (*.ico) axml suboroch. Zaroven algoritmus obsahoval aj filter
obsahujuci HTTP néavratové kédy, informujuici o chybach na strane klienta alebo servera.
Ked’ze logovaci stibor je nutné ocistit’ aj od pristupov robotov vyhladavacich sluzieb,
obsahuje algoritmus dolezita sucast’, ktora dokaze v logovacom subore identifikovat
pristupy k suboru ,,robots.txt.“ Na zaklade toho bolo mozné zaznamenat’ IP adresy
robotov acrawlerov azaznamenat' ich pomocou java triedy HashSet ako tokeny.
Nasledne bolo mozné pomocou regularnych vyrazov identifikovat' v riadkoch (teda
zdaznamoch) logovacieho stiboru nezelané tokeny a vytvorit’ tak len novy logovaci subor,
ktory neobsahuje nepotrebné data.

Z dovodu skumania pripravy dat so zameranim na identifikdciu sedeni bola v tomto
experimente zahrnutd identifikacia pouzivatel'ov urcena na zéklade pol'a IP adresa a User
Agent. Identifikacia sedeni bola vykonana pomocou metédy Reference Length, ktori sme
bliz§ie predstavili v kapitole 2.1.3. Na zaklade odhadu podielu navigaénych stranok
v (Kapusta et al., 2012) bol vytvoreny algoritmus sliziaci na identifikaciu sedeni.
Ocisteny logovaci subor bol importovany do databazy, kde bola vytvorena nova
premennd, ktord vychadzala z datumu a Casu navstevy webového portalu konkrétneho
zdznamu. Odhad podielu navigaénych stranok je mozné vykonat na zéklade
subjektivneho odhadu tvorcu alebo spravcu skimaného webového portalu, alebo
je mozné vychadzat’ z mapy webu skimaného portalu. V Jave bola pouzita kniznica Map,
ktora umoznila uchovanie mapy webu a nasledny odhad podielu navigaénych stranok
Z ulozenej mapy webu. Pre vypocet odhadu hrani¢éného ¢asu st nutné vstupné parametre
p a A, kde p je relativna pocetnost’ navigacnych stranok a A je priemerna intenzita udalosti
(bliz§i popis sa nachadza v kapitole 2.1.3). Experiment bol zaroven zamerany nielen
na skimanie vplyvu vypoctu odhadu podielu navigacnych stranok, ale aj na to, akl hra

rolu doplianie ciest.
3.1.1 METODIKA

Experiment v ¢lankoch (Munk et al., 2015; Munk a Benko, 2016) bol realizovany
na zaklade nasledujiceho postupu, ktory vychadzal z (Munk et al., 2010a, 2010b):
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3.1.2

Ziskanie dat — uréenie pozorovanych premennych logovacieho stiboru z pohl'adu
ziskania potrebnych udajov (IP adresa, datum a Cas pristupu, URL adresa, a pod.).
Vytvorenie datovej matice — z logovacieho stboru (informacie 0 pristupoch)
a mapy webu (informacie o obsahu webového portalu).
Priprava dat na r6znych trovniach:
a. identifikécia sedeni pomocou Reference Length vypocitané na zaklade
mapy webu,
b. identifikacia sedeni pomocou Reference Length vypocitané na zaklade
mapy webu a doplnené cesty,
c. identifikécia sedeni pomocou Reference Length vypocitané na zaklade
subjektivneho odhadu,
d. identifikacia sedeni pomocou Reference Length vypocitané na zaklade
subjektivneho odhadu a doplnené cesty.
Analyza dat — hl'adanie vzorcov spravania sa pouzivatelov webu v jednotlivych
suboroch.
Porozumenie vystupnym datam — vytvorenie datového suboru z vystupov analyz
jednotlivych suborov a stanovenie predpokladov.
Porovnanie ziskanych znalosti zo skiimanych stborov predspracovanych

na roznej Urovni pripravy dat z pohl'adu kvantity a kvality ndjdenych pravidiel.

VYSLEDKY

Boli porovnavané Styri subory, pripravené na roznych urovniach (Obrazok 7). Kazdy

subor bol ocisteny od nepotrebnych dat rovnakym algoritmom. V pripade identifikacie

sedeni bol rozdiel prave vo vypocte odhadu podielu navigacnych stranok. Porovnavali

sme subjektivny odhad a odhad na zéklade mapy webu, pricom prave subjektivny odhad

je najcastejSie vyuzivany, ale ¢asto menej presny. V subjektivnom odhade je navigana

strdnka definovana na zdklade odporucania tvorcu alebo spravcu webového portalu.

Na druhej strane alternativou by mohol byt’ vypocet podielu navigacnych stranok z mapy

webu. V tomto pripade je kazda stranka, ktora obsahuje podstranku, definovana

ako navigacéna stranka. V experimentoch (Munk et al., 2015; Munk a Benko, 2016) boli

stanovené nasledujuce predpoklady:

1.

Predpokladame, ze identifikacia sedeni pomocou Reference Length vypocitané
z mapy webu bude mat’ vyznamny vplyv na kvantitu extrahovanych pravidiel

z hl'adiska mensSieho poctu trividlnych a nevysvetliteInych pravidiel.
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2. Predpokladame, ze identifikacia sedeni pomocou Reference Length vypocitané
z mapy webu bude mat’ vyznamny vplyv na kvalitu extrahovanych pravidiel

Z hl'adiska ich zakladnych charakteristik kvality.

Ziskanie dat ‘ Surové déta
N

Cistenie dét ‘ Otistené déta

e

Identifikacia sedeni

Rekonstrukcia aktivit pouzivatelov

Stibor A1 - Reference
Length (odhad z mapy
webu)

Sdbor B1 - Reference
Length (subjektivny
odhad) }

Sabor A2 - Reference
Length (odhad z mapy

Sdbor B2 - Reference
Length (subjektivny

webu webu) + dopiiianie odhad) + dopifianie
ciest ciest

Obrazok T Aplikacia pripravy dat na logovaci subor webového portilu s anonymnym pristupom

Subor A1 obsahoval identifikované sedenia pomocou metody Reference Length a podiel
naviganych stranok bol vypolitany na zdklade mapy webu (12,3 %). Subor
A2 obsahoval rovnako ako subor Al identifikované sedenia pomocou Reference Length
vypocitané na zaklade mapy webu (12,3 %) a okrem toho boli v tomto subore doplnené
cesty. Subor Bl obsahoval identifikované sedenia pomocou metdody Reference Length
a podiel navigaénych stranok bol odhadnuty subjektivne (30 %). V stbore B2 boli
identifikované sedenia rovnako ako v subore B1, pricom boli eSte k tomu doplnené cesty.
V d’alSom kroku boli pre kazdy stbor pomocou sekvenc¢nej analyzy extrahované

sekventné pravidla. Nasledne boli tieto pravidla zlucené do jednej datovej matice

(Obrazok 8), kde sa kazdé pravidlo nachadzalo prave raz.

Body o Head

Obrdzok 8 Ukdzka datovej matice obsahujucej extrahované sekvencné pravidla
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Vypocet podielu navigacnych stranok ma vplyv na pocet identifikovanych sedeni,
kde vsuboroch Al a A2 bolo identifikovanych 51098 sekvencii aV suboroch
B1 a B2 sa objavilo 0 20 % menej sekvencii (Tabul’ka 1). Pomocou sekvenénej analyzy
(STATISTICA Sequence, Association, and Link Analysis) boli z frekventovanych
sekvencii extrahované sekvencné pravidla s minimalnou podporou 0,01 pre kazdy subor
(Obrazok 7). Zjednotenim stiborov do jednej datovej matice sme ziskali 78 unikatnych
pravidiel. Ztoho bolo 35 (45 %) pravidiel identifikovanych v subore A1, 39 (50 %)
pravidiel v subore B1, 62 (79 %) pravidiel v subore A2 a 77 (99 %) v subore B2,

Tabulka 1 Pocet pristupov, sekvencii a pravidiel

Subor Al | Subor A2 | Subor B1 | Subor B2
Pocet pristupov 154681 | 178043 | 154681 | 178806
Pocet identifikovanych sekvencii (sedeni) 51 098 51 098 40 756 40 756
Pocet frekventovanych sekvencii 37 57 43 70
Absoliitny pocet extrahovanych pravidiel 35 62 39 77
Relativny pocet extrahovanych pravidiel 0,45 0,79 0,50 0,99
Pocet uzitoénych pravidiel 10 10 10 10
Pocet trividlnych pravidiel 17 35 19 40
Pocet nevysvetlite’'nych pravidiel 8 17 10 27

Vysledky ukazali (Tabul'ka 2Tabul’ka 2), Ze subory bez dopliiania ciest (A1, B1) obsahuju
skoro podobné pravidla, az na vynimku Styroch pravidiel (5 %) V pripade stiboru
so subjektivnym odhadom podielu navigaénych stranok (B1). V pripade stborov
s dopliianim ciest (Tabulka 3) sa preukazal $tatisticky vyznamny rozdiel v 16 novych
pravidlach (skoro 21 %) v pripade stiboru so subjektivnym odhadom (B2).

Tabulka 2 Kontingencné tabulky pre Sitbor A1 x Siibor B1

A1\B1 0 1 D
0 39 4 43
50,00 % 513 % 55,13 %
1 0 35 35
0,00 % 44,87 % 44,87 %
Y 39 39 78
50,00 % 50,00 % 100,00 %
McNemar (B/C) Chi-square = 2,25000; df = 1; p=0,134
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Tabulka 3 Kontingencné tabulky pre Subor A2 x Subor B2

A2\B2 0 1 3
0 0 16 16
0,00 % 20,51 % 20,51 %
1 1 61 62
1,28 % 78,21 % 79,49 %
Y 1 77 78
1,28 % 98,72 % 100,00 %
McNemar (B/C) Chi-square = 11,52941; df = 1; p = 0,00069

Na zéaklade kontingen¢nych koeficientov (Kontingencny koeficient C, Cramerovo V),
ktoré reprezentuju stupen zavislosti medzi dvoma nominalnymi premennymi, mdézeme
pozorovat’ strednu zavislost’ medzi podielom uzito¢nych, trividlnych a nevysvetliteInych
pravidiel a ich vyskytom v objavenych pravidlach v jednotlivych suboroch bez dopliiania
ciest (Al: 0,40; Bl: 0,37). Ziskané vysledky pre subory s dopliianim ciest boli
zaujimavejSie. Strednad zavislost’ (Cramerovo V = 0,32) bola identifikovana medzi
podielom uzito¢nych, trividlnych a nevysvetliteI'nych pravidiel a ich vyskytom v stubore
A2 (Tabulka 4). Hodnota kontingenéného koeficientu pre vyskyt pravidiel v stbore
B2 bola priblizne 0,11 (kde 1 predstavuje perfektna zavislost a 0 ziadnu zavislost),
¢o znamena, ze pre subor B2 bola len mala zavislost’ (Tabul'ka 5). TaktieZ sa ukazalo,
ze kontingencny koeficient nie je Statisticky vyznamny (Tabul'ka 5). Stbor B2 obsahoval
najviac nevysvetlitelnych pravidiel, ale podiel uzitocnych pravidiel bol rovnaky
vo vSetkych stboroch.

Tabulka 4 Kontingencné tabulky: Vyskyt pravidiel x Typ pravidiel: Subor A2

A2\Type UZito¢né Trivialne Nevysvetlitené
0 0 6 10
0,00 % 14,63 % 37,04 %
1 10 35 17
100,00 % 85,37 % 62,96 %
> 10 41 27
100,00 % 100,00 % 100,00 %
Pearson Chi-square = 7,97115; df = 2; p = 0,019
Kon. koeficient C 0,30450
Cramerovo V 0,31968

42



Tabulka 5 Kontingencné tabulky: Vyskyt pravidiel x Typ pravidiel: Subor B2

B2\Type UZito¢né Trivialne NevysvetlitePné
0 0 1 0
0,00 % 2,44 % 0,00 %
1 10 40 27
100,00 % 97,56 % 100,00 %
> 10 41 27
100,00 % 100,00 % 100,00 %
Pearson Chi-square = 0,91416; df =2; p = 0,633
Kon. koeficient C 0,10763
Cramerovo V 0,10826

Vysledky sekvencnej analyzy neboli skimané len na zdklade kvantity extrahovanych

pravidiel, ale aj kvality. Kvalita extrahovanych pravidiel bola posudzovana na zaklade

dvoch kritérii: podpora a spol'ahlivost’ (Berry a Linoff, 2004). Statisticky vyznamné

rozdiely boli pozorované medzi subormi Al, A2, B2 a medzi sibormi B1, B2 ohl'adne

priemernej podpory extrahovanych pravidiel (Tabulka 6). V pripade priemerne;j

spolahlivosti najdenych pravidiel boli identifikované Statisticky vyznamné rozdiely

medzi sibormi A1, A2 a medzi sibormi A1, B2 (Tabul’ka 7). Vplyv na kvalitu a kvantitu

extrahovanych pravidiel sa dokazal aZ po doplhani ciest. Naopak dopiiianie ciest

je zavislé na presnosti identifikacie sedeni.

Tabulka 6 Homogénne skupiny pre podporu extrahovanych pravidiel

Subor Podpora 1 2 3
Al 3,425 falaiakad
B1 3,941 ok ok
A2 4,163 Fxxx
B2 4,747 Hkk
Kendallov koeficient konkordancie 0,63692

Tabulka T Homogénne skupiny pre spolahlivost extrahovanych pravidiel

Stbor SpolPahlivost’ 1 2
Al 15,942 ek
B1 17,123 Fkkk ek
A2 22,320 Fkkk
B2 23,442 Fkkk

Kendallov koeficient konkordancie 0,49568

Na zaklade dosiahnutych vysledkov bolo mozné usudit’, Ze vypocet podielu navigaénych

stranok v metdde Reference Length zohrava vyznamnu rolu az po dopliiani ciest. Malo
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to vplyv hlavne na zvySenie poctu trividlnych a nevysvetlitelnych pravidiel, pricom
extrahovany pocet uzitocnych pravidiel bol vo vsetkych suboroch rovnaky.

V pripade vyskumu v ¢lankoch (Munk et al., 2015; Munk a Benko, 2016) boli oba
predpoklady, tykajuce sa kvantity a kvality identifikacie sedeni pomocou vypoctu z mapy
webu, preukazané len ¢&iastoéne. Uplne preukizané boli az po dopliiani ciest, pricom
prave doplianie ciest je zavislé od presnosti identifikacie sedeni. Metoda Reference
Length je dobrym sposobom identifikacie sedeni. Nevyhodou uvedenej metody
je podmienka exponencialneho rozdelenia premennej RLength, ktoré sa musi overit’ skor
ako sa zac¢nu identifikovat’ sedenia. R6zne sposoby odhadu podielu naviga¢nych stranok
maja vplyv az po doplhani ciest. Vypofet zmapy webu sa ukézal presne;jsi,
nez subjektivny odhad, ale nevyhodou mapy webu je prakticky neustala zmena webového
portdlu ajej pripadnd neaktudlnost. Dostatoéné mnozstvo extrahovanych kvalitnych
pravidiel umoznuje sofistikovanejSiu analyzu spravania sa pouzivatelov na webovom

portaly.

3.2 PRIPRAVA DAT PORTALU S POVINNOU AUTENTIFIKACIOU

V predchédzajicej kapitole sme sa zamerali na pripravu dat logovacieho stboru
z webového portalu s anonymnym pristupom. V praxi sa vSak casto stretavame
aj s webovymi portalmi, ktoré vyzaduju od navstevnikov registraciu, resp. prihlasenie
sana webovom portaly pre dalsiu ¢innost. Clanky (Benko, 2015; Benko, Reichel
a Munk, 2015; Reichel, Kuna, Benko a Munk, 2015; Munk, Drlik, Benko a Reichel,
2017a) boli zamerané prave na sktimanie pripravy dat logovacieho stuboru, ktory
pochadzal z webového portalu s povinnou autentifikdciou. V tomto pripade sa jednalo
0 logovaci subor, ktory pochadzal z virtudlneho vzdelavacieho prostredia Moodle,
konkrétne z kurzu predmetu Pocitacova analyza dat (PAD). V kurze sa nachadzalo

69 registrovanych Studentov, ktorych spravanie bolo skimané.

Ciel tohto vyskumu blizko stvisel s dvoma predchadzajucimi vyskumami (Munk a Drlik,
2011a, 2011b), ktoré boli zamerané na Specifikaciu potrebnych krokov predspracovania
dat s umyslom ziskania spolahlivych tdajov z logovacich stiborov pochadzajiacich
z VLE. Prvy experiment (Munk a Drlik, 2011a) bol zamerany na evalvaciu vplyvu
roznych premennych (ID pouzivatela, IP adresa a ¢as) vhodnych pre identifikaciu sedeni
na objavovanie znalosti reprezentované vzormi spravania sa Studentov v VLE. Ukézalo

sa, 7e doplhanie ciest v kombindcii s tymito troma premennymi nemalo vyznamnejsi
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vplyv na kvantitu a ani na kvalitu ziskanych znalosti. Doplianie ciest malo vplyv len
na zvysenie poctu uzito¢nych pravidiel, avSak narast nebol Statisticky vyznamny. Naopak
identifikacia sedeni na zaklade premennej cas, ¢asto oznaCovanej aj ako Session Timeout
Threshold (STT), mala vyznamny vplyv na kvantitu ako aj kvalitu ziskanych znalosti.
Podl'a Spiliopoulou et al. (Spiliopoulou et al., 2003) patri tato technika medzi ¢asovo
orientované heuristiky pretoze pouziva hornt hranicu ¢asu straveného na celom portaly
pocas navstevy. Hodnota STT sa pouZziva na urcenie kedy sedenie kon¢i a zaCina nové
sedenie. STT je preddefinované obdobie neaktivity, ktoré umoziiuje webovym
aplikaciam urcit, kedy nastalo nové sedenie (Huynh a Miller, 2009). Spravna hodnota
STT bola cCasto diskutovana viacerymi autormi v oblasti web mining-u (Catledge
a Pitkow, 1995) a taktiez aj eduka¢ného data mining-u (Romero et al., 2014). Druhy
experiment (Munk a Drlik, 2011b) bol preto zamerany na evalvaciu vplyvu réznych
metdd identifikacie sedeni S pouzitim réznych STT premennych na kvantitu a kvalitu
extrahovanych znalosti. V spominanom experimente bolo dokazané, ze hodnota STT
ma vyznamny vplyv na kvantitu extrahovanych pravidiel. Statisticky vyznamné rozdiely
v priemere premennych incidence, support ako aj confidence najdenych pravidiel boli
dokazané medzi subormi s réznym STT odhliadnuc od faktu, ¢i boli stibory upravené
dopliianim ciest alebo nie. Poget trivilnych a nevysvetlitelnych pravidiel bol zavisly
od hodnoty STT. Identifikacia sedeni na zéklade mensej hodnoty STT malo vplyv
na zniZzenie poctu trividlnych a nevysvetlitelnych pravidiel ako aj kvalitu objavenych
pravidiel na baze zakladnych charakteristik kvality (Munk et al., 2013a). Na druhej strane
bolo dokazané, Ze dopiiianie ciest nema vplyv ako na kvantitu tak ani kvalitu
extrahovanych pravidiel. Na zaklade vysledkov tychto dvoch predchadzajucich
experimentov (Munk a Drlik, 2011a, 2011b) boli stanovené ciele pre experiment (Munk

etal., 2017a), v ktorom sa porovna viacero roznych spdsobov metod identifikacie sedeni.

Metodika vychadzala z predchadzajuceho vyskumu (Munk et al., 2015), avsak proces
pripravy dat musel byt prispésobeny logovaciemu stboru ziskané¢ho z portalu Moodle.
Kvéli zmenam v logovacich stiboroch systému Moodle (Mazza et al., 2012; Rice, 2011)
bolo nutné upravit’ logovaci stibor do takej miery, aby bolo mozné pouZit' Standardné
postupy predspracovania dat. V prvom rade bolo nutné zo stiboru extrahovat’ potrebné
premenné, pricom problém bol hlavne s premennou URL, ktort bolo nutné skratit’ len
na identifikacné Cislo stranky. Rozdiely Vv priprave dat oproti logovaciemu suboru

z webového portdlu s anonymnym pristupom boli hlavne vo faze Cistenia a identifikacie
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sedeni. Logovaci sibor VLE neobsahoval Ziadne nepotrebné tidaje, a preto si faza Cistenia
vyziadala len drobné upravy vo forme odstranenia zdznamov o pristupe spravcu portalu
a ucitel'ov. Tieto zaznamy boli odstranené, pretoze experiment bol zamerany na spravanie
sa Studentov v kurze. Zaroven logovaci subor obsahoval informaciu o pouzivatelovi,

preto nebolo nutné identifikovat’ pouzivatelov.

Datové matice boli vytvorené z logovacieho suboru, ktory obsahoval informacie
0 pristupoch Studentov zoradené podla premennych ID pouzivatela, IP adresa a cas.
Zaroven bola vytvorena mapa webu elektronického kurzu. Mapa webu bola pouzita
V spojeni s rdznymi technikami rekonstrukcie sedeni neskor v experimente. Mapa webu
obsahuje informdcie o Strukture obsahu a navigacie elektronického kurzu. Zohrava velka
ulohu na spétné dokoncenie zdznamov cesty, ktorti pouzivatel’ vykonal pomocou tlacidla
»Spat* vo svojom prehliadaci. PouZitie tohto tla¢idla nie je automaticky zaznamenavané
Vv logovacich zdznamoch VLE. Informdcie o existencii prepojeni na jednotlivé stranky
elektronického kurzu moézu byt extrahované z mapy webu. Mapa webu bola ziskana
pomocou aplikacie Web Crawling-u implementovanej v pouzitom STATISTICA Data
Miner. Mapa webu musela byt upravena, aby koreSpondovala sID strankami
elektronického kurzu. Na zéklade zoradenych zdznamov podl'a IP adries bolo mozné
hladat’ prepojenia medzi jednotlivymi strankami (Munk a Drlik, 2011b). Premenna STT
bola vytvorena v logovacom subore na zaklade ¢asového okna 100 minat ako d’al$i krok
vo vytvarani datovych matic. Hodnota 100 minGt bola vybrana s ohPadom na dizku
priemernej vyucovacej hodiny. Vyucovacia hodina méa normalne 90 minut, ale niekedy
Studenti dokoncuju svoje ulohy aj po hodine, pocas prestavky, preto bolo pridanych
d’alsich desat’ minat k hodnote STT. Bolo dokazané, ze vybranych d’alSich desat’ minft,

bolo po zaokruhleni v sulade s hodnotou Standardnej odchylky.

Nasledne boli identifikované sedenia pomocou réznych metdd identifikacie sedeni

a doplnené cesty.
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Ziskanie dat Surové déta

Cistenie dét Ocistené déta

]

e . Stibor A1 - Reference Subor B1 - Reference |
Identifikacia sedeni Length (odhad z mapy Length (subjektivny Subor C1 - STT priemer Subor D1 - STT kvartily

webu) ‘ odhad)
< J
- R ( - ) - b

= 3 . s Subor A2 - Reference Suabor B2 - Reference |

Rekonstrukcia aktivit pouzivate fov Length (odhad z mapy Length (subjektivny Stibor C2 - STT priemer Stibor D2 - STT kvartily
webu webu) + dopliianie odhad) + dopliianie + doplfianie ciest + dopliianie ciest
ciest ciest ‘

Obrazok 9 Aplikacia pripravy dat na logovaci subor VLE

Priprava dat viedla k vytvoreniu Styroch predspracovanych logovacich suborov

(Obrazok 9):

Subor Al obsahoval sedenia identifikované metdédou Reference Length, pricom

odhad podielu naviga¢nych stranok bol vypoéitany z mapy webu (15,32 %).

* Subor Bl obsahoval sedenia identifikované metédou Reference Length, kde bol

vyuzity subjektivny odhad podielu naviga¢nych stranok (25 %).

= Dal3ou pouzitou metoédou na identifikaciu sedeni bola metdda priemernej dizky
casového okna. Nové sedenie je definované vtedy, ked ¢as medzi dvoma

(24

udalostami bol vigsi ako priemerna dizka sedenia. Takto vznikol stbor C1.

» Posledny stbor D1 bol vytvoreny aplikaciou metddy, Vv ktorej st sedenia
identifikované pomocou kvartilov. Bol pouzity vzorec Q¢rr = Qi + 1,50,
kde Q;;; je horny kvartil a Q je kvartilové rozpitie. Nové sedenie bolo definované

ked’ ¢as medzi dvoma udalostami v elektronickom kurze bol vac¢si ako Qgsrr.

Nasledne boli po dopliiani ciest vytvorené d’alsie $tyri sibory (Subor A2, Stibor B2, Stibor
C2, Subor D2), ¢ize pre kazdy stibor z predchadzajuceho pouZzitia metdd identifikacie
sedeni. Sekvencné pravidld boli rozdelené do troch skupin: na uzitocné, trividlne
a nevysvetlitelné pravidla (Berry a Linoff, 2004). V tomto pripade pozostavali trivialne
pravidla hlavne z pravidiel typu prechod z hlavnej stranky na stranku knihy, kvizu alebo
zadania v ramci elektronického kurzu anaopak (napr. Course => Autotest3).

Nevysvetlitelné pravidla boli identifikované ako prechod z jednej stranky na ta ista
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(napr. Course  =>  Course). Uzitocné  pravidla  predstavovali  prechod
z0 stranky koncového testu na stranku knihy a nasledne naspét’ na stranku koncového
testu, pretoze takéto spravanie nebolo pocas koncového testu mozné (napr.
Topic3/Autotest2, Topic2/Task2, Activity of lesson => Topic3/Autotest2). Rozhodnutie,
ku ktorému typu sekvencného pravidla dané pravidlo patri, bolo vykonané na zaklade
subjektivneho rozhodnutia experta domény. Na zaklade subjektivneho charakteru
rozhodnutia experta, muselo byt jeho rozhodnutie objektivne ohodnotené. Objektivita
oznacuje mieru, do ktorej su vysledky nezéavislé od vyskumnika, ako aj od meranej
jednotky v zmysle skreslenia merania. V désledku toho bolo 89 objavenych sekvenénych
pravidiel hodnotenych 6smimi l'udskymi expertami. Experti boli rozdeleny do troch
skupin na zaklade ich uloh v VLE a hlavne v konkrétnom elektronickom kurze: Styria
ucitelia (T), dvaja vyvojari elektronického kurzu (C) a dvaja manazéri VLE (M). Vsetci
ucastnici hodnotili uzito¢nost’ najdenych sekvenénych pravidiel pomocou trojhodnotove;j
Skaly. Celkové hodnotenie pre dané pravidlo bolo vypocitané ako vazeny priemer
jednotlivych hodnoteni. Tento pristup zohladnil nerovnomerné rozdelenie skupin
expertov. Pouzili sme neparametricki metédu analyzy zohl'adiiujuc nezname rozlozenie
udajov aordinalnu charakteristiku pouzitych premennych, napokon bolo pouzité
Kendallovo Tau. Bola testovana Statistickd vyznamnost' vypocitanych koeficientov
(Tabulka 8). Tabulka (Tabulka 8) zobrazuje, ze medzi hodnoteniami sekvenénych
pravidiel jednotlivych expertov je vel'ka, takmer linearna zavislost’ (0,7 — 1).

Tabulka 8 Kendallove koeficienty Tau medzi hodnoteniami sekvencnych pravidiel jednotlivych
expertov

T1 T2 T3 T4 C1 C2 M1 M2
T1 | 1,000 | 0,772 | 0,843 | 1,000 | 1,000 | 0,912 | 1,000 | 0,978
T2 | 0,772 | 1,000 | 0,723 | 0,772 | 0,772 | 0,739 | 0,772 | 0,757
T3 | 0,843 | 0,723 | 1,000 | 0,843 | 0,843 | 0,734 | 0,843 | 0,824
T4 | 1,000 | 0,772 | 0,843 | 1,000 | 1,000 | 0,912 | 1,000 | 0,978
C1 | 1,000 | 0,772 | 0,843 | 1,000 | 1,000 | 0,912 | 1,000 | 0,978
C2 10912 0,739 | 0,734 | 0,912 | 0,912 | 1,000 | 0,912 | 0,892
M1 | 1,000 | 0,772 | 0,843 | 1,000 | 1,000 | 0,912 | 1,000 | 0,978
M2 | 0,978 | 0,757 | 0,824 | 0,978 | 0,978 | 0,892 | 0,978 | 1,000

Koeficienty Kendallovho Tau boli $tatisticky vyznamné (p < 0,05) medzi jednotlivymi

skupinami expertov (Tabul’ka 9). Inymi slovami, moézeme tvrdit’, ze vysoké koeficienty
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korelacie zabezpecili objektivitu hodnotenia sekvenénych pravidiel. NajvicSia miera
zhody bola medzi vyvojarmi elektronického kurzu (C) a manazérmi VLE (M). Na druhej
strane najmensia miera zhody bola medzi uciteI'mi (T) a vyvojarmi elektronického kurzu.
Nulova hypotéza predpokladala, ze v hodnoteni sekvenénych pravidiel medzi
jednotlivymi skupinami expertov nebudu Statisticky vyznamné rozdiely. Hypotéza nebola
zamietnutd na zéklade vysledkov Friedmanovho testu (ANOVA Chi kvad. (N = 89,
df = 2) = 2,294118; p = 0,31757).

Tabulka 9 Kendallove koeficienty Tau medzi hodnoteniami sekvencnych pravidiel jednotlivych
skupin expertov

N | Kendallovo Tau | Z p-hodn.
C&M |89 0,919 | 12,7536 | 0,0000
T&M |89 0,795 | 11,0269 | 0,0000
T&C |89 0,741 | 10,2785 | 0,0000

Hlavny ciel' fdzy analyzy dat tohto experimentu spocival v najdeni vzorov spravania
sa Studentov v jednotlivych siboroch. Sekven¢nou analyzou vykonanou nad vsetkymi
skimanymi subormi boli extrahované sekvencéné pravidla. Vysledkom bola sada
extrahovanych sekvenénych pravidiel z frekventovanych sekvencii s minimalnou

podporou 1 % pre kazdy subor.
Pre experiment boli sformulované nasledovné predpoklady (Munk et al., 20173):

* Predpokladd sa, Ze identifikdcia sedeni pomocou metdody Reference Length
s odhadom z mapy webu, bude mat’ vyznamny vplyv na kvantitu extrahovanych

pravidiel.

» Predpoklada sa, ze identifikacia sedeni pomocou metddy Reference Length
s odhadom z mapy webu, bude mat vyznamny vplyv na zvySenie podielu

uzito¢nych pravidiel.

» Predpoklada sa, ze identifikacia sedeni pomocou metddy Reference Length
s odhadom z mapy webu, bude mat’ vyznamny vplyv na kvalitu extrahovanych

pravidiel.

= Predpokladd sa, Zze doplhanie ciest bude mat' vyznamny vplyv na kvantitu

extrahovanych pravidiel.
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= Predpokladé sa, Ze dopliianie ciest bude mat’ vyznamny vplyv na zvy3enie podielu

uzito¢nych pravidiel.

= Predpokladd sa, e dopiiianie ciest bude mat' vyznamny vplyv na kvalitu

extrahovanych pravidiel.

3.2.1 VYSLEDKY

Experiment bol vprvom rade zamerany na evalvaciu extrahovanych pravidiel
20 skaimanych stborov z hl'adiska kvantity a néasledne kvality. Pomocou STATISTICA
Sequence, Association and Link Analysis modulu boli extrahované sekven¢né pravidla.
Medzi vysledkami sekvencénej analyzy na zdklade podielu najdenych pravidiel v pripade
suborov bez doplhania ciest (Al, B1, C1, D1) amedzi subormi s doplanim ciest
(A2, B2, C2, D2) je vysoka zhoda. Najviac pravidiel bolo extrahovanych zo stborov
s doplftanim ciest, konkrétne 76 pravidiel bolo extrahovanych zo stboru
C2, ¢o predstavuje viac ako 85 %. Zo stboru A2 bolo extrahovanych 76 pravidiel,
reprezentujucich skoro 81 %. Zo suboru B2 bolo extrahovanych 67 pravidiel (75 %)
a zo suboru D2 58 pravidiel (65 %). Vo vSeobecnosti bolo viac pravidiel objavenych
v skamanych stboroch, v ktorych bolo realizované dopiiianie ciest. Ked zoberieme
do avahy fakt, ze sGbory boli vytvorené ztoho istého logovacieho suboru,
tak je prirodzené, Ze objavené sekvenéné pravidla sa Ciastoéne prekryvaji medzi

jednotlivymi stibormi.

Na zéklade vysledkov Q testu je mozné povedat, Ze nulova hypotéza tykajica sa vplyvu
roznych sposobov pripravy dat na vyskyt pravidiel sa zamieta na hladine vyznamnosti
0,1 % (Tabul’ka 10). Kendallov koeficient zhody reprezentuje trovenn zhody v hodnote
najdenych pravidiel medzi skimanymi stibormi. Hodnota koeficientu je priblizne
0,26 pricom 1 znamena perfektni zhodu a O reprezentuje ziadnu zhodu. Nizke hodnoty

koeficientu potvrdzuju vysledky Q testu.
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Tabulka 10 Pocet pristupov, sekvencii a pravidiel v jednotlivych suboroch

Al | B1 | C1 | D1 | A2 | B2 | C2 | D2

Pocet pristupov 51841 | 51841 | 51841 | 51841 | 80416 | 79201 | 81163 | 76924
Pocet identifikovanych sekvencii 9342 | 11052 8256 | 15019 9342 | 11052 8256 | 15019

(sedeni)

Pocet frekventovanych sekvencii 61 56 66 46 93 86 98 76
Polet najdenych sekvenénych 38 34 42 22 72 67 76 58
pravidiel

Percento najdenych sekvenénych 427 38,2 47,2 24,7 80,9 75,3 85,4 65,2
pravidiel (Percent 1)

Percent 0 57,3 61,8 52,8 75,3 19,1 24,7 14,6 34,8
Cochranov Q test Q = 158,6498; df = 7 p < 0,000

Styri homogénne skupiny (Tabulka 11) boli identifikované z viacnasobného
porovnavania (Tukeyov test), tykali sa priemerného vyskytu najdenych pravidiel.
Statisticky vyznamné rozdiely boli preukdzané na 5% hladine vyznamnosti
V priemernom vyskyte najdenych pravidiel medzi sibormi D1 a C1, D2 a C2 ako aj medzi
sibormi bez (X1) as (X2, kde X = {A, B, C, D}) dopliianim ciest. Doplianie ciest
ma vyznamny vplyv na kvantitu extrahovanych pravidiel. Naopak identifik4cia sedeni
s odhadom z mapy webu neméa vplyv na kvantitu extrahovanych pravidiel v pripade

suborov bez a taktiez aj s dopliianim ciest.

Tabulka 11 Homogénne skupiny pre vyskyt odvodenych pravidiel v skumanych suboroch

Subor | Priemerny vyskyt | 1 2 3 4

D1 0,247 Fkkk
Bl 0,382 | **** folakela
Al 0,427 | **** Fkkk
C1 0,472 | ****

D2 0,652 folaiela

B2 0,753 falaialall Makaiaiel

A2 0,809 falaialall Makaiaiel

C2 0,854 folalelal
Kendallov koeficient zhody 0,25465

Vysledky sekvencnej analyzy mozu byt analyzované aj podrobnejsie, ak zoberieme
do uvahy podiel kazdého typu najdeného pravidla. Vyzaduje sa, aby extrahované pravidla
boli nielen pochopitel'né, ale aj uZitocné. Podobne ako v predchéddzajucom experimente

(Munk et al., 2015), sme jednotlivé pravidla rozdelili na uzitocné, trivialne
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a nevysvetlitelné (Berry a Linoff, 2004). Jedinou poziadavkou (predpoklad platnosti)
pouzitia Chi-kvadrat testu je dostato¢ne velké oCakavané pocetnosti (Hays, 1988).
Tato podmienka je poruSena, ak su o¢akavané pocetnosti mensie ako 5. V uskuto¢nenych
testoch bol predpoklad platnosti Chi-kvadrat testu poruseny. Z toho dévodu boli brané
do uvahy nielen vysledky Pearsonovho Chi-kvadrat testu, ale aj hodnoty vypocitanych

kontingen¢nych koeficientov.

Kontingen¢né koeficienty (Kontingencny koeficient C, Cramerovo V) reprezentuju stupen
zavislosti medzi dvoma nominalnymi premennymi. Hodnota kontingen¢ného koeficientu
Cramérovo V bola priblizne 0,8 (Tabul’ka 12). Medzi podielom uzito¢nych, trivialnych
a nevysvetlitenych pravidiel a ich vyskytom v sade objavenych pravidiel extrahovanych
zo suboru Al bola velka zavislost. Kontingenény koeficient bol Statisticky vyznamny.
Nulova hypotéza sa zamietala na hladine vyznamnosti 0,1 %, t.j. podiel uZito¢nych,
trividlnych a nevysvetliteI'nych pravidiel zavisi na identifikacii sedeni pomocou metody
Reference Length s odhadom z mapy webu. V tomto stibore bolo objavenych najmene;
nevysvetlitelnych pravidiel (86 %), pokym 20 uzitoénych pravidiel extrahovanych
zo suboru Al reprezentuje 95 % vsetkych najdenych uzito¢nych pravidiel. Najviac
uzitoénych pravidiel bolo objavenych v stbore s identifikovanim sedeni pomocou

metody Reference Length s odhadom podielu navigacnych stranok z mapy webu (Al).

Tabulka 12 Kontingencné tabulky: Vyskyt pravidiel x Typ pravidiel: Subor Al

Al\Typ Uzito¢né | Trivialne | Nevysvetlitené
0 1 48 2
4,76 % 88,89 % 14,29 %
1 20 6 12
95,24 % 11,11 % 85,71 %
Y 21 54 14
100 % 100 % 100 %
Pearson Chi-square = 56,30237; df = 2; p = 0,00000
Kon. koef. C | 0,62248
Cramerovo V | 0,79537

Hodnota kontingen¢ného koeficientu Cramerovo V (Tabul'ka 13, 14) bola priblizne 0,7,
kde 1 znamena perfektnii zavislost a 0 znamena ziadnu zavislost. Medzi podielom
uzito¢nych, trividlnych a nevysvetlitelnych pravidiel aich vyskytom v objavenych

pravidlach extrahovanych v sibore Bl aCl bola velka zavislost; kontingencny
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koeficient bol Statisticky vyznamny. Nulovd hypotéza sa zamieta $99,9 %
spolahlivostou, t.j. podiel uzitocnych, trividlnych a nevysvetliteI'nych pravidiel zavisi
od identifikacie sedeni pomocou metddy Reference Length zaloZenej na odhade z mapy
webu (Stibor B1). V stbore C1 boli objavené prevazne trivialne (19 %) a nevysvetliteI'né

(100 %) pravidla.

Tabulka 13 Kontingencné tabulky: Vyskyt pravidiel x Typ pravidiel: Subor Bl

Tabulka 14 Kontingencné tabulky:

BU\Typ Uzito¢né | Trividalne | NevysvetliteIné
0 6 48 1
28,57 % | 88,89 % 7,14 %
1 15 6 13
7143% | 11,11 % 92,86 %
Y 21 54 14
100 % 100 % 100 %
Pearson Chi-square = 44,32209; df = 2; p = 0,00000
Kon. koef. C | 0,57658
Cramerovo V | 0,70569

Vyskyt pravidiel x Typ pravidiel: Subor C1

CI\Typ Uzito¢né | Trivialne | Nevysvetlite'né
0 3 44 0
1429% | 81,48% | 0,00%
1 18 10 14
85,71% | 18,52% | 100,00 %
Y 21 54 14
100 % 100 % 100 %
Pearson Chi-square = 45,98494; df = 2; p = 0,000
Kon. koef. C | 0,58367
Cramerovo V | 0,71882
V pripade analyzu suboru D1 Dbola hodnota kontingenéného koeficientu

Cramerovo V (Tabulka 15) priblizne 0,77. Medzi podielom uzito¢nych, trivialnych

a nevysvetlitelnych pravidiel aich vyskytom v objavenych pravidlach extrahovanych

v subore D1 bola velka zavislost’ a kontingencny koeficient bol Statisticky vyznamny.
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V tomto subore bolo objavenych najmenej uzitocnych (38 %) a trividlnych (2 %)

pravidiel, pricom podiel nevysvetliteI'nych pravidiel sa prili§ nezmenil (93 %).

Tabulka 15 Kontingencné tabulky: Vyskyt pravidiel x Typ pravidiel: Subor D1

DI\Typ Uzito¢né | Trivialne | Nevysvetlite'né
0 13 53 1
61,90% |98,15% | 7,14%
1 8 1 13
38,10% | 1,85% 92,86 %
y 21 54 14
100 % 100 % 100 %
Pearson Chi-square = 52,12257; df = 2; p = 0,000
Kon. koef. C | 0,60774
Cramerovo V | 0,76528

V pripade suborov s dopiiianim ciest (X2, kde X = {A, B, C, D}) boli hodnoty
kontingen¢ného koeficientu v intervale 0,2-0,5, kde 1 znamena perfektni zavislost
a0znamena 7ziadnu zavislost. Medzi podielom uZzitoénych, trividlnych
a nevysvetlitelnych pravidiel a ich vyskytom v sade objavenych pravidiel extrahovanych

zo suborov s dopliianim ciest bola mala-stredna zavislost'.

Grafy (Obrazok 10, 11) vizualizuji frekvencie interakcie — Stibory X2 x Typ pravidiel.
V tomto pripade sa krivky navzajom nekopiruju; mali rézny smer, ¢o len potvrdzuje
vysledky analyzy. Najviac uzitocnych pravidiel (57 %) bolo néajdenych v stbore
A2 a najmenej v sibore D2 (48 %), pokym podiel nevysvetlitelnych pravidiel sa prili$
nezmenil. Pri blizom pohlade na rozdiely medzi stbormi sabez dopliania ciest
(X1 vs. X2, kde X = {A, B, C, D}) s ohl'adom na typ pravidiel (Tabulka 12, 13, 14, 15
a Obrazok 10, 11) sa preukazalo zvySovanie trividlnych pravidiel a zmenSovanie poctu
uzitoénych pravidiel v siiboroch s dopliianim ciest (X2, kde X = {A, B, C, D}), pricom
podiel nevysvetliteI'nych pravidiel bol podobny v oboch skupinach stborov (X1, X2, kde
X ={A, B, C, D}). Doplianie ciest spdsobilo iba nérast trivialnych pravidiel.
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Kvalita objavenych pravidiel bola taktieZ hodnotend pomocou dvoch indikatorov:
premennych podpora a spolahlivost (Berry a Linoff, 2004). Vysledky sekvencnej
analyzy ukazali rozdiely nielen v kvantite objavenych pravidiel, ale taktiez aj v kvalite.
Kendallov koeficient zhody reprezentuje stupent zhody v premennej podpory najdenych
pravidiel v skimanych suboroch. Hodnota koeficientu (Tabul’ka 16) bola priblizne 0,71,
kde 1 znamena perfektnt zhodu a O reprezentuje ziadnu zhodu. Z viacnasobného
porovnavania (Tukeyov test) bola identifikovand len jedna homogénna skupina
(Tabul’ka 16) pozostavajuca zo skumanych suborov, tykajica sa priemernej podpory
najdenych pravidiel. Medzi skimanymi subormi neboli preukdzané Statisticky vyznamné

rozdiely pre premennu podpory pre objavené pravidla.
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Tabulka 16 Homogénne skupiny pre podporu odvodenych pravidiel

Subor | Priemerna podpora | 1

D1 2,631 Fkx
B1 2,785 Kk
Al 2,819 ks
C1l 2,821 ks
D2 3,417 falaiakad
B2 3,521 ek
A2 3,557 Kk
C2 3,562 Kk
Kendallov koeficient zhody | 0,71186

Rozdiely v kvalite boli prezentované pre jednotlivé stibory hodnotami spolahlivosti
objavenych pravidiel. Kendallov koeficient zhody (Tabulka 17) bol skoro 0,21,
kde 1 znamena perfektni zhody a0 reprezentuje ziadnu zhodu. Z viacnasobného
porovnavania (Tukeyov test) boli identifikované dve homogénne skupiny (Tabul’ka 17),
tykajuce sa priemernej spolahlivosti objavenych pravidiel. Prvd homogénna skupina
pozostava zo suborov D2, B1, C2, B2, A2, Al, C1 a druha zo suborov D1, D2, B1, C2,
B2, A2. Medzi tymito subormi neboli identifikované Statisticky vyznamné rozdiely
pre premennu spolahlivost objavenych pravidiel. Naopak Statisticky vyznamné rozdiely
v hladine vyznamnosti 95 % boli najdené pre priemernt spolahlivost objavenych
pravidiel medzi sibormi D1 a Al, ako aj D1 a C1. Najvyssia hodnota spolahlivosti bola
dosiahnutd v pripade suborov s identifikdciou sedeni pomocou metéody STT zalozenej
na priemere (C1l) a pomocou metdody Reference Length zaloZenej na odhade z mapy

webu (A1) bez dopiiania ciest.
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Tabulka 17 Homogénne skupiny pre spolahlivost odvodenych pravidiel

Subor | Priemerna spolahlivost’ | 1 2

D1 48,724 Fhxk
D2 54,124 Fhk | Rk
Bl 54,945 Fhkk | kkk
C2 56,278 Fhkk | kkk
B2 56,254 Fhkk | kkk
A2 56,667 Fhkk | kkk
Al 57,621 falalo

C1 58,834 falalo
Kendallov koeficient zhody 0,20448

Prvy predpoklad tykajici sa identifikacie sedeni pomocou metddy Reference Length
zalozenej] na odhade zmapy webu ajej vplyvu na kvantitu nebol preukazany.
Identifik4cia sedeni pomocou metddy Reference Length s odhadom podielu naviga¢nych
stranok z mapy webu nema vplyv na kvantitu extrahovanych pravidiel v pripade stiborov
bez a aj s dopiianim ciest. Naopak §tvrty predpoklad tykajuci sa dopliiania ciest a jeho
vplyvu na kvantitu bol preukazany, dopiiianie ciest ma vyznamny vplyv na kvantitu
extrahovanych pravidiel. Statisticky vyznamné rozdiely v priemernom vyskyte

najdenych pravidiel boli preukazané medzi siibormi bez a taktiez s dopihanim ciest.

V pripade suborov s dopiianim ciest, bolo objavenych skoro 50 % novych pravidiel.
Na druhej strane doplianie ciest spdsobilo len narast trivialnych pravidiel. Piaty
predpoklad tykajuci sa dopliania ciest a jeho vplyv na zvy$ovanie uzitoénych pravidiel,
nebol preukazany. Na druhej strane, najmenej nevysvetlitelnych pravidiel a najviac
uzito¢nych pravidiel bolo najdenych v stibore s identifikaciou sedeni metddou Reference
Length s odhadom z mapy webu. Druhy predpoklad tykajuci sa identifikacie sedeni
pomocou metody Reference Length s odhadom z mapy webu a jej vplyve na zvySovani

podielu uzito¢nych pravidiel, bol preukazany.

Treti predpoklad tykajlci sa identifikacie sedeni pomocou metédy Reference Length
s odhadom z mapy webu a jej vplyve na kvalitu tykajicej sa zakladnych metrik kvality
bol preukazany len &iastoéne. Statisticky vyznamny rozdiel bol len v spol’ahlivosti medzi
objavenymi pravidlami v skimanych stiboroch. V pripade stiboru s identifikaciou sedeni
pomocou metédy Reference Length s odhadom z mapy webu bez dopliiania ciest, bola

dosiahnuta najvyssia spol'ahlivost’. Na druhej strane, nebol preukazany Siesty predpoklad
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tykajuci sa dopliania ciest a jeho vplyvu na kvalitu extrahovanych pravidiel z hladiska

zakladnych metrik kvality.

Bolo preukazané, ze identifikacia sedeni pomocou metody Reference Length a mapa
webu elektronického kurzu, Statisticky vyznamne zvySuju pocet objavenych uzitoénych
sekvencnych pravidiel. Najzaujimavejsi prinos tychto vysledkov je, Ze aplikacia metody
Reference Length bez dopliiania ciest ako aj prehladévanie kurzu za uéelom ziskania
mapy webu, mdze byt automatizované. Tieto zdvery mdzu pomoct ostatnym
vyskumnikom v oblasti educational data mining vybrat vhodné kroky pripravy

edukacnych dat a l'ahSie sa sustredit’ na rieSenie Specifickych edukacnych problémov.

V pripade experimentu (Munk et al., 2017a) autori oCakavali, Ze identifikacia sedeni
pomocou metddy Reference Length odhadnutej z mapy webu, bude mat’ vyznamny vplyv
na kvantitu extrahovanych pravidiel. Toto nebolo preukazané, ked'ze sa ukazalo,
ze identifikécia sedeni pomocou metdédy Reference Length zalozenej na mape webu,
nema vplyv na kvantitu extrahovanych pravidiel v pripade suborov bez a s dopifianim
ciest. Na druhej strane predpoklad tykajtci sa vplyvu metody zaloZenej na mape webu
na zvysenie poctu uzito¢nych pravidiel bol preukdzany, pouzitie metédy Reference
Length s pouzitim odhadu podielu navigaénych stranok z mapy webu, vyznamne zvysilo

pocet objavenych uzito¢nych sekvenénych pravidiel.

3.2.2 ANALYZA SPRAVANIA SA STUDENTOV VO VLE

Clénky (Benko et al., 2015; Reichel et al., 2015) boli zamerané na pozorovanie spravania
sa Studentov v kurze VLE a vplyvu ich spravania sa na vysledné hodnotenie z predmetu.
Logovaci subor ajeho priprava vychadzala zpredchadzajicej kapitoly 3.2,
kde identifikacia sedeni bola vykonana pomocou metédy Reference Length vypocitanej
z mapy webu, pricom bola vynechanid fiza dopliiiania ciest, ked’ze bolo dokazané,
ze doplianie ciest neprispieva k zvySovaniu podielu uzitoénych pravidiel. Cielom bolo
analyzovat’ tento logovaci subor a hl'adat’ vzory spravania sa Studentov v kurze VLE
a ich nasledné porovnanie s koneénymi hodnoteniami dosiahnutymi na konci semestra
v predmete PDA. Skumanymi premennymi bola hodnotenie a kategoria (alebo aktivita),

ktora obsahovala tematicky zlucené stranky kurzu.

Graf (Obrazok 12) vizualizuje najdené asociacné pravidla, pricom velkost’ kazdého uzlu

reprezentuje podporu danej aktivity. Sirka Giary, ktord spaja dve aktivity, popisuje Groveri
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podpory pravidla, respektive kombinacie dvoch aktivit. Jas Ciary reprezentuje lift
pravidla, ¢o znamena, ¢i sa dvojica aktivit vyskytovala v jednej transakcii spolu alebo
skor oddelene. Ak je hodnota lift vyssia ako 1, tak sa dvojica CastejSie vyskytovala spolu
Vv jednej transakcii v subore navstivenych stranok (Reichel a Kuna, 2014). Najviac
asociacnych pravidiel bolo najdenych pre studentov s najlep$im kone¢nym hodnotenim,
naopak najmenej asociacnych pravidiel sa naSlo pre Studentov s horSim hodnotenim
(D a E). Konkrétne pre hodnotenie D neboli najdené Ziadne pravidla, ktoré by spliiali
minimalnu podporu vysSiu nez 1 %. Najvacsi podiel zaujimavosti (lift = 1,5) bol
identifikovany pre pravidlo E => AUTOTEST. Hodnotenie E aaktivita kurzu
AUTOTEST boli v transakciach najdené viac spolu, nez oddelene. TaktieZ je mozné lift
interpretovat’ ako vSeobecnu zavislost medzi dvoma polozkami. Hodnoty vécsie
ako 1 naznacujt pozitivnu zavislost’ a hodnoty mensie ako 1 zase negativnu zavislost.
Ak lift pre pravidlo E => AUTOTEST je rovny 1,5, tak to znamena, ze Student
S kone¢nym hodnotenim E by pouzival aktivitu AUTOTEST s pravdepodobnostou
1,5 nasobne vyssou ako nahodne vybrany $tudent. Studenti s hodnotenim B a C maj tato
pravdepodobnost’ rovnt 1. Naopak, pravdepodobnost’ navstevy aktivity AUTOTEST

Studentov s hodnotenim A je 0,7 nasobne niz§ia nez nahodne vybrany Student.
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Obrazok 12 Vizualizacia ndjdenych pravidiel (Zdroj: (Benko et al., 2015))
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Vysledky vyskumu (Benko et al., 2015) nepotvrdili velky stupenn zavislosti medzi
kone¢nym hodnotenim S§tudenta a spravanim sa $tudentov v kurze, ale napriek tomu boli
najdené podstatné rozdiely v spravani $tudentov. Studenti, ktori pouZivali VLE na svoje
Stdium, boli v konetnom vysledku uspesnej$i. Ale vysledky preukazali
aj to, ze nie vSetci UspeSni Studenti potrebovali absolvovat’ vsetky zadania kurzu.
Nadmerné pouzivanie modulu na samo-testovanie moéze indikovat, ze Student
ma problémy s preberanym ucivom. Moodle takéto informécie zaznamendva a moézu

sluzit’ pre ucitel'a ako podstatnd informacia.

Clanok (Reichel et al., 2015) sa zameral na analyzu, ako tudenti vyuZivali kurz PDA
vytvoreny pomocou VLE Moodle. Ciel'om bolo porovnat’ vyuzitie jednotlivych modulov
pocas semestra. Z dat boli odstranené pristupy na hlavnu stranku kurzu, pretoze Studenti
hlavnt stranku kurzu pouzivaja len na pristup k ostatnym aktivitam. Z toho déovodu mala
hlavnd stranka kurzu najviac pristupov atieto udaje by mali nespravny vplyv
na interpretaciu dat. Rovnako boli z experimentu vyltcené aj kategorie, ktorych vyskyt
nedosiahol minimalne 1 %. Najvacsi pristup bol zaznamenany k aktivite Quiz, ktora
obsahovala hlavne samo-testovanie. Pomocou dendrogramu zhlukovej analyzy bolo
mozné rozdelit' jednotlivé moduly do homogénnych skupin (Obrazok 13). Vysledky
zhlukovej analyzy koresponduju s vysledkami dosiahnutymi asociaénou analyzou, ktora

je podrobnejsie popisana v (Reichel et al., 2015).

Max -

Step

resource assignment book quiz user feedback

Obrdzok 13 Dendrogram zobrazujuci homogénne skupiny modulov kurzu (Zdroj: (Reichel et al.,
2015))

Skupina modulov, ktora zahfna aktivity Resource, Assignment a Book by sa dal zaradit’

do kategorie uciacich sa modulov. Ak sa Studenti chceli u€it’, tak pocas sedeni prechadzali
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hlavne spominané moduly. Vyrazne vyuzivany bol aj modul Quiz, ktory sluzil primarne
na samo-testovanie Studentov. To koreSponduje aj s vysledkami predchadzajiceho
vyskumu (Benko et al., 2015) a ukazuje, Ze Studenti radi vyuzivaju tGto funk¢nost’
na zlepSovanie a overovanie svojich vedomosti. MoZznym odporucanim pre tvorcov kurzu

a ucitel'ov by bolo zlepsit’ kvalitu tychto modulov.

3.3 OPTIMALIZACIA ALGORITMU IDENTIFIKACIE SEDENI REFERENCE

LENGTH

Clanky (Munk a Benko, 2017, 2018) sa zaoberaju vyuzitim entropie ako miery
neusporiadanosti pri skumani podielu navigaénych stranok v skimanom logovacom
stbore webového portalu. Clanky vychadza z predchadzajuceho vyskumu (Munk et al.,
2015), kde na vypocet podielu naviga¢nych stranok slizila mapa webu. Ako uz bolo
spomenuté v predchadzajiacich kapitolach (3.1, 3.2), mapa webu nemusi vzdy byt
aktualna, pripadne nemusi byt dostupna a tak nie je mozné vykonat' vypocet odhadu
podielu navigaénych stranok pre potreby metddy Reference Length. V takom pripade
byva jednou z moznosti extrahovat’ mapu webu priamo z logovacieho stboru, ¢o vSak
moze spdsobit’ ziskanie nekompletnej mapy webu. Alternativu moze poskytovat’ vyuzitie
entropie ako miery neistoty na odhad podielu naviga¢nych stranok priamo z logovacieho

suboru.

V nasom experimente sme vyuzili logovaci stibor portalu virtualneho vzdelavacieho
prostredia a logovaci stibor portalu s anonymnym pristupom. Ocakavania experimentu
boli ngjst’ alternativny spdsob odhadu podielu navigacnych stranok v pripade chybajucej
alebo neuplnej mapy webu. Priprava logovacieho siboru bola vykonand pomocou
Standardnych technik predspracovania dat podobne ako v pripade vyskumov (Benko
et al., 2015; Benko, 2015; Munk et al., 2015). Pripraveny logovaci subor bol nasledne
importovany do databazy, kde sa vykonalo viacero experimentov zahfiajicich entropiu,
na zéklade ktorej by bolo mozné rozlisit' navigacné stranky od obsahovych stranok
na skimanom webovom portaly. Cielom bolo vytvorit® algoritmus, ktory by dokézal
vypocitat’ entropiu pre konkrétnu stranku na zaklade nahodnej premennej RLength, ktora
reprezentuje dizku &asu straveného na kazdej stranke webového portilu. Pomocou
algoritmu bol vypo&itany Relativny Priemerny Cas straveny na stranke pouZivatelom
a z tejto premennej bola vypocitana Entropia pre kazda stranku a bol vytvoreny novy

datovy subor (Tabul’ka 18) obsahujuci Entropiu pre kazdy stranku. Nasledne bola uréena
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priemerna entropia na celom portaly, ktora sltizila ako hranica, ktora rozdel'uje navigacné
stranky od obsahovych. Stranky, ktorych Entropia bola vac¢sia ako Priemerna Entropia
Entropiap,iemer celého portalu, boli klasifikované ako navigacné. Naopak stranky
s Entropiou menSou ako Priemernd Entropia celého portalu, boli klasifikované
ako obsahové. Dal§im spdsobom na $pecifikaciu ¢asového ohranienia ¢asu straveného
na webovom portaly, boli kvartily. Hodnota bola vypocitanda pomocou vzorca:
Entropiagyertiy = Qi + 1.5Q, kde Qyy, reprezentuje horny kvartil a Q reprezentuje

kvartilové rozpitie. Tento proces bol vykonany pre kazdy logovaci stibor zv1ast’.

Tabulka 18 Ddtova matica logovacich suborov webového portalu rozsirena o entropie

URL Priemerné RLength | Relativny priemerny ¢as | Entropia
/help-desk 39,6471 0,712336 0,241628
/informacie 52,8175 0,948967 0,049708
/konferencie 15,5 0,278487 0,356013
[fakulty 22,1082 0,397216 0,36674

Skladany graf (Obrazok 14) vizualizuje dosiahnuté podiely obsahovych a naviga¢nych
stranok porovnané metodami odhadu podielu navigacnych stranok pre portal VLE.
V logovacom stubore VLE portalu, bolo identifikovanych 58 stranok. Pomocou algoritmu
bolo desat’ stranok klasifikovanych ako naviga¢né stranky a zvys$né stranky (48 stranok)
bolo klasifikovanych ako obsahové stranky. Preto podiel navigaénych stranok VLE
portalu bol 17,24 % (Obrazok 14). Pomocou kvartilov bolo devat stranok
klasifikovanych ako navigac¢né a 49 stranok bolo identifikovanych ako obsahové stranky.
Na zéklade vysledkov predchadzajicich vyskumov, odhad podielu z mapy webu pontikal
najlepSie vysledky pre pouZitie metédy Reference Length pre identifikaciu sedeni.
Vysledky (Obrazok 14) pre portal VLE wukazali, Ze Entropia Kvartilov
(Entropiagyqrtiry) bOlO skoro rovnaka (15,51 %) ako odhad podielu navigatnych
stranok z mapy webu (15,34 %). Entropia Priemerov (17,24 %) bola trochu vyssia,
nez odhad podielu naviga¢nych stranok z mapy webu (15,34 %), ale stale ponuka

presnejSie vysledky, ako subjektivny odhad podielu naviga¢nych stranok (25 %).
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Obrazok 14 Podiel navigacnych a obsahovych stranok na zdklade réznych odhadov podielu
navigacnych stranok pre webovy portal VLE

Proces vypoctu entropie sa zopakoval aj pre logovaci subor webového portdlu
S anonymnym pristupom. V tomto pripade bol rozdiel medzi subjektivnym odhadom
(30 %) a odhadom z mapy webu (12,30 %) ovel'a va¢si ako v pripade predchadzajiiceho
portalu (Obrazok 15). Vysledky predchadzajicich vyskumov ukazali, ze odhad podielu
navigaénych stranok z mapy webu ponuka lepsie vysledky ohl'adne kvantity a kvality
extrahovanych pravidiel, nez subjektivny odhad podielu navigacnych stranok. Vysledky
odhadu podielu naviga¢nych stranok pomocou entropie ukazali podobné spravanie
pri webovom portaly s anonymnym pristupom (Obrazok 15), ako aj pri portaly VLE
(Obrazok 14). Webovy portal s anonymnym pristupom obsahoval 1764 stranok. V tomto
pripade bolo vhodnejSie pouzit’ Entropiu Priemerov (11,39 %). Aj ked’ aj vysledok
odhadu pomocou Entropie kvartilov (13,61 %) bol blizko odhadu podielu navigaénych
stranok pomocou mapy webu (12,30 %). Vyber vhodnej metdédy pre odhad podielu
navigacnych stranok pomocou entropie by mohol byt na zdklade rozhodnutia analytika
webového portalu. Odhliadnuc od potreby vyberu vhodnej metédy, moézeme povedat,
ze vysledky oboch metdd ponukaju podobné vysledky ako odhad podielu navigacnych

stranok pomocou mapy webu.
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Obrdzok 15 Podiel navigacnych a obsahovych stranok na zaklade réznych odhadov podielu
navigacnych stranok pre webovy portal s anonymnym pristupom

V ¢lanku (Munk a Benko, 2018) bola predstavena nova metdéda odhadu podielu

navigacnych stranok pomocou entropie (Obrazok 16) ako alternativny sposob odhadu

podielu naviga¢nych stranok pri identifikacii sedeni pomocou metddy Reference Length.

Metdda pouziva entropiu ako ndstroj pre odhad podielu naviga¢nych stranok z asu

straveného na webovych strankach webového portalu. Ked’ze metoda pracuje priamo

S0 skimanym logovacim suborom, vysledky by mali presnejSie korespondovat’

so Struktirou skumaného webového portalu v Case ziskania logovacieho stboru.

Vyhodou to je prave v pripade, ak pracujeme s historickymi datami alebo webovymi

portalmi, pre ktoré nie je mapa webu k dispozicii alebo nie je Uplna. Cielom vyskumu

bolo n4jst’ alternativny spoésob odhadu podielu naviga¢nych stranok.
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Algoritmus Reference Length pomocou Entropie
Odhad hraniéného asu
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webového portilu
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kde (@ reprezentule horny kvartil a § reprezentule kvartilové
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.3 1 BT = , . " s P
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Identifikdcia sedeni

1. Pre skimany logovaci sitbor bola vytvorend sekvencia nav3tivenych
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(USID,{URL,, DTime,, RLengthy), ..., {URLy,, DTimey, RLength}),
kde USID Je identifikécia sedeni, URL;, je pristupovanid webova
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pouzivatelom na kafde] stranke webového portalu s nasledovnou
vilastnostou
Rlength; = C,
kde 1=i<Fk a pr= posledni stranku ssdenia plati
Rlength, = C
2. 0d nasledujuce] stranky je definovaneé nové sedsnie

Obrdzok 16 Algoritmus metddy Reference Length s vyuzitim entropie
3.4 NAVRH METODIKY NA ZHODNOTENIE FREKVENTOVANYCH

TRANSAKCII/SEKVENCII V CASE

Vyskum prezentovany v ¢lanku (Munk, Pilkova, Benko, Blazekova, 2017b) prispieva

k preklenutiu medzery v oblasti dostato¢ného zverejiiovania informacii, ¢o taktiez

prispieva k zvySovaniu zdujmu prislusnych stakeholderov o prispievanie k trhovej

discipline a je relevantné s ich zaujmami v ramci Pilieru 3. Clanok sa zaoberd analyzou



udajov z webovej stranky zameranych na zverejiovanie informacii komerénych bank
k Pilieru 3 a skiimanim spravania sa stakeholderov vo vztahu k vaznym trhovym
turbulencidm. Skimané data pozostavaji z logovacich suborov, ktoré boli
predspracované pomocou technik web mining-u a z ktorych boli extrahované
frekventované polozkové mnoziny na zéklade kvartalov a boli vyhodnocované na zaklade

kvantity.

3.4.1 METODIKA

Jednym z ¢iasto¢nych ciel'ov bolo vytvorenie metodiky na zhodnotenie frekventovanych
transakcii/sekvencii v ¢ase, ktora bola vyuzita v ¢lanku (Munk et al., 2017b). Pre potreby
analyzy spravania sa pouzivatelov webu boli zozbierané data suvisiace
s Pilierom 3 z logovacich stborov bankového webového servera (Munk et al., 2012).
Priprava dat bola vykonana podla (Kapusta et al., 2013, 2014a), kde bolo potrebné
pripravit’ logovacie subory z viacerych serverov, ktoré boli vyuzivané ako vyrovnavace
zatazenia (tzv. load balancer). Metodologia vyskumu bola inSpirovana (Munk
etal., 2010a, 2010b, 2015) aaplikovana na evalvaciu frekventovanych polozkovych
mnozin na zaklade kvantity. V analyze boli polozkové mnoziny vyhodnocované na
zaklade kvartalov pocas rokov 2009-2015. Zdrojom tudajov pre nasu analyzu boli
logovacie subory z webovych serverov vyznamnej domacej komerénej banky pdsobiacej
na Slovensku. Analyza bol vykonany na vzorke 10 378 751 logovacich pristupov, ktoré
boli ziskané po priprave dat, ktora zahfiiala &istenie dat, identifikaciu sedeni a dopifianie

ciest. Pouzitd metodoldgia bola nasledovna:

1. Ziskanie logovacich stiborov z viacerych serverov.
2. Priprava dat pozostavajuca z viacerych tloh:
a. Cistenie dat — najddlezitejsi krok je oGistit’ data od nepotrebnych tdajov.
Tento krok vedie k ziskaniu surovych dat obsahujucich len pristupy
na webovy portal. Cistenie dat v sebe zahfiia aj odstrinenie pristupov
robotov vyhl'adavacich sluzieb.
b. Identifikacia pouzivatelov/sedeni — navstevnici boli identifikovany
na zéklade pol'a User Agent asedenia boli identifikované pomocou

metddy Reference Length.
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c. Rekonstrukcia aktivit pouzivatelov (dopliianie ciest) — zamerané na spétné
dopliianie zdznamov o ceste pouZivatela webovym portalom pomocou
tlacidla ,,Spéat™* vo webovom prehliadaci.

3. Analyza dat pozostavajuce z hl'adania vzorov spravania sa pouzivatelov webu
pocas kvartdlov v skimanom obdobi. Vysledky boli spracované asociacnou
analyzou pomocou STATISTICA Sequence, Association, & Link Analysis, ktora
obsahuje implementaciu algoritmu pouzivajuceho a-priori algoritmus spolu
s procedirou stromovej Struktury, ktorda pozaduje len jeden prechod datami
(Statsoft Inc., 2013). Podpora polozkovej mnoziny je dand podielom zdznamov
v transakcii, ktord obsahuje polozkovi mnozinu. To znamend, Ze pre polozkova

mnozinu (A) moze byt podpora (support) vypocitana nasledovne:

pocetnost (A)

Podpora(A) = * 100.

pocet transakcii v ditovej mnozine
Lift pravidiel méze byt vypocitany podobne. Na zaklade podpory a spol'ahlivosti
moézeme urcit’ Lift pre pravidlo:

spolahlivost(ak A potom C)

Lift(ak Apotom C) = odporale) ,
’ . , __ podpora(ak Apotom C)
kde Spol'ahlivost(ak A potom C) = e m— * 100.

Sustredili sme sa na frekventované polozkové mnoziny extrahované
s minimalnou podporou 1 % (Pilkova et al., 2015).
4. Porozumenie vystupnym datam ziskanych analyzou a definovanie predpokladov.

5. Porovnanie vysledkov analyzy dat z jednotlivych kvartalov skimaného obdobia.

3.4.2 VYSLEDKY

Grafy (Obrazok 16-22) zobrazuji najdené frekventované polozkové mnozZiny,
kde velkost’ kazdého uzlu reprezentuje podporu danej webovej Casti- 1-polozkova
mnozina (mnoZina pozostdvajica len z jednej polozky). Hrubka ¢iary spéjajucej dve
webové Casti reprezentuje uroveni podpory 2-polockovej mnoziny alebo kombinacie

dvoch webovych casti. Jas ¢iary reprezentuje lift paru webovych casti.

Pocas prvého kvartalu roku 2009 (Obrazok 17) patrila webova cast’ /Group/ medzi
najnavstevovanejSie webové Casti s podporou skoro 60 %. Webové casti /Pillar3 Q-terly
Info/ a /Rating/ sa vyskytovali v identifikovanych sedeniach s pravdepodobnostou viac
ako 30 %, podobne /Annual Reports/ a /Information for Banks/ s pravdepodobnost’ou

vacsou ako 20 %. Webové casti /Pillar3 Semiannualy Info/ a /Emitent Prospects/
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s pravdepodobnost’ou okolo 15 % patrili k menej popularnym. Webové Casti /General
Shareholder Meeting/ a /Financial Reports/ nesplnili minimalnu podporu, resp.
pravdepodobnost’ vyskytu v identifikovanych sekvenciach (transakciach) je menSia

ako 1 %.

V prvom kvartaly roku 2009 (Obrazok 17), dvojice (/Group/, /Pillar3 Q-terly Info/)
a (/Annual Reports/, /Pillar3 Q-terly Info/) s priblizne 19 % podporou patrili medzi
najnavstevovanejSie webové dvojice. Dvojice (/Rating/, /Group/), (/Pillar3 Q-terly Info/,
/Pillar3 Semiannualy Info/), (/Rating/, /Information for Banks/), (/Rating/, /Annual
Reports/), (/Group/, /Information for Banks/) a (/Rating/, /Pillar3 Q-terly Info/)
sa vyskytovali v identifikovanych sekvenciach s pravdepodobnostou okolo 16 %.

Zvys$né dvojice dosiahli pravdepodobnost’ v intervale 13-15 %.

Webové Casti su nezavislé (lift = 1) v pripade dvojic (/Group/, /Pillar3 Q-terly Info/),
(/Rating/, /Group/), (/Annual Reports/, /Group/) a (/Group/, /Information for Banks/).
Na rozdiel od ostatnych dvojic, pozitivna korelacia (lift > 1) bola identifikovana a webové
Casti sa vyskytuju CcastejSie spolu, nez oddelene v identifikovanych sekvenciach.
Najvyssia uroven pozitivnej korelacie (lift = 5,02) bola ziskana pre par (/Emitent
Prospects/, /Pillar3 Semiannualy Info/), tj. ak sa webova cast' /Emitent Prospects/
nachddza v sekvencii, tak je 5,02 krat pravdepodobnejSie, Ze sa tam taktiez nachadza
webova Cast’ /Pillar3 Semiannualy Info/, nez v nahodne vybranom sedeni. Rovnako
to plati aj obratene, odhliadnuc od orientacie dvojice-pravidla. Podobne vysoké troven
pozitivnej korelacie (lift: 2,5 az 3,5) bola dosiahnuta pre nasledujuce dvojice
(/Information for Banks/, /Emitent Prospects/), (/Annual Reports/, /Emitent Prospects/),
(/Information for Banks/, Pillar3 Semiannualy Info/), (/Annual Reports/, /Pillar3
Semiannualy Info/), (/Rating/, /Emitent Prospects/), (/Pillar3 Q-terly Info/, /Emitent
Prospects/), (/Rating/, /Pillar3 Semiannualy Info/), (/Pillar3 Q-terly Info/, /Pillar3
Semiannualy Info/), (/Annual Reports/, /Information for Banks/) a (/Rating/, /Information

for Banks/). Zostavajuce dvojice dosiahli lift na urovni rozpétia 1,5 az 2.
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Obrazok 17 Vizualizacia prvého kvartalu roku 2009

Pocas prvého kvartalu roku 2010 (Obrazok 18) patrili webové ¢asti /Group/, /Pillar3 Q-
terly Info/ Kk najnavstevovanejsim webovym castiam s podporou skoro 40 %. Webové
Casti /Annual Reports/ a /Rating/ sa vyskytovali s pravdepodobnost'ou va¢sou ako 20 %
a podobne sa vyskytovala s pravdepodobnost’ou okolo 10 % webova cast’ /Information
for Banks/. Menej popularne webové casti /Pillar3 Semiannualy Info/, /General
Shareholder Meeting/, /Emitent Prospects/ a /Financial Reports/ mali pravdepodobnost’

vyskytu priblizne alebo menej ako 1 %.

Pocas prvého kvartadlu roku 2010 (Obrézok 18) bola najviac navStevovana dvojica
webovych ¢asti (/Pillar3 Q-terly Info/, /Annual Reports/) s podporou vicsou ako 20 %.
Dvojice (/Group/, /Rating/) a (/Pillar3 Semiannualy Info/, /Pillar3 Q-terly Info/)
sa vyskytovali v identifikovanych transakciach s podporou priblizne 6 %. Zvy$né dvojice

dosiahli pravdepodobnost’ mensiu nez 3 %.

Vysoka uroven pozitivnej korelacie (lift = 2,7) bola objavena pre dvojice (/General
Shareholder Meeting/, /Pillar3 Q-terly Info/) a (/Pillar3 Semiannualy Info/, /Pillar3 Q-
terly Info/). Pre dvojice (/Annual Reports/, /Pillar3 Q-terly Info/) a (/Pillar3 Semiannualy
Info/, /Annual Reports/) bola tiez objavena pozitivna korelacia (lift: 1,5 az 2). V pripade

dvojice (/Ratign/, /Group/) st webové Casti povazované za nezavislé. Zvysné webové
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Casti dosiahli uroven negativnej korelacie (lift: 0,2 az 0,5) ¢o znamena,

ze V identifikovanych sedeniach boli najdené zvacsa oddelene.

|0
0,000 2,70C

Group

Annual Reports
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Pillar3
-terly Infol

Infarmation for Banks

General Shareholder Meeting

Pillar3 Semiannualy Info

Obrazok 18 Vizualizacia prvého kvartdalu roku 2010

V prvom kvartaly roku 2011 (Obrazok 19) bola webova cast’ /Group/ medzi najviac
zaujimavé s pravdepodobnostou 50 %. Webové cCasti /Pillar3 Q-tearly Info/, /Annual
Report/ a /Ratings/ patrili k menej zaujimavym v porovnani s webovou ¢astou /Group/
s pravdepodobnostou priblizne 20 %. Webova c¢ast’ /Information for Banks/ mala
podporu nizsiu nez 10 % a webové ¢asti /Pillar3 Semiannualy Info/, /Emitent Prospects/,
/General Shareholder Meeting/ a /Financial Reports/ mali pravdepodobnost’ pristupu

nizSiu ako 1 %.

Dvojica (/Pillar3 Q-terly Info/, /Annual Reports/) patrila poc¢as prvého kvartalu roku 2011
(Obrazok 19) spodporou 20% medzi najnavStevovanejSie webové  Casti.
Pravdepodobnost’ vyskytu identifikovanych dvojic (/Group/, /Rating/) a (/Information for
Banks/, /Group/) dosiahla len priblizne 5 %. Na zostavajuce dvojice webovych casti

pristupovali navstevnici s pravdepodobnost’ou menSou nez 3 %.

Medzi dvojicou webovych casti (/Group/, /Information for Banks/) bola objavena
nezavislost’ (lift = 1). Najvyssia troven zaujimavosti bola objavena pre dvojicu (/Pillar3
Q-terly Info/, /Annual Reports/) s hodnotu lift = 2,9. Na druhej strane dvojica (/Group/,
/Rating/) mala negativnu korelaciu (lift = 0,4).
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Obrazok 19 Vizualizacia prvého kvartalu roku 2011

Pocas prvého kvartalu roku 2012 (Obrazok 20) preukazovali navstevnici portalu podobné
spravania ako po predchadzajuce roky, kde webova ¢ast’ /Group/ mala najvys$siu podporu
45 %. Webové casti /Pillar3 Q-terly Info/, /Rating/ a /Annual Reports/ boli
pre navstevnikov zaujimavé s pravdepodobnost'ou priblizne 20 %. Podpora okolo 10 %
bola preukazana pre webové Casti /General Shareholder Meeting/ a /Pillar3 Semiannualy
Info/. Minimalna podpora 1% nebola dosiahnutd pre webové casti /Information

for Banks/, /Emitent Prospects/ a /Financial Reports/.

Pravdepodobnost’ pristupu na dvojice webovych casti bola pocas prvého kvartalu roku
2012 niz8ia (Obrazok 20), pricom dvojice (/Group/, /Pillar3 Q-terly Info/) a (/Pillar3 Q-
terly Info/, /Annual Reports/) dosiahli najvys$Siu pravdepodobnost’ priblizne 10 %.

Ostatné dvojice boli nav§tevované s podporou mensou ako 5 %.

Najvyssia pozitivna korelacia (lift = 3) bola najdena (Obrazok 20) pre pravidlo (/Annual
Reports/, /Pillar3 Semiannualy Info/). Podobne vyssiu uroven (lift = 2,4) sme nasli
pre dvojice (/Pillar3 Q-terly Info/, /Annual Reports/) a (/Pillar3 Semiannualy Info/,
[Pillar3 Q-terly Info/). Dvojice webovych casti (/Pillar3 Semiannualy Info/, /Group/)
a (/Pillar3 Q-terly Info/, /Group/) preukazovali znaky nezavislosti (lift = 1). Negativna
korelacia (lift = 0,5) bola najdena pre dvojicu (/Group/, /Annual Reports/).
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Obrazok 20 Vizualizacia prvého kvartalu roku 2012

Pocas prvého kvartalu roku 2013 (Obrazok 21) patrila webova Cast’ /Group/ medzi
najviac navstevovanu webovl Cast’ s podporou 50 %. Medzi d’alSie popularne webové
Casti patrili /Pillar3 Q-terly Info/, /Annual Reports/ a /Rating/ s podporou priblizne 20 %.
Webové casti /General Shareholder Meeting/, /Information for Banks/, /Pillar3
Semiannualy Info/ s podporou mensou ako 5 % boli zaznamenané ako menej zaujimavé.
Pravdepodobnost’ pristupu pre webové Casti /Emitent Prospects/ a /Financial Reports/

nesplala pozadovana podporu 1 %.

Len dve dvojice webovych cCasti sa vyskytovali v identifikovanych sekvenciach pocas
prvého kvartalu roku 2013 (Obrazok 21) — (/Pillar3 Q-terly Info/, /Annual Reports/)
s podporou skoro 15 % a (/Group/, /Pillar3 Q-terly Info/) s podporou mensou nez 5 %.

Najvyssia uroven zaujimavosti (lift = 2,8) bola objavena (Obrazok 21) pre pravidlo
(/Annual Reports/, /Pillar3 Q-terly Info/). Na druhej strane webové cCasti (/Group/,
[Pillar3 Q-terly Info/) boli nachadzané v identifikovanych sedeniach ¢astejSie oddelené
(lift=0,3).
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Obrazok 21 Vizualizacia prvého kvartalu roku 2013
Pocas prvého kvartalu rokov 2014 (Obrazok 22) a 2015 (Obrazok 23) sa navstevnici

webu spravali skoro rovnako. V prvom kvartaly bola webova ¢ast' /Group/ najviac
navstevovanejSou webovou ¢ast'ou s podporou 50 %. Webové ¢asti /Pillar3 Q-terly Info/,
/Annual Reports/ a /Rating/ patrili taktiez k ¢asto navStevovanym s pravdepodobnostou
okolo 20 %. Jedinym rozdielom v spravani bola webova cast’ /General Shareholder
Meeting/, ktory v prvom kvartaly roku 2014 navstevovali s podporou 5 %, ale v prvom
kvartaly roku 2015 nesplnila webova ¢ast’ minimalnu podporu 1 %. Zvys$né webové Casti
/Information for Banks/, /Pillar3 Semiannualy Info/, /Emitent Prospects/ a /Financial
Reports/ nesplnili limit minimalnej podpory 1% pocas prvého kvartala roku 2014

a taktiez aj pocas prvého kvartalu roku 2015.

Pocas prvého kvartalu rokov 2014 (Obrazok 22) a 2015 (Obrazok 23) sa vyskytovala
len jedna webova dvojica (/Pillar3 Q-terly Info/, /Annual Reports/) v identifikovanych
sedeniach s pravdepodobnostou skoro 15 %. Okrem toho preukazovala tato dvojica

webovych Casti najvyssiu pozitivnu korelaciu (lift = 2,8).
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Obrazok 23 Vizualizacia prvého kvartalu roku 2015
Na zaklade Cochranovho Q testu zamietame nulova hypotézu na hladine vyznamnosti
0,1% (Q = 65,8594; df =6; p<0,0000), ktora tvrdi, ze vyskyt frekventovanych
polozkovych mnozin webovych ¢asti nezavisi od ¢asu. Najviac frekventovanych

polozkovych mnozin v prvych kvartaloch (Tabul'ka 19) bolo identifikovanych v roku
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2009 (priblizne 64 %), naopak najmenej frekventovanych polozkovych mnozin bolo
identifikovanych v rokoch 2014 a 2015 (priblizne 11 % az 14 %).

Z viacnasobného porovnavania (Tabulka 19) boli identifikované tri homogénne skupiny
(15Q1, 14Q1, 11Q1, 13Q1, 12Q1), (13Q1, 12Q1, 10Q1l) a (09Q1l) na zaklade
priemerného vyskytu najdenych frekventovanych polozkovych mnozin webovych ¢asti.
Statisticky vyznamné rozdiely boli preukazané na hladine vyznamnosti 5 %, o sa tyka
priemerné¢ho vyskytu najdenych frekventovanych polozkovych mnozin medzi kvartalom
09Q1 a ostatnymi, ako aj medzi kvartalom 10Q1/12Q1/13Q1 a kvartalmi (11Q1, 14Ql,
15Q1).

Tabulka 19 Homogénne skupiny pre vyskyt frekventovanych polozkovych mnozin webovych
Casti pre prvy kvartal pocas skumanych rokov

Rok |Percent| 1 2 3
15Q1 | 11,36 % | ****
14Q1 | 13,64 % | ***=*
11Q1 | 18,18 % | ****
13Q1 | 20,45 Y% | **** | ****x
12Q1 | 27,27 Y% | ***x* | *d*xx
10Q1 | 40,91 % Fkkk
09Q1 | 63,64 % Fkkx

V pripade druhého kvartalu (Q = 27,51515; df = 6; p < 0,000116) sa nulova hypotéza
zamieta na hladine vyznamnosti 0,1 % a najviac frekventovanych polozkovych mnozin
(Tabul’ka 20) bolo identifikovanych v roku 2009 (viac ako 45 %), najmenej v rokoch
2014 a 2015 (priblizne 18 az 20 %).

Z viacnasobnych porovnavani (Tabulka 20) boli identifikované, na zaklade priemerného
vyskytu ndjdenych frekventovanych polozkovych mnoZzin webovych casti, tri homogénne
skupiny (15Q2, 14Q2, 12Q2, 13Q2), (14Q2, 12Q2, 13Q2, 11Q2, 10Q2) a (13Q2, 11Q2,
10Q2, 09Q2). Statisticky vyznamné rozdiely boli preukazané na hladine vyznamnosti
5%, kde priemerny vyskyt najdenych frekventovanych polozkovych mnozin medzi
kvartalom 09Q2 a (12Q2, 14Q2, 15Q2) ako aj medzi kvartalom 10Q2/11Q2 a kvartalom
15Q2.

75



Tabulka 20 Homogénne skupiny pre vyskyt frekventovanych polozkovych mnozin webovych
Casti pre druhy kvartal pocas skumanych rokov

Rok | Percent 1 2 3
15Q2 | 18,18 % Hkkk
14Q2 | 20,45 Y% | **** | **k*x
12Q2 | 22,73 Y | ***>* | *d*xx
13Q2 | 29,55 U | *#xx | xkdx [ sk

11Q2 | 38,64 % | **** Ew—
10Q2 | 38,64 % | **** Ew—
09Q2 | 45,45 % E—

Pre treti (Q = 18,54545; df = 6; p < 0,005005) astvrty (Q = 32,04706; df = 6;
p < 0,000016) kvartal pocas skimaného ¢asového obdobia sa nulova hypotéza zamieta
na hladine vyznamnosti 1 %. Najviac frekventovanych polozkovych mnozin bolo
identifikovanych v roku 2009 (viac ako 38 % pre treti kvartal (Tabul'ka 21) aviac
ako 45 % pre Stvrty kvartdl (Tabulka 22)). Na druhej strane najmenej objavenych
frekventovanych polozkovych mnozin bolo v rokoch 2012 a2015 (priblizne 16 %
Vv oboch kvartaloch).

Tabulka 21 Homogénne skupiny pre vyskyt frekventovanych polozkovych mnozin webovych
Casti pre treti kvartal pocas skumanych rokov

Rok | Percent| 1 2
12Q3 | 15,91 % | ****
15Q3 | 15,91 % | ****
11Q3 | 20,45 % | ****
13Q3 | 22,73 Y% | **** | *k*xx
14Q3 | 22,73 Y% | **** | ***xx
10Q3 | 22,73 Y% | **** | *k*xx
09Q3 | 38,64 % falaleied

Na zaklade viacndsobnych porovnavani (Tabul'ka 21), Statisticky vyznamné rozdiely boli
identifikované na hladine vyznamnosti 5 %, V priemernom vyskyte najdenych
frekventovanych polozkovych mnozin medzi kvartalom 09Q3 a kvartalmi (11Q3, 12Q3,
15Q3).
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Statisticky vyznamné rozdiely boli preukazané na hladine vyznamnosti 5 %, priemerny
vyskyt najdenych frekventovanych polozkovych mnozin (Tabul'ka 22) medzi kvartalom
09Q4 a ostatnymi okrem kvartalu 13Q4.

Tabulka 22 Homogénne skupiny pre vyskyt frekventovanych polozkovych mnozin webovych
Casti pre Stvrty kvartal pocas skumanych rokov

Rok | Percent| 1 2
12Q4 | 15,91 % | ****
15Q4 | 15,91 % | ****
14Q4 | 18,18 % | ****
10Q4 | 20,45 % | ****
11Q4 | 22,73 % | ****
13Q4 | 29,55 % | *x** | Fkxx
09Q4 | 45,45 % *kkk

Udalost’ celosvetovej krizy (2009) mala vyznamny dopad na kvantitu extrahovanych

frekventovanych polozkovych mnozin webovych casti.

V pripade kvartalov pocas roku 2009 (Q =8,257732; df = 3; p <0,040977) sa nulova
hypotéza zamieta na hladine vyznamnosti 5 %. Najviac frekventovanych polozkovych
mnozin v roku 2009 (Tabulka 23) bolo identifikovanych v prvom kvartaly (viac
ako 63 %), najmenej v tretom kvartaly (priblizne 39 %).

V roku 2009 boli identifikované dve homogénne skupiny (09Q3, 09Q4, 09Q2) a (09Q4,
09Q2, 09Q1) na zaklade priemerného vyskytu najdenych frekventovanych polozkovych

mnozin webovych Casti.

Pre skiimané roky (2010: Q = 12,58065; df = 3; p <0,005638; 2011: Q = 11,53846;
df = 3; p <0,009144) sa nulova hypotéza zamieta na hladine vyznamnosti 1 %. V roku
2010 (Tabulka 24) bolo najviac frekventovanych polozkovych mnozin najdenych
pre prvy kvartal (okolo 41 %), najmenej v Stvrtom atretom kvartaly (priblizne
20 az 21 %). Na druhej strane v roku 2011 (Tabulka 25) najviac frekventovanych
polozkovych mnozin bolo identifikovanych v druhom kvartaly (okolo 39 %), najmenej

VvV prvom a tretom kvartaly (priblizne 18 az 21 %).

Tri homogénne skupiny (10Q4, 10Q3), (10Q3, 10Q2) a (10Q2, 10Q1) boli najdené
pre rok 2010 (Tabulka 24) na zaklade priemerného vyskytu najdenych frekventovanych
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polozkovych mnozin webovych Casti. Na druhej strane dve homogénne skupiny (11Ql1,

11Q3, 11Q4) a (11Q4, 11Q2) boli identifikované pre kvartaly v roku 2011 (Tabul’ka 25).

Pre zostavajuce roky (2012: Q = 4,153846; df = 3; p <0,245326; 2013: Q = 3,255319;
df = 3; p<0,353912; 2014: Q =4,565217; df = 3; p <0,206549; 2015: Q = 3.000000;
df = 3; p < 0,391627) neboli najdené Statisticky vyznamné rozdiely.

Tabulka 23 Homogénne skupiny pre vyskyt frekventovanych polozkovych mnozin webovych
Casti pre rok 2009

Kvartal | Percent | 1 2
09Q3 | 38,64 % | ****
09Q4 | 45,45 9 | *x*x | Hxkx
09Q2 | 45,45 0 | *Hwx | xxdkx
09Q1 | 63,64% ek

Tabulka 24 Homogénne skupiny pre vyskyt frekventovanych polozkovych mnozin webovych
casti pre rok 2010

Kvartal | Percent | 1 2 3
10Q4 | 20,45 % | ****
10Q3 | 22,73 U | **xx | xkkx
10Q2 38,64 % Fkdkk | kkokk
10Q1 | 40,91 % ey

Tabulka 25 Homogénne skupiny pre vyskyt frekventovanych polozkovych mnozZin webovych
Casti pre rok 2011

Kvartal | Percent | 1 2
11Q1 18,18 % | ****
11Q3 20,45 % | ****
11Q4 22,73 Yp | *xxk | xkkx
11Q2 38,64 % falaieled

Prvé kvartaly v rokoch 2009 a 2010 pocas celosvetovej financnej krizy mali vyznamny
dopad na kvantitu extrahovanych frekventovanych polozkovych mnozin webovych casti.
Vysledky taktiez naznacuju, Ze bankovi stakeholderi sa najviac zaujimaju o stav skupiny,

¢o je v logickym stvisom s Hasan et al. (Hasan et al., 2013).
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Nase vysledky naznacuju, ze d’alSie zmeny vo zverejiiovani informdacii komerénymi
bankami st nevyhnutné, ak maji byt mechanizmy trhovej discipliny efektivne
a pouzivané podla ocakavani a poziadaviek regulatora. Podla BIS komisie (Bank
for International Settlements), by sa mali vyhybat zverejiiovanym informaciam
Vv decembri roku 2015, ktoré nepridavaji vypovedni hodnotu pre pochopenie
navstevnikov alebo nekomunikuji uzitoéné informacie. Okrem toho, informacie, ktoré
uz viac nemaju zmysel alebo sa netykaju navstevnikov, by mali byt odstranené. Nase
vysledky a zavery potvrdzuju tieto nariadenia. Ale kvoli ur¢itym obmedzeniam pri naSom

vyskume, je nutny hlbsi vyskum v problematike.

V ¢lanku (Munk et al., 2017b) sme navrhli metodolégiu na evalvaciu frekventovanych
polozkovych mnozin webovych casti pocas skimaného casového obdobia. Vysledky
vyskumu ukazuji, Ze =zaujem stakeholderov o zverejiované Udaje je nizsi
po turbulencidch v roku 2009, vys$s§i v prvom kvartdly, taktiez vy$$i v spojitosti
s vyroénymi spravami (niz§i pre samostatné informacie o Pilieri 3). Vysledky vyskumu
naznacuju, ze d’alSie zmeny v zverejiiovani informacii komerénych bank st nevyhnutné
na dosiahnutie u¢inného mechanizmu trhovej discipliny a zmysluplnych zverejiiovani

podl'a ocakdvania regulatora.

3.5 NAVRH METODIKY PREDIKCIE PRAVDEPODOBNOSTI PRISTUPOV

NA WEBOVE CASTI PORTALU V ZAVISLOSTI OD CASU

Modelovali sme pravdepodobnosti pristupu na webové casti skimaného portalu
(category) v zavislosti od Casu, kde Cas bol reprezentovany premennou tyzdern (week)
(Munk, Pilkova, Benko, Blazekova, 2018). Logovaci subor pochéadza z viacerych
webovych serverov domécej vyznamnej komercnej banky pdsobiacej na Slovensku.
Analyza pouzivania webu bola vykonand na vzorke 10 378 751 logovanych pristupoch,
ktoré boli ziskané po priprave dat, ktord zahfilala Cistenie dat, identifikéciu sedeni
a dopliianie ciest. Bolo pozorované spavanie sa pouzivatelov na webovom portaly
bankovej inStitucie pocas obdobia viacerych rokov. Zistovali sme vplyv aj dalSich
faktorov, €i je vyznamné rozliSovat’ interné a externé pristupy (internal), ¢i je mozné
rozliSovat’ obdobie rokov pocas krizy a po krize (crisis). V pripade umelej premenne;j
internal sme identifikovali trivialnu mieru zavislosti s premennou category

(Kontingencny koeficient C = 0,077; Cramerovo V = 0,077). Kontingen¢né koeficienty
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modzu nadobudat’ hodnoty od 0 (reprezentuje ziadnu zévislost medzi premennymi)

po 1 (reprezentuje perfektnt zavislost’ medzi premennymi).

V pripade umelej premennej crisis bola identifikovana mala miera zavislosti
(Chi-square = 81 455,210; df=5; p=0,000; Kontingencny koeficient C = 0,224;

Cramerovo V = 0,230). Kontingencny koeficient je Statisticky vyznamny.

Na zaklade tychto vysledkov sme vytvorili model pre vsetky pristupy (nerozliSovali
sme externé a interné pristupy) a zahrnuli sme umeli premennu crisis do modelu ako
dalsi prediktor. Metodika modelovania spravania sa pouzivatelov webu v zavislosti

od ¢asu bola popisana v kapitole 2.2.2.

Napriek tomu, Ze sme vychadzali z vyskumu (Munk et al., 201la), tak nebolo
pri tyzdiloch jednoznaéné, ¢i sa bude jednat o model polynomu druhého, treticho alebo
Stvrtého stupiia. Prostrednictvom LR testu je mozné porovnat odhady teoretickych
pocetnosti s empirickymi pocetnostami. Maximum logaritmickej funkcie vierohodnosti
je vhodné na porovnanie modelov, pricom ¢im nadobuda mensiu hodnotu, tym je model
vhodnej$i. Nevyhodou LR testu je v pripade nie dostatocne velkych ocakavanych
pocetnosti, kedy dochadza k poruSeniu podmienky pouzitia LR testu. V takom pripade
sa na evalvaciu modelu pouzivaju alternativne techniky ako napr. vizualizacia rozdielov
empirickych  ateoretickych  pocetnosti  a identifikacia  extrémnych  hodnot.
V tabulkdch 26-28 sa nachadzaju vysledky LR testov pre vSetky tri druhy modely
(polynému druhého, treticho a Stvrtého stupna). Vo vsetkych pripadoch je hodnota
LR testu mala, preto je mozné vSetky modely povazovat za vhodné. Hodnota podielu

Pearson chi-kvadratu je pribliZzne rovna jednej, ¢o tiez vypoveda o vhodnosti modelov.

Tabulka 26 LR test pre model polynomu druhého stupna

sV Stat. Stat./sv
Test vierohodnostnym pomerom (LR test) 7684410 | 4529670 | 0,589462
Pearsonov chi-kvadrat 7684410 | 7794534 | 1,014331
Maximum logaritmickej funkcie vierohodnosti -2264835
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Tabulka 27 LR test pre model polynomu tretieho stupna

sV Stat. Stat./sv
Test vierohodnostnym pomerom (LR test) 7684405 | 4510212 | 0,586931
Pearsonov chi-kvadrat 7684405 | 7784416 | 1,013015
Maximum logaritmickej funkcie vierohodnosti -2255106

Tabulka 28 LR test pre model polynomu stvrtého stupria

sV Stat. Stat./sv
Test vierohodnostnym pomerom (LR test) 7684400 | 4503695 | 0,586083
Pearsonov chi-kvadrat 7684400 | 7829313 | 1,018858
Maximum logaritmickej funkcie vierohodnosti -2251847

Na zéklade vysledkov LR testu (Tabulka 26-28) je najvyssia hodnota v pripade modelu
polynomu Stvrtého stupna a rozdiely medzi modelmi s polynémom druhého a tretieho
stupiia neboli az také jednoznaéné. DalSou evalvaciou modelu pomocou vizualizacie
empirickych a teoretickych logitov bude mozné zvolit' vhodny stupen polynému

pre skimany model.

Na odhad parametrov pre individualne tdaje bola pouzita STATISTICA Generalized
Linear/Nonlinear Models. Vyznamnost’ parametrov bola testovana pomocou Waldovho
testu. Boli modelované pravdepodobnosti pristupu na kategérie obsahu portalu
v zavislosti od ¢asu- tyzdiiov pristupu a obdobia krizy. Cas bol reprezentovany
premennou week a jej transformaciou v zavislosti od stupfia polynomu (week?, week?,

week*) a umelou premennou crisis, ktora reprezentovala roky obdobia krizy.

Na zdklade vysledkov testu vSetkych efektov pre model polyndomu tretiecho stupiia
(Tabulka 29) parametre modelu su Statisticky vyznamné- vo vytvorenom modeli
predstavujii roky krizy apo krize Statisticky vyznamny znak, ktory je v modely
reprezentovany umelou premennou crisis. Podobne tyzdne pocas roka, reprezentované
premennymi week ajej transformaciou v zavislosti od stupna polynomu, sa ukazali

ako statisticky vyznamné znaky.
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Tabulka 29 Test vsetkych efektov pre model polynomu tretieho stupra

sv. | Wald. §t. | p
Abs. ¢len | 5 | 52325,51 | 0,0000
week 5 110800,15 | 0,0000
week? 5 | 18259,02 | 0,0000
week?® 5 | 18995,98 | 0,0000
crisis 5 |68622,95 | 0,0000

Parametre modelu boli odhadnuté pre individudlne udaje v programe STATISTICA

Generalized Linear/Nonlinear Models. V tabul’ke (Tabul'ka 30) mézeme vidiet' odhad

logitov pre model polynému treticho stupiia. Vyznamné parametre su v tabulke

podfarbené, pri¢om ich vyznamnost’ bola testovana pomocou Waldovho testu. Z tabulky

vyplyva, Ze logity pre vSetky kategorie (okrem kategérie Pricing List) si vyznamne

zavislé od tyzdna pristupu ako aj od jeho transformdcii. Na hodnoty tychto logitov

vyznamne vplyva obdobie rokov krizy.

Tabulka 30 Odhad parametrov pre model polynomu tretieho stupna

Kategoria Odhad par. | Sm. chyba | Wald. §t. p
week | Pricing List 0,0233 0,0025 84,7536 | 0,0000
week? | Pricing List 0,0001 0,0001 1,3018 | 0,2539
week® | Pricing List 0,0000 0,0000 0,3505 | 0,5538
crisis | Pricing List -1,1730 0,0087 | 18003,3166 | 0,0000
week | Reputation 0,0507 0,0030 291,4300 | 0,0000
week? | Reputation -0,0023 0,0001 267,4115 | 0,0000
week® | Reputation 0,0000 0,0000 305,2583 | 0,0000
crisis | Reputation -0,9237 0,0101 | 8362,0226 | 0,0000
week | Business Conditions -0,0623 0,0028 494,4624 | 0,0000
week? | Business Conditions 0,0056 0,0001 1814,5684 | 0,0000
week?® | Business Conditions -0,0001 0,0000 1721,9480 | 0,0000
crisis | Business Conditions -2,0717 0,0095 | 47714,1908 | 0,0000
week | Pillar3 related 0,0655 0,0027 574,4090 | 0,0000
week? | Pillar3 related -0,0024 0,0001 343,8587 | 0,0000
week? | Pillar3 related 0,0000 0,0000 301,2951 | 0,0000
crisis | Pillar3 related -0,8455 0,0093 | 8189,3534 | 0,0000
week | Pillar3 disclosure requirements 0,1703 0,0030 3182,4843 | 0,0000
week? | Pillar3 disclosure requirements -0,0074 0,0001 2640,8711 | 0,0000
week® | Pillar3 disclosure requirements 0,0001 0,0000 | 2284,0930 | 0,0000
crisis | Pillar3 disclosure requirements -0,9935 0,0100 | 9890,9264 | 0,0000

Logitovy model poskytuje na vystupe odhad pravdepodobnosti, avSak absolatna velkost’

parametrov modelu ozrejmuje, od ktorych prediktorov najviac zavisi skiimana premenna.

82



Vysoka absolutna hodnota parametra hovori o velkej zavislosti, kde kladnd hodnota

reprezentuje priamo umernu zavislost’ a negativna hodnota nepriamo umernu zéavislost'.

Pomocou odhadnutych parametrov je mozné vypocitat logity pre kazda kategdriu
J Vv ¢ase i. Model polynomu tretiecho stupna pre pristupy pocas krizy bol realizovany
podl’a vzt'ahu:

fiij = a; + Byjweek; + B, ;week? + Bsjweek} + yjcrisis;,j =1,2,...,] — 1,i =

(21)
0,1,2,..,53.

Analogicky boli odhadnuté parametre pre modely polynému druhého a Stvrtého stupia.

Nasledne boli vypocitané logity, z ktorych bolo mozné odhadnut’ pravdepodobnost
pre referenéni webovi kategoriu. Pri odhade sme vychadzali zo vzorca: ;; = ﬁ,
143 le
j=1
kde 7j;; st odhady logitov pre webova kategoriu j v Case i. Na zéklade odhadu
pravdepodobnosti pristupu na webovu referenénu kategoriu a odhadnutych logitov, bolo
mozné odhadnit’ pravdepodobnosti pristupov aj pre ostatné webové kategorie:

fty; = eﬁiiﬁi],j =1,2,...,] — 1, kde 7);; st odhady logitov pre webovii kategoriu j v Case

i aft;; je odhad pravdepodobnosti pristupu na referen¢nti webovi kategoriu J v Case i.

Aby sme mohli vyhodnotit’, ktory model je najvhodnejsi, tak sme sa rozhodli porovnat’
vysledky evalvacie pre jednotlivé modely aaz nésledne potom vizualizovat
pravdepodobnosti pristupov na jednotlivé kategdrie pocas tyzdnov. Hodnotit’” modely
budeme na troch Grovniach: na irovni pocetnosti, na irovni pravdepodobnosti a na urovni
logitov. Pomocou kontingencie boli urCené empirické pocetnosti pristupov
yi;j pre webovlu kategériu j v Case i. Vychadzajuc z odhadnutych pravdepodobnosti
pristupov navstevnikov na skimané webové kategorie, je mozné odhadnut’ teoretické
pocetnosti pristupov y;; = f;; X.;y;;, kde #;; st odhady pravdepodobnosti pristupov
ay;; su empiricke pocetnosti pristupov na webovu kategériu j v Case i. Pre hl'adanie
problémovych cCasti v po€etnostiach vizualizujeme rozdiely empirickych a teoretickych
poCetnosti  d;; = y;; — J;j, pricom identifikujeme extrémne hodnoty na zaklade

pravidla 2¢.

Po porovnani rozdielov jednotlivych modelov nebolo mozné urCit model, ktory
by bol najvhodnejsi, ked’Ze rozdiely pocetnosti vysli skoro pre vSetky modely podobne.

Jediny znacne vacsi rozdiel identifikovany v kategorii Business Conditions pre model
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polynému druhého stupnia (Obrazok 24), bol v 31. tyzdni (polynom druhého stupna:
14 445,715; polyném tretieho stupna: 14 020,797; polynom stvrtého stupna: 13 548,354).
Graf (Obrazok 24) vizualizuje rozdiely empirickych a teoretickych pocetnosti pristupov
navstevnikov v obdobi rokov po finan¢nej krize. Po aplikacii pravidla 2o boli
identifikované extrémne pripady. V tomto pripade sa pre kategoriu Business Conditions
v 31. tyzdni jednalo o podhodnotenu predpoved’. Vo vsetkych troch modeloch bolo
identifikovanych rovnaky pocet extrémnych pripadov, ktorych podiel tvoril priblizne

5,55 % vsetkych pripadov.
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Obrazok 24 Rozdiely pocetnosti modelu polynomu druhého stupria

Dal§im krokom bolo porovnanie na trovni pravdepodobnosti. Vychadzajuc

Z pozorovanych pocetnosti mdézeme vypocitat’ empirické relativne poc€etnosti pristupov

Dij = Zy; Dalej porovname rozdelenia pravdepodobnosti empirickych relativnych
]t

pocetnosti pristupov a odhadnutych pravdepodobnosti vyberu webovej casti j V Case
i:1y; = pyj — myj, HO: F(=r) = 1 — F(r). Na testovanie nulovej hypotézy, rozdelenie
rozdielov parov je symetrické okolo nuly, bol pouzity Wilcoxonov parovy test.
Zvyraznené hodnoty Vv tabul’ke (Tabulka 31) nam hovoria o problémovych webovych

kategoriach.
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Tabulka 31 Rozdelenie pravdepodobnosti pre model polynomu tretieho stupra

Kategoria Crisis | Podet | T Z p-hodn.
We support 1 53 307,0000 | 3,6164 | 0,0002
Pricing List 1 53 570,0000 | 1,2881 | 0,1977
Reputation 1 53 678,0000 | 0,3320 | 0,7399
Business Conditions 1 53 621,0000 | 0,8366 | 0,4028
Pillar3 related 1 53 659,0000 | 0,5002 | 0,6169
Pillar3 disclosure requirements | 1 53 686,0000 | 0,2612 | 0,7940
We support 0 53 691,0000 | 0,2169 | 0,8283
Pricing List 0 53 696,0000 | 0,1726 | 0,8629
Reputation 0 53 597,0000 | 1,0490 | 0,2942
Business Conditions 0 53 456,0000 | 2,2973 | 0,0216
Pillar3 related 0 53 564,0000 | 1,3412 | 0,1799
Pillar3 disclosure requirements | 0 53 698,0000 | 0,1549 | 0,8769

Okrem dvoch problémovych kategorii, nebolo ani vtomto pripade porovnanie
pravdepodobnosti jednoznacné, €o sa tyka vhodnosti vyberu stupiia polynému. Pocas
rokov krizy bol objaveny problém v kategoérii We support (polynom druhého stupna:
p =0,000320; polynom treticho stupna: p = 0,000299; polynom Stvrtého stupna:
p = 0,000342) a v obdobi po krize sa jednalo o kategoriu Business Conditions, ¢o odhalilo

uz aj porovnanie rozdielov pocetnosti.

Poslednou moznostou, ktord moze pomoct’ pri vybere vhodného stupiia polynému

modelu je evalvacia teoretickych a empirickych logitov. V tomto pripade sledujeme

to, ¢i nami odhadnuté teoretické logity fituji (modeluji) empirické logity vypocitané
Dij

z empirickych relativnych pocetnosti hij =1n (p—) J=12,..,]—-1,
iJ

kde p;; je empiricka relativna pocetnost’ webovej kategorie j V Case i a p;; je empiricka
relativna pocetnost’ referencnej webovej kategorie | v Case i. Vizualizaciou empirickych
a teoretickych logitov pre jednotlivé webové kategérie (okrem referencnej) moZeme
pozorovat’ ako teoretické logity modeluji empiricke logity. Na zéklade vizualizacie bolo
vidiet, ze vSetky teoretické logity fituji empirické logity. AvSak v pripade modelov
polynomu druhého stupiia (Obrazok 25) moézeme pozorovat, ze teoretické logity
predstavuju skor linedrnu funkciu Vv pripade niektorych kategorii, nez kvadraticku.
V pripade teoretickych logitov modelov polyndému treticho stupna (Obrazok 26)
a stvrtého stupna (Obrazok 27) je vidiet’, Ze lepSie modeluju empirické logity. Avsak
model polynomu stvrtého stupna (Obrazok 27) zachytava priebeh empirickych logitov

az prili§ podrobne. Model polynému treticho stupna (Obrazok 26) V porovnani
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s nim poskytuje podobné fitovanie avSak neprispdsobuje sa az natol’ko datam na tukor
trendu. Ako ukazku vhodnosti vyberu sme si zvolili kategériu Pillar3 related, ktora
prezentujeme na grafoch (Obrazok 25-27).
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Obrdazok 25 Vizualizacia logitov pre model polynomu druhého stupria pre kategoriu
Pillar3 related
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Obrazok 26 Vizualizacia logitov pre model polynomu tretieho stupna pre kategoriu
Pillar3 related
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Obrazok 27 Vizualizacia logitov pre model polynomu Stvrtého stupiia pre kategoriu
Pillar3 related
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Grafy (Obrazok 28 a 29) zobrazuju pravdepodobnosti navstevy jednotlivych webovych
kategorii navstevnikmi pocas obdobia rokov financnej krizy. Najvyssi pristup pocas
rokov krizy bol odhadnuty pre webova kategoriu Pricing List, pricom najvacsia
pravdepodobnost’ pristupu bola pocas tyzdiiov na konci rokov (50. tyzden dosahuje
tyzdiov na zaciatku roka (10. tyzden dosahuje hodnotu 0,381). Druhou
najnavstevovanejSou webovou kategoriou bola skoro polovicu roka kategoria Pillar3
related, pricom najvyssiu navstevnost’ dosahovala pocas prvého kvartala roka (10. tyzden
dosahuje hodnotu 0,214). V druhej polovici roka zacala pravdepodobnost’ pristupu
na tato webovl kategoriu klesat, pricom opdt vyrazne stupla v poslednych Styroch
tyzdnoch roka. Od 33. do 50. tyzdna rokov finan¢nej krizy patrilo Business Conditions
na zdklade odhadu pravdepodobnosti k druhej najnavstevovanejSej webovej kategorii.
Najvyssia hodnota 0,210 bola namerana v 42. tyzdni. Naopak v prvej polovici roka patrila
webova kategoéria Business Conditions podla odhadu k najmenej navStevovanym
webovym kategdéridm, pri€om najnizs$ia hodnota 0,053 bola namerana v 10. tyzdni.
Pravdepodobnosti pristupu na ostatné webové kategdrie su priblizne podobné v okoli
hodnoty 0,10. Zaujimavy je eSte mierny narast pravdepodobnosti pristupu na webovu ¢ast’
Pillar3 disclosure requirements s dosiahnutym maximom 0,145 v 14. tyzdni, avSak

nasledne pravdepodobnost’ pristupu klesa pod 0,100.
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Obrazok 28 Vizualizdcia pravdepodobnosti webovych kategorii suvisiacich s trhovou
disciplinou v obdobi rokov financnej krizy
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Grafy (Obrazok 30 a 31) zobrazuju pravdepodobnosti navstevy jednotlivych webovych
kategorii navstevnikmi pocas obdobia rokov po finanénej krize. Najvyssi pristup pocas
rokov po finanénej krize bol odhadnuty pre webova kategoriu Pricing List. Okrem
obdobia od 36. po 46. tyzden, kedy bol odhadnuty najvacsi pristup na webovu kategdriu
Business Conditions. Najviacsi rozdiel v porovnani s obdobim finanénej krizy je vidiet
prave pre kategoériu Business Conditions, ktorej pravdepodobnost’ pristupu sa skoro
zdvojnasobila. Naopak pravdepodobnost’ pristupu na webova kategoriu We support
klesla po obdobi krizy. V pripade webovej kategorie Reputation, Pillar3 related a Pillar3
disclosure requirements prislo k poklesu pravdepodobnosti pristupu, avsak spravanie
pocas obdobia krizy a v obdobi po krize je podobné, Cize va¢si zaujem o tieto kategdrie

je na zaciatku roka a Vv priebehu roka kles4, priom koncom roka opét’ zacina stupat’.
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Obrazok 30 Vizualizdcia pravdepodobnosti webovych kategorii suvisiacich s trhovou
disciplinou v obdobi rokov po financnej krize
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Obrazok 31 Vizualizdcia pravdepodobnosti ostatnych webovych kategorii v obdobi rokov
po financnej krize

Z podrobnej tyzdennej analyzy (pocas rokov 2009 — 2015) sprévania sa pouzivatelov
na webe zverejniovanych financnych a rizikovych informacii komer¢nej banky,
sme zistili, ze vysledky analyzy koreSponduju s vysledkami predchadzajtcej Stvrtrocne;j
analyzy (Kapitola 3.4). Najvacsi zaujem o povinné a dopliujice Pilier3 informacie mali
stakeholderi v prvom S§tvrtroku, konkrétne mozeme Specifikovat’ obdobie okolo
10. tyzdna, kedy o tieto webové kategérie dosiahnuty najvacsi zaujem. Na zéklade toho
je mozné vyvodit, Ze frekvencia poZzadovaného Stvrtroéného zverejiiovania vysledkov
NBS nie je pre ucely trhovej discipliny potrebna. Postaujice by bolo rocné

zverejiiovanie tychto informécii, idedlne v tyZdnoch na zaciatku roka.

Na zéklade vysledkov odhadu pravdepodobnosti pristupov na webové €asti bankového
portalu mdézZeme identifikovat’ obdobie pocas jednotlivych tyzdnov roka, v ktorych
je nutné aktualizovat’ informacie o tretom pilieri. AvSak aby bolo mozné webové Casti
aktualizovat,, je nutné poznat' spravanie sa navStevnikov webu nielen pocas dlhého
Casového intervalu, ale aj pocas dila. Ak chceme modelovat’ spravanie sa pouzivatel'ov
webu v zavislosti od ¢asu (hodin), tak mozeme zopakovat’ postup ako pri modelovani

v zavislosti od tyzdiiov. Casova premenné hodina (hour) nadobuda hodnoty 0-23, pri¢om
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na zaklade vysledkov predchadzajicich vyskumov (Munk et al., 2011a, 2011b)
sa ukazalo, ze logity st kvadratickou funkciou cCasu, t.j. bola vytvorend transformacia
premennej hour na polyném druhého stupiia (hour?). Zistovali sme aj vplyv d’alsich
faktorov, ¢i je vyznamné rozliSovat’ interné a externé pristupy (internal), ¢i je mozné
rozliSovat’ obdobie rokov pocas krizy (2009-2010) a po krize (2011-2014) (crisis).
Interné a externé pristupy sme rozliSovali na zéklade IP adresy pristupu na webovu cCast’,
na zaklade ktorej sme vedeli identifikovat’ pristupy zvnutra siete bankovej institacie.
V pripade umelej premennej crisis bola v pripade pristupov zvnutra siete (internal = 1)
identifikovana mala miera zavislosti (Chi-square = 2551,578; df = 5; p =0,000;
Kontingencny koeficient C = 0,129; Cramerovo V = 0,130). V pripade pristupov zvonka
siete (internal = 0) bola identifikovana mala miera zavislosti (Chi-square = 94 511,58;
df =5; p = 0,000; Kontingencny koeficient C = 0,253; Cramerovo V = 0,261). Na zaklade
tychto vysledkov sme vytvorili model pre interné pristupy a externé pristupy (umela
premenna internal) a zaroven sme zahrnuli do oboch modelov obdobie rokov krizy
arokov po krize (umeld premenna crisis) ako d’al$i prediktor. Postup bol analogicky
s postupom modelovania v zavislosti od tyzdnov, priom sme sa zamerali hlavne
na obdobie rokov po finan¢nej krize. Model pre pristupy pocas krizy bol realizovany

pomocou vzorca:

A

i = a; + fyjhour; + ﬁzjhouriz +yjerisis;, j=1,2,...,] - 1,i=0,1,2,...,23. (22)

Graf (Obrazok 32) zobrazuje pravdepodobnosti navstevnosti jednotlivych webovych
kategorii internymi navstevnikmi v obdobi rokov po odzneni finanénej krizy poc¢as hodin.
Najvyssi pristup bol odhadnuty pre kategoriu Pricing List, pricom najvacsi zaujem o tlito
kategoriu bol hlavne pocas obednych hodin (13. hodina dosahuje hodnotu 0,367).
Najnizsie hodnoty pristupu na kategoriu Pricing List boli zaznamenané v no¢nych
hodinach (0. hodina dosahuje hodnotu 0,194). Druhou najnavstevovanejSou kategdriou
je Business Conditions, ktora ma v priebehu prvej polovici dna priblizne ustalené
percento pristupu (dosahuje hodnotu priblizne 0,250), avSak mézeme povedat’, Ze rastie
S priebehom dna a k vyznamnejSiemu narastu dochadza v no¢nych hodinach (23. hodina
dosahuje hodnotu 0,314). V pripade webovej kategérie Pillar3 disclosure requirements
modzeme vidiet’ najvacsi zaujem hlavne v skorych rannych hodinach (5. hodina dosahuje
hodnotu 0,175), avsak potom navstevnost tejto kategorie klesa. Nizku navstevnost
vykazuje webova kategoria Reputation, pricom by bolo mozné tvrdit, ze bola pocas

celého dna skoro konStantna (hodnota priblizne 0,05). Zaujem o webovu kategoriu

92



Pillar3 related je prevazne pocas dia konstantny, len v rannych hodinach stipa zo svojho
minima. Zaujimavé spravanie moézeme pozorovat pri webovej kategorii We support,
kde je ve'mi vyrazny pristup v no¢nych hodinach a nasledne dochadza k minimalnemu

pristupu na tato kategdriu v priebehu dna.
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Obrdzok 32 Vizualizacia pravdepodobnosti internych pristupov na webové kategorie v obdobi
rokov po financnej krize v zavislosti od ¢asu — hodin dna

Graf (Obrazok 33) zobrazuje externé pristupy na jednotlivé kategorie webového portalu
Vv obdobi rokov po finan¢nej krize. Zaujimavé kategorie pre navstevnikov zvonka siete
bankovej inStitlicie si podobné zdujmom internych navstevnikov webového portalu.
NajnavstevovanejSou je opat’ kategéria Pricing List S najvacsim zaujmom v obednych
hodinach (11. hodina dosahovala hodnotu 0,431) anaopak najmenSim v noc¢nych
hodinach. Taktiez druhou najnavstevovanejSou kategoriou je Business Conditions,
kde je najvyssi zaujem o kategériu na konci dia (23. hodina dosahovala hodnotu 0,329)
Pillar3 related, Pillar3 disclosure requirements a Reputation preukazuju podobné
hodnoty a zaujem o tieto kategorie ma vacSinou pocas dna klesajtci charakter. V pripade

webovej kategorie We support mézeme povedat’, Ze o fiu navstevnici pristupujici zvonku
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siete nemaju zaujem, pretoze skoro cely den je pravdepodobnost pristupu menSia

ako 5 %.
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Obrazok 33 Vizualizacia pravdepodobnosti externych pristupov na Webové kategorie v obdobi
rokov po financnej krize v zavislosti od ¢asu - hodin dina

Ziskané znalosti boli pouzité ako podklady pre aktualizaciu webového portalu. Bankovy
portal je povinny zverejiiovat’ a aktualizovat’ informacie ohl'adom Piliera 3 pocas roka
apreto bolo nutné skumat’ aj spravanie sa pouZzivatel'ov pocas hodin. Pre potreby
planovania zverejiiovania informacii by bolo na zéklade dosiahnutych vysledkov mozné
odporucit’ no¢né hodiny (medzi 1-2 hodinou), kedy je pristup na jednotlivé webové

kategorie niZsi.
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4 VVYHODNOTENIE VYSLEDKOV VYSKUMU

Teoretickym prinosom prace pre oblast’ aplikovanej informatiky st vypracované
metodiky predikcie. Vytvorili sme metodiku na zhodnotenie frekventovanych
transakcii/sekvencii v ¢ase a bola vytvorena metodika predikcie pravdepodobnosti
pristupov na webové Casti portalu bankovej institicie v zavislosti od tyzdnov roka,
ako aj na zaklade d’alsich ¢asovych premennych (hodin dia). Navrhnuté metodiky mézu

byt pouzité aj pre iny typ webového portalu za predpokladu vhodnej pripravy dat.

V dizertacnej praci sme sa venovali réoznym metéodam pripravy dat, priCom
sme sa zamerali prevazne na porovnanie a optimalizdciu metod identifikacie sedeni
a vplyv rekonstrukcie aktivit pouzivatelov pri r6znych metddach identifikédcie sedeni.
Prioritne sme sa zaoberali metodou Reference Length a jej vplyvom na extrahovanie
uzito¢nych znalosti z logovacich suborov. Skumali sme pripravu dat v pripade webového
portalu s anonymnym pristupom (univerzitny portal) a webového portalu s povinnou
autentifikaciou (virtualne vzdelavacie prostredie Moodle). Metoda identifikacie sedeni
Reference Length je typicka tym, ze pre jej pouzitie potrebujeme vypocitat’ hranicny cas,
ktory urci koniec sedenia a zaciatok nového sedenia. Pre potreby vypoctu hrani¢éného
¢asu je nutné poznat’ podiel navigaénych stranok skimaného webového portalu, ktory
sa zvykol odhadovat’ subjektivne spravcom webového portalu. Nasou optimalizaciou
metody Reference Length bol odhad podielu navigaénych stranok z mapy webu,
Co sa aj preukazalo v naSich experimentoch. V nich sme porovnali rézne metody
identifikacie sedeni aaj vplyv dopiitiania ciest na extrahované sekvenéné pravidla
ako po stranke kvantity, tak aj kvality. Na zaklade dosiahnutych vysledkov moézeme
povedat, ze identifikacia sedeni pomocou metody Reference Length s odhadom podielu
navigaénych stranok z mapy webu bez dopliiania ciest, prispieva k objaveniu kvalitnych
znalosti. Na druhej strane jednou z nevyhod mapy webu moéze byt jej nedostupnost,
pripadne aktualnost’ v stvislosti so skimanym logovacim stiborom. Preto sme Vv d’alSe;j
faze optimalizacie algoritmov identifikacie sedeni vytvorili alternativnu metodu vypoctu
podielu naviga¢nych strdnok priamo z logovacieho suboru pomocou entropie. Takto
identifikované sedenia sme nasledne porovnali s uz vypocitanymi vysledkami pre oba
webové portaly (univerzitny portél a virtudlne vzdeldvacie prostredie). Vysledky odhadu
podielu navigacnych stranok pomocou entropie koreSpondovali s vysledkami odhadu

podielu naviga¢nych stranok z mapy webu. Prinos nového spdsobu vypoctu podielu
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navigacnych stranok pomocou entropie je v pripade nedostupnosti mapy webu, pripadne
aj ako sposob overenia spravnosti odhadu z mapy webu a jej aktualnosti s ohl'adom
na skimany logovaci subor. Rovnako bol prinosom v pripade nového odhadu podielu
navigacnych stranok aj prezentovany algoritmus pouzitia identifikacie sedeni pomocou
metddy Reference Length na zaklade odhadu entropie (Obrazok 16). Tymto boli splnené
Ciastocné ciele tykajice sa pripravy dat a optimalizacie algoritmov identifikacie sedeni

a dopliania ciest.

V dizertanej praci sme predstavili metodiku na zhodnotenie frekventovanych
transakcii/sekvencii Vv Case, ktora sme aplikovali na skimanie logovacieho stboru
webového portalu bankovej institicie za obdobie rokov pocas finanénej krizy a obdobie
rokov po finan¢nej krize. Boli extrahované frekventované polozkové mnoziny na zaklade
kvartalov a boli vyhodnocované na zaklade kvantity. Vyskum prispieva k preklenutiu
medzery v oblasti dostato¢ného zverejnovania informacii v ramci Pilieru 3, ¢o taktiez
prispieva k zvySovaniu zdujmu prislusnych stakeholderov o prispievanie k trhovej
discipline a je relevantné s ich zdujmami v ramci Pilieru 3. Z detailnej Stvrtrocnej analyzy
vyuzivania na webe zverejiovanych financnych a rizikovych informacii komerénej
banky sme zistili, Ze ani obsah ani frekvencia prezentovania informacii nie si pre nich
relevantné. Zaujem o tento druh informécii je minimdalny, pricom sa o povinné
a doplnujtce informacie Pilier 3 zaujimali stakeholderi hlavne v prvom Stvrtroku
(kedy su zverejiiované celoro¢né hospodarske vysledky banky). Stakeholderi mali vel'mi
nizky zaujem o informdcie tykajuce sa rizika ako povinne bankami zverejfiovanej
kategorie Pilieru 3. Z toho vyplyva vel'mi nizky zaujem o riadenie rizika ako jednej
z kIicovych oblasti, na ktoré¢ sa ostatné¢ regulacie sustredovali. Dovodom modze
byt medzi inymi aj zloZitost’ samotnej problematiky manaZzmentu rizik, ktord presahuje
vedomosti a schopnosti kI'icovych stakeholderov to pochopit’. Nase vysledky naznacuju,
ze dalSie zmeny vo zverejiiovani informacii komer¢nymi bankami st nevyhnutné,
ak maju byt mechanizmy trhovej discipliny efektivne a pouzivané podla ocakavani
a poziadaviek regulatora. Dosiahnuté vysledky a zavery potvrdzuji nariadenia

zodpovednych institacii v oblasti Pilieru 3.

V poslednom kroku sme skumali spravanie sa pouzivatel'ov webového portalu bankove;j
institucie v zavislosti od ¢asu, konkrétne od tyzdnov roka a od hodin dna. Bola vytvorena
metodika predikcie pravdepodobnosti pristupov na webové Casti v zavislosti od ¢asu

(tyzdne roka). Na zaklade predstavenej metodiky sme mohli odhadnut’ pravdepodobnosti
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pristupov na jednotlivé webové kategdrie. Skumali sme spravanie sa navstevnikov
webového portalu pocas tyzdnov skimanych rokov, kedy prebichala finan¢na kriza
a porovnali sme ho s obdobim rokov po odzneni hlavnych dopadov finan¢nej krizy. Tieto
znalosti nam pomohli stanovit' odportcania spravcom webového portalu bankovej
institacie ohl'adom vplyvu zverejilovania a aktualizacii informécii ohl'adom Pilieru 3.
Vysledky tyzdennej analyzy koreSpondovali s vysledkami Stvrtrocnej analyzy. Najvacsi
zadujem o povinné a dopliujice Pilier3 informacie mali stakeholderi na zaciatku roka,
konkrétne mézeme Specifikovat’ obdobie okolo 10. tyzdia, kedy dosahovali tieto webové
kategorie najvacsi zaujem. Na zaklade toho je mozné stanovit' obdobie zverejiiovania
tychto informécii na tyzdne na zaCiatku roka a znizit' tak pozadovani Stvrtrocnu

frekvenciu, ktora nie je pre ucely trhovej discipliny potrebna.
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ZAVER

Predmetom skumania dizertacnej prace bolo modelovanie spravania sa pouzivatel'ov
webu v zavislosti od Casu. V prvej faze sme sa zamerali na pripravu dat v oblasti WUM.
Skamali sme vplyv zvolenej metddy identifikacie sedeni na kvantitu a kvalitu
extrahovanych znalosti. Vytvorili sme metodiku predspracovania dat (Munk, Benko,
Gangur, Turcani, 2015), na zaklade ktorej sme realizovali sériu experimentov
na vyhodnotenie spolahlivosti jednotlivych metdd identifikacie sedeni. Experimenty
sme realizovali ako nad webovym portalom s anonymnym pristupom (Munk, Benko,
Gangur, Turcani, 2015; Munk a Benko, 2016), tak nad webovym portalom s povinnou
autentifikaciou (Benko, 2015; Benko, Reichel, Kuna, Munk, 2015; Reichel, Kuna, Benko,
Munk, 2015; Munk, Drlik, Benko, Reichel, 2017a). Vysledky preukazali vhodnost
pouzitia metddy Reference Length ajej vplyv na extrahovanie menSieho poctu
trivialnych a nevysvetlitelnych pravidiel a naopak na vacsi pocet uzitoénych pravidiel.
Nevyhodou zvolenej metddy je podmienka exponencidlneho rozdelenia premennej
RLength. Rozne spdsoby odhadu podielu navigaénych stranok maju vplyv aZ po dopliiani
ciest. Na druhej strane doplianie ciest sposobuje nérast trividlnych a nevysvetlitelnych
pravidiel. Vypocet podielu navigaénych stranok z mapy webu sa ukazal presnejsi
nez subjektivny odhad podielu navigacnych stranok, ale nevyhodou mapy webu
je prakticky neustala zmena webového portalu a jej pripadna neaktualnost’. Problém
s mapou webu sme sa pokusili odstranit’ vytvorenim nového postupu odhadu podielu
naviga¢nych stranok pomocou entropie vychadzajic priamo z logovacieho siboru (Munk
a Benko, 2017, 2018). Vypocet nasho navrhovaného postupu ukazal, Zze dosahuje
podobné vysledky, ako vypocet z mapy webu a moéze predstavovat’ vhodnt alternativu
Vv pripade absencie mapy webu. Tento novy pristup bol overeny ako na webovom portaly
S anonymnym pristupom, tak na webovom portaly s povinnou autentifikaciou.

V d’alSom kroku sme sa zamerali na modelovanie spravania sa pouZivatel'ov webového
portalu. Ako zdroj dat nam posluzili logovacie subory bankovej institicie za obdobie
viacerych rokov (2009-2015). Vytvorili sme metodiku na zhodnotenie frekventovanych
transakcii/sekvencii v Case, konkrétne na baze kvartalov roka. Vyskum (Munk, Pilkova,
Benko, Blazekova, 2017b) prispieva k preklenutiu medzery v oblasti dostatocného
zverejiiovania informdcii v ramci Pilieru 3. Boli extrahované frekventované polozkové
mnoziny na zaklade kvartalov a boli vyhodnocované na zaklade kvantity. Zamerali

sme sa na analyzu udajov z webového portalu zameraného na zverejfiovanie informacii

98



komerénych bank Kk Pilieru3 a skiimanim spravania sa stakeholderov vo vztahu
k vaznym trhovym turbulenciam. Vysledky analyzy preukazali nizky zaujem
stakeholderov o povinne zverejiiované informacie Pilieru 3 a ich zaujem bol sustredeny
hlavne na prvy kvartal roka.

Pre potreby analyzy spravania sa pouzivatelov webového portdlu bola vytvorena
metodika predikcie pravdepodobnosti pristupov na webové Casti v zavislosti od Casu
(tyzdnov roka) (Munk, Pilkova, Benko, Blazekova, 2018). Zdrojom dat boli opét
logovacie subory webového portalu bankovej institicie za obdobie viacerych rokov
(2009-2015). Na rozdiel od predchadzajiucej analyzy, boli webové cCasti zlucené
do kategorii a analyzované. Na zaklade predstavenej metodiky sme mohli odhadnat
pravdepodobnosti pristupov na jednotlivé webové cCasti. Vysledky tyzdennej analyzy
koreSpondovali s vysledkami dosiahnutymi predchadzajucou analyzou, kde sme skiimali
frekventované polozkové mnoziny na zéklade kvartalov. Z pohl'adu aplikacnej domény
su ziskané vysledky vyuzitelné pre tvorcov regulécii, a to ¢i uz na trovni Eurdpskej

Bankovej Autority, Eurdpskej centralnej banky, Bazilejského vyboru a pod.
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