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ANOTACE

Prace je vénovdana popisu kddovdani informace prohleddavaného prostoru. S vyuZitim
genetického programovdni a hyperheuristickych postupit bylo navrhnuto 7eSeni pro
obchodniho cestujictho. Softwarovd cdst je implementovdna v programovacim jazyce
Python.

KLiCOVA SLOVA

genetické programovdni, problém obchodniho cestujictho, hyperheuristika.

TITLE

ENCODERS IN GENETIC PROGRAMMING

ANNOTATION

This thesis is oriented at encoding the information of the search space. By using the
genetic programming and hyperheuristic methods the author proposed a solution for the
traveling salesman problem. The software part is implemented in the Python programming
language

KEYWORDS

Genetic programming, Traveling salesman problem, Hyperheuristic.
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UvVOD

Genetické programovani v poslednich letech ziskalo na oblibé zejména z divodu, ze
jde o automatickou tvorbu programu, pii které neni nutné znat doptedu jakékoliv informace o
vysledném feSeni. Jejich vyuziti se ukézalo velice vyhodné zejména pii feSeni
kombinatorickych uloh. Nicméné Casova naroCnost evoluce genetickych programa
predstavuje nepfijemnost, kterd omezuje jejich pouziti pro praci s velkymi datovymi soubory.
Misto genetického programovani se pouzivaji heuristické postupy, které jsou schopné najit

optimalni feseni pouze pro ur€ité instance typovych uloh.

Prace navrhuje vyuziti genetického programovani, ale misto hledani pifimého fesSeni
ulohy, geneticky program hleda obecny heuristicky postup, ktery povede k optimalnimu
feSeni nebo alesponi k dostateCné presnému feseni v piijatelném Case. Vysledny heuristicky
postup by mél byt snadno aplikovatelny 1 na jiné datové soubory. Prenositelnost heuristického
postupu by zna¢né snizila Casovou naroc¢nost podobnych kombinatorickych uloh, protoze by
se pfi hledani optimalniho feSeni mohlo vychdzet z jiz pfedpfipravené¢ho heuristického
postupu. Aby pifeneseny heuristicky postup byl efektivni, mel by byt jeho vypocetni Cas

s rostoucim poctem dat v linearnim poméru.

Cilem této prace je navrzeni a implementace algoritmu genetického programovéani,
jehoz ucelem bude nalezeni heuristického postupu na kombinatoricky problém obchodniho
cestujiciho s Casovymi okny. Za pouziti hyperheuristickych postupt bude interpretace
vyslednych feSeni zakédovana do podoby, s niz muze geneticky program pracovat. Geneticky
program bude vyuzivat jednoduché matematické operace, goniometrické funkce a nekolik

konstant vztahujicich se k feSené tloze.
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1 GENETICKE ALGORITMY

Geneticky algoritmus je optimaliza¢ni nastroj pouzivany pro hledani feSeni slozitych
problému. Inspiraci pro vznik byly evolucni procesy, které jsou bézn€ k vidéni v pfirodé
uruznych druhd zivo€ichi. Jako evoluce v pfirodé pracuje geneticky algoritmus na
postupném vylepsovani mnoziny vSech moznych feseni problému. Tato mnozina je nazyvana
populaci a kazdy jednotlivy ¢len této populace je nazyvan jedincem. Dale je zadouci urcit
vhodnost jedince napfi¢ populaci. To se provadi pomoci fitness funkce, pfidélené kazdému
jedinci v populaci. Ta uvadi kvalitu nalezeného feSeni reprezentovaného jedincem napfic
populaci. Fitness funkce ma dale rozhodujici vliv na moznosti reprodukce jedince.
V néasledujicich tfech krocich je uveden typicky geneticky algoritmus tak, jak ho popsal
(Koza, 1992).

1) Vytvoreni nové populace nahodnych jedinct.
2) Iterativni opakovani kroku a a b, dokud nejsou splnéna ukoncujici kritéria.
a. Ohodnoceni fitness funkci kazdého jedince v populaci.
b. Vytvoreni nové populace pomoci nasledujicich genetickych operatort.
i. Zkopirovanim n€kolika nejlepsich jedinct do nové populace.
ii. Kfizenim vybranych jedinct.
iii. Zmutovanim vybranych jedinca.

3) Zhodnoceni jedince s nejlepsi fitness funkeci.

1.1 BIOLOGICKA TERMINOLOGIE

Genetické algoritmy pro feSeni problému jsou inspirovany Darwinovym evolu¢nim
procesem, a tak i nazvoslovi pii tvorbé programi je odvozeno od genetickych termint.
Biologicka evoluce by mohla byt popsana jako metoda pro hledani optimalniho jedince,
s vysokou pravdépodobnosti pro preziti, napii¢ velkému mnozstvi moznych vlastnosti
jedince. V biologii jsou tyto vlastnosti urCovany pomoci sekvence genu, které zajistuji, zZe
jedinec pfezije, a navic se rozmnozi v prostiedi, ve kterém Zzije. Evoluce muaze byt i metoda
pro hledani inovativniho feSeni na vyskytujici se slozity problém, kterému musi generace
Celit. Napriklad dortstajici ¢asti t€l nékterych plazi jako obrana proti predatorim a jinym

pfirodnim nepfatelim namisto vétsich zubu.
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Zivé organismy se skladaji z bundk, a kazda jedna butika obsahuje jeden nebo vice
chromozomu, které jsou tvofeny zfetézci DNA. Tyto fetézce jsou nositeli genetické
informace biologického jedince a daji se dal délit na jednotlivé geny. Ty maji svoji pevné
danou pozici v ramci chromozomu, jenz je rozhodujicim kritériem pro vlastnosti pfidélené
jedinci. Napriklad jakou bude mit barvu oci nebo telesnou stavbu. Pozice genu
v chromozomu, jenz je pocitana od jeho pocatku, se nazyvana lokus. Konkrétni forma genu,

kterd zaujima urcity lokus, se nazyva alela.

Geneticky material neboli genom, je u vétSiny organizmu v pfirod€ slozen z bunék,
které obsahuji vice nez jeden chromozom. Termin genotyp odpovida presnému usporadani
jednotlivych gena a jejich typu. O dvou organizmech, které maji identické geny a stejnou
posloupnost genu, 1ze fici, Ze maji shodny genotyp. Organizmy lze dale délit podle usporadani
chromozomi na dva druhy. Organizmy diploidni, které maji chromozomy uspotfadané po
parech, nebo haploidni, jejichz chromozomy nejsou sparované. Lidsky jedinec ma 23 para
diploidnich chromozomu v kazdé buiice ve svém teéle. Béhem sexualni reprodukce dochazi
k vymeén¢ jednotlivych genti mezi t€mito pary. To pfispiva k vytvoreni nového chromozomu,
ktery je pak spojen s jinym chromozomem a dojde k vytvoreni diploidniho uspotadani
chromozoma. Potomek je pak vysledkem této reprodukce, jenz je nazyvana kiizeni,
a anomalii vznikajicich na jednotlivych genech. Tyto anomalie zpusobuji zménu jednotlivych
gend a tim pozménuji i potomka. Z rodi¢u s nizkou t€lesnou vySkou mize vzniknout vysoky
potomek a naopak. Anomélie je nazyvana mutaci a Casto se vyskytne pii pienaSeni
chromozom@i na potomka. Usp&Snost reprodukce se u organizmd vy&isluje jako
pravdépodobnost toho, ze potomek prezije a je schopen prenést geneticky material vhodny
pro preziti na dal§i generace. Tato uspésnost je v genetickych algoritmech oznafovéana

fitness funkci.

V genetickych algoritmech je terminem chromozom ozna¢ovan jedinec, ktery
jejednim z kandidath na feSeni stanoveného problému. Typicky byva chromozom zakodovan
pomoci sérii  booleovskych proménnych ulozenych v poli. Jednotlivé alely tohoto
chromozomu jsou bud samotné proméenné, tedy jedna nebo nula, nebo i vice proménnych
za sebou predstavujicich ur€ity prvek, napiiklad pismeno. Kfizeni se v genetickych
algoritmech sestava z vymény genetického materidlu mezi dvéma jedinci (rodici). Mutace
je nahrazovana nadhodnym zvolenim lokusu a zménou formy alely, jenz se nachazi na

vybrané pozici.
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Vétsina aplikaci, které vyuzivaji genetické algoritmy, pracuje s haploidnimi jedinci
obsahujicimi jeden chromozom. Jako genotyp jedince je pouzito pole nebo fetézec znakt
s bitovymi nebo jinymi promé&nnymi. Casto se v kontextu s genetickymi algoritmy vyskytuje
i vyraz fenotyp, jenz je vysledkem plsobeni okolniho prostfedi na genotyp a predstavuje tedy

pozorovatelné vlastnosti jedince.

1.2 KODOVANI JEDINCE

Zakladnim predpokladem pro Gspésné feSeni problémi pomoci genetickych algoritma
je zakodovani ovlivnitelnych vlastnosti do podoby chromozomu, ktery interpretuje jedno
z moznych feSeni ulohy. VétSina aplikaci pouziva feté€zec sloZzeny z bitovych znaku, jenz je
nahodné poskladan do pole o pevné délce. Nicméné v prabéhu zkoumani genetickych
algoritmu byly objeveny ulohy, které nelze (nebo je 1ze jen obtizn€) popsat pomoci bitovych
znakd. Zvoleni spravného kodovani chromozomu se tedy ukazalo byt stejné dulezité jako

samotné feSeni problému.

Dalsim davodem pro pouziti riznych druhti kédovani je predem stanovena délka
chromozomu. Omezend nebo presné dana velikost ohraniCuje prostor, ve kterém se dané
feSeni muze nachazet. Nemoznost prohledavat i okoli, které neni v definované oblasti, znacné
omezuje schopnost nalézat optimalni feseni. Kupfikladu pro zakédovani ¢isla 255, je potieba
8 znakl, konkrétné 11111111. Pokud se feSeni nachazi v intervalu 0 — 255 je osmi-bitovy
chromozom postacujici, ale pro hodnoty lezici nad hodnotou 255 uz postacujici neni. Pokud
prohledavany prostor nebude omezen vibec, nalezeni preferovaného optima bude Casové

velice naro¢né a neefektivni.

1.2.1 Binarni kodovani

Binarni kodovani je nejbéznéj$i zpusob tvorby reprezentace mozného feSeni.
Z historického hlediska ho navrhl (Holland, 1975) ve své prukopnické praci o genetickych
algoritmech. Dale vétSina doporuCené teorie je uvedena pro binarni kodovani o pevné
stanovené délce chromozomu. Vyhodou tohoto kdédovani je, ze vétSina heuristickych
doporuCeni pii nastavovani parametrt algoritmu (kiizeni, selekce, mutace, ...) je obecné
aplikovéana ateoreticky vysvétlena v binarnich chromozomech. (Holland, 1975) obhajuje

pouziti binarniho kdédovani pii aplikaci genetického algoritmu na dva razné zapisy
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chromozomu. Oba nesly pfiblizné stejnou informaci, ale jeden byl zakodovan pomoci malého
poc¢tu moznych alel (1, 0) na dlouhém chromozomu a druhy obsahoval vétsi mozny pocet alel
(¢isla 1 — 10) a krat8i chromozom. Dosp¢l k zavéru, ze delsi chromozom ma lep$i Sanci pro
vznik vice moznych kombinaci na adepta optima ulohy, a tim i1 vétSi pravdépodobnost na

nalezeni optimalniho feSeni.

Navzdory vSem vySe popsanym vyhoddm se binarni kdédovani ziidka objevuje
v realnych aplikacich. Pro mnoho problému feSenych pomoci genetickych algoritmu je nutné

pracovat s realnymi daty a binarni kodovani je vidéno spise sporadicky.

1.2.2 Koédovani pomoci realnych hodnot

Pouziti realnych hodnot pro vytvoreni chromozomu je vyhodné z mnoha davoda. Data
ziskana pomoci méfeni ze senzort mohou byt pfimo aplikovana v genetickém algoritmu.
Ackoliv z kapitoly 1.1.1 vyplyva, ze geneticky algoritmus s realnymi daty bude zaostavat
ve vypocetnim Case, tak pfi vhodné zvolenych parametrech nemusi byt rozdil tak velky, aby
na ném ve vetsi mire zalezelo. Vykon genetického algoritmu zavisi na mnoha detailech

zvolenych pfi tvorb€ genetického algoritmu, a predevsim zavisi na feSeném problému.

1.3 OPERACE GENETICKYCH ALGORITMU

Pro hledani novych moznych feSeni za pomoci genetickych algoritmd je nutné
provadét ruzné operace s chromozomy, které pfispivaji k riznorodosti vytvorenych potomkd.
Mezi zakladni operatory patii selekce, kfiZzeni a mutace, které jsou pouzity v feseni této prace.
Vyladéni téchto tii operatort je nutné k zachovani diverzity nové populace. Za zminku stoji 1
dalsi operator, jako je naptiklad crowding, ktery byl zkouman v (De Jong, 1975). Tento
operator vezme noveé vytvoreného potomka a nahradi ho nejvice podobnym jedincem
z predchazejici generace. Vyhoda crowdingu je, ze zabrariuje vzniku vice podobnych jedinca
v jedné populaci. Podobny efekt jako crowding méa také operator sharing fitness function. Po
ohodnoceni vSech jedincu fitness funkci, je fitness funkce kazdého jedince penalizovana nebo
odménéna na zakladé podobnosti zvoleného chromozomu oproti ostatnim jedincim
v populaci. Nasledkem toho jsou trestani vice podobni jedinci a odménovani jedinci
s rozdilnymi geny (Goldberg a Ridchason, 1987) ukazali, ze operator sharing fitness function

vede k diverzifikaci populace a zajiSténi postupného konvergovani k optimu.
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1.3.1 Selekce

Ukolem selekce je vybér rodit z populace, ktefi piistoupi k moznosti zformovat ze
svych chromozomu potomky do nasledujici generace. Na prvni pohled muze byt zadoucim
faktorem vybér jedinct s nejlepSimi fitness funkcemi, a tak stvofit potomka, ktery je novym
optimem. Ale jak ve své praci uvadi (Mitchel, 2002), selekce musi byt v rovnovaze s
ostatnimi pouzitymi operatory. Pfili§ Casté voleni silnych jedinci vede ke zredukovani
rozdilnosti mezi jedinci v populaci a pfili§ rychlé konvergenci k lokalnimu optimu. Pokud je
populace pfili§ jednotvarnd, mé to za nasledek uviznuti nalezeného feSeni v lokalnim optimu a
naslednou neschopnost genetického algoritmu se z ného dostat. Naopak vybér slabych jedinca
vede k prili§ pomalé konvergenci, coz pfi rozsahlych populacich mizou byt hodiny az dny

vypocetniho Casu navic.

Jednim ze zakladnich druhu selekce je vyuziti elitismu. Elitismus spociva v zachovani
urCitého mnozstvi nejlepsich jedinct z predchozi populace. Tim je zajisténa konvergence
k optimu, nicméné¢ pokud mé jedinec dobrou fitness, neznamena to, ze vzdy ptezije do dalsi
generace. K pozméné jedince muze dojit pii jeho vybéru k reprodukci a nasledném
nenavraceni jedince do puvodni populace, nebo zméné jeho chromozomu pomoci mutace.
Celkove elitismus poméha k vytvareni dostate¢né silné populace a piispiva k vykonu

genetického algoritmu.

Pristup turnajové selekce ma oproti elitismu tu vyhodu, Ze je mozny postup jedince,
ktery neni nejsiln€jsi. Pfi turnaji se spolu utkaji dva nahodné zvoleni jedinci z jedné populace.
Poté se vygeneruje nahodné Cislo x, urCujici pravdépodobnost vyb&ru prvniho jedince a y
uréujici pravdépodobnost vybéru druhého jedince. Cisla x a y se obvykle voli mezi nulou a
jednic¢kou. O vitézi turnaje rozhodne podminka x < y. Vysledek rovnajici se hodnot¢ TRUE
znamena, ze je zvolen k reprodukci ten jedinec slep$i fitness funkci. Pokud podminka
splnéna nenti, zvoli se k reprodukci horsi jedinec. Oba jedinci se pak vrati do populace, kde

mohou byt znovu vybrani.
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Ruletové kolo je jednou z nejstarSich selekCnich metod v genetickych algoritmech.
Selekce probiha tak, ze kazdy jedinec dostane pfidélenou ¢ast na ruletovém kole, ktera
odpovida proporcionalné velikosti jeho fitness funkce. Poté se ndhodné vygeneruje Cislo
naruletovém kole a jedinec, do jehoz sektoru c¢islo zapadne, je zvolen jako rodic

do kfizeni (reprodukce). Pravdépodobnost toho, ze bude jedinec vybran, je ddna vztahem

p(i) = fi—l) (1.1
kde x= > f(. (1.2)
2

Selekce pomoci ruletového kola je jednoducha na implementaci a relativné rychla i pii
velkém mnozstvi jedinct v populaci. Jejim problémem je rychla konvergence k lokalnimu
optimu a tim i mald pravdpodobnost nalezeni globalniho optima. ReSenim je zména
pravdépodobnosti vybéru za pomoci oznamkovani jedinct, kdy misto piidélené Casti na
ruletovém kole dle fitness funkce je kazdy jedinec ohodnocen znamkou. Ten s nejlepsi fitness
funkci dostane zndmku N a nejhor$i jedinec dostane 1. Jedinci nejsou tedy ohodnoceni
proporcionalng, a tak se snizuje pravdépodobnost ovladnuti populace vyrazné€ lepSim
jedincem. Poté je postup stejny jako v klasickém ruletovém kole. Pravdépodobnost toho, ze
bude jedinec vybran, je dana vztahem 1.3. Oznamkovani jedinci je robustni, zachovava
riznorodou populaci a konvergence k optimu je pomalejsi nez u pfidéleni prostoru na zakladé

fitness.

Boltzmannova selekce je zpusob vybéru podobny simulovanému Zzihani.
Boltzmannova selekce kontroluje podil, jakym jsou vybirani vhodnéj$i jedinci tak, Ze je
zavedena konstanta T, kterd v Case klesa. Pokud je konstanta T ve vysokych hodnotach, ma
kazdy jedinec rozumnou Sanci na vybér. Jakmile konstanta T zafne proporcionalné klesat,
zacnou se volit jedinci s lepsi fitness funkci. Tim geneticky algoritmus zafne prohledéavat

relativné maly prostor a blizit se k optiméalnimu feSeni.

N()
nxn-1)

p(i) = (1.3)
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1.3.2 K¥izeni

Kfizeni je spolu s mutaci jeden zhlavnich genetickych operatort, kterymi jsou
genetické algoritmy vybaveny. Cilem kiiZzeni je stvofeni potomka za pomoci dvou jedincu ze
stejné generace. V literatufe je popsano mnoho rozdilnych zptsobu kiizeni pro hledani
optimalniho feSeni pfi pouziti co nejmensiho poCtu generaci. Ale zadny zplsob neni
univerzalni nebo aplikovatelny na vSechny feSené problémy pii oCekavani stejného vykonu.
Podle (Umbark a Sheth, 2015) je kfizeni mozné rozdélit do Ctyt kategorii. Normalni kfizent,
binarni kfizeni, kfizeni realnych hodnot nebo stromové kiizeni programu. Stromové struktury
jsou popsany v kapitole 2, jelikoz pfi tomto druhu kiizeni vznikaji omezeni, kterd je nutno

respektovat.

Normalni kiizeni je nejlépe znazornéno na binarnim kodovani jedinct, ale umoziiuje
iuziti dat vjiné formé. Jedno z jednoduchych a nejstarSich typt je jednobodové kfizeni.
Vyuziva pevné délky chromozomu, kdy se zvoli ndhodny lokus v chromozomu a rodice se
rozdéli na dvé Casti. Lokus je pro oba rodiCe stejny. Prvni ¢ast chromozomu z jednoho rodice
je spojena s druhou Casti chromozomu od druhého rodi¢e a vytvori potomka. Nasledné se
spoji 1zbylé casti a je stvofen druhy potomek. Rozsifenim jednobodového kfizeni je
vicebodové kiizeni (k-point crossover). U tohoto typu se nevoli jeden bod, ale £ ndhodnych
bodua. Takto rozdéleni rodiCe nasledné poskladaji své Casti k vytvoreni dvou potomki. Dalsi
variaci na jednobodové kiizeni je shuffle kiizeni. Zde se zpiehazi potradi genii chromozomu u
obou rodi¢u. Poté se aplikuje jednobodové kiizeni, které stvoii dva potomky. Po vzniku
potomki je v obou rodi¢ich uvedeno poradi gent zpét do ptivodnich pozic. Zpiehazenim genta
vznikaji potomci, jejichz zvoleny bod kiizeni je ndhodny. Uniform kiizeni vytvaii potomky
pomoci nahodného realného Cisla u, kdy se postupné prochazi chromozomy obou rodica
aje vybiran jeden gen na totozné pozici. Vybrany gen je poté piifazen potomkovi, pfi¢emz
o vyberu rodice, ze kterého gen pochazi, rozhoduje pravé ¢islo u. To je voleno obvykle mezi
nulou a jednic¢kou. Gen, ktery neni vybran, je pfifazen druhému potomkovi. Dal§im typem je
Average kiizeni, jeZ pracuje s pouze Ciselnymi hodnotami. Ze genti dvou chromozomi na
stejném lokusu je spocitan primér a vysledek je pak pfifazen do potomka. Average kiizeni
generuje pouze jednoho potomka, a tudiz je nutné doplnit populaci vice opakovanimi nebo
jinymi zpusoby. Discrete kiizeni je velice podobné Uniform kiizeni, ov§em zde se vytvafi
pouze jeden potomek tak, Ze gen nevybraného rodiCe je zahozen. Flat kiizeni vychazi
z Discrete kiizeni, ale na rozdil od n¢ je upraveno pro realnd Cisla v genech. Je vybrana

podmnozina genti w chromozoml od vSech rodic¢u. Pravidlem je, ze elementy w pochazi
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ze stejného lokusu svych chromozomu. Tato mnozina je dale upravena na dvé hodnoty tak, ze
je zvolena minimalni a maximalni hodnota, ktera je nasledné pfifazena ke dvéma potomkam.
Kiizenim feSici a rozmanitost zachovavajici je Statstic-based adapftive non-uniform kiizeni
neboli SAMUX. To zabraiuje pievzeti potomka se stejnymi hodnotami. SAMUX dale ve své
praci rozviji (Yang, 2003).

Random Respectful kiizeni (RRC) je binarni kfizeni vytvarejici ze dvou rodi¢u dva
potomky. Nejprve je vytvoren vektor, ktery je roven délce rodi¢h. Do né jsou ukladany
hodnoty jedna, nula nebo null, a to dle hodnoty gent na stejném lokusu v chromozomu.
Jestlize je hodnota obou gent stejna, ulozi se tato hodnota do vektoru. Kdyz jsou hodnoty
rozdilné, je vlozena hodnota null. Potomek je vytvoten z vektoru a pokud je hodnota null, je
aplikovano Uniform kiizeni. Masked ktizeni (MX) opét vyuzivd nadhodn€ vygenerované
masky, které jsou dlouhé jako rodi¢e. Po nahodném zvoleni jednoho z rodicu je zkopirovan
prvni gen od prvniho rodi¢e do prvniho potomka a od druhého rodic¢e do druhého potomka.
Potomci se poté porovnaji proti masce, a tam, kde mé& maska hodnotu jedna, nésleduje
vyména gend mezi potomky. Homologous kiizeni vychazi z normalniho vicebodového
k-point ktizeni. Modifikuje ho tak, ze ke kfiZeni jsou vybrany jen fetézce urcité délky nebo
s predem danou podobnosti mezi rodi¢i. Zminéna strategie se zaméfuje na vyménu fetézcu
specifickych parametru. FElitist kiizeni opravuje nedostatek pfilis rychlé konvergence elitismu.
Navic odstratiuje selekci tim, ze kiizeni a selekci integruje do jednoho kroku. V prvnim kroku
je celd populace nahodné zamichana. V druhém se postupuje populaci po parech, z kterych
kiizenim vznikaji vzdy dva potomci. Nejlepsi ztéto sady potomkd postupuje do dalsi

generace.

1.3.3 Mutace

Mutace patii mezi nejpouzivanéjsi genetické operatory. Ma za kol zabranit uviznuti
v lokélni optimu tim, ze ndhodn€ méni jednotlivé geny. U chromozomu slozeného z bindrnich
gend muze byt mutace provedena jednoduchou zaménou alel chromozomu. Tak lze zacit
prohledavat 1 jiné optimum, nez je to, ke kterému konverguje. V literatufe je vyznam mutace
predmétem diskuzi, zvlasté jeho pouziti u genetickych algoritmt. (Mitchel, 2002) uvadi, ze
uspéch genetického algoritmu nezalezi na vybé&ru samotnych operatorti, ale na peclivé

rovnovaze mezi nimi.
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2 GENETICKE PROGRAMOVANI

Na rozdil od klasickych genetickych algoritmu, kde je chromozom slozen z parametrt
interpretujici feSeni a algoritmus se snazi najit kombinaci téchto parametrd vedouci k nejlepsi
fitness funkci, v genetickém programovani je snaha pomoci evolu¢nich metod vytvorit
pocitaovy algoritmus, ktery by toto feSeni nasel bez pomoci Clovéka. Presné€ji vyjadieno,
je snahou nalézt takovy algoritmus, ktery bude nejlépe plnit zadané Ukoly z mnoziny v§ech
moznych pocitaCovych algoritmi a jejich kombinaci. Z toho vyplyva, Ze neni potfeba piimé
ucasti programatora pii hledani feSeni nebo jakakoliv znalost jeho struktury doptedu. Zaklad
pro vylepsSovani nalezeného feSeni poskytuji stochastické metody spolu s vybérem vhodnych
jedincl na zaklade fitness funkce. Je tfeba mit na paméti, ze genetické programovani

je ndhodny proces, a tudiz 1ze predpokladat vysledky pouze blizici se globalnimu optimu.

2.1 TYPY GENETICKYCH PROGRAMU

Dnesni pocitacové softwarové vybaveni nabizi §irokou skalu moznosti pfi volbé
programovaciho jazyka. Ackoliv je mozné vytvofit jakykoliv typ genetického programu
vtémeét kterémkoliv jazyce, nckteré jazyky jsou vhodn€j§i pro zvoleny typ

genetického programu.

2.1.1 Linearni geneticky program

Termin linearni odkazuje na strukturu programu, kdy je chromozom reprezentovan
instrukcemi poskladanymi za sebou, viz obrazek 2.1. Linearni geneticky program (LGP)
vykonava instrukce v takovém potadi, vjakém jsou mu piredkladany. Sekvencni fazeni

instrukci ma za nasledek absenci cykli a jejich vykonavani je urCeno pouze pozici

Instrukce 1 | Inskrukce 2 saas Instrukce N

Obrazek 2.1 — Linearni geneticky program (Poli, 2008)

v programu. Mnozstvi instrukci muze byt omezeno, takze kazdy jedinec v populaci ma stejné

danou délku, nebo je populace reprezentovana jedinci s rozdilnym mnozstvim instrukei.
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Instrukce v LGP lze reprezentovat dvéma zpusoby. Jednak jako strojovy kod, nebo
jako kod zvoleného programovaciho jazyka, jenz je typicky nizkouroviiovy programovaci
jazyk svysokou efektivitou vykonavaného kodu, kdy se vyuziva prekladac interpretujici
instrukce jazyka do strojového kédu. U strojového kodu jsou instrukce spustitelné primo na
CPU a odpada potieba prevedeni programovaciho jazyka na kod strojovy, pficemz pro praci
s proménnymi je vyuzito registri zvolené pocitaCové architektury. Pokud je cilem rychlost
LGP, je pouziti strojového kédu na realném pocitaCi nesporné vyhodnéjsi nez za pouziti

interpretujiciho prekladace.

2.1.2 Syntakticky strom

Ve své knize navrhl (Koza, 1998) reprezentovat jedince pomoci hierarchistickych
stromovych struktur, tzv. syntaktickych stromu. Syntakticky strom si Ize predstavit jako graf
s vrcholy a hranami. Stromy jsou tvofeny z funkci, které pfedstavuji vrcholy neukoncujici
rozvoj stromu a terminald, jez jsou zpravidla poslednimi vrcholy zavrSujici jednotlivé vétve.
Mezi vyhody stromovych struktur patfi snadnéd reprezentace nalezené¢ho feSeni a evoluce
pomoci genetickych operatort, kdy 1ze jakykoliv vrchol nahradit jinym vrcholem nebo celou
novou vétvi. Dale je mozné, aby byl cely strom vlozen do jiné stromové struktury jako

samostatna vétev.
Mnozina funkci maze obsahovat funkce typu:

e matematické funkce (sin, cos, +, /,...),
e booleovské operace (AND, OR, ...),

e iteracni funkce (For, Do, ...),

e podminéné funkce (If, While, ...),

e specidln€ definované funkce (rand, ...).

Z predchazejiciho vyCtu je patrna potieba definovat pocet terminali vazajicich se
na urcitou funkci. Napfiklad funkce cosinus vyzaduje pouze jeden argument, kdezto funkce
AND uz argumenty dva. Zde se zavadi pojem arita funkce, ktery je uveden v (Koza, 1998),
kdy kazda funkce ma takovou aritu, kolik je tfeba na ni navazat vstupnich argumentu.
Mnozina terminalti je tvofena vstupnimi proménnymi, konstantami nebo funkcemi, které
nevyzaduji zadny vstupni argument. Specidlnim pfipadem termindlu je generovani nahodného

Cisla. Nahodné Cislo muze zpusobit odli§né chovani programu pro kazdy jeho béh.
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Predpoklad uzavrenosti (closure)

Pro bezproblémovy chod genetického programu je nezbytné, aby mnozina funkci
spliiovala urcité predpoklady. Oba jsou detailné popsany v (Koza, 1998). Prvnim
je predpoklad uzavienosti (Closure), kdy pii formovani jedinci a naslednych genetickych
operacich je nutné, aby se jakdkoliv vétev dala zaménit za libovolny vrchol vybraného
stromu. Uzavienosti se rozumi, ze vSechny funkce mohou pfijmout jako vstupni argument
vystup z jakékoliv jiné funkce nebo jakykoliv terminal. Piikladem muze byt funkce OR,
na jejiz vstup jsou pfivedena realna ¢isla. Takovato kombinace zpusobi predCasné ukoncCeni
genetického algoritmu generujiciho chybu. ReSenim je automatické pietypovani vystupu
na pozadovany vstup, nicméné konverze vystupnich argumentd muze zpusobit tendenci ke

zmeén¢ prohledavaného prostoru, jak uvadi (Poli, 2008).

Predpoklad uzavienosti neni omezen pouze na rozdilné datové typy, ale i na
nedovolené vstupni argumenty. Napiiklad dé€leni nulou nebo piikaz zaslany robotovi pro
postup do zakazaného sméru jsou taktéz operace generujici chybova hlaSeni. Zabranou pro
vyvolani nezadouciho stavu je ovéfovani vstupnich argumentd a vyvolani vyjimky pfi
dostaveni se nezadouci situace. Pfi nemoznosti kompletniho uzavieni genetického programu
je penalizovan jedinec, u kterého nastane nezddouci stav. Pokud bude v generaci velké

procento jedinct obsahujicich chyby, je pro selekci obtizné nalézt vhodné jedince pro kiizeni.

Piedpoklad postacitelnosti

Druhym pifedpokladem navrhovanym (Koza, 1998) je postalitelnost. Postaditelnosti se
rozumi moznost vyjadfit pozadované feSeni pomoci pfeddefinovanych mnozin funkci
aterminal. Garantovat postacitelnost 1ze jen za podminek, Ze feSeni je mozné vytvorit
kombinaci elementi obou mnozin. Piikladem nesplnéni predpokladu postacitelnosti je pokus
o nalezeni transcendentni funkce pomoci mnoziny {+, —X,+,x,0,1,2} Napiiklad funkci

exp(x) nelze vyjadrit podilem ani zadnou jinou kombinaci zminénych elementu.
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Interpretace stromu

Zvolena interpretace programu syntaktického stromu rozhoduje o potfadi vykondvani
funkci. Interpretace musi garantovat, ze jednotlivé funkce nejsou vykonavany dfive, nez jsou
znamy jejich vstupni argumenty. Vypocet je obvykle konan od kofenového vrcholu stromu,

kdy se postupuje pres funkce, dokud neni nalezen element z mnoziny terminalti. Nasledné je

Obrazek 2.2 — Interpretace syntaktického stromu (Poli, 2008)

vypocitana nejspodnéjsi funkce, kterd slouzi jako vstupni argument pro dalsi funkci. Vyse

popsané prohledavani se nazyva depth-first. Viz obrazek 2.2.

2.1.3 Kartézské GP

Kartézské genetické programovani (CGP) bylo v (Miller, 1999) pouzito k navrhu
digitalniho obvodu. Reprezentace genu je ve formé pevné daného grafu, kdy geny jsou realna
Cisla reprezentujici umisténi jednotlivych funkci v grafu. Genotyp je pevné délky a potradi
vykonu jednotlivych funkci interpretuje samotné feSeni a je oznaCeno jako fenotyp. Pri
interpretaci feSeni mohou byt urcité funkce vynechany. Takové funkce se v literature oznacuji
jako non-coding. Fenotyp CGP ma proménlivou délku v intervalu 0 az maximalni pocet
funkci definovanych genotypem. V pfipade, ze ma fenotyp délku O, jsou vSechny vstupy

programu pievedeny piimo na vystup. Naopak, pokud se délka fenotypu rovna poctu vSech
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definovanych funkci v genotypu, v feSeni jsou zapojeny vSechny funkce. Mapovani feSeni

pomoci genotypu a fenotypu je charakteristickym znakem pro CGP.

2.2 GENETICKE OPERATORY

Genetické operatory jsou zakladem evolucnich algoritmi a od jejich uspésné
implementace se odviji vysledek nalezeného feSeni. V této kapitole jsou popsany metody pro
genetické programovani odlisujici se od genetickych algoritmu, jeZ jsou popsany v kapitole 1.
Budou pouzity jen ty metody, zaméfujici se na stromovou strukturu genetického

programovani, ktera je nejvice rozsifena a pouzivana.

2.2.1 Inicializace pocatecni populace

Historicky nejuzivangj§i pfistup pro konstrukci prvni populace je jeji nahodné
generovani. Zakladni jsou dvé nadhodné metody full a grow. V obou téchto metodach jsou
uvodni jedinci generovani takovym zpusobem, aby nepiekroCili maximalni hloubku stromu
definovanou uzivatelem. Vyraz hloubka vrcholu je definovana jako pocet hran mezi
kotfenovym vrcholem a zvolenym vrcholem v grafu. Hloubkou stromu se rozumi
nejvzdalengjsi vrchol od kofenového vrcholu. Metoda full tvoti uplny strom tak, ze vSechny
veétve maji totoznou hloubku posledniho vrcholu. Jednotlivé vrcholy jsou vybirany z mnoziny
funkci az do stavu dosazeni hloubky n — 1, kde n je hloubka stromu. Posledni vrcholy se
osadi elementem z mnoziny terminalii. Ackoliv metoda fir// pii inicializaci populace generuje
stromy, kde vétve maji stejnou hloubku, neni samoziejmosti shodny pocet vrcholi nebo
shodny tvar stromu. Takové pfipady nastdvaji pouze ve stromech, kde vSechny funkce maji
stejnou aritu. Naopak metoda grow dovoluje vznik stromu o ndhodné hloubce nebo tvaru. Zde
jsou prvky stromu vybirdny nahodné z obou dostupnych mnozin. Pti dosazeni maximalni

hloubky je postup stejny jako u metody fu/l.
Jelikoz ani jedna vySe popsana metoda neposkytuje Siroké mnozstvi moznych tvarg,
navrhl (Koza, 1998) kombinaci nazvanou ramped half-and-half. Polovina populace je tvotena

metodou fit// a druha polovina pomoci metody grow. Navic piidal rizné rozsahy pro hloubky

stromu, aby byla zajisténa dostatecna rozmanitost populace.

PocateCni populace nemusi byt slozena pouze z nahodnych jedinct. Je mozné pomoci

genetickému algoritmu pii konvergenci k optimu dosazenim jedince, ktery neni nejlepSim
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feSenim, nicméné ma k tomuto feseni blizko. Informace v podobé dosazeného jedince je
vhodny startovni bod pro zacatek evoluce. Tento jedinec muze vzniknout diivéj§im b&hem
algoritmu, nebo konstrukci feSitelem. Pfi nevhodném pouziti dosazeni mohou nastat

komplikace, kdy je jedinec, ktery je vyrazné lepsi nez ndhodné generované stromy, schopen

Rodice » Potomek

Bod whbrany - —-.
ke kiizeni '

Bod wybrany
ke kiizeni -~

Obrazek 2.3 — Ptiklad kiizeni syntaktického stromu (Poli, 2008)

v prvnich n€kolika generacich ovladnout celou populaci a snizit jeji rozmanitost.
Pii generovani prvni populace musi byt zasadné dodrzen predpoklad uzavienosti.
Nesmi nastat nezadouci stav, kdy neni k funkci pfiveden dostatek vstupnich argumentl na jeji
spravné vykonani. A naopak pfi inicializaci nesmi vzniknout zadny samostatny strom, ktery
by logicky nenavazoval na kofenovy vrchol. Vzniku téchto stavi se da predejit uzitim vztahu
T=(a—-F)+1, (2.1)
kde a —sumace arit funkci,
F — pocet funkeci,
T — pocet terminald,

udavajici pocet terminalt figurujicich ve vysledném jedinci.
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2.2.2 Krizeni

Kfizeni se v genetickém programovani u stromovych struktur pouziva ve formé
vymeny veétvi mezi stromy (podstromové kiizeni). Jsou vybrani dva rodice a v kazdém rodici
je vybran vrchol ke kiizeni. Poté se z jednoho rodiCe odstrani vSechny vrcholy mezi bodem
kiizeni a kotfenovym vrcholem, vCetné kotfenového vrcholu. Zbyla vétev je urCena ke kiizeni.
Z druhého rodiCe se naopak odstrani kiizici bod a vSechny nasledujici vrcholy. Potomek je
zformovan tak, ze na misto odstranéné vétve je pfifazen zbyly strom z prvniho rodice. Postup
jednoduchého kiiZeni je znazornén na obrazku 2.3. Zadouci funkci je, aby rodi¢e mohli byt
vybrani vicekrat pfi tvorbé jedné generace, a to v nezménéném stavu. Rizné Casti nejlepsiho
jedince lze tak rozdat mezi mén€ vhodné jedince, a tim ziskat populaci s celkove lepsi funkeci.
Ze dvou rodicu lze ziskat dva mozné potomky pomoci vymény vétve v kfizicich bodech.
(Koza, 1998) navrhuje pro vybeér kiizictho bodu v 90 % vrchol z mnoziny funkci a z 10 %
vrchol zmnoziny terminali, a tak optimalizovat vyménu celych vétvi namisto

pouhych terminalt.

Podobné jako v genetickych algoritmech existuje cela fada rdznych zpusobu pro
kiizeni dvou jedincli stromové struktury. V Uniform kfizeni, uvedeno v (Langdon, 1998), je
potomek tvoren vybérem dvou podobnych rodicu, kde se porovnaji stejné Casti a se zvolenou
pravdépodobnosti je vybran vrchol zjednoho nebo druhého rodice. Dalsim piikladem
je Size fair kiizeni uvedené v (Langdon, 2000). Zde je prvni kiizici bod vybran nahodné€ jako
pii klasickém kfizeni a poté je spoCtena hloubka odstranéné vétve, kterd omezuje vybér

kiiziciho bodu v druhém rodici a zamezuje dosazeni nepfimerene velké vétve.

2.2.3 Mutace

Nejb&znéjsi pouzivana forma mutace je vytvoreni ndhodného stromu a tim nahrazeni
zvolené vétve v mutovaném jedinci (podstromova mutace). Nebezpeci spociva v nahrazeni
majoritni ¢asti vybraného stromu ndhodnym feSenim. Lze tak pfijit o vhodné feseni, pokud je
vybran jedinec s dobrou fitness funkci. Jako obména této formy je vhodné generovani

nahodného stromu s pfedem stanovenou hloubkou.

Vhodnou formou je také bodovad mutace (point mutation), ktera je hrubym
ekvivalentem bitové mutace z kapitoly 1.1.3. Postupem mutovani je zaména vybraného

vrcholu za jiny ze stejné mnoziny a s totoznou aritou. Pokud neexistuje v mnoziné zadna
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vhodna funkce za nahrazovanou funkci, vrchol zistane nezménén. Nicméné lze zmutovat jiné

vrcholy v totozném stromu, které uz vhodné ekvivalenty maji.

2.3 OMEZUJICI PODMINKY

Ulohy v realném svété jsou vétSinou zatizeny omezujicimi podminkami, které
zamezuji nalezeni optimalniho a pouzitelného feSeni. (Hynek, 2008) ve své praci popisuje
nékolik metod pro praci s nimi. Déle ulohy s omezujicimi podminkami klasifikuje dle
prostoru, v némz se snazi najit fesSeni. Prostor je rozdé€len na podmnozinu pfistupnych feSeni

a podmnozinu nepfistupnych feSeni.

Jednim ze zpusobu, jak pracovat s omezujicimi podminkami, je podle (Hynek, 2008)
penaliza¢ni metoda. Tato metoda pracuje nad celym prohledavanym prostorem a nepfistupna
feSeni jsou penalizovana piredem definovanou funkci. (Hynek, 2008) poznamenava, ze uspéch
penalizani metody je ovlivnén volbou penaliza¢ni funkce vzhledem k feSenému problému.
Prili§ mirnad penalizace nevede ke konvergenci na mnoziné pfistupnych feSeni, protoze
nektera individua mohou profitovat z poruSeni podminek. Naopak pfili§ vysokd mira
penalizace vede k uviznuti v lokalnich extrémech, jelikoz nebude mozné prozkoumavat oblast

lezici za podmnozinou nepfistupnych feSeni.

DalSim nastrojem pro praci somezujicimi podminkami, o nichz pojednava
(Hynek, 2008), jsou opravné algoritmy a specialni operatory. Ty zajistuji, ze geneticky
algoritmus pracuje pouze s podmnozinou pristupnych feSeni. Opravny algoritmus je metoda,
kterd upravuje jednotlivce pattici do podmnoziny nepftistupnych feSeni tak, aby jedinec byl
preklasifikovan do podmnoziny pfistupnych feSeni. Pfi aplikaci specialnich operatort
vzniknou z nepfiistupnych feSeni pfistupnd. Specialni jsou proto, ze pii jejich konstrukci se
vyuziva znalosti feSeného problému. Znalosti pomahaji jak pfi tvorbé potomkdu, tak se daji

pouzit i pfi tvorbé inicializa¢ni populace.
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3 ROZSIRUJICI TEORIE

3.1 ENKODER

Enkodéry nejsou v této praci mySleny jako fyzickd zafizeni poskytujici informaci
o poloze sledovaného telesa, ale jako softwarovy program na konverzi informace o feSeném
problému do zadaného formatu. Informaci je rozumeéna reprezentace objektu ¢i Cinnosti
v pocitaCove zpracovatelném formatu. Prikladem muze byt obrazek slozeny z pouze Sedych
pixell, kdy kazdy stupen Sedé dosahuje hodnot 0 — 255. 0 pro bilou a 255 pro Cernou barvu.
Reprezentaci takového obrazku lze prevést na radu Cisel obsahujicich tolik hodnot, kolik je
pixell v obrazku. Elementy v fad€ lze vyjadiit jako jasovou funkci F(x,y), kde x a y jsou
hodnoty umisténi jednotlivych pixeld v kartézské soustavé obrazku a vysledek funkce je
intenzita $edé barvy v pixelu. Zadany format je jakakoliv interpretace kodované informace
v jiné podobg, nez je ta originalni.

Jednim z hlavnich pouziti enkodéru je komprese velikosti pocitaCovych soubort.
(Ebin, 2016) pouzil genetické programovani pro kompresi a dekompresi ¢ernobilé ilustrace.
Algoritmus zalind nactenim obrazku a jeho rozd€lenim na Casti dle bitové velikosti.
Genetické programovani je aplikovano na jednotlivé ¢asti, a vysledek je ukladan do externiho
souboru. Vysledkem programu po aplikaci na kazdou z6nu je symbolicka regrese popisujici
jasovou funkci Sedé barvy pixeld. Fitness funkce nejlepSich jedinct je reprezentovana jako
prumérna odchylka Ctverct regresni kiivky od pravdivych hodnot. Vysledkem je zména
velikosti originadlniho souboru pfed kompresi, po kompresi a porovnani kvality po

nasledné dekompresi.

(McDermont, 2019) ve své praci zminuje pojem autoenkodér. To je informace, ktera
projde , hrdlem lahve“ a navrati se do puvodni podoby. Takto definovany autoenkodér Ize
sestrojit pomoci neuronové¢ sité. Hrdlo lahve zde tvoii vrstva neuronti mezi vstupni a vystupni
vrstvou, pfiCemz tato prostiedni vrstva ma mén€ neurond nez ostatni vrstvy. Pfi zminéném
pouziti neuronovych siti figuruji genetické algoritmy spiSe jako pomucka pro nastaveni
optimalnich parametrd neuronové sit€. (McDermont, 2019) navrhl pro hrdlo lahve pouzit dva
linearni genetické programy, které spolu komunikuji pouze prostfednictvim vystupu jednoho,
ktery je nasledn¢ smeéfovan na vstup druhého. Prvni linedrni program pouzity v
(McDermont, 2019) Ize klasifikovat jako enkodér a druhy jako dekodér. Enkodér provadi

kompresi vstupni informace a miize se pouzit jako automaticky nauceny kompresni program,
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ktery lze prenaSet mezi zafizenimi nezavisle dekodéru. Analogicky je mozné pouzit dekodér

pro dekompresi.

3.2 PROBLEM OBCHODNIHO CESTUJICIHO

Problém obchodniho cestujiciho (TSP) je jednou z nejznaméjSich optimaliza¢nich
otazek, na kterou neexistuje zadnd deterministickd metoda pro obecné feSeni. Motivaci za
vznikem TSP je nalezeni feSeni na ulohu, které Celi podomni prodejce navstévujici mnozstvi
zakaznikd nachazejicich se v odliSnych méstech tak, aby prodejce urazil co nejkratsi cestu,
a tak dosahl zisku v co nejkratS§im Case. Vice obecna a abstraktni definice TSP muze byt jako
zadani grafu s cestami ohodnocenymi véhami, kde ukolem najit cestu s nejmensi souctem
vah, pfi ¢emz je kazdy uzel v grafu navstiven pouze jednou. Nekdy je v literature referovano
o TSP a jeho alternativach, jako o Job Shop Sheduling (JSS) nebo Vehicle Routing
Problem (VRP).

Nejptirozene$i vyuziti mé TSP v logistickém prostiedi, nicmén€ jeho aplikovatelnost
na jiné ulohy podobného typu z né délaji idealni priklad pro vysvétleni teorie v riznych
prumyslovych oblastech. Prikladem je planovani trasy CNC stroje s ukolem vyvrtat
pozadované mnozstvi otvorl v obrabéném materialu. Zde se procestovana vzdalenost
prepocitava na Cas potiebny k obrabéni a tim 1 na naklady potiebné na vyrobu obrobku. Mésta

v tomto piipad¢€ predstavuji vrtané otvory.

3.2.1 TSPTW

Pti cestovani obchodniho cestujiciho se v idealnim piipad€ obchodnik nemusi zabyvat
zadnymi omezenimi. V realné aplikaci této ulohy se vyskytuji omezujici podminky, které
maji dopad na celkovou charakteristiku cesty a tim 1 na urazenou vzdalenost. Jednim takovym
omezenim muze byt definovani Casovych intervala, ve kterych lze dorazit k zakaznikovi.
Takto definovana uloha se nazyva Traveling Salesman Problem with Time Windows

(TSPTW).

Zavedeni Casovych oken sebou nasledn€ piinasi omezeni prohledavaného prostoru,
ajak uvadi (Hynek, 2008), jeho rozdeleni na podmnozinu piipustnych feSeni a podmnozinu
nepiipustnych feSeni. Aby nedochazelo pii existenci vice omezujicich podminek k rozdéleni

prohleddvaného prostoru na vice podmnozin, jsou obvykle tyto podminky interpretovany
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v konjunktivnim vztahu. (Hynek, 2008) dale poukazuje na to, Ze 1 kdyz zavedenim
podmnoziny piipustnych feSeni se omezi prostor, ve kterém se nachéazi nejlep$i feseni, je
tento prostor rozdélen mnohem méné vhodnym zpusobem. Nasledkem je, ze i kdyz u
obchodniho cestujiciho je feSenim hledani volného extrému, u TSPTW je to uz extrém
vazany.

V literatufe je zna¢né mnozstvi omezujicich podminek, které (Nguyen, 2019) ve své
praci navrhuje klasifikovat do nékolika kategorii dle mnozstvi podminek a vlastnosti k nim
vztazenych. Pro ulel této prace postali rozdéleni omezujicich podminek na statické
a dynamické. Dynamické podminky jsou zavislé v Case a statické jsou naopak Casove
nezavislé. V navaznosti na TSPWT to znamend, ze rozhodnuti dle dynamického pravidla by
zaviselo na nejkratSim cestovnim ¢ase a rozhodnuti podle statického pravidla by mélo za ukol

snizit po¢et nedodrzenych ¢asovych oken.

3.3 ASYMPTOTICKA SLOZITOST PROBLEMU

Kazdému algoritmu trva specificky €as, nez nalezne pozadované feSeni. OvSem ¢im je
problém naro¢néjsi, zvySuje se 1 slozitost uzitého algoritmu, Slozitost se da rozdélit do tfid.
Plati pravidlo, Ze algoritmy z vysSich tfid jsou prostoroveé nebo asoveé narocnéjsi na vypocet.
Asymptotickd slozitost je znacena O(N), kde N je pocet dat vstupujicich do problému.
Jednotlivé tiidy jsou uvedeny v tabulce 3.1, kde k je konstanta. (Adamchik, 2009)

Tabulka 3.1 — Asymptoticka slozitost

Trida | Matematicky zapis Popis slozitosti
1 o) Konstantni
2 O(logN) Logaritmicka
3 O(N) Linearni
4 O(N - logN) Linearn¢ logaritmicka
5 O(N?) Kvadraticka
6 O(N3) Kubicka
7 O(NM Polynomialni
8 0(k™) Exponencialni
9 O(N) Faktorialova
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3.3 HEURISTIKY, METAHEURISTIKY A HYPERHEURISTIKY
3.3.1 Heuristiky

Heuristiky jsou pfiblizné optimaliza¢ni metody, které negarantuji nalezeni spravného
optimalniho vysledku, ale pouze feSeni, které se k tomu optiméalnimu blizi. Heuristika je
zalozena na piiblizném odhadu ¢i na intuici a zkuSenosti fesitele, pficemz muaze byt uplatnén
iterativni pfistup pro nalezeni feSeni, kdy je na zakladé zmén u pifedchozich vysledka
postupné vylepSovano konecné feSeni. Tyto metody se uplatfiuji v mnoha védnich
disciplinach, jako jsou uméla inteligence, logistika & bioinformatika. Ulohy, které heuristiky
fesi, jsou Casto kombinatorického charakteru, a mize to byt hledani nejkratsi cesty v grafu,

planovani rozdeleni ptidélenych zdroji nebo slozeni 3D struktury proteinu.

Na ptikladu obchodniho cestujiciho, kdy s rostouci velikosti prohledavaného prostoru
roste 1 vypocetni Cas, 1ze jen t€Zce nalézt vSechny mozné kombinace cest a vybrat tu nejlepsi.
Heuristikou aplikovatelnou na obchodniho cestujiciho muze byt hladovy algoritmus. Hladovy
algoritmus nejdiive vypocita vzdalenosti z aktualniho mésta do vSech ostatnich mést a vybere
to mésto, které je nejblize aktualnimu. Poté cestuje do vybraného meésta a znovu hleda
nejbliz§i neprocestované mesto. Vysledna trasa je lepsi nez vétS§ina moznych ostatnich tras,

ale nemusi to byt trasa nejkratsi.

3.3.2 Metaheuristiky

Podle (Stuhle, 1999) 1ze metaheuristiky definovat jako optimalizaéni strategie, které
vedou a modifikuji podiizené heuristické postupy tak, aby bylo dosazeno lepsiho teSeni.
Hlavnim cilem metaheuristik je odstranéni nevyhod iterativnich postupt a pfedevsim zajisténi
moznosti uniknuti z lokalniho optima. Zminéné cile jsou dosazeny za pomoci metod, které
dovoli provadét operace vedouci k do¢asnému zhorSeni nalezeného feSeni nebo vytvorenim
nového pocateniho feSeni uzitim vhodn&jSich metod, nez je nédhodné generovani. Mezi
metaheuristiky se da zaradit né€kolik optimalizaCnich algoritmt, kterymi jsou napftiklad
Optimalizace kolonii mravenct, Simulované zihani, Evolu¢ni algoritmy nebo metoda

Tabu search.
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3.3.3 Hyperheuristiky

Hyperheuristiky jsou metody, které pii optimalizaci nehledaji feseni v prostoru, kde se
nachazi, ale prohledavaji prostor s heuristikami nebo metaheuristikami, které vedou
k nejlepSimu feSeni. (Maashi, 2017) uvadi jako motivaci pro zavedeni hyperheuristiky
zobecnéni optimalizacnich metod a automatické pfizpisobeni optimalizaCnich algoritmt
podle jejich silnych a slabych stranek. Hyperheuristiky vznikaji sloZenim nékolika
heuristickych nebo metaheuristickych pfistupti. Pfikladem muaze byt problém obchodniho
cestujiciho, kdy je nejlepsi vysledek nalezen nejdiive po optimalizaci pomoci evolu¢nich

algoritmu a nasledném doladéni vysledkl uzitim simulovaného zihani.

(Hynek, 2008) uvadi pojem dekodér, pii jehoz pouziti dochézi k zakdédovani feseni do
podoby informace, na jejimz zéklad€ je mozné vhodné tfeseni sestrojit. Dekodér je uveden
jako alternativa k praci s omezujicimi podminkami. Prostor, ktery je rozdélen na podmnozinu
piistupnych feSeni a podmnozinu nepfistupnych feseni, je zakdédovan do podoby obsahujici
pouze mnozinu piistupnych feSeni, na kterych lze aplikovat geneticky program. Dale (Hynek,
2008) zduraziuje, ze i kdyz je pouziti dekodéru relativn€ jednoduché, tak pfi jeho navrhu je
,hutné vyuzit podrobné znalosti o konkrétnim problému a pfislusnych omezujicich

podminkach*.

Dle (Burke, 2010) se hyperheuristicky pfistup da klasifikovat do dvou tfid: selection
heuristic a heuristic generation. Metody Selection heuristic vybiraji a skladaji heuristiku uz z
mnoziny existujicich heuristik nazyvanych Low-Level heuristic. Do takové mnoziny patii
napiiklad matematické operatory. Ttida Heuristic generation generuje novou heuristickou
funkci z komponent uz existujicich heuristickych metod. Ob¢€ vySe zminéné ttidy se daji délit

dale do dvou subkategorii: Construction heuristic a Perturbation heuristic.

Construction heuristic je piistup, ktery inkrementalné buduje pozadovanou heuristiku.
Zacina s prazdnou mnozinou feSeni a cilem je vybrat a pouzit takové konstrukéni heuristiky,
které postupné vybuduji feSeni. Slozeni mnoziny konstruk¢nich heuristik obecné zalezi na
specifikacich fesen¢ho problému. Konstrukéni proces konc¢i samovolné, a to za podminky, ze

je nalezena takova heuristika, ktera fesi zadany problém.

Perturbation heuristic je ptistup, kde zaCinajici mnozina heuristik je uz vytvotena, a to
bud’ z nahodné poskladanych heuristik nebo z jednoduchych fungujicich heuristik. Postupnym

iterativnim vylepSovanim zkousi vylepsit nalezené feseni. Tento proces se opakuje, dokud
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nejsou splnény ukoncujici podminky. Na rozdil od Construction heuristic zde proces nekonci

samovoln¢, ale podminky ukonceni je nutné definovat pted zaCatkem programu.
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4 RESENI

Cilem praktické Casti této prace je vytvoreni programu feSici ulohu obchodniho
cestujiciho s Casovymi okny. Hlavnim problémem je zakddovani jedince a specifikace
prohledavaného prostoru. Po prvotnich uvahach byly zvazeny vlastnosti, jakymi je obchodni
cestujici vybaven. Pohyb mezi mésty je vzdy rovnomérny a pfimocary, takze dynamické
vlastnosti  vzniklé  pfesunem nejsou brany v potaz. Pohyb je vykonavan
ve dvoudimenzionalnim prostoru a zacind v prvnim meésté a konéi v poslednim mésté
setfidén¢ho seznamu. Jsou tedy znamy informace o vSech meéstech, obchodnim cestujicim a

prostoru, v némz se pohybuje.

Urceni potfadi mést je mozné na zaklad¢ skore, které se pfifadi kazdému méstu.
Zavedeni skore pouzili (Aparnaa a Kousalya, 2014) k ohodnoceni ukoli zpracovavanych
procesorem. Skore rozhoduje o tom, jaké zdroje budou danému ukolu piid€leny, a tedy
v jakém portadi se budou ukoly vykonavat. Zminénd prace navrhuje pouziti algoritmu, ktery
minimalizoval ¢as neCinnosti procesoru a optimalizoval vyuziti paméti. Protoze jsou ulohy
TSP a (Aparnaa a Kousalya, 2014) pouzity Job Shop Scheduling podobné, je navrzeno
podobné feSeni i v této praci.

Meésta jsou dale vybavena ve zvoleném intervalu nahodné rozmisténymi ¢asovymi
okny, coz ma za nasledek, vedle urazené vzdalenosti, i vliv omezeni pii ohodnocovani jedinca
fitness funkci. Casova okna u problému Vehicle Routing Problem uvadi (Barke, 2018). Na
rozdil od této prace Barke pouzil vicekriterialni genetické programovani a pevné dané ¢asova
okna. To znamena, ze pokud vozidlo pfijelo na misto pred za¢atkem Casového okna, ¢ekalo na

jeho zaCatek.

Navrhované cile a omezeni této prace si vzgjemné odporuji a je nutné vhodnym
nastavenim vybalancovat vysledek tak, aby byly dle zadani uspokojeny oba parametry. Je
treba mit na paméti, Ze algoritmy genetického programovani maji tendenci konvergovat pouze
k jednomu cili. Pro dosazeni vice vysledkl z genetického programu je v literatufe popsano
nékolik metod. (Nguyen, 2019) uvadi napiiklad koevoluéni algoritmus, ve kterém jsou
paralelné rozvijeny dvé populace s riznymi cili a jejich fitness funkce se vzéjemné ovliviuji.
Dalsim ptikladem je vicestupiiova optimalizace, kde je inicializani populace vytvorena
slozenim dvou jiz vygenerovanych populaci, z nichz se kazd4 zamefuje na odlisny cil. Déle je
mozné pouzit vicekriteridlni (multi-objective) genetické programovani, které hleda feSeni

uspokojujici vSechny stanovené cile a omezujici podminky. Cela tada vicekriteridinich
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genetickych algoritmi je podrobné&ji popsana v (Konak, 2006). V této praci je zvolena metoda

skalarniho soucinu fitness funkce a penalizacni slozky, jez je vyjadiena nésledujicim vztahem

f=d+ Zpi: (4.1)
i=1

kde f —fitness funkce,
n — pocet mest,
p — penaliza¢ni slozka pfi nedodrzeni Casového okna,
d — procestovana cena.

Uloha obchodniho cestujiciho by se dala fesit pomoci oby&ejnych genetickych
algoritmu, ve kterych by byly chromozomy seznamem setfidénych mést a genetické operatory
by se staraly o kombinovani takovym zptsobem, aby byly uspokojeny zvolené cile. Nicméné

se stoupajicim mnozstvim vstupnich dat se zvedaji Casové a prostorové naroky polynomialng.

Ze zminénych vlastnosti, kterymi jsou napfiklad ¢asova naro¢nost nebo omezujici
podminky rozhodujici o dal§im postupu, bylo usouzeno, ze klasicky geneticky algoritmus
nevyhovuje pozadavkiim na zpracovani. Znamé heuristické postupy také nespliuji pozadavky
a byl tedy navrhnut hyperheuristicky postup s cilem dekddovat pozadované feSeni do takové

podoby tak, aby byly splnény nésledujici pozadavky:

1. Vysledna heuristika je pfenositelna.
2. Heuristika je schopna splnit pozadované cile.
3. Casova a prostorova vypoletni naro¢nost bude se stoupajici obtiZznosti feseného

problému v maximalné linedrnim vztahu.

Jak uvadi (Nguyen, 2019), hyperheuristicky postup v kombinaci s genetickym
programovanim se v poslednich letech stal velice popularni zdivodu schopnosti
vyprodukovat zna¢ny objem programovych struktur, jez souvisi s riznymi typy pravidel
a heuristik. Dalsi vyhodou, ktera déla =z hyperheuristického postupu a genetického
programovani idealni kombinaci, je schopnost jednoduché interpretace vysledného algoritmu,

coz je vlastnost, kterd umoziiuje aplikaci heuristiky v realnych aplikacich.

Zaklad fitness funkce je vypocitavan z urazené vzdalenosti obchodniho cestujiciho.
O potadi, v jakém budou meésta navstivena, rozhoduje skore, které je pfifazeno kazdému

meéstu a je odvozeno zheuristické funkce. Zavedenim skére umoziuje dekodovat
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prohledavany prostor pomoci Low-level heuristik a nasledn€ vytvortit jejich kombinaci, ktera

je schopna nalézt optimalni feSeni.

Aby bylo mozné provadét penalizaci jedinct, ktefi dostate¢né nespliiuji omezeni

v podobé Casovych oken, je urazend vzdalenost prepocitavana na Cas za pomoci rychlosti

dopravniho leteckého prostiedku Boeing 737-800, jenz ma prumérnou cestovni rychlost

842 km-hl. JelikoZ se jedna o problém obchodniho cestujiciho, je kazd4 hodina ohodnocena

sumou 11,6 USD. Zvolend suma je odvozena dle ceny provozu Boeingu 737-800, kterd je

rozpocCitana mezi vSechny pasazéry.

Zasadnim problémem je velikost penaliza¢ni slozky (pokuty), Sife Casového okna

a interval, ve kterém miiZe byt asové okno generovano. Vyznam velikosti penaliza¢ni slozky

je probran v kapitole 2.3. Sife Casového okna a interval, ve kterém se ¢asova okna nachazi,

musi byt experimentaln€ odvozeny pomoci vzorce
(tntn) € {0, Xy, - 1},
kde t; —dolni hranice Casového okna,

ty, —horni hranice ¢asového okna,

th - tl + k ’ fmj
X — prameérna doba cesty mezi dvéma nahodnymi mésty,
n — pocet mest,

k — nastavovany parametr.

rwe

4.1 REPREZENTACE JEDINCE

(4.2)

(4.3)

Za vysledného jedince je povazovan vzorec pro ohodnoceni mést skorem. Vzorec je

slozen z matematickych funkci a proménnych vybranych na zacatku programu. Matematické

funkce predstavuji ve stromové struktufe funkce neboli uzly a proménné jsou predstaviteli

terminalu.
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Mnozina terminald je zvolena na zakladé vlastnosti mésta, které by mohly ovliviiovat
vysledny vztah tak, aby byl zaroven splnén pfedpoklad postacitelnosti. Do mnoziny terminala

byly zvoleny funkce:

x —hodnota osy x vybraného meésta,

y —hodnota osy y vybraného meésta,
e s je suma vzdalenosti do x nejblizsich mést,

e f—jevypocitany polarni thel o,

th — je horni hranice ¢asového okna.

Hodnoty x a y jsou pevné dané a jsou odvozeny z polohy vypocitavaného meésta vzhledem
k poc¢atku soufadnic. Hodnota s je suma vzdalenosti x nejblizSich mést od vybraného meésta.
Uhel svirany mezi ptimkou spojujici vypotitavané mésto a osu x, s vrcholem v pocatku

soutadnic je oznaCen .

Hodnoty x a y jsou jedny z hlavnich parametrt urcujicich polohu mést vyjadienou
v kartézském souradnicovém systému. Zakddovat tuto polohu a predat ji genetickému
programu lze i pomoci jinych soufadnicovych systému nez pouze kartézskych. Alternativou je
zapis pomoci polarniho soufadnicového systému, ktery pouziva thel f a hodnoty x, y.
Motivaci pro zavedeni sumy vzdalenosti nejblizSich mést s je predpoklad, Ze vyslednou cestu
muze ovliviiovat i znalost nejbliz§iho okoli obchodniho cestujiciho. Horni hranice ¢asového
okna byla pfidana, aby pfi vypoctu skére mésta mel vysledny heuristicky postup informaci

také o omezujicich podminkéch, kterou jinak ziska pouze z vysledné fitness funkce.

Mnozinu funkci stromové struktury tvofi mix matematickych  operaci

a goniometrickych funkci. Do této mnoziny patfi:

e plus — vrati soucet dvou vstupnich argumentu,

e minus — vrati rozdil dvou vstupnich argumentd,

e divide — vrati podil dvou vstupnich argumentu,

e add — vrati sou€in dvou vstupnich argumentu,

e sin— vrati hodnotu sinus ze vstupniho argumentu,

e cos — vrati hodnotu cosinus ze vstupniho argumentu,

e tfan — vrati hodnotu tangent ze vstupniho argumentu.
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Mnozinu funkci je mozné dale rozd€lit na dvé podmnoziny podle pfidélené arity. VSechny
funkce vyjadiujici matematické operace (plus, minus, divide, add) maji aritu rovnou dvéma

a goniometrické funkce (sin, tan, cos) maji aritu rovnajici se jedné.
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S IMPLEMENTACE

5.1 PYTHON

Python je objektové orientovany programovaci jazyk, ktery lze vyuzit pro vyvoj
mnozstvi riznych aplikaci. Zahrnuje vysokouroviiové datové struktury a mnoho dalSich
uziteCnych funkci, které usnadiuji praci programatora. Lze ho implementovat na vétSing

operacnich systémech jako jsou Linux, Windows, MacOs a dalsi.

Syntaxe v Pythonu je vyzdvihovéna pro svoji jednoduchost. Jako oddélovac zde slouzi

odradkovani a k odde¢leni bloku se pouziva odsazeni, nejcastéji ¢tyfmi mezerami. Hlavnim

v
/ /

/ L Y,
J Nacteni jedince [j] /f
! Z populace /{

v

n
J

Dosazeni hodnot
mésta [m] do vzorce
jedince [j]

.

Vypodet skore
meésta [ m | pomoci
vzorce jedince [ ]

h 4

Prirazeni
vypotteneho skore
méstu [m)]

Obrazek 5.1 — Vypocet skore

znakem tohoto programovaciho jazyka je, Ze vSechna data jsou reprezentovana jako objekty,
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ke kterym se pfistupuje vyhradné pomoci referenci. Objekty maji svou identitu neboli adresni
Cislo, pfidé€lené pii vzniku a které se nemeéni az do svého zaniku. K objektu se fadi dale jeho
hodnota, se kterou pracuje vykonavany program. Tiidy v Pythonu umoziuji vSechny

pokrocilé vlastnosti vhodné k objektove orientovanému programovani.

5.2 FUNKCE PROGRAMU

ZjednoduSeny algoritmus implementovany v praci je znazornén na obrazku 2.1.

V algoritmu jsou na zaCatku urCena nastaveni pro geneticky program a je nacten datovy

oken

Ohodnoceni jedince

|

Daldi jedinec Vypocet fitness
funkce

ni nové
generace

Jsou spinény ukouéujic
podminky?

Obrazek 5.2 — Algoritmus programu
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soubor obsahujici x a y soufadnice, které urcuji pozici mésta na mapé. K jednotlivym méstim
jsou pridélena Casova okna. Poté se vytvoii adresar, kam se ukladaji vysledné fitness funkce,
nastaveni genetického programu a dalsi pozadované vystupni informace. Nasledne
je vytvorena inicializacni populace, vypoctena fitness funkce u kazdého jedince a nalezen
nejlepsi mozny jedinec. Genetické operace provadéné na populaci vytvofi novou generaci
jedincl nahrazujici tu starou. Tento proces probiha, dokud nejsou splnény ukoncujici
podminky pro béh programu, které jsou v praci stanoveny maximalnim poctem generaci

a poctem epoch genetického programu s danym nastavenim.

5.2.1 Vypocet skore
Cely vypocetni proces zacina tak, ze pro vybrané mesto jsou vypocitany atributy s a ¢

rozebirané v kapitole 4.2. Poté se dosadi vSechny hodnoty do vybraného jedince (vzorce) a

[ 'divide®, "plus”, "plus’, "y', "tan’, 'minus’, 'x', 's*, 'f', 'f']

i

['divide', 'plus', 'plus', '200°, 'tan',l'minus', "100', '1000°,| '@3', '30']

l

lee - 18ee

['divide', 'plus®, 'plus', '288', |'tan', -908,|'83", '30']

['divide", "plus’, |'plus", '20@', -15.861931254510103, [@3", "30"]
[*divide’,| *plus’, 215.8619312545101, ‘83", ['30']

i

‘['divide', 218.8619312545181, '308°]

l

[7.268731641817684]

Obrazek 5.3 — Vypocet fitness funkce jedince

vypocita se skore, které se ptifadi méstu jako dal§i atribut. Vypocet skére je znazornén

na obrazku 5.3. PoCitané meésto je prerazeno na konec listu s mésty a cely proces se opakuje,
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dokud kazdé mésto nema ptitfazeno skore. Poté se mesta sefadi vzestupné€ dle velikosti skore
a suma piimych vzdalenosti po sob& jdoucich sefazenych mést slouzi jako zéklad pro vypocet

fitness funkce. Algoritmus urazené vzdalenosti je k vidéni na obrazku 5.1.

5.2.2 Vytvoreni jedince

Jedinec je vytvafen metodou grow, popsanou v kapitole 2.1.1. PocateCni vlastnosti
jsou pouze dve€, a to je minimalni a maximalni hloubka generovaného stromu. Minimalni
hloubka je definovana z divodu, aby byl vytvoren graf stromové struktury a nevzniklo pouze

pole obsahujici osamoceny terminal. K zabranéni vzniku této situace je implementovano

[2761.31605700138, 46, ['add’', 'y', 'divide', 'x', 'f']]

Obrazek 5.4 — Vzor jedince

vynuceni podminky o zvoleni kotfenového uzlu pouze z mnoziny funkci. Maximalni hloubka
vygenerovaného stromu je pouze volitelnou vlastnosti urenou k nastaveni genetického
programu, kterd je uzitecna k tomu, aby se v pocateCnich generacich netvorfily pfilis rozsahlé

struktury. Ukazka jedince je na obrazku 5.4.
Vysledny jedinec v programu je popsan pomoci tii atributd poskytujici informaci o:

e fitness funkei,
e poctu nedodrzenych casovych oken,

e vzorcl ve stromové struktufe.
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5.2.3 Krizeni, mutace a selekce

Vybér jedincti v programu je implementovan uzitim klasické turnajové selekce
popsané v kapitole 2.2.1. Pfi turnaji vzdy zvitézi jedinec s lepsi fitness funkci.

Proces ktizeni probiha podobné, tak jak je popsan v kapitole 2.2.2. Na pocatku je
vybran jedinec pomoci metod selekce a z n¢j je oddélena vétev vhodna pro kfizeni. Vybér

funkce, ze které je vétev urCovana, je volen pomoci generatoru nadhodnych Cisel a nasledné je

Jedinec A ['plus’, 'minus’, "add' '54"l'di-.-icie y', 'plus’, 's", Ty | ‘plus’, "', "X

Vétev z A divide’, 'y", "plus’, 's', 'y ™

Jedinec B: ['divide’, "add’, 'plus’, %', "divide', 's', 's", ', '] |

[¥5]
(52 )

Fozice k

it e 1 ['divide’, "add’, 'plus’, X,

Fo odstranéni B: ['divide’, "add’, ‘plus’, "<, 'y
Dosazeni: ['divide’, "add', 'plus’, "x','divide’, *y', 'plus’, 's", "y, ', 'T]

Obrazek 5.5 — Ukazka kiizeni dvou jedinct

vypocitan potiebny pocet funkci a terminalt, které na funkci navazuji. Vybrana vétev musi
spliiovat predpoklad uzavienosti. Poté je opét pouzita metoda selekce a je vybran druhy
jedinec ke ktizeni. Z druhého jedince, podobné jako pfi vybéru vétve pro kiizeni, je vybrana
vétev, kterd bude odstranéna a nahrazena vétvi zprvniho jedince. Pfed navracenim
je zkontrolovana hloubka vytvofeného stromu kvuli splnéni podminky o maximalni hloubce

stromu. Cely proces je znazornén na obrazku 5.5.

Pro proces mutace byla zvolena jednobodova mutace, pii které je nahrazovan pouze

vrchol z mnoziny funkei se stejnou aritou.
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5.3 POPIS PROGRAMU

Cely program je rozdélen do Ctyf skriptovacich soubort s pfiponou .py. Primarni
soubor je pojmenovana main.py a slouzi jako vychozi bod pro spusténi programu. Ridi volani
dalsich funkci a jsou vném definovany ukoncujici podminky programu. V souboru
TravelingSalesmenVer2 2.py jsou implementovany tfidy a funkce pro praci genetického
algoritmu, a to jak s jedinci, tak s celou populaci. Soubor Statistic.py je urCen pro ukladani
vysledki do vybranych souborti a adresaii. Dale tam jsou napsany funkce pro praci
s vysledky a jejich nasledné statistické vyhodnoceni. Poslednim souborem je main stat.py

slouzici jako vychozi funkce pro statistické operace.

5.3.1 Main

V souboru main.py jsou nejprve pripojeny tridy, jejichz funkce se v souboru pouzivaji.
Jako prvni jsou to tfidy /ndividual a Population z TravelingSalesmenVer2 2.py a ttidy result
a Statistic ze souboru Statisticpy. Déle je importovana tiida random, kterd zajistuje
generovani nahodnych ¢isel a jiné operace souvisejici s nahodnymi operacemi. Nastaveni
genetického programu ma na starosti n€kolik konstant vytvofenych po importovani

pozadovanych funkci. Mezi nastavujici atributy patfi:

e LIST OF NONTERMINAL NORMAL;
e LIST OF NONTERMINAL SPECIAL;
e LIST OF TERMINAL;

e NUMBER OF NEAREST CITIES;

e LENGTH OF INITIAL TREE;

e LENGTH OF POPULATION;

e MAX LENGHT TREE;

e CROSSOVER_PERCENTIGE;

e MUTATION PERCENTIGE;

e NUM_OF GENERATION;

e NUM OF ATTEMPT;

e PENALISATION;

e PATH TO RESULT;

e TIME WINDOW.
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LIST OF NONTERMINAL NORMAL a LIST OF NONTERMINAL SPECIAL jsou
pole nazvl funkci pouzitych pii generovani stromu. LIST OF TERMINAL je pole terminald,
které je vyuzito taktéz pfi generovani stromu. NUMBER OF NEAREST CITIES je pocet
mest, jejichz suma je vyuzita pfi vypoctu terminalu s. LENGTH_OF INITIAL TREE udava
maximalni hloubku generovaného stromu pfi inicializaci prvni populace. Hodnota
LENGTH_OF POPULATION =zna¢i pocet jedincu v jedné generaci. Toto Cislo se pfi
vykonavani programu nemeni a zustava stejné pro vSechny generace. MAX LENGHT TREE
je dulezitym omezenim, které zabrafiuje vytvareni pfili§ rozsahlych stromovych struktur.
CROSSOVER PERCENTIGE definuje kolik procent jedinct z nové formujici se populace
bude vytvoreno genetickou operaci kiizenim. Podobné MUTATION PERCENTIGE udava
procento nové vzniklych jedinct v populaci, vytvofenych mutaci vybranych jedincu ze staré
populace. Pocet vytvorenych generaci za jednu epochu je urfen pomoci konstanty
NUM_OF GENERATION. Aby feSitel nemusel zasahovat pfi vice opakovanich téhoz
nastaveni, byla vytvorena konstanta NUM_OF ATTEMPT, kterd udava pocet epoch b&hu
genetického programu. Konstanta PENALISATION nastavuje penalizani slozku
pii nedodrzeni Casového okna obchodnim cestujicim. PATH TO RESULT je cesta
v systému, kam se ukladaji vysledky genetického programu. TIME WINDOW definuje

jakym zpusobem jsou generovana Casova okna.

V mainpy je implementovana jedinad funkce, a to na generovani jedinci dle
pocateCnich podminek. Funkce ma definovany ndzev create individual form() a vstupnimi
argumenty jsou omezeni hloubky stromu a seznam terminall a funkci. Navratovou hodnotou

je pak vzorec pritazeny do populace.

Pred zaCatkem behu genetického programu je vytvoren adresar s vysledky, kam se
ukladaji provedené vypocty. Jako prvni je zde ulozena konfigurace programu do textového
souboru. Vlastni béh algoritmu genetického programovani obstaravaji dva for cykly, z nichz
jeden odpocitava pocet epoch a druhy pocet generaci. Pii zapocCeti kazdé epochy jsou
vytvoreny soubory typu .csv, do kterych je ukladana fitness funkce, poCet nedodrzenych
casovych oken a vysledny jedinec reprezentujici heuristickou funkci. Nasledné je vytvorena
prvni populace, spocCitana fitness funkce kazdého jedince pomoci tfidy /ndividual, nalezen
nejlepsi jedinec a pozadované hodnoty jsou ulozeny do predpfipravenych soubort. Zacatek
behu druhého for cyklu, jenz provadi genetické operace na vzniklé generaci, zacina

vytvofenim nové populace s vyuzitim genetickych operaci za pomoci ttidy Population.
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Dalsim krokem je opétovny vypocet fitness funkce u jedinci v populaci a ulozeni

pozadovanych hodnot do soubort.

5.3.2 Implementace genetickych operatoru

Ttida Individual mé jako vstupni argument vzorec jedince a seznam mést s ¢asovymi
okny a vraci jako navratovou hodnotu jedince s vypoctenou fitness funkci. V této tiide je
implementovana sada funkci pro vypocet uzlovych bodi vzorce. Dale pomoci funkce
fill formula() nahrazuje proménné ve vzorci za skutecné hodnoty podle algoritmu popsaného
v kapitole 5.2.1. Ve tfid¢ je funkce obstaravajici vypocet celého vztahu nazyvajici se
call form(). Je zde umisténa 1 funkce calculate route(), ktera vypocitava cestovni vzdalenost

mezi uz sefazenymi mesty a nasledné je prepocitava do pozadované podoby.

Ttida Population obstarava genetické operace na celé populaci. Jako vstup vezme
populaci at uz nov€ vytvofenou nebo generaci, na niz uz byly aplikovany genetické
operatory, a navratova hodnota je nova populace vznikla dle pozadovanych podminek. Je zde
implementovana selek¢ni metoda pro vybér jedince v podobé turnajového schématu. Dale
funkce obstaravajici mutaci a kifizeni pomoci algoritmu popsané¢ho v kapitole 5.2.3. Je

zde aplikovan 1 elitismus jako doplnek genetickych operaci.
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6 DOSAZENE VYSLEDKY

Nélezu vhodného heuristického feSeni predchazi zasadni proces vySetifeni vyznamnosti
jednotlivych elementd v mnozinach funkci, terminald, nastaveni Sife Casovych oken
ainterval, ve kterém se nachézeji. O jejich vyznamu rozhoduje prispéni ke snizeni fitness
funkce nebo pocet chybné navstivenych oken. Vykonnost algoritmu genetického
programovani je mozné ovlivnit pomoci parametrt, které se nastavuji pred zacatkem
programu. Mezi tyto parametry patii poCet generaci, velikost populace, procentudlni zména
populace vznikla za pfispéni genetickych operatori a pocCet nejblizSich mést potiebnych

k vypoctu elementu s z mnoziny terminali.

Tabulka 6.1 — Usp&snost navitivenych mést

K Priimémy pocet nedodrzenych
casovych oken

1 12,76

2 10,4

3 9,12

4 8,28

5 4

6 6,24

7 12,64

8 4,72

9 3,88

10 2.8

Zakladni znalosti je, jak ovliviiuje Sife Casovych oken uspesnost obchodniho
cestujiciho pfi jeho cesté. Pfi hledani Gspé$nosti byly pouzity vSechny dostupné terminaly
a funkce definované v kapitole 4.2. Velikost vstupnich dat byla zredukovana na pocet 20 mést
z puvodniho datového souboru 48 mést. Mensi datovy soubor byl zvolen z divodu Casové
uspory pii provadéni programu. Velikost populace je nastavena na 500 jedincu v kazdé
generaci, pocet generaci je 300 a pocCet provedenych epoch je roven 25. Konstanta k byla
prubézné méneéna pro kazdy béh programu. Do tabulky 6.1 je zaznamenan aritmeticky prameér
poctu meést nenavstivenych v pfidéleném ¢asovém okné& u nejlepsiho jedince vzniklého z béhu
algoritmu genetického programovani. Primérna doba cesty mezi dvéma nahodné vybranymi
mesty, potiebna k vypoctu Casovych oken, je 2,8 a byla odvozena z béhu prvni generace o

500 jedincich. K jejimu celkovému vypoctu bylo tudiz pouzito 9500 hodnot. Z vyslednych
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hodnot vyplyva, Ze obchodni cestujici je schopen navstivit zhruba polovinu mést, pokud je

hodnota & nastavena na hodnotu dva a Sife casového okna je vypocitavana pomoci vztahu.

6.1 VYZNAM GONIOMETRICKYCH FUNKCI

V literatufe jsou nejpopularnéjsi pouzivané funkce pii vytvareni jedince jednoduché
aritmetické operace, které maji predvidatelny vyznam a dosahuji dobrych vysledkd. OvSem
nejednoznacny je vyznam goniometrickych funkci. V praci jsou pouzité tii ruzné typy

goniometrickych funkei, funkce sinus, funkce cosinus a funkce tangent.

Vysledky vlivu goniometrickych funkci na hodnotu fitness funkce lze vidét na

O
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bez funkci Cos sin cos tan sin cos tan sin tan

Obrazek 6.1 — Vyznam goniometrickych funkei pti hledani nejkratsi trasy

obrazku 6.1, kde jsou porovnavany jejich kombinace vic¢i béhu genetického programu bez
goniometrickych funkci. Kombinace jednotlivych funkci je zvolena tak, aby ptfipadné odhalila
méne vyznamné funkce, které mohou ovlivnit vyslednou fitness funkci. To znamena,

ze pokud by funkce fangent pusobila negativné na vyslednou hodnotu fitness funkce, jeji

51



statistické hodnoty by byly odlisné od ostatnich testd, kde zminéna funkce nefiguruje.

V krabicovém grafu jsou vynaseny nejlepsi fitness funkce z kazdé epochy béhu programu.

Zavérem odvozenym zgrafu je, ze jakadkoliv goniometrickd funkce ¢i jejich
kombinace zhorSuji vyslednou fitness funkci vyznamnou mérou. Pfi vyhodnoceni byly
porovnany i klasické statistické veliCiny, mezi které patii: prumér, median, dolni a horni

kvartily. Nicméné tyto hodnoty potvrzuji jasny vysledek zndzorn€ny na grafu.

Vyznam pfiispéni goniometrickych funkci lze experimentalné méfit i na druhém cili

genetického programu, coz je mnozstvi zakaznikd, ktefi nebyli obslouZeni v ptid€leném
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10.5 4

10.0 + o o

Metrefena casova onka

9.5 4

9.0 4

T T
sin cos tan bez gonio cos tan sin tan 5In con

Obrazek 6.2 — Vyznam goniometrickych funkci u omezujicich podminek

Casovém okné€. Pokud by goniometrické funkce snizovaly pocet nedodrzenych oken, jejich

zachovani by zélezelo na volb¢ prioritniho cile.

Sife okna byla odvozena dle vztahu 4.2, pii¢emz parametr k byl nastaven na hodnotu
2. Z tabulky 6.1 vyplyva, ze pramémy pocet nedodrzenych Casovych oken byl 104 a tak

hodnoty lezici pod zminénym primérem by znamenaly zlepSeni.

Z obrézku 6.2 je patrné, ze piispéni goniometrickych funkci ke snizeni poctu
nedodrzenych oken je zanedbatelné. Stfedni hodnoty u kombinaci rliznych funkci osciluji

okolo zméfeného praimeéru a zadny nepfinesl vyrazné zlepSeni.
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Lze tedy konstatovat, ze zaclenéni goniometrickych funkci zhorSuje efektivnost
u nalezené trasy a nepfinasi zlepSeni v nalezu feSeni, které by vyhovovalo omezujicim
podminkam v problému TSPTW. Pro nasledujici béhy bude tedy upusténo od jejich zaclenéni

do mnoziny funkei.

6.2 VYZNAM TERMINALU

Porovnani bylo provedeno na programu, ktery vytvofil 25 epoch a v kazdé epose bylo
provedeno 500 generaci. V jedné generaci bylo 500 jedinci. Z Casovych uspor nebézel
program na celém datovém souboru, ale pouze na 20 prvnich méstech. Z obrazku 6.3 je
patrné, ze informace v podob¢ kartézského soufadnicového systému pfispivaji k nalezeni
nejkratsi cesty, ale da se usoudit, ze tyto informace nesta¢i samy o sob& pro dostate¢né

prohledani prostoru. Jak je vidét na krabicovém grafu (prvni zprava na obrazku 6.3 pod
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Obrazek 6.3 — Vyznam terminalQ pfi hledani nejkratsi trasy

oznacenim x,y) tak se geneticky algoritmus Casto zasekl na jedné hodnot€, ze které neunikl.
Pridanim informace o okolnim prostoru uzitim terminalu s a thlu od pocatku soutadnic ¢, se
zna¢n¢ zvys$ila rozmanitost nejlepsich feseni. Vysledky dale ukazuji, Ze termindl s se zda byt

pro program nepatrn€ uzite¢néjs§i nez polarni soutadnice. Po vynechéni polarni souradnice se
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podarilo nalézt nejlepsSiho jedince ze vSech generaci a stfedni hodnota je také nepatrné lepsi.
Nicmén¢ stfedni hodnoty nejsou od sebe nikterak zasadné€ rozdilné, a tak rozdil ve vyznamu
terminali se da povazovat za zanedbatelny. Hodnota #h byla zvysledného porovnani
vynechéna, protoze jeji vyznam se vztahuje vyhradn€é k omezujicim podminkam.
Pro zachovani rozmanitosti feSeni budou pii dal§ich pokusech nadale pouzivany vSechny

navrzené terminaly.

6.3 VYZNAM PENALIZACE

Penalizace byla v této praci zvolena jako zpusob, jak splnit omezujici podminky pfi

zachovani jedné fitness funkce. Bliz3i informace o penalizaci jsou uvedeny v kapitole 2.3.

Program, ktery testoval vyznam penalizace, m¢l stejné nastaveni jako program
z kapitoly 6.2. Penalizacni slozka se zvySovala vzdy po 25 epochach. Byly voleny

hodnoty: 0,1; 0,5; 1; 2; 3; 5; 10; 15; 25; 30; 100, 500; 1000. Vysledek je k vidéni na obrazku

NN | B Tl
Jo UL L

nedorzena casova okna

5_ =8

01 05 1 2 3 5 10 15 20 25 30 100 500 1000
mira penalizace

Obrazek 6.4 — Vyznam penalizace

6.4. U nizké hodnoty penalizace se oCekavalo, ze dodrzovani ¢asovych oken nebude hlavni cil
genetického programu. Za nizkou hodnotu penalizace lze povazovat hodnoty v intervalu

0 az 10. Nicméné pii hodnotach 10 az 100 bylo ocekavano postupné snizovani nedodrzenych
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oken, protoze celkovd mira penalizace se blizila nebo Casto prekraovala vlastni cenu cesty
obchodniho cestujiciho. Teprve az jedna penalizani slozka presahovala cenu cesty

obchodniho cestujiciho, snizil se pocet nedodrzenych ¢asovych oken.

6.4 FITNESS FUNKCE

Fitness funkce je zakladnim prvkem genetickych algoritma a v této praci je zminéna
uz v kapitole 1. Tato kapitola je veénovana vyvoji fitness funkce v implementovaném
programu. Jeden z moznych prubéhu fitness funkce je znazornén na obrazku 6.5. Ten ukazuje
jeji klesani v jednotlivych generacich. Vylepseni fitness funkce se povedlo pouze parkrat za
dany béh programu a témér vzdy skokoveé. Obrazek 6.5 je jednou z mala vyjimek, kde je
v Cerveném kolecku oznaCeno zlepSeni fitness funkce v kazdé po sob€ jdouci generaci.
Hodnota fitness se ménila hlavné v pocate¢nich generacich a pokud geneticky algoritmus

nalezl lepsi heuristicky postup od dvousté generace a vysSe, byla to spiSe mald zmeéna.

fitness funkce
Jo
(=4}
g
L
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460 -+

458 T T T T T 1
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Eenerace

Obrazek 6.5 — Ukézka vyvoje fitness funkce napii¢ generacemi

Vyjimku tvotily programy s vétsi hodnotou penalizace, typicky 500 a 1000. Nalezeni trasy,
ktera 1épe vyhovéla omezujicim podminkém, se projevilo razantni zménou vysledné fitness

funkce zptsobené penalizaci.
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6.5 VYSLEDNE HEURISTIKE POSTUPY

Obrazek 6.6 — Ukazka vysledné heuristiky

X2
czx-(s—y+x+<7>) (6.1

kde ¢ je skore mésta.

Generované heuristické postupy dosahovaly ¢asto maximalni hloubky stromu.
Objevovaly se i syntaktické stromy, které dosahovaly lepSich vysledku a nebyly tak rozsahlé.
Piikladem je jedinec na obrdzku 6.6, ktery byl nalezen v béhu uvedeném na obrazku 6.5.
Jedinec poskytuje druhou nejlep$i nalezenou fitness funkci jejiz hodnota je 463,0522.

Heuristiku z jedince lze vyjadrit jako vztah 6.1, z néhoz se pocita skore pro jednotliva mésta.
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7 ZHODNOCENI

Pro zhodnoceni vykonu genetického programu byla porovnana vykonnost vyslednych

heuristik na tfech datovych souborech. Poté byly porovnany hodnoty z tabulky 7.1 a tabulky

7.3. Prvni porovnavana hodnota je pocet nedodrzenych casovych oken vaci jejich

maximalnimu poc¢tu. Druhou porovnavanou hodnotou je vzdalenost vic¢i minimalni

vzdalenosti trasy. V tabulce 7.1 jsou uvedeny hodnoty tfech nejlepsich heuristickych postupt,

které geneticky algoritmus nasel.

Algoritmus se li§il pouze nastavenim penalizani konstanty, takze bud’ byl kladen

diraz na minimalizaci po¢tu nedodrzenych Casovych oken, nebo na sniZeni procestované

vzdalenosti. Ostatni nastaveni programu zustavalo nezménéné pro vSechny béhy:

LIST OF NONTERMINAL NORMAL = ['plus', 'minus', 'add', 'divide'];
LIST OF NONTERMINAL SPECIAL = [];
LIST OF TERMINAL =[xy, s, 'f, 'th'];
NUMBER OF NEAREST CITIES = 5;
LENGTH_OF INITIAL TREE = 20;
LENGTH_OF POPULATION = 500;

MAX LENGHT TREE = 70;

CROSSOVER PERCENTIGE = 60;
MUTATION PERCENTIGE = 5;

NUM_OF GENERATION = 500;
NUM_OF ATTEMPT = 25,

e Tabulka 7.1 — Nejlepsi vysledné heuristiky

Pocet nedodrZenych casovych | Nalezena vzdalenost s ohledem na ¢asova
Mira oken okna
penalizace Datovy soubor Datovy soubor
A B C A B C
10 16 45 15 20 138 75167 543
100 11 44 14 29 043 59974 422
500 6 38 14 47 326 108 967 651
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Obrazek 7.1 — Porovnani procentualniho navyseni tras u riznych datovych

souboru
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Obrazek 7.2 — Porovnani nedodrzenych ¢asovych oken u riznych datovych

souboru

Geneticky program na trénovacim souboru vykonal 25 epoch. Po vykonani vSech 25
epoch byla nalezena nejlepsi fitness funkce a na jejim zaklad€ nalezen nejlepsi heuristicky
postup. Nejlepsi heuristické postupy byly poté aplikovany na testovaci datové soubory B a C,

aby bylo mozné porovnat splnéni pozadavkid kladené na heuristiky z kapitoly 4.
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Po experimentech z kapitoly 6.1 byly vynechany goniometrické funkce. Algoritmus

genetického programovani na toto nastaveni optimalizoval vyslednou heuristiku asi 12 hodin.

Datovy soubor A je prvnich dvacet hodnot zdruhého datového souboru a je stanoven

50000 A —
m
g
< 45000 A
D
-
[=]
7]
9
“ 40000 -
=
E
b}
=
9 35000 - T
-
o
(]
7
=]
£ 30000 -
_— 1
\m
o
&
=
25000 - —
L
T T T
10 100 500

mira penalizace

Obrazek 7.3 — Nejlepsi dosazené trasy z béhti u testovaciho souboru A

jako trénovaci mnozina dat, na niz byl trénovan algoritmus genetického programovani pro
nalezeni nejvhodnéjsiho heuristického postupu. Druhy datovy soubor B obsahuje 48 meést
potiebnych k navstiveni. Treti soubor C je absolutn€¢ odliSny a nema zadnou vazbu na
ptedchozi dva. U datového souboru C je nutné experimentalné najit hodnotu X, ze vztahu

42 a4.3.

Hodnoty z tabulky 7.1 jsou vyneseny do obrazka 7.1 a 7.2. U obrazkd je modrou
barvou oznaCena trénovaci mnozina A. Obrazek 7.1 ukazuje zavislost mezi zvySujici se trasou
a zvolenou penalizaCni slozkou, kde je patrny trend pouze u trénovaci mnoziny dat. Za

povS§imnuti také stoji vyrazn€ vétsi procentualni narast délky trasy u datového souboru B.

Obrazek 7.2 opét ukazuje trend u trénovaci mnoziny dat, nicméné na rozdil od

obrazku 7.1 je trend opacny. Testovaci datové soubory ukazuji na obrazku 7.2 pouze maly az
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zanedbatelny trend. Lze tedy konstatovat, Ze u trénovaci mnoziny dat, pfi zvySujici se
penalizacni slozce, se algoritmus snazi splnit omezujici podminky v podobé ¢asovych oken,
i za cenu zvySeni urazené vzdalenosti. Bohuzel podobna vlastnost se nepodatila prokéazat na

jinych datovych souborech.

Statistické hodnoty nejlepSich jedinci zjednotlivych epoch jsou uvedeny
v tabulce 7.2. Jelikoz algoritmus bézel pouze na trénovaci mnoziné dat, vztahuji se tyto
hodnoty k datovému souboru A. Grafické znazornéni tabulky 7.2 je k vidéni na obrazcich 6.4
a 7.3. Obrazek 7.3 ukazuje jistou zavislost mezi volenou penaliza¢ni slozkou a vyslednou
vzdalenosti. Zminéna zavislost odpovida trendu tifi heuristickych postupt, které jsou
znazornény na obrdzku 7.1 a diskutovany o odstavec vySe. Znéazornéni nedodrzenych
casovych oken z tabulky 7.2 je na obrazku 6.4 a ukazuje pouze malou podobnost s trendem
trénovaci mnoziny na obrazku 7.2. Nepodobnost mize byt zpusobena nizkym poctem
casovych oken, a tak neni trend tak vyrazny. Pouze u hodnoty penalizacni slozky 500 je vidét

snaha algoritmu o splnéni omezujicich podminek.

Tabulka 7.2 — Statistické hodnoty epoch pro trénovaci mnozinu

Nedodrzena ¢asova okna
Mira penalizace | Primér | Median | Modus | 1. Kvartil | 3. Kvartil
10 9.56 10 10 9 10
100 9.8 10 10 10 10
500 6,52 6 6 6 7
Vzdalenost s ohledem na ¢asova okna
Mira penalizace | Primér | Median | Modus | 1. Kvartil | 3. Kvartil
10 25518 | 25600 | 25650 25427 26 121
100 30971 | 31421 | 31740 30 460 33 740
500 48390 | 47 738 | 47396 46 396 49 591

Jak vyplyva z obrazku a tabulek uvedenych v této kapitole, preneseni vyslednych
heuristickych postupt na jiné datové soubory neposkytuje oCekavané vysledky. Ackoliv
dokéze najit relativné dobrou trasu, neni zarucené splnéni omezujicich podminek u
testovacich soubort. Pfenositelnost, ktera je jednim z pozadavkl na heuristicky postup

v kapitole 4, neni s omezujicimi podminkami splnéna.

60



Tabulka 7.3 — Hodnoty datovych soubort

Datovy soubor

Pocet ¢asovych oken

Minimalni urazena trasa

A 20 18 168
B 48 33526
C 16 291

Na obrazcich 7.4, 7.5 a 7.6 jsou graficky znazornény trasy ztabulky 7.1. Je
vidét, ze nejkratsi trasa byla nalezena pii penalizaci 10. U penalizace 500 je to téméf ndhodny
soubor ¢ar, coZ je zpusobeno tim, ze se algoritmus snazi uspokojit omezujici podminky. Na
obrazcich 7.7, 7.8 a 7.9 jsou nalezené trasy pro datovy soubor B. Na obrazcich 7.10, 7.11 a
7.12 jsou nalezené trasy pro datovy soubor C. U datového souboru C jsou dve hodnoty velice
blizké soutadnicim x =0 a y = 0. Proto se zda ze obchodni cestujici navstivil dané meésto

vicekrat. Pro vS§echny nalézané trasy byl pouzit vzorec natrénovany na datovém souboru A.
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8 ZAVER

Aplikace genetickych programt pro hledani feSeni kombinatorickych tloh je pom&mé
uCinnou metodou, jak nalézt optimalni feSeni. V technické praxi je jejich vyuzitelnost
omezena velikosti prohledavaného prostoru, z divodu velké Casové naroCnosti pii hledani
feSeni. Namisto genetickych programi se pouzivaji heuristické postupy, které dokazi najit
optimalni feSeni pouze na typizované ulohy. Predkladand prace navrhuje dekoddovani
prohledavaného prostoru, ve kterém se nachazi feSeni, do prostoru heuristickych postupu,
které nalézaji tfeSeni. Konkrétn€ popisuje hyperheuristicky piistup pro hledani feSeni

problému obchodniho cestujiciho s Casovymi okny.

Prace je Clenéna do né&kolika oddild. Nejprve jsou popsany genetické algoritmy
a postupy, které genetické programy vyuzivaji. Poté je prace rozSifena o genetické
programovani v rozsahu odpovidajicimu pouziti v praci. Nasleduji popisy rozsifujici teorie
obchodniho cestujiciho, asymptotické slozitosti problému, heuristik, metaheuristik

a hyperheuristik.

V praktické Casti prace je provedena aplikace hyperheuristického pfistupu za pouziti
algoritmu genetickych programti na tlohu obchodniho cestujiciho s Casovymi okny. Je zde
vysvétlena problematika jednotlivych ¢Césti genetického programu a jeho konkrétni
implementace. Provadéné experimenty nejprve umoznily posouzeni vyznamu dil¢ich
heuristik k nalézani optimélniho feSeni, viz kapitola 6. Po optimalizaci algoritmu genetického
programu bylo provedeno nalezeni optimalniho heuristického postupu na trénovaci mnozine

a vysledny postup byl aplikovan na testovaci mnoziny dat.

Konkrétni zavéry vysledného heuristického postupu jsou popsany v kapitole 7,
nicmén¢ lze konstatovat, ze nalezeny heuristicky postup dokaze najit cestu blizici se optimu
na trénovaci mnozin¢€ a relativn€ dobrou cestu na testovacich mnozinadch dat. Vynuceni
dodrzeni omezujicich podminek pomoci penalizace vysledné fitness funkce se také ukazalo
uspesné. Vysledkem prace je navrhnuty enkodér pro dekddovani prohleddvaného prostoru

algoritmem genetického programu za pouziti hyperheuristickych postupt.

Moznym rozsifenim prace muze byt penalizace pfimo skore mésta, které nesplnilo
omezujici podminky, nebo volba jinych dil¢ich heuristik, které hyperheuristicky postup
pouziva. Dale muze byt pfidano vice obchodnich cestujicich a Ustiedi, ze kterého cestujici
zaCinaji svou cestu. Za zvéazeni stoji 1 zména algoritmu genetického programu, z niz nékteré

jsou popsané v kapitole 4, nebo vyména typu genetického programu, které jsou zminéné
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v kapitole 2.1. Protoze program je relativne€ Casove naro¢ny, dal by se rozsifit o implementaci
vlaken. Vlakna by mohla obstaravat genetické operace a prispivat k zrychleni tvorby populace
nebo by mohla paralelné vypocitavat skére mést. Zajimavym rozSifenim by bylo pfidat
jednotlivym méstim atribut ve formé vydélku obchodniho cestujiciho v daném méste.
Zminény vydélek by ptidal omezujici podminku a rozhodnuti, zda se vyplati cestovat delsi
trasu za vétsim vydeélkem a tim zvysit naklady na dopravu, nebo navstivit vice mést s mensim
jednotlivym vydélkem. Rozsifeni by mohlo byt 1 zastaveni obchodniho cestujiciho v daném

mesté po urcity Cas.
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