Univerzita Pardubice

Fakulta ekonomicko-spravni

Big data v organizaci

Bakalatska prace

2020 Milan Zeman



Univerzita Pardubice
Fakulta ekonomicko-spravni
Akademicky rok: 2019/2020

ZADANI BAKALARSKE PRACE

(projektu, uméleckého dila, uméleckého vykonu)

Jméno a piijment: Milan Zeman

Osobni Cislo: E17624

Studijni program: B6209 Systémové inZenyrstvi a informatika
Studijni obor: Informatika ve verejné spravé

Téma prace: Big data v organizaci

Zadavajici katedra: Ustav systémového inzenyrstvi a informatiky

Zésady pro vypracovani

Cilem prace je charakterizovat zékladni vlastnosti strukturovanych a nestrukturovanych dat v organizaci.
Zaméfeni bude na Zivotni cyklus dat, modelovani a nakladani s daty.

Osnova:

- Zékladni pojmy souvisejici se zpracovavanou problematikou.
- Zivotni cyklus dat.

- Tvorba modeld.



Rozsah pracovni zpravy: cca 35 stran
Rozsah grafickych praci:
Forma zpracovani bakalarské prace: tisténa/elektronicka

Seznam doporucené literatury:

GRONWALD Klaus-Dieter. Integrated business information systems: a holistic view of the linked business pro-
cess chain ERP-SCM-CRM-BI-big data. New York: Springer Berlin Heidelberg, 2017. ISBN 978-3-662-53290-4.
HOLUBOVA, Irena, KOSEK, Jii{, MINARIK Karel a David NOVAK. Big Data a NoSQL databdze. Praha: Grada,
2015. Profesional. ISBN 978-80-247-5466-6.

LEE, James, WEI, Tao a Suresh Kumar MUKHIYA. Hands-On Big Data Modeling. Birmingham, UK: Packt Pub-
lishing, 2018. ISBN 978-1788620901.

MAYER-SCHONBERGER, Viktor a Kenneth CUKIER. Big Data. Brno: Computer Press, 2014. ISBN 978-80-251-
4119-9.

Vedouci bakalér'ské préce: doc. Ing. Stanislava Simonova, Ph.D.
Ustav systémového inZenyrstvi a informatiky

Datum zadani bakalarské prace: 2. za¥i 2019
Termin odevzdani bakalarské prace: ~ 30. dubna 2020

LS.

» ;
doc. Ing. Romana Provaélikové, Ph.D. doc. Ing. Pavel Petr, Ph.D.

dékanka vedouci Ustavu

V Pardubicich dne 2. zafi 2019



PROHLASENI

Tuto praci jsem vypracoval samostatné. Veskeré literarni prameny a informace, které jsem

V praci vyuzil, jsou uvedeny v seznamu pouzité literatury.

Byl jsem sezndmen s tim, Ze se na moji praci vztahuji prava a povinnosti vyplyvajici ze zdkona
¢. 121/2000 Sb., o pravu autorském, o pravech souvisejicich s pravem autorskym a o zméné
nékterych zakonl (autorsky zdkon), ve znéni pozdéjsich predpisi, zejména se skutecnosti,
ze Univerzita Pardubice ma pravo na uzavieni licencni smlouvy o uziti této prace jako Skolniho
dila podle § 60 odst. 1 autorského zakona, a s tim, Ze pokud dojde k uziti této prace mnou nebo
bude poskytnuta licence o uziti jinému subjektu, je Univerzita Pardubice opravnéna ode mne
pozadovat priméteny prispévek na uhradu nékladi, které na vytvoreni dila vynalozila,
a to podle okolnosti az do jejich skute¢né vyse.

Beru na védomi, Ze v souladu s § 47b zakona ¢. 111/1998 Sb., o vysokych Skolach a o zméné
a doplnéni dalSich zadkonti (zdkon o vysokych skolach), ve znéni pozdéjSich piedpist,
a smérnici Univerzity Pardubice ¢. 7/2019 Pravidla pro odevzdavani, zvefejinovani a formalni
upravu zavérenych praci, ve znéni pozdé€jsich dodatkll, bude prace zvetejnéna prostiednictvim

Digitalni knihovny Univerzity Pardubice.

V Pardubicich dne 30. 6. 2020

Milan Zeman



PODEKOVANI

Chci podékovat doc. Ing. Stanislavé Simonové, Ph.D. za jeji odbornou pomoc a cenné rady
behem zpracovani bakalarské prace. Dale chci podékovat své rodin€ a pratelim za podporu

béhem studia.



ANOTACE

Bakalafska prace se zabyva charakteristikou Big data. Uvodni &ast prace se vénuje zakladnim
pojmum tykajicich se dat. Druha kapitola popisuje zakladni vlastnosti Big data. Tteti kapitola
charakterizuje hlediska, podle kterych jsou zpracovany dalsi ¢asti bakalaiské prace. Hlediska
se tykaji zivotniho cyklu dat, architektury Big data, technologii pro praci s Big data a datovych
modeli.

KLICOVA SLOVA

Big data, nestrukturovana data, strukturovana data, zivotni cyklus dat, datové modely

TITLE

Big data in an organization

ANNOTATION

The bachelor thesis deals with the characteristics of Big data. The introductory part of the thesis
deals with basic concepts related to data. The second chapter describes the basic properties of
Big data. The third chapter characterizes the aspects according to which other parts of the
bachelor's thesis are processed. Aspects relate to the data lifecycle, Big data architecture,
technologies for working with Big data and data models.

KEYWORDS

Big data, unstructured data, structured data, data life cycle, data models
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UvVOD

V organizacich proudi hromady nevyuzitych dat. Pokud se data za¢nou nekontrolovatelné
hromadit vysokou rychlosti, 1ze hovofit o terminu Big data. Pievazna cCast téchto dat je
ve nestrukturované form¢ a organizace si jich pfili§ nev§imaji. OvSem tato data mohou byt
pro organizace potencionalnim zlatym dolem. Jen je tfeba najit spravné postupy a feSeni,

jak s témito daty pracovat.

Prvni ¢ast bakalatrské prace popisuje zakladni pojmy souvisejici s daty. Charakterizuje kvalitu
a typy dat podle jejich struktury a podle mista vzniku. Ve druhé kapitole se ¢tenar dozvi
zakladni charakteristiky Big data, pochopi samotny pojem Big data, seznami se s historii,
vyuzitim v soucasnosti, a také s moznou budoucnosti a riziky, kterd od Big data hrozi. Tieti
kapitola charakterizuje dal$i sméfovani bakalaiské prace podle zvolenych hledisek. Dalsi
kapitoly se zabyvaji jednotlivymi hledisky. Nejprve je popsan Zivotni cyklus dat, v dalsi
kapitole je charakterizovana architektura Big data, dale technologie pro praci s Big data

a na zavér jsou popsany datové modely u SQL a NoSQL databazi

Na téma bylo &erpino z mnoha zdrojii, pfevazné zahrani¢nich. Ceskych zdrojii vhodnych
pro vypracovani prace bylo nalezeno minimum a vétSinou se tykaly jen obecnych vlastnosti
Big data. Tato bakalatska prace muze slouzit jako vyukovy material pro ty, kdo se 0 Big data

zajimaji.
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1 DATA

Data jsou fakta, signdly nebo symboly reprezentujici néjakou udalost z realného svéta,

7 v

ovSem bez kontextu nemaji Zadny smysl. Jedna se o Cisla, znaky a dal$i symboly.

Znalostni pyramida

Wisdom

Knowledge

Information

Obrazek 1: Znalostni pyramida
Zdroj: [9]

Pyramida DIKW (Data, Information, Knowledge, Wisdom) nebo také znalostni pyramida
reprezentuje vztahy mezi daty, informacemi, znalostmi a moudrosti (Obrazek 1). Je zde pevné
stanovend forma — data se nachazi na prvnim mist¢, za nimi nésleduji informace, déle znalosti
a nakonec moudrost. Kazdym krokem smérem nahoru pyramida odpovidd na otazky
0 podate¢nich datech a pfidava jim hodnotu. Cim vice jsou data obohacena smyslem
a kontextem, tim vice znalosti a poznatkii z nich 1ze ziskat. Na vrcholu pyramidy se ziskané
znalosti a postiehy méni do zkuSenosti, pomoci kterych Ize ¢init dilezita rozhodnuti. Vyssi
stoupani v pyramidé znamend vys$$i zapojeni lidské Cinnosti a zdroven niz§i nebo Zzadné

moznosti algoritmizace [9].

Pokud je datim pfidéleny vyznam, stavaji se z nich informace. Jedna se tedy o soubor udaju,
které jsou jednotné uspofadané a umoziuji jednodussi ukladani a vyhledavani dat. JestliZze se
informace neberou pouze jako popis shromdzdénych skutecnosti, ale jako moznost k dosazeni
cilt, méni se informace ve znalosti. Znalosti ukryvaji vyhody, které davaji vyhody podnikiim

proti jejich konkurenci. Moudrost se nachazi na vrcholu pyramidy a aby se tam podnik dostal,
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musi si odpovédét na otazky ,,pro¢ néco délat nebo ,,co je nejlepsi“. Jedna se o znalosti

aplikované do praxe. Moudrost je schopnost vybrat nejlepsi zptasob, jak dosdhnout

pokusti o dosazeni uspé$ného vysledku [9].
Metadata

Metadata jsou data poskytujici informace o dalSich datech. Shrnuji informace o datech,
coz usnadnuje vyhleddvani a praci s konkrétnimi daty. Metadata lze vytvaret ruéné
nebo automaticky. Ru¢ni vytvoreni zajisti vétsi pfesnost metadat, automatické vytvoreni bude

obsahovat vice zakladnich informaci. Metadata lze chapat jako odkazy na data [14].

1.1 Typy dat

Data se mohou d¢lit podle mnoha riznych faktord. V nésledujicich ptipadech budou data

rozde€lena podle své struktury a podle toho, kde vznikla.

1.1.1 Podle struktury

Data mohou v organizaci existovat v riznych formatech. Hlavni dva formaty dat jsou data
strukturovana a nestrukturovana. Mezi nimi se nachazi dalsi typ dat, semi-strukturovana.

V né¢kterych piipadech jsou uvadéna i Quasi strukturovana data (Obrazek 2).

Strukturovana

Semi-strukturovana

Strukturovanost

Quasi strukturovana

Nestrukturovana

Obrazek 2: Strukturovanost dat
Zdroj: Zpracovano dle [1]
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Strukturovana data

Strukturovana data jsou data ptehledné usporadana pro snadny piistup a jejich dalsi zpracovani.
Jedna se obvykle o kvantitativni data. Vyhoda strukturovanych dat spociva v jejich
jednoduchosti. Data lze snadno zadavat, ukladat, prohledavat nebo s nimi manipulovat. Data

jsou obvykle ukladana v rela¢nich databazich a tabulkach [11].

U strukturovanych dat je pevné stanoveny datovy model, podle kterého budou data
zaznamenavana. Model urcuje jaké typy dat budou uklddany, zda Ciselné datové typy, text,

datum atd. nebo jaka omezeni plati pti zadavani dat (napf. stanoveni maximalni délky textu).
Nestrukturovana data

Nestrukturovana data miizeme oznacit jako vSechno ostatni. Maji sice vnitini strukturu,
ale nejsou preddefinovana podle datovych modelti nebo schémat a nemohou byt uspofadané
v relacnich databazich. Neobsahuji zddnd metadata popisujici obsah dokumentu. Pro spravu

tohoto typu dat se pouzivaji nerela¢ni databaze, NoSQL databaze nebo datova jezera [11].

Nestrukturovana data tvoii 80 % vSech generovanych dat a neustdle sviij objem zvétSuji.
Nalezeni informaci ulozenych v nestrukturovanych datech mitize byt velmi slozité a zdlouhavé.
Organizace, které jsou schopny pracovat s nestrukturovanymi daty maji konkuren¢ni vyhodu

a mohou odhalit hlubsi zaméry nebo chovani zakaznika [11].
Semi-strukturovana data

Semi-strukturovana data jsou zvlastnim typem dat. Neodpovidaji sice datovému modelu,
ale maji urCitou strukturu. Semi-strukturovand data nemohou byt ulozena v fadcich
ani sloupcich databazi. Obsahuji metadata, ktera se pouzivaji k seskupovani dat a k jejich

hierarchickému uspofadavani [13].
Quasi strukturovana data

Jedna se o textova data s nepravidelnymi datovymi formaty, ktera lze s dostupnymi nastroji,
usilim a ¢asem zformatovat. Piikladem mohou byt data z kliknuti na webu, ktera nebudou
konzistentni v hodnotach ani ve formatech [1].

1.1.2 Podle mista vzniku

Podle mista vzniku se data rozliSuji na interni a externi. Jako interni data se oznacuji data

vznikla uvniti firmy, naptiklad z databaze zdkaznikl nebo z jejich ndkupti. Externi data vznikaji
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primarné mimo podnik. Mezi externi data se fadi oteviena data, data z vyzkumi a nakoupené

databaze [6].

Interni data tvoii vétSinovou cast informaci o tom, jak se chovaji zdkaznici dané¢ho podniku.
Dulezité je vyuzit potencial vlastnich firemnich dat ptfed tim, nez podnik nakoupi externi data.
Z internich dat Ize obvykle velmi dobte vytvatet predikce, které odhaluji chovani zakaznika.
Teprve az podnik vytézi hlavni potencidl internich dat, miize se porozhlédnout po externich

zdrojich [6].

Externi data prohlubuji informace o zdkaznicich. Pokud podnik vstupuje na novy trh a chce
prilakat zakazniky nebo se chce vyrovnat konkurenci, stavaji se externi data nezbytnym
pomocnikem. Propojeni internich a externich dat pomahd optimalizovat vybér potencialnich

zakaznika [6].

1.2 Kvalita dat

Kvalita dat ovliviiuje spravné rozhodovani a fungovani organizace. Kvalitni data znamenaji
uspésné fungovani podniku, za nekvalitni data mohou firmy zbytecné ptichazet o penize.
Kvalita dat se tyka péti hlavnich znakli — pfesnost, tiplnost, spolehlivost, relevance a aktualnost

[16]:

e Ptesnost — Jsou informace spravné v kazdém detailu?

e Uplnost — Jak komplexni jsou informace?

e Spolehlivost — Jsou informace v rozporu s jinymi divéryhodnymi zdroji?
¢ Relevance — Opravdu tyto informace potiebujete?

e Aktuédlnost — Jak aktudlni jsou informace? Lze je pouzit pro reporting v realném Case?

Ptesnost dat urcuje, zda jsou informace spravné. Pro pfesnost se staci zeptat na otadzku, zda data
odrazeji skutecnou situaci. Jedna se o klicovou charakteristika kvality dat, protoZe nepfesné
informace mohou zptisobit zavazné problémy. Uplnost uréuje, jak komplexni informace jsou.
Pfi pohledu na Gplnost udaju staci premyslet o tom, zda jsou vSechna potiebna data k dispozici.
Pokud jsou informace netplné, mohou byt nepouZitelné. Spolehlivost v oblasti charakteristik
kvality dat znamend, ze ¢ast informaci neni v rozporu s jinou informaci v jiném zdroji
nebo systému. Spolehlivost je zasadni vlastnosti kvality dat. Pokud si informace protife¢i,
nemuze se témto datim divéfovat. Mohlo by dojit k chyb¢, ktera by stdla penize a poskodila
podnik. Musi existovat dobry divod, pro¢ informace shromazd’ovat. Pokud jsou

shromazd’ovany irelevantni informace, ztraci se tim Cas i penize a analyzy nebudou
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tak ptinosné. Aktualnost odkazuje na to, jak aktualni informace jsou. Pokud byla data
shromdzdéna v minulé hodin€, pak jsou aktualni, pokud tedy nepiijdou nové informace, kvili
kterym budou piedchozi informace zbyte¢né. Neaktualni informace mohou vést ke $patnym
rozhodnutim organizaci. Mezi dal$i znaky kromé vySe jmenovanych muize patfit integrita dat,

dostupnost nebo efektivita [16].

Data v organizaci musi byt kvalitni, diiraz je pfitom kladen hlavné na obchodni a finan¢ni
procesy. Tyto procesy ovliviiuji existenci podniku. Mezi typicka data organizace patii data
zprodeje nebo fakturace. Kvalita se tyka jak transakénich dat, naptiklad faktury
nebo objednavky, tak i kmenovych dat, mezi ktery patii data o zakaznicich nebo dodavatelich
[15].

Pti¢iny nekvalitnich dat se mohou nachazet ve Spatn¢ nastavenych procesech nebo pravidlech
organizace, nedislednost pracovnikl pii vytvafeni a ukladani dat, Spatnd implementace
podnikovych aplikaci nebo jejich nespravnad funkcionalita. Organizace pouzivaji naptiklad

nastroje pro ¢isténi nekvalitnich dat v datovych skladech [15].

Mezi disledky nekvalitnich dat patfi opakovani procestt kvili nekvalitnim vstupiim
a neefektivnosti, chybné reporty kvili duplicitnim nebo nekonzistentnim dattim, ztrata znalosti
kvili odchodu zaméstnanct, ztrata zdkaznikd nebo zvySend rizika. Dulezitym krokem

ke zkvalitnéni dat je odstraniovani pfi¢in a ne jenom disledku [15].

1.3 Diléi souhrn

Vyznam dat ve spolecnosti stale nariista a jejich spravné pochopeni lze vyuzit ke zlepSeni
fungovani podniku. Cim kvalitn&j§i data, tim lépe mohou pomoci podniku pfi rozhodovani
a urcovani cili. Podle toho, kde data vznikaji, se d€li na interni a externi. Podle své struktury

se data rozliSuji na strukturovana, nestrukturovana, quasi strukturovana a semi-strukturovana.
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2 BIG DATA

Slovni spojeni Big data naznacuje, ze se bude jednat o velky objem dat. V ¢eském prostiedi
se ustalil tento anglicky termin, nicméné se lze setkat i s pieklady do ¢estiny, jako jsou velka

data nebo veledata. V této bakalarské praci bude pouzivan anglicky termin ,,Big data“.

Jak velka tato data jsou? Pro samotny pojem neexistuje piesné vymezena definice, kterou by
kazdy uznaval. Definice Big data se mohou lisit z pohledu na vlastnosti dat, technologie

pro zpracovani dat nebo z moznych dopadu na spole¢nost [7].

Jedna z nejpouzivangjsich definic, znama také jako ,,3V* (z anglickych slov Volume, Variety
a Velocity), pochazi od americké spolecnosti Gartner [5]:

., Big data jsou data, jejichz objem, rychlost a riiznorodost vyzaduji efektivni a inovativni formy

¢

pro zpracovani informaci k lepSimu pochopeni a rozhodovani. *
Definice od Microsoftu, ktera poukazuje na dulezitost technologii, zni [7]:

,Big data popisuji proces aplikovani seriézniho vypocetniho vykonu — nejnovéjsiho

ve strojovém uceni a umélé inteligenci — na masivni a vysoce komplexni soubory informaci. *

Big data se chapou jako data, jejichZ rostouci objem, rychlost a riznorodost jsou pfili§ narocné
pro zpracovani tradi€énimi néstroji a proto je tfeba hledat nastroje nové. Jako tradicni néstroj lze
chépat naptiklad firemni databaze, které nedokazi s tak velkym mnoZstvim dat pracovat. Proto

musi firmy hledat nové moZznosti, diky kterym lze data zpracovat a porozumét jim.

2.1 Historie Big data

Poprvé byla myslenka Big data naznacena védcem Peterem Denningem v roce 1990. Ve svém

¢lanku ,,.Saving All the Bits* vyslovil vétu [44]:

,,Je mozné stavet stroje, které umi rozpozndvat nebo predpovidat vzorce v datech, aniz by
pochopily vyznam téchto vzorcu. Takové stroje mohou byt nakonec dostatecné rychle,

aby zvladly velké datové proudy v redlném case.

Roku 1997 Michael Cox a David Ellsworth publikovali ¢lanek ,,Application-controlled demand
paging for out-of-core visualization“. Je to tedy poprvé, co byl pouzit termin Big data

ve vyznamu, jak je chapan i v dne$ni dobé [50]:

., Vizualizace predstavuje zajimavou vyzvu pro pocitacové systemy: datové sady jsou obecné

pomeérné velké a zdanuji kapacity hlavni paméti, mistniho disku a dokonce i vzdaleného disku.
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Tomu rikame problém velkych dat. Pokud se datové sady nevejdou do hlavni paméti (v jadru)

nebo kdyz se nevejdou ani na lokdlni disk, nejbéznéjsim resenim je ziskat vice prostiedki.

V roce 2001 ptedstavil Doug Laney, analytik skupiny Meta Group (dnes Gartner), vyzkumny
dokument s nazvem ,,3D Data Management: Controlling Data VVolume, Velocity, and Variety.”
V dokumentu jsou charakterizovany tfi hlavni charakteristiky, které se obecné pouZzivaji

i v dne$ni dob& — objem, rychlost a riznorodost [51].

2.2 Charakteristiky Big data — 3V, 5V, 10V

Objem (Volume), rychlost (Velocity) a riznorodost (Variety) jsou tedy zdkladni vlastnosti Big
data a oznacuji se jako 3V (Obrazek 3). S rostoucim mnozstvim dat se postupné zavadély i nové
charakteristiky. Stejn¢ jako u definic, ani U charakteristik neni dana jednoznac¢nost, kolik ,,V*
se ma pouzivat. Mezi dalsi z ¢asto uzivanych charakteristik jsou divéryhodnost (Veracity)
ahodnota (Value) a dohromady tvofi 5V [3]. Existuje spousta dalSich charakteristik,
napt. variabilita (Variability), zranitelnost (Vulnerability), platnost (Validity), volatilita
(Volatility) nebo vizualizace (Visualization), coz je oznacovano jako 10V [8]. V této praci

je dale charakterizovano 5V.

Variety Velocity

*Structured eBatch

*Semi- *Streaming Data

structured
eUnstructureg

Volume

sPetabytes

Obrazek 3: Charakteristiky 3V

Zdroj: [17]
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Objem (Volume)

Mnozstvi dostupnych dat, ktera je potieba analyzovat a zpracovavat, se stale rozrista. Vice nez
90 % dat vzniklo v poslednich letech. Data dosahuji velikosti v rdmci terabytli az zettabytt.
Takto velky objem dat nemulze byt zpracovan béznymi nastroji a vyzaduje tedy odlisné
technologie ke zpracovani. Bez vhodnych technologii ptichazeji organizace o moznost ziskat

potencionalni vyhody z neprozkoumanych dat [3].
Riiznorodost (Variety)

Data mohou byt v riznych datovych formétech. Mezi hlavni tfi typy dat patii strukturovana,
nestrukturovand a semi-strukturovana. Riiznorodost vyzaduje odlisné moznosti zpracovani dat.
Uvadi se, ze vice jak 80 % ze vsech dat proudicich organizacemi, se nachazi ve nestrukturované

formé¢. [10].
Rychlost (Velocity)

Rychlost piedstavuje problém zrychleni generovani novych dat a souasné se zvySujici
pozadavky na zrychleni jejich zpracovani tak, aby byly vysledky dodany v realném case [10].
Data mohou byt ulozena a zpracovana riznymi zpisoby. Mezi tyto zplsoby patii davkova
zpracovani, zpracovani near-time (téméft v redlném cCase), real-time (v redlném case) nebo data

streaming (datové proudy) [18]:

e Dévkové zpracovani — Data jsou zpracovana az kdyZ jsou k dispozici vypocetni
prostiedky. Dochézi ke zpracovani blokl dat, které jsou po urcitou dobu ulozZeny
na néjakém misté. Piikladem je zpracovani vSech transakci ve financni spolecnosti
za posledni tyden. Data obsahuji miliony dennich zdznami, které mohou byt uloZeny

jako soubor. S konkrétnim souborem budou provadéné pozadované analyzy.

e Zpracovani near-time — Data se zpracovavaji pii vyskytu udalosti, ale nedokazou
zareagovat okamzité. Zakaznik odeSle zadost o kreditni kartu, ale musi pockat hodinu

nez bude zadost vyhodnocena.

e Zpracovani real-time — Data jsou zpracovana téméf v dobé&, kdy jsou zadana nebo kdy
jsou potifebna. Lze tak reagovat na udalosti v okamziku jejich vzniku. Zakaznik

napiiklad odesle zadost o kreditni kartu a béhem nékolik vtetin obdrzi odpovéd'.

19



e Data streaming — Umoziuje zpracovavat data v realném cas hned jakmile dorazi
a detekovat podminky v kratkém obdobi od pfijeti. Data 1ze po zpracovani vkladat

do nastroju pro analyzu a ziskat tak okamzité vysledky.
Diivéryhodnost (Veracity)

Duivéryhodnost nebo také pravdivost se tyka kvality analyzovanych dat. Uréuje jak ptesnd nebo
pravdiva data mohou byt [10]. Spravna interpretace Big data zajistuje, ze jsou vysledky
relevantni a proveditelné. Duveéryhodnost poméha vyfiltrovat to, co je dulezité a vytvari hlubsi

porozuméni dattim a jejich kontextu [19].

Hodnota (Value)

wewvr

svym zékaznikim, zacilit na né své produkty, optimalizovat vlastni procesy nebo zlepsit

vykonnost podniku [3].

2.3 Uplatnéni Big data

Dilezitost dat se netyka toho, kolik se jich v podniku nachazi, ale toho, jak se s daty pracuje
a jak jsou vyuzivana. Kazd4 organizace pouziva data svym vlastnim zptisobem. Cim G¢inngji,

tim vice roste 1 potencial dat.

2.3.1 Uspory a podpora
Spravné provedena analyza dat miize piinést nasledujici dopady [20]:

e Uspora nakladi;

e rychlej$i a lepsi rozhodovéand;

e porozuméni trznim podminkém;

e kontrola online reputace;

e posileni akvizice a retence zakaznik;
e feSeni problému inzerent(;

e sily inovaci a vyvoje produktti.
Uspora naklada

Nékteré nastroje Big data mohou podnikiim pfinést vyhody tykajicich se jejich nakladi.

Pomahaji pti vyhledavani efektivnéjsich zptisobt podnikani [23].
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Rychlejsi a lepsi rozhodovani

Vysoka rychlost néstrojit miize snadno identifikovat nové zdroje dat, které pomahaji podnikiim

okamzité analyzovat data a rychle se rozhodovat na zaklad¢ ziskanych poznatki [23].
Porozuméni trznim podminkam

Analyzou Big data mizete 1épe porozumét soucasnym trznim podminkam. Naptiklad analyzou
nakupniho chovani zdkaznikd muze spolecnost najit produkty, které se prodavaji nejvice
a podle tohoto trendu vyrabét produkty. Tim se miize spolecnost dostat pred své konkurenty

[23].
Kontrola online reputace

Nastroje Big data dokdzou analyzovat mysleni zdkaznikii, proto mize podnik ziskat zpétnou
vazbu o tom, kdo co fikd o daném podniku. Néastroje mohou pomoci se sledovanim

a zlepSovanim online piitomnosti podniku [23].

Posileni akvizice a retence zakazniku

vvvvvv

ktery by si mohl narokovat Uspéch, aniZ by musel nejprve vytvofit solidni zédkaznickou
zakladnu. AvSak i1 se zdkaznickou zakladnou si podnik nemtze dovolit piehlizet vysokou
konkurenci, pted kterou stoji. Pokud se firma pomalu dozvi, co zdkaznici hledaji, pak je velmi
snadné zacit nabizet vyrobky nizké kvality. Nakonec dojde ke ztraté klientely, coz celkové
nepiiznivé ovlivni obchodni uspéch. PouZiti Big data umoziiuje podnikiim sledovat rizné vzory
a trendy souvisejici se zdkazniky. Pozorovani chovéani zdkaznikl je dilezité pro vyvolani

loajality [20].
Reseni problému inzerenti

Analytika Big data miize pomoci zménit vSechny obchodni operace. To zahrnuje schopnosti
jako pfizpusobovat se o¢ekavani zdkaznikii, zménit produktovou fadu spolecnosti nebo zajistit,

aby marketingové kampané byly silngjsi [20].
Sily inovaci a vyvoje produktii

Dalsi obrovskou vyhodou Big data je schopnost pomoci podniklim se inovovat a rozvijet své

produkty [20].
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2.3.2 Priklady vyuZziti v soucasnosti

Maloobchod

Na zékladé¢ Big data lze ziskat informace o chovéani zakaznikd nebo jejich nakupnich
preferencich. To mohou obchody vyuzit ke zkvalitnéni poskytovanych sluzeb a vytvareni
sluzeb na miru. Mezi ptiklady dat v maloobchodu patii ptizpiisobovani vyrobkl a sluzeb
zakaznikiim na miru, nabidka zbozi zdkaznikiim ptes mobilni notifikace nebo evidence vSech

informaci o zakaznikovi a nasledné nabidce individualnich sluzeb [21].
Priamysl

Vyuziti dat v primyslu zasahuje od vyroby az po servis stroji. Piikladem mize byt
monitorovani a optimalizace vyroby, snizovani spotfeby materidlu a energie, vzdalené tizeni

vyroby nebo prediktivni servis, kdy se minimalizuji ne¢ekané odstavky vyroby [22].
Logistika a doprava

Logistikou proudi obrovské hromady zbozi a tim se vytvari i hromady dat. V logistice jsou tfi
zakladni moznosti vyuziti Big data. Prvni moznosti je zlepSeni provozu a optimalizace tras.
Druhou moZnosti je predvidani casu pifi dodani zbozi. Dalsi z moZnosti je odhadovani mnozZstvi

zasilanych balikl podle pocasi nebo chiipkového obdobi [22].
Zdravotnictvi

Big data maji ve zdravotnictvi obrovsky potencial. Existuji dv€ moznosti, jak data o pacientech
vyuzivat. Prvni moZnosti je telemedicina, kde je zjiStovan stav pacienta na dalku a dochazi
K ptipadnému poskytovani sluzeb. Druha moznost je vyuzivani dat pti diagnostice onemocnéni,

k ¢emuz pomaha uméla inteligence [21].
Zemédélstvi

Big data se vyuziva i v zeméd¢lstvi k usnadnéni a zefektivnéni prace nebo ke zvyseni produkce.
Ptikladem ze zeméd¢€lstvi jsou senzory pro dobytek, které kontroluji stav a chovani zvitat.
Na trhu se nachéazeji moderni traktory, drony nebo dalsi stroje, které¢ jsou navadény pomoci

GPS [22].
Energetika

V energetickém sektoru ma analyza ziskanych dat potencial pro obchodni i strategické ucely.

Vyuziti analyzy dat se nabizi v oblastech skladovani energie, fizeni elektriza¢nich soustav
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a stability nebo fizeni spotteby energie. Také lze pomoci ziskanych dat nabidnout zdkaznikovi

lepsi sluzby [22].
Bankovnictvi

V Bankovnictvi se ziskana data tykaji napt. prevodil, plateb nebo vybérii z bankomatti. Podle
transakci je mozné urcit pro koho klient pracuje, jaka je jeho pozici, kdo jsou jeho kolegové
V praci a rodinni pfisluSnici. Big data se vyuzivaji pro lepsi komunikace se zdkazniky a nabizeni

lepsich sluzeb na miru [21].
Pojistovnictvi

Pojistovny maji k dispozici data o klientech. Pomoci dat 1ze detekovat pojistné podvody.
Analyza umoznuje zlepsit poskytované sluzby, jako je napt. uréeni, které klienty na pobocku
pozvat, vytizovani pozadavkl online nebo urceni rizikovosti konkrétni osoby podle jizdniho

chovani [21].

2.4 Budoucnost Big data

Jakmile globalni data zacala exponencialn€ rast pied deseti lety, nevykazovala zadné znamky
zpomaleni. Agreguji se hlavné pfes internet, véetné socialnich siti, pozadavkt na vyhledavani
na webu, textovych zprav a medidlnich souborti. Dalsi obrovsky podil dat vytvareji zatizeni
a senzory IoT. Jsou to klicové faktory rustu globalniho trhu Big data. Mezi ptedpovédmi
0 budoucnosti Big data v pfistich péti letech jsou tyto priklady [24]:

¢ Objemy dat se budou déle zvySovat a migrovat do cloudu.
e Strojové uceni se bude dale vyvijet.

e Poroste zajem o datové védce.

e Zvysi se nejistota ochrany osobnich udaji.

e Dojde k narustu rychlych a akénich dat.
Budoucnost Big data z pohledu organizaci

Analyza Big data slibuje zménu zptisobu, jakym podniky funguji ve financich, zdravotnictvi,
vyrob¢ a dalSich odvétvich. Drtiva velikost Big data mtze v budoucnu zpisobit dalsi vyzvy,
se kterymi se organizace budou muset vypotadat. Hrozi rizika v oblasti ochrany osobnich udaji

a bezpecnosti, nedostatku odbornikti na data a problému pii ukladani a zpracovani dat [24].
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Vétsina odbornikll se vSak shoduje, ze Big data budou znamenat velkou hodnotu. Vzniknou
nov¢ kategorie pracovnich mist a dokonce cela oddé€leni odpovédna za spravu dat ve velkych
organizacich. Objevi se nové regulacni struktury a standardy chovani, protoze spolecnosti
nadale pouzivaji osobni udaje spotiebitelii. VétSina spolecnosti také piejde z generovani dat

na data zalozena na aktivnich datech a obchodnich poznatcich [24].

2.5 Rizika Big data

Big data jsou pro vétSinu podnikli nesmirné ohromujici koncept. Pfinasi fadu vyzev a rizik.
Jasné stanoveny plan a spravna technologie pomohou Uspésné bojovat proti rizikim Big data.

Mezi nejveEtsi rizika podnikt patii [26]:

e neorganizovanost dat;

e ukladani a uchovavani dat;
e ndklady;

e nekompetentni analytika;

e ochrana osobnich udaji.
Neorganizovanost dat

Big data jsou vysoce univerzélni. Pochazi z mnoha zdrojii a v mnoha podobéch. Data jsou bud’
strukturovana nebo nestrukturovana a pochézeji z online a offline zdrojii. VSechna tato data
se hromadi kazdy den, kazdou minutu. Je ohromujici, Ze podniky ucinné fe$i takové
neorganizované a zazdéné datoveé soubory. Dobie naplanovana strategie spravy vas miize zbavit

temnych dat a pomoci vam to pochopit [25].
Ukladani a uchovavani dat

Toto je jedno z nejviditelnéjsich rizik spojenych s Big data. Kdyz se data hromadi tak rychlym
tempem a v tak obrovskych objemech, prvnim problémem je jeho ukladani. Tradi¢ni metody
a technologie ukladani dat nestaci k ulozeni velkych dat a jejich zachovani. Podniky dnes
pottebuji prechod k cloudovym fesenim pro ukladani dat, aby mohly u¢inné ukladat, archivovat

a pristupovat k velkym datim [26].
Naklady

Proces ukladani, archivace, analyzy, vykazovani a spravy velkych dat zahrnuje nédklady. Mnoho

malych a stfednich podnikt si mysli, ze Big data jsou pouze pro velké podniky a nemohou si to
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dovolit. Pti peclivém rozpocétovani a planovani zdrojii vsak lze naklady na Big data zmirnit

[25].
Nekompetentni analytika

Bez tadné analyzy jsou Big data v organizaci k niCemu. Analytika je to, co déla data
smysluplnymi, coz managementu poskytuje cenné informace pro piijimani obchodnich
rozhodnuti a planovani strategii rastu. Vzhledem k tomu, ze data rostou tak alarmujicim
tempem, zjevné¢ chybi kvalifikovani odbornici a technologie pro efektivni analyzu Big data.
Podniku hrozi nespravné pochopeni dat a nespravné rozhodovani. Pouzivani spravnych nastroja

je zasadni pro pfijimani ptislusnych rozhodnuti z velkého datového projektu [25].
Ochrana osobnich udaji

Big data predstavuji riziko soukromi dat. Podniky na celém svété pouzivaji citlivé udaje,
0sobni informace o zdkaznicich a strategické dokumenty. Bezpec¢nostni incident mize vést
K soudnim sporim a pfisnym trestim. Pfijeti opatfeni na ochranu osobnich tdajt jiz neni jen

dobra iniciativa, je to nutnost dodrzovani piedpisu [25].

2.6 Dil¢i souhrn

Zakladni vlastnosti Big data jsou ur¢eny jako — objem, rychlost a riiznorodost dat. Pokud se data
vV podniku tykaji alespon jedné z téchto vlastnosti, 1ze je oznacit jako Big data. Urcovani
zakladnich charakteristik se postupné rozSifovalo, a proto existuji skupiny vlastnosti
oznacované kromée 3V také 5V nebo 10V. Existuje mnoho uplatnéni, jak mohou podniky z Big
data tézit. Mezi hlavni uplatnéni patii zisk, Gspora nakladi nebo vétsi automatizace podniku.
Na druhou stranu diky svym vlastnostem hrozi u Big data i nékterd rizika. Ta se mohou tykat

naklada nebo ztratou kontroly nad organizovanosti dat.

25



3 URCENI HLEDISEK: ZIVOTNI CYKLUS, ARCHITEKTURA,
TECHNOLOGIE, MODELOVANI

Cilem bakalaiské prace je charakteristika strukturovanych a nestrukturovanych dat v organizaci
se zamétenim na Big data. Pro dalsi zpracovani bakalaiské prace jsem se rozhodl se zaméfit

na ¢tyfi vybrana hlediska, které schematicky vyjadiuje Obrazek 4.

Prvni z popsanych hledisek je zivotni cyklus dat. Hledisko popisuje tok dat organizaci
zobecného pohledu, od pozadavki na data az po jejich vyuzivani. Dal§i dvé
z hledisek — architektura a technologie se tykaji Big data. Architektura popisuje prostiedi Big
data a jeho funk¢nost. K charakterizovani typickych technologii pro praci s Big data slouzi
hledisko technologie. Posledni hledisko se zaméfuje na datové modely u SQL a NoSQL

databazi, tyka se tedy jak strukturovanych, tak i nestrukturovanych dat.

Data v organizaci -
strukturovana
a Big data

Data obecné - Big data - Struktury i Bie data -
ZIVOTNI CYKLUS DAT ARCHITEKTURA DAT O\r/yE’ M gDELY
Vv organizaci a TECHNOLOGIE

Obrazek 4: Urceni hledisek pro zpracovani bakalatské prace

Zdroj: Vlastni zpracovani
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4 HLEDISKO: ZIVOTNI CYKLUS DAT

Strukturovana a nestrukturovana data jsou data, ktera prochazeji podnikem. Proto je
do bakalaiské prace zafazena obecna kapitola o zivotnim cyklu dat. Na zacatku procesu
je analyza pozadavkul na data od uzivateld. U koncovych fazi zivotniho cyklu se hleda odlisny
ptistup. Jedna se hlavné o zplsoby jak data vyuzit a jak je vizualizovat. Nasledujici kapitola
nerozliSuje strukturovand a nestrukturovand dat, charakterizuje data z obecného pohledu.

V kapitole budou popsany jednotlivé ¢innosti zivotniho cyklu (Obrazek 5).

SBER,
9 FILTROVANI P
DAT

AGREGACE ANALYZA VIZUALIZACE VYUZITi
DAT DAT DAT DAT

ANALYZA GENEROVANi IDENTIFIKACE
POZADAVKU DAT DAT

T

Obrazek 5: Zivotni cyklus dat v organizaci

Zdroj: Vlastni zpracovani

4.1 Analyza pozadavki

Prvnim krokem Zivotniho cyklu dat je zjisténi, jakd data budou potifebnd pro dosazeni cili
organizace. K tomuto ucelu slouzi analyza pozadavkl. Analyza pozadavkl zahrnuje ukoly,

které vstupuji do rozhodovani o cilech podniku [41].

Analyzu pozadavkl lze rozdélit na sbér pozadavkill, analyzu pozadavkll a zaznamenani
pozadavkl. Pfi sbéru pozadavkid dochazi k pfimé komunikaci s uzivatelem a nasledné
dotazovani na pozadavky systému. Po sbéru nasleduje samotna analyza pozadavki,
ktera identifikuje a fesi nepfesné a nejasné pozadavky. Pfi zaznamenavani pozadavkl dochazi

k jejich dokumentovani [47].

Analyza pozadavkt znamena spravné analyzovat, dokumentovat, validovat a spravovat
softwarové nebo systémové pozadavky. Kvalitni pozadavky jsou zdokumentovany, lze je méfit,
testovat, sledovat a pomadhaji k identifikaci obchodnich pfileZitosti. Usnadiiuji také navrh
systému [41].
Mezi cile pozadavku patii [41]:

e Vymezeni funk¢nosti systému.

e Lepsi pochopeni vyvojait na systém.
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e Definovani omezeni.

e (Odhad nakladt a ¢asu na vytvofeni systému.

4.2 Generovani dat

Prevazna cast generovanych dat pochazi ze tii primarnich zdroji: socidlni data, strojova data
a transak¢ni data. Kromé toho musi spolecnosti rozliSovat mezi intern¢ generovanymi daty
a externé generovanymi daty. Dilezitym faktorem je také to, zda jsou data nestrukturovana
nebo strukturovana. Nestrukturovana data nemaji pfeddefinovany datovy model, proto vyzaduji

vice zdroji, aby byla pochopena [32].
Zdroje strukturovanych dat

Strukturovana data mohou byt generovana bud’ lidskou ¢innosti nebo stroji. Mezi ptiklady dat
generovanych strojem patii senzorova data, naptiklad GPS. Dale se mize jednat o zachycovani
dat o ¢innostech serveru nebo sité¢ béhem jejich fungovani. Takova data mohou ptedvidat
naruSovani bezpecnosti. Spousta finan¢nich systéml je preddefinovdno podle pravidel,
Které automatizuji procesy. Piikladem jsou data o obchodovani s akciemi. Poslednim

z uvedenych piikladi dat generovanych stroji jsou data generovana pii nakupu [3].

Mezi strukturované data generovana ¢lovékem patii jakakoliv vstupni data, které ¢lovek vlozi
do pocitace, napi. svoje osobni udaje. Takova data umoziuji podnikim chéapat chovani
zakaznika. DalSim ptikladem jsou click-stream data, u kterych dochazi ke generovani dat
pii kazdém kliknuti clovéka na webové strance. Tento zptlisob opét odhaluje chovani zdkaznika.

Mezi dalsi piiklad dat generovanych ¢lovékem patii data z poc¢itacovych her [3].
Zdroje nestrukturovanych dat

Stejné jako u strukturovanych dat, i nestrukturovand data mohou byt generovana bud’ z lidské
¢innosti nebo pomoci strojii. Mezi nestrukturovand data generovana ¢lovékem patii textové
soubory (zpracovani textu, tabulek, prezentaci), e-maily, data ze socidlnich médii jako
je Facebook nebo Twitter, z webt jako jsou YouTube nebo Instagram. Data lze ziskavat také
Z textovych zprav nebo podle polohy na mobilnim telefonu. Déle se data ziskavaji
z komunikace (chatovani nebo telefonni hovory). Data mohou byt generovana i z riznych

médii, jako jsou MP3, digitalni fotografie, videa nebo zvukové zaznamy [12].

Mezi nestrukturovand data generovana strojem patii satelitni snimky, které dokazi ziskat udaje

0 pocasi nebo naptf. udaje o pohybech vojaki. Védeckd data mohou byt ziskavana
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Z pruzkumu vesmiru nebo zkoumani ropy a zemniho plynu. Senzorova data dokazi ziskat data

napiiklad o dopravé nebo o pocasi [12].
Zdroje semi-strukturovanych dat

Mezi zdroje semi-strukturovanych dat patii napt. znackovaci jazyk XML, datovy format JSON
nebo NoSQL databaze. Zdrojem semi-strukturovanych dat muze byt stejné jako

u nestrukturovanych dat i e-mail [13].

4.3 Priprava a sbér dat

Vyzkumy odhaduji, Ze proces ptipravy dat zabere az 80 % celkového ¢asu analyzy. Pro podniky
je to 1 nadale hlavni ptekaZkou pro rychlou a pfesnou analyzu. Proces ptipravy dat umoziuje
komukoli rychle pfeménit veskera nezpracovana data z vice zdroji na rafinovana informacni
aktiva, takze je Ize pouzit pro pfesnou analyzu a cenné obchodni poznatky. Samoobsluzny
proces piipravy dat se rychle stdva dovednosti, ktera je vyzadovana pro rostouci pocet analytiki
dat, védcl udaji a obchodnich uZzivatelii. Tito jednotlivei se ucili a osvojovali si tuto novou
dovednost na podporu svych kazdodennich obchodnich zpravodajskych aktivit a analytickych
iniciativ [33].

Identifikace dat

Prvnim krokem pftipravy dat je identifikace datovych souborii a jejich zdroji. Dikladnéji
provedena identifikace mize odhalit skryté vzorce a korelace. Mnoho organizaci si je védomo,
Ze mnoho interné€ generovanych dat nebylo v minulosti plné vyuZito k plnému potencialu. Diky
vyuziti novych néstroji ziskévaji organizace novy piehled o dfive nevyuZitych zdrojich
nestrukturovanych dat v e-mailech, zadznamech sluzeb zakaznikim, datech senzori
a bezpecnostnich protokolech. Kromé toho existuje velky zdjem o hledani nového thlu pohledu
zalozeného na analyze dat, kterd jsou primdrn€ vné organizace, jako jsou socialni média,
umisténi mobilniho telefonu, provoz a pocasi. Nové a neocekavané vztahy a korelace mezi
elementy se mohou projevit pouze zkoumanim velmi velkych objemt dat. Tyto vzorce mohou

naptiklad poskytnout nahlédnuti do preferenci zakaznika pro novy produkt [31].
Sbér a filtrovani dat

Dalsi ¢asti ptipravné faze je sbér a filtrovani dat. Behem této faze dochazi ke shromazd’ovani
dat ze vSech =zdroji identifikovanych v pfedchozim kroku. Data jsou podrobena

automatizovanému filtrovani pro odstranéni poskozenych dat nebo dat nepotiebnych.
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U externich nestrukturovanych dat se miize Casto jednat o irelevantni data a budou tak vytazena
zZ filtrovani. Data, kterd jsou oznacena jako poskozena, mohou obsahovat zaznamy
s chybé&jicimi nebo neplatnymi hodnotami a datovymi typy. Data filtrovana pro jednu analyzu,
mohou byt pro jinou analyzu cennd. Proto je vhodné pted pokra¢ovanim ulozit kopii ptivodniho
soubor dat. N¢ktera z dat identifikovanych pro analyzu mohou dorazit v nekompatibilnim
formatu. Rozdilné typy dat pochazeji Castéji z externich zdroji. Extrakce nesourodych dat
slouzi k transformaci do formatu, ktery lze pouzit pro analyzu. Rozsah pozadované extrakce
a transformace zavisi na typech analyz a moznostech feSeni. Neplatna data mohou zkreslovat
vysledky analyzy. Faze Cisténi tedy slouzi k vytvoreni pravidel validace a odstranéni vSech
znamych neplatnych dat. ReSeni Big data Gasto pfijimaji nadbyte¢na data rtiznych typi. Toho
lze vyuzit k prozkoumdni vzijemnych propojeni mezi daty. Vysledkem pak je sestaveni

valida¢nich parametrti a doplnéni chybéjicich platnych dat [31].
Agregace dat

Data mohou byt rozlozena do vice datovych sad, nebo se mohou vicekrat nachazet ve vice
souborech. Z tohoto divodu je vyzadovano, aby byla data propojena pomoci poli nebo urcit
soubor, ktery predstavuje spravnou hodnotu. Provedeni agregace muze byt komplikované,
bud’ kviili rozdilim ve struktufe dat, nebo z pohledu sémantiky. Casové se mize jednat o velice
naro¢nou operaci. Propojeni téchto dat mliZze vyZadovat sloZitou logiku, avSak provadi se
automaticky bez potieby zasahu cCloveéka. V této fazi je tfeba zvazit budouci pozadavky
na analyzu dat, kvili podpofe opétovné pouziti dat. Stejna data mohou byt ukladana ve vice

formach, ovsem jedna forma mtze byt vhodnéjsi pro urcity typ analyzy nez jina [31].

4.4 Analyza dat

Féaze analyzy se muze provadét opakované, dokud nebude objeven piislusny vzorec nebo
korelace. Jednd se hlavné o pfipad prizkumnych analyz dat. Narocnost této faze zavisi
na pozadovaném vysledku analyzy. Analyzu dat lze klasifikovat jako konfirmacni nebo
priazkumnou spojenou s dolovanim dat. U potvrzujici analyzy dat je pfedem navrzena pticina
vySetfovaného jevu. Navrhovana pfi¢ina nebo piedpoklad se nazyva hypotéza. Data se poté
analyzuji, aby se prokazala nebo vyvratila hypotéza a poskytly se odpovédi na kone¢né otazky.
Obvykle se pouzivaji techniky vzorkovani dat. Neo¢ekavané nalezy nebo anomalie se mohou

ignorovat [31].
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4.5 Vizualizace dat

Féze vizualizace se vénuje pouzivani technik néstroji k vytvoteni grafického vysledku. Lidé
V podniku musi byt schopni porozumét vysledkiim, aby ziskali hodnotu z provedené analyzy.
Vizualizace umoziuje ziskavat odpoveédi na otdzky, které uzivatelé predtim neznali. Stejné
vysledky mohou byt prezentovany fadou raznych zptsobt, které mohou ovlivnit interpretaci

vysledkii [36].

4.6 Vyuziti dat

Po zptistupnéni vysledkii mohou byt objeveny dal$i moznosti, jak vyuzit vysledky fesené
analyzy. Podle povahy fesenych problémt existuje Sance na vytvoteni modelu, ktery zapouzdii
nové poznatky o povaze vzorii a vztahli, které existuji v datech. Model muze byt bud’
matematicka rovnice, nebo soubor pravidel. Modely Ize pouzit ke zlepSeni logiky podnikovych
procestt a logiky aplikacnich systémi a mohou tvofit zdklad nového systému nebo

softwarového programu [31].

Vysledky analyzy mohou byt ruéné¢ nebo automaticky vkladany piimo do podnikovych
systémt, aby se zlepSilo jejich chovani a optimalizoval se vykon. Prikladem miiZe byt zakaznik
na internetovém obchodu, o kterém analyza zpracovala vysledky. Tomuto zdkaznikovy
se budou podle vysledktl generovat doporucené produkty ke koupi. Modely mohou byt pouzity
ke zlepSeni logiky programovani v podnikovych systémech nebo mohou byt zakladem nového
systému. Diky identifikovanym vzorciim, korelacim a anomaliim muze dojit k optimalizaci
podnikovych procesii. Ptikladem je konsolidace piepravnich tras. Modely mohou vést
k ptilezitostem ke zlepSeni logiky obchodnich procesu. Vysledky analyzy mohou také varovat

pred moznymi vystrahami [31].

4.7 Dil¢i shrnuti

Zivotni cyklus dat za¢ind sbérem pozadavka. Utelem sbéru pozadavka je zajisténi, Ze vytvarena
a spotfebovavana data budou splitovat obchodni cile podniku a budou srozumitelné pro vSechny
zOCastnéné strany. Data mohou byt generovdna z mnoha riznych zdroji, pievazné
Vv nestrukturované formé. Ptiprava dat zahrnuje kroky, jako jsou identifikace dat, filtrovani dat,
sbér dat a agregace. V analyze dat dochéazi k vyhledavani vzorci a korelaci mezi daty.
Vizualizace usnadiuje uzivatelim pochopeni vztahii mezi daty. Po pochopeni vztahti 1ze ziskat

nové poznatky o datech a tyto poznatky vyuzit v prospéch podniku.
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5 HLEDISKO: ARCHITEKTURA BIG DATA

Organizace zajimajici se o Big data by mély mit zakladni znalosti o tom, jak jsou prostiedi Big
data navrzena, jak jsou provozovana v podnikovych prostiedich a jak data proudi raznymi
vrstvami organizace. Pochopeni zakladt architektury Big Data pomuze s rozhodovanim

a porozuménim, jak se k sob¢ hodi jednotlivé komponenty Big Data.

Aby bylo mozné tézit z potencialu Big data, je nutné mit k dispozici potfebné technologie pro
analyzu obrovského mnozstvi dat. Protoze je Big Data vyvojem z tradi¢ni analyzy dat, m¢ly
by se technologie Big Data piizpisobit stavajicimu IT prostfedi podniku. Z tohoto divodu
je uzite¢né mit spole¢nou strukturu, ktera vysvétluje, jak Big Data dopliuji a jak se lisi
od stavajicich analytik, Bl, databazi a systému. Spole¢na struktura se nazyva referencni

architektura [27].

5.1 Referenéni architektura

Referenc¢ni architektura je dokument nebo soubor dokumentt, kterd poskytuje doporucené
struktury a integrace produktii a sluzeb IT k vytvofeni feSeni. Referenéni architektura ztélesiuje
uznavané osvédfené postupy v oboru a obvykle navrhuje optimalni zpusob doruéeni
pro konkrétni technologie, jako jsou hardware, software, procesy, specifikace a konfigurace,
jakoz i logické komponenty a vzajemné vztahy. Architektury pomahaji projektovym
manazerim, vyvojafim softwaru, podnikovym architektim a IT manazerim spolupracovat
a efektivné komunikovat o implementa¢nim projektu. Referencni architektura predpoklada
a odpovida na nejcast€j$i otazky. V disledku toho pomahaji tymim vyhnout se chybam
a zpozdénim, ke kterym muze dojit bez pouziti testované sady osvédcenych postupti a pristupii

k feseni [34].

Cilem referen¢ni architektury je vytvorit otevieny standard, ktery mtze kazda organizace
vyuzit ve svlij prospéch. Narodni institut pro standardy a technologie (NIST), jedna z ptednich
organizaci ve vyvoji norem, vyvinula takovou referen¢ni architekturu — NIST Big Data

Reference Architecture (NBDRA — Obrazek 6) [27].
Duvody pro pouziti referen¢ni architektury [27]:

e Spolecny jazyk pro rizné zicastnéné strany;
e Dodrzovani spole¢nych norem, specifikaci a vzort;

e Konzistentni metody implementace technologie k feSeni podobnych sad problémii;
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e Porozuméni riznym komponentdm, procesim a systémim Big Data v kontextu
konceptualniho modelu Big Data zaméteného na dodavatele a technologie;
e Analyza kandidatskych standardl pro interoperabilitu, ptenositelnost, opakovatelnost

a roz$ititelnost.

NBDRA je ptistup nezavisly na prodejci a mlize jej pouzit jakakoli organizace, kterd si klade
za cil vyvinout architekturu Big Data. Architektura Big Data ptfedstavuje systém Big Data

slozeny z péti logickych funkénich komponent spojenych prostfednictvim rozhrani sluzeb [27].
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Zdroj: [27]

NBDRA je organizovana kolem péti hlavnich roli a vice pod-roli zarovnanych podél dvou os
predstavujicich dva hodnotové fetézce Big Data: Informacni hodnota na vodorovné ose
a Informacni technologie na vertikalni ose. V ose Informacni hodnota je hodnota vytvarena

prostfednictvim sbéru dat, integrace, analyzy a aplikace vysledkll sledujicich hodnotovy
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fetézec. V ramci osy IT je hodnota vytvafena poskytovanim siti, infrastruktury, platforem,
aplikacnich néstrojii a dalSich IT sluzeb pro hostovani a provozovani Big data na podporu
pozadovanych datovych aplikaci. Na prusec¢iku obou os je role poskytovatele aplikaci velkych
dat, coz naznacuje, ze analytika dat a jeji implementace poskytuji hodnotu zicastnénym

stranam velkych dat v obou hodnotovych fetézcich [27].

5.2 Komponenty Big data architektury

Pét hlavnich roli NBDRA ptedstavuje logické komponenty kazdého prostiedi Big Data a jsou
ptitomny v kazdém podniku [27]:

e Systémovy orchestrator (System orchestrator);

e Poskytovatel dat (Data provider);

e Poskytovatel Big data aplikaci (Big data application provider);

e Poskytovatel Big data frameworki (Big data framework provider);

e Spotiebitel dat (Data consumer).

Dv¢ dimenze, kterych se role tykaji, jsou [27]:
e Rizeni;
e Zabezpeceni a soukromi.

Tyto dimenze poskytuji sluzby a funkénost péti hlavnim rolim v oblastech specifickych pro Big

Data a jsou zasadni pro jakékoli feseni Big Data [27].
Systémovy orchestrator

Systémova orchestrace je automatizované uspofadani, koordinace a sprava pocitatovych
systémt, middlewaru a sluZeb. Zajist'uje, aby rizné aplikace, data a komponenty infrastruktury
prostiedi Big Data spolupracovaly. Aby toho bylo dosazeno, jsou vyuZzity pracovni postupy,
procesy automatizace a fizeni zmén. Prostfedi IT pro velké udaje sestava z kolekce mnoha
ruznych komponent aplikaci, dat a infrastruktury. Orchestrator zajiStuje, Ze vSechny tyto

komponenty spolupracuji synchronn¢ [28].
Poskytovatel dat

Poskytoval dat zavadi do systému Big Data nova data nebo informacni zdroje pro vyhledavani,
pfistup a transformaci. Jednou z klicovych vlastnosti Big Data je jeji rozmanitost, coZ znamena,

ze data mohou pfichdzet v raznych formatech z riznych zdroji. Vstupni data mohou mit
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podobu textovych souboril, obrazkii, zvuku, webovych blogli atd. Zdroje mohou zahrnovat
interni podnikové systémy (ERP, CRM, Finance) nebo externi systém (zakoupena data, socialni

zdroje). V dusledku toho mohou mit data z riiznych zdroji rizné aspekty zabezpeceni a ochrany

soukromi [52].

K prenosu dat dochazi mezi poskytovatelem dat a poskytovatelem Big data aplikaci. K tomuto
prenosu dat obvykle dochazi ve tfech fazich: zahdjeni, pienos a ukonceni. Zahajovaci faze
zahajuje jedna ze dvou stran a Casto zahrnuje urcitou uroven autentizace. Faze pienosu dat tlaci
data smérem k poskytovateli Big data aplikaci. Ukoncovaci faze kontroluje, zda byl pfenos dat

uspésny a zaznamenava vyménu dat [27].
Poskytovatel Big data aplikaci

Poskytovatel Big data aplikaci je komponenta architektury, ktera obsahuje obchodni logiku
a funk¢nost, ktera je nezbytnd pro transformaci dat do pozadovanych vysledkt. Spole¢nym

cilem této komponenty je extrahovat hodnotu ze vstupnich dat a zahrnuje nasledujici ¢innost

[27]:

e sbér;

e piiprava;

e analytika;

e vizualizace;

e pfistup k datm.

Rozsah a typy aplikaci, které se pouzivaji v této komponenté referencni architektury, se velmi
1181 a jsou zaloZeny na povaze a podnikani podniku. Pro finan¢ni podniky mohou aplikace
zahrnovat software pro detekci podvodd, aplikace pro kreditni skore nebo ovéfovaci software.
Ve vyrobnich spole¢nostech miize byt komponentou poskytovatele velkych datovych aplikaci

sprava zasob, optimalizace dodavatelského fetézce nebo software pro optimalizaci trasy [27].
Poskytovatel Big data frameworku

Poskytovatel frameworkl nabizi zdroje a sluzby, které mohou byt vyuzity poskytovatelem
aplikaci. Dale také poskytuje zdkladni infrastrukturu architektury Big data. V této komponenté
jsou data ukladana a zpracovavana na zaklad¢ navrha optimalizovanych pro prostfedi Big data

[27].

Role poskytovatele Big data framework Ize rozdé€lit na diléi role [27]:

35



e Infrastruktura: vytvareni siti, vypocetni technika a ukladani
e Platformy: organizace a distribuce dat

e Zpracovani: vypocetni a analytické

Vrstva infrastruktury se zabyva potfebami vytvareni siti, vypocetni techniky a ukladani,
aby bylo zajisténo, ze velké a rozmanité formaty dat mohou byt ukladany a pifenaseny
nakladove efektivnim, bezpecnym a Skéalovatelnym zpisobem. Ve svém jadru je klicovym
pozadavkem ulozisté¢ velkych dat to, Ze je schopen zpracovat velmi velké mnozstvi dat
aneustale se prizpisobovat ristu organizace a ze muze poskytovat operace vstupu nebo
vystupu za sekundu (IOPS) nezbytné k dodani dat do aplikaci. IOPS je méfitkem vykonu

ulozisté, které se diva na rychlost pfenosu dat [27].

Vrstva platformy je kolekce funkci, které umoziuji vysoce vykonné zpracovani dat. Platforma
zahrnuje moznosti integrace, spravy a pouziti tloh zpracovani dat. V prostfedich velkych dat
to efektivné znamena, Ze platforma musi usnadiovat a organizovat distribuované zpracovani
na feSenich distribuovaného ulozisté. Jednou z nejrozsifenéjsich platformovych infrastruktur
pro feSeni Big Data je open source framework Hadoop. Duvod, pro¢ spole¢nost Hadoop
poskytuje tak ispésnou platformovou infrastrukturu, je kvili prostfedi sjednoceného uloziste

(distribuované iloziste) a zpracovani (distribuované zpracovani) [27].

Vrstva zpracovani poskytuje funkce pro dotazovani dat. Prostfednictvim této vrstvy jsou
provadény piikazy, které jsou s daty provadény za béhu. Casto je to prostiednictvim provadéni
algoritmu, ktery spousti ulohu zpracovani. V této vrstvé probiha vlastni analyza. Usnadiiuje

dosazeni pozadovanych vysledkt a hodnoty [27].
Spotrebitel dat

Spottebitelem dat mize byt skute¢ny koncovy uzivatel nebo jiny systém. PouZziva rozhrani nebo
sluzby nabizené poskytovatelem Big data aplikaci. Umoziuje ziskat pfistup k zajmovym
informacim. Rozhrani mohou zahrnovat hlaSeni o datech, ziskavani dat nebo jejich
vykreslovani Mezi ¢innosti spotiebitele dat patii [52]:

e hledani a nacitani;

e stahovani;

e analyza;

e reporting;

e vizualizace;
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e préce s daty pro vlastni procesy.

5.3 Big data v organizaci — vyhody a rizika

Vyhody zavedeni Big data architektury

Objem dat, ktera jsou k dispozici pro analyzu, kazdym dnem roste. A existuje vice zdroji
datovych proudii nez kdy jindy, véetné dat dostupnych ze senzorti provozu, senzort stavu,
protokolt transakei a protokoll aktivit. Organizace musi byt schopna dat datiim smysl a pouzit
je vcas, aby ovlivnila kriticka rozhodnuti. Pouziti architektury Big data mize pomoci firmé

usetfit penize a provadét kriticka rozhodnuti, véetné [28]:

e SniZeni ndklad. Velké datové technologie, jako je Hadoop a cloudova analytika,
mohou vyrazné snizit ndklady, pokud jde o ukladani velkého mnozstvi dat.

e Rychlejsi a lepsi rozhodovani. Pomoci streamingové komponenty architektury Big data
se lze rozhodovat v realném case.

e Piedpovidani budoucich potieb a vytvafeni novych produktii. Big data pomohou

s analyzou potieb zdkaznikl a ptedpovidanim budoucich trendd.
Rizika Big data architektury

Po spravném provedeni miize architektura usetfit firmé penize a pomutze predpovidat dilezité
trendy, ale neni to bez problémi. Pfi praci s Big daty je dulezité myslet na nasledujici problémy
[35]:

1) kvalita dat;

2) meéfitko;

3) bezpecnost;

4) vyspelost technologii.
Ad 1) Kvalita dat

Kdykoli se pracuje s riznymi zdroji dat, tak je kvalita dat vyzvou. Data mohou byt duplicitni
nebo mohou Upln€¢ chybét, proto by analyza dat nemusela byt spolehlivd. Data se musi

analyzovat a pfipravit, nez se budou moci spojit s dalsimi daty pro analyzu [35].
Ad 2) Méritko

Hodnota velkych dat je v jeho objemu. To se vSak muze stat také vyznamnym problémem.

Pokud neni architektura navrzena pro zvétSeni, muze rychle narazit na problémy. Naklady
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na podporu infrastruktury se mohou zvysit nebo mtize dojit ke snizeni vykonu. Oba problémy

by se mély fesit ve fazi planovani budovani architektury Big data [35].
Ad 3) Bezpecnost

Big data mohou poskytnout skvély piehled o datech, ale je také narocné je chranit. O data
se mohou zajimat podvodnici a hackeii — Mohou se pokusit pfidat vlastni faleSna data nebo
piesouvat data za uCelem ziskani citlivych informaci. Kyberneticky zlo¢in dokdze zpracovat

data a premistit je do datového jezera podniku [35].
Ad 4) Vyspélost technologii

Mnoho technologii pouzivanych v oblasti Big data se vyviji. Zatimco zdkladni technologie
Hadoop jako napt. Hive a Pig se stabilizovaly, tak nové objevujici se technologie, jako je

napt. Spark, pfinaseji s kazdou novou verzi rozsahlé zmény a vylepseni [28].

5.4 Dil¢i souhrn

Architektura Big data popisuje prostiedi Big data, dale zobrazuje, jak toto prostiedi
je provozovano v podniku, jaké komponenty obsahuje a jaka data proudi mezi jednotlivymi
komponentami architektury. Referen¢ni architektura je spojeni technologii soucasného
prostfedi podniku a technologii Big data. Pouziti architektury Big data mize pomoci firmeé
uSettit penize, provadét lepsi rozhodovani a predpovidat budouci trendy. Pouziti architektury
ale neni bez problémii, mohou nastat problémy s kvalitou dat, bezpecnosti nebo problémy

s technologiemi.

Organizace NIST vyvinula referen¢ni architekturu NBDRA. NBDRA obsahuje pét hlavnich
komponent, které se tykaji kazdého podniku. Prvni z komponent je systémovy orchestrator,
ktery dohlizi na ostatni komponenty a zajiStuje, aby komponenty spravné spolupracovaly.
Poskytovatel dat zavadi data do systému. Poskytovatel Big data aplikaci obsahuje obchodni
logiku a funkénost architektury. Poskytovatel Big data frameworki nabizi zdroje a sluzby,
které vyuziva poskytovatel Big data aplikaci. Spotfebitelem dat mlze byt skutecny koncovy

uzivatel nebo jiny systém a pouziva rozhrani nebo sluzby k ziskavéani informaci.
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6 HLEDISKO: TECHNOLOGIE PRO PRACI S BIG DATA

Technologie Big Data se vztahuji na softwarové nastroje navrzené za Ucelem analyzy,
zpracovani a extrahovani informaci z velkého mnozstvi nestrukturovanych nebo
polostrukturovanych dat, které nelze zpracovat pomoci rela¢nich databazi nebo tradicnich

systémi zpracovani [37].
Technologie Big data 1ze rozd¢lit do dvou hlavnich typti — operativni a analytické [45]:

e Operativni technologie Big data produkuji data, které vytvareji lidé pii svych béznych
dennich ¢innostech. Jedna se o socidlni média, dale o online transakce, nebo data
od konkrétni organizace (napf. online obchodovani, online nakupy, online rezervace
aj.). Tato data lze povazovat jako prvotni data, ktera se pouZzivaji ve druhé technologie,
analytické.

e Analytické technologie pak slouzi k prozkoumavani a analyze téchto dat, tedy pracuji
s ohromnym mnozstvim dat, Ktera jsou zasadni pro podnikatelské rozhodnuti. Tyto
technologie jsou vyuzivany v oblastech jako napf. akciovy marketing, pfedpovédi

pocasi nebo nalézani souvislosti v zaznamech o zdravotnim stavu.
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Obrazek 7: Kategorie technologii Big data
Zdroj: [37]

Datové technologie se déli do ¢ty hlavnich kategorii podle jejich ¢innosti (Obrazek 7) [37]:

e Datové skladovani
e Data mining

e Analyza dat
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e Vizualizace dat

6.1 Technologie pro datové skladovani

Technologii pro datové skladovani se chape infrastruktura ulozisté, ktera je navrzena specialné
pro ukladani, spravu a nacitani obrovského mnozstvi dat. Ulozi$t¢ umoziuje ukladani a ttidéni
dat takovym zptisobem, ze lze k datim snadno pfistupovat, pouzivat je a zpracovavat. Ulozisté

je také mozné flexibilné Skalovat podle potieby [38].

Technologie mohou byt klasifikovany bud’ jako tlozisté ptimo piipojené k pocitaci (DAS) nebo
sitové ulozisté. Sitové ulozisté 1ze dale rozdelit na NAS a SAN. NAS lze popsat jako servery
slouzici k ptfipojeni technologii k ukladani dat k siti. SAN slouzi jako sit’ k propojeni loznych

zatizeni [38].

Distribuovany ulozny systém pouziva pocitacové sit¢ k ukladani informaci na vice nez jednom

uzlu. Komponenty distribuovaného tlozisté pro Big data Ize klasifikovat do tii urovni [27]:

e Systémové soubory — Bez systémovych soubort by informace umisténé na pamét'ovém
médiu predstavovaly jeden velky soubor dat. Rozd€lenim dat na ¢asti se mnohem
snadné&ji identifikuji. V oblasti Big data jsou dilezitymi systémovymi soubory GFS
a HDFS.

e Databaze — NoSQL

e Programovaci modely — Big data jsou obvykle uloZena na stovkach az tisicich serveri.
Pro pfistup ktémto datim byly vyvinuty modely paralelniho programovani,

které zvySuji vykon NoSQL databazi. Pfikladem je MapReduce.
Hadoop

Hadoop poskytuje feSeni vSech problému v oblasti Big data. 90 % svétovych dat je nyni
ptesunuto do Hadoopu. Hadoop byl navrzen pro ukladani a zpracovani dat v distribuovaném
prostiedi pro zpracovani dat s komoditnim hardwarem s jednoduchym programovacim
modelem. Mize ukladat a analyzovat data ptitomna v riiznych strojich s vysokymi rychlostmi
a nizkymi naklady. Komponentami Hadoop jsou HDFS, MapReduce a YARN. Hadoop

je vyuzivan naptiklad spolecnostmi Microsoft nebo Intel [37].

Hadoop si Ize ptedstavit jako vypocetni prostiedi, které umoziuje distribuovat zpracovani
velkych datovych soubort napiti¢ klastry pocita¢ii pomoci jednoduchych programovacich

modeld. Je navrzen tak, aby se rozsifil od jednotlivych servert po tisice strojli, z nichz kazdy
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nabizi mistni vypocet a tlozisté. SpiSe neZ spoléhat se na hardware, ktery poskytuje vysokou
dostupnost, je knihovna sama navrzZena tak, aby detekovala a feSila selhani v aplikacni vrstve,
takze poskytuje vysoce dostupnou sluzbu na vrcholu clusteru pocitact, z nichz kazdy mtize byt

nachylny k selhani [42].
NoSQL

Databaze NoSQL nejsou tabulkové a uklddaji data jinak nez relac¢ni tabulky. NoSQL
nevyzaduje pfedem danou datovou strukturu a dokaze piijimat data riznych typa a velikosti.
Tyto databaze sice maji volnéjsi strukturu, ale na oplatku kladou vyssi naroky na procesor

a (loZists [4].
Mezi vyhody NoSQL patfi [2]:

e Flexibilni skalovatelnost — NoSQL s§kaluji horizontalné, tzn. zpracovani kazdé tlohy
mohou tyto systémy distribuovat v rdmci clusterti (mnoziny uzli).

e Flexibilni datovy model — Nevyzaduji databazové schéma.

e Orientace na efektivni ¢teni — Rychlé zpracovani dotazii v obrovském mnozstvi
a kratkém case.

e Ekonomicky aspekt — Na uzly se nekladou zddné specialni pozadavky. Muze se jednat
o béZné dostupné a levné pocitace.

Mezi vyzvy NoSQL patii [2]:

e Zralost — Databaze jsou sice efektivni, ale jeSté nedosahuji provéfené robustnosti jako
u relacnich databazi.

e Uzivatelska podpora — Vyvoj databazi je piekotny, ale k dispozici jesté neni tolik
kvalitnich poskytovateli.

e Administrace — Slozit€jsi instalace a udrzba.

e Standardizace pfistupu k datim — KaZzd4d databdze ma svij dotazovaci jazyk

vvvvvv

znalosti.

e Experti — Na trhu neni dostatek expertti v oblasti NoSQL databazi.
NewSQL

NewSQL databaze jsou moderni formou relac¢nich databézi, jejichz cilem je srovnatelna

Skalovatelnost s databazemi NoSQL pii zachovani transak¢nich zaruk tradi¢nich databazovych
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systému. Piikladem NewSQL databaze je VoltDB. NewSQL Ize charakterizovat t€émito znaky
[53]:

e SQL je primarni mechanismus pro interakci aplikaci.
e Podpora ACID pro transakce.
e Neuzamykatelny mechanismus fizeni soub&znosti.

e Architektura poskytujici mnohem vyssi vykon.

6.2 Technologie pro data mining

Data mining se tyka technik hromadné t€Zby nebo extrakce dat, které se provadéji na velkych
sadach nebo objemech dat. Data mining se primarné¢ provadi za ucelem ziskani a nacteni
pozadovanych informaci nebo vzort z velkého mnozstvi dat. To se obvykle provadi na velkém
mnozstvi nestrukturovanych dat, ktera jsou v pribcéhu €asu ulozena. Dolovani dat obvykle
pracuje na algoritmech vyhledavani, upfesiiovani, extrakce a porovnavani dat. Velké dolovani
dat také vyzaduje podporu ze zakladnich vypocetnich zatizeni, konkrétn¢ z jejich procesord
a paméti, pro provadéni operaci a dotazli na data. Techniky a procesy tézby velkych dat jsou
také pouzivany v analytice Big data a Bl k poskytovani souhrnnych, cilenych a relevantnich

informaci, vzorcti nebo vztahti mezi daty, systémy, procesy a dalsimi [39].
Presto

Presto je distribuovany SQL Query Engine s otevienym zdrojovym kdédem pro spousténi
interaktivnich analytickych dotazl proti zdrojim dat vSech velikosti od gigabajtli po petabajty.
Presto umoznuje dotazovani dat v Hive, Cassandra, Relational Databases a Proprietary Data

Stores. Presto vyuZivaji napfiklad spole¢nosti Netflix nebo Facebook [37].
Rapid Miner

RapidMiner je centralizované feSeni, které obsahuje velmi silné a robustni grafické uzivatelské
rozhrani, které uzivatelim umoznuje vytvaret, poskytovat a udrzovat prediktivni analyzu.
Umoznuje vytvaret velmi pokrocilé pracovni postupy, podporu skriptovani v nékolika jazycich

[37].
Elasticsearch

Elasticsearch je vyhleddava¢ zalozeny na knihovné Lucene. Poskytuje distribuovany,
pln¢€ kompatibilni fulltextovy vyhledava¢ s webovym rozhranim HTTP a dokumenty JSON
bez schémat [37].

42



6.3 Technologie pro analyzu dat

Cilem analyzy Big data je odhalit vzory a propojeni, které by jinak byly neviditelné a které
by mohly poskytnout cenné informace o uzivatelich, ktefi je vytvofili. Jako vysledek mohou
podniky ziskat vyhodu nad svou konkurenci a dé€lat lepsi obchodni rozhodnuti. Sofistikované
softwarové programy se pouzivaji pro analyzu Big data, ale nestrukturovand data pouzita
v analyze Big data nemusi byt vhodnd pro bézné datové sklady. Vysoké pozadavky
na zpracovani Big data mohou také zpisobit Spatné¢ ulozeni tradi¢nich datovych skladi.

V dusledku toho se objevily nové&jsi, vEtsi prostiedi a technologie pro analyzu dat [40].
Apache Kafka

Apache Kafka je platforma distribuovaného streamovani. Streamovaci platforma ma tii klicové
schopnosti — vydavatel, odbératel a spotiebitel. Je to podobné fronté zprav nebo systému

podnikovych zprav [37].
Splunk

Splunk zachycuje, indexuje a koreluje data v redlném case ve vyhledavacim ulozisti, ze kterého
muze generovat grafy, sestavy, vystrahy, fidici panely a vizualizace dat. PouZziva se také

pro spravu aplikaci, zabezpeceni a dodrzovani piedpist a také pro obchodni a webovou analyzu
[37].

KNIME

KNIME umoziuje uzivatelim vizualné vytvaret datové toky, selektivné provadét nékteré nebo
vSechny kroky analyzy a kontrolovat vysledky, modely a interaktivni pohledy. KNIME je psan
v Javé a zaloZen na Eclipse a vyuZivd svého mechanismu rozSifeni k pfidani plugint

poskytujicich dalsi funk¢énost [37].
Apache Spark

Spark poskytuje funkce In-Memory Computing pro poskytovani Speed — zobecnéného
provadéciho modelu, ktery podporuje Sirokou Skalu aplikaci, a API Java, Scala a Python
pro snadny vyvoj [37].

6.4 Technologie pro vizualizaci dat

Vizualizace je grafické znazornéni informaci a dat. Pomoci vizualnich prvki, jako jsou grafy,

grafy a mapy, poskytuji néstroje vizualizace dat pfistupny zpusob, jak vidét a porozumét
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trendim, odlehlym hodnotam a vzorim v datech. V oblasti Big data jsou nastroje a technologie
vizualizace dat nezbytné pro analyzu obrovského mnozstvi informaci a pro rozhodovani

na zakladg udaji [43].
Tableau

Tableau je vykonny a nejrychleji rostouci nastroj vizualizace dat pouzivany v Business
Intelligence Industry. Analyza dat je u Tableau velmi rychla a vytvoiené vizualizace jsou

ve form¢ dashboardt a pracovnich listt [43].

6.5 Programovaci jazyky pro praci s Big data

Existuje spousta programovacich jazyku, ale jen nékteré dokazou pracovat s Big data. Mezi
nejpouzivanéjsi z nich patii Python, jazyk R, Java a Scala. Nekteré z téchto jazyki jsou lepsi
pro rozsahlé analytické tkoly, zatimco jiné vynikaji v provozovani Big data a IoT [49]. Tabulka

1 porovnava zékladni vlastnosti vybranych programovacich jazyk.

Tabulka 1: Porovnani vybranych programovacich jazykt

Python R Java Scala

Rychlost v v
Snadné pouzivani v v

Rychlé uceni v

Analyza dat v v v
Univerzalnost v v v
Podpora Big data v v v v
Rozhrani s jinymi jazyky v v

Zdroj: Zpracovano dle [49]
Python

Univerzalni povaha jazyka Python znamend, ze mize byt pouzit v Sirokém spektru ptipad
pouziti. Programovani Big data je jednou z hlavnich oblasti aplikace. Python je univerzalni
a open-source programovaci jazyk. Programovéni v Pythonu znamend méné kodovani

Ve srovnani s jinymi programovacimi jazyky. Kromé toho Python automaticky nabizi pomoc
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pti identifikaci a pfitazeni datovych typt. Jako open-source podporuje Python vice platforem.
Mize byt tak spuStén v rtznych prostfedich, jako jsou Windows nebo Linux. Knihovny
pro analyzu a manipulaci s Big data, jako jsou napt. Pandas, NumPy nebo SciPy jsou zalozené
na Pythonu. Jednou z nevyhod Pythonu v oblasti programovani Big data je jeho mensi rychlost
[30].

Jazyk R

Jazyk R je statisticky jazyk a pouziva se k vytvareni datovych modell, které lze pouzit
pro efektivni a pfesnou analyzu dat. R nabizi velké uloziste balickl a uzivatelé maji témét kazdy
typ nastroje k provedeni jakéhokoli tkolu ve zpracovani Big data. R lze bez problémil
integrovat do aplikaci Apache Hadoop a Apache Spark pro zpracovani a analyzu Big data.
Jeden problém s pouzitim R jako programovaciho jazyka pro Big data je, Ze nema prili$ obecny
ucel. Kéd napsany v R neni implementovatelny do vyroby a obecné musi byt pielozen do jiného

programovaciho jazyka, jako je Python nebo Java [49].
Java

Nekteré z tradi¢nich velkych datovych framework, jako je Apache Hadoop a vSechny nastroje
v jeho ekosystému, jsou zaloZeny na Java a dnes se v mnoha podnicich stale pouzivaji. Jednou
z hlavnich nevyhod Javy je jeji sloZitost pii kodovani. Java nepodporuje iterativni vyvoj na
rozdil od novéjsich jazyk, jako je Python, a to je oblast, na kterou se budou zamétovat budouci
verze Java. Navzdory nedostatkiim zlstava Java silnym uchazeem, pokud jde o preferovany
jazyk pro programovani Big data, kvili jeho historii a neustalému spoléhani se na tradi¢ni

nastroje a frameworky Big data [49].
Scala

Scala je ptechod objektové orientovanych a funkénich programovacich paradigmat, rychly
arobustni a oblibeny vybér jazyka pro mnoho profesionalii v oblasti Big data. Scala b&zi
na JVM, coZ znamenad, ze kody napsané v Scale 1ze snadno pouzit v ekosystému Big Data
zaloZeném na Java. Jednim z vyznamnych faktort, které odliSuji Scalu od Javy, je to, ze Scala
je ve srovnani s mnohem mén¢ podrobnou. V Scale miizete psat stovky fadkti matouciho kodu
Java na méné nez 15 tadkt. Jednim z negativnich aspektli Scaly je vSak jeji strma kiivka uceni
ve srovnani s jazyky jako Go a Python, coz muze odradit zacatecniky, ktefi ji chtéji pouzivat

[49].
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6.6 Dil¢i shrnuti

Technologie pro praci s Big data lze rozdélit do ¢tyt kategorii podle jejich Gcelu. Mezi tyto
kategorie patii datové skladovani, data mining, analyza dat a vizualizace data. Kazda z kategorii
ma typické technologie, které jsou vhodné k jejich pouzivani. Mezi technologie datového
skladovani patii napt. Hadoop nebo NoSQL databéaze. Pro data mining lze pouzit technologie
Presto, Rapid Miner nebo Elasticsearch. Analyzu Ize provadét napt. pomoci technologii Apache
Kafka, Splunk nebo KNIME. K vizualizaci dat Ize vyuzit technologii Tableau.

Ktery z programovacich jazyka vybrat zalezi na ptipadu, ktery chce organizace rozvinout.
R je vhodny pro spoustu statistickych vypocti. Pro vyvijeni streamingovych aplikaci pro Big
data je vhodnéjsi jazyk Scala. Pro strojové uceni k vyuziti Big data a vytvareni prediktivnich
modell je vhodny jazyk Python. Pro vytvaieni feSeni Big data pomoci tradi¢né dostupnych
nastrojii je jazyk Java. Jazyky lze kombinovat a tim dosahnout ucinn¢j$iho a vykonngjsiho

feSeni [49].
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7 HLEDISKO: DATOVE MODELY

Datové modelovani je proces, ktery definuje a analyzuje datové pozadavky potiebné
pro podporu procestt v informacnich systémech organizaci. Pii datovém modelovani
spolupracuje vyvojar s potencionalnimi uzivateli IS. Cilem datového modelovani je vytvoieni
datového modelu pro data, kterd maji byt ulozena v databazi. Model ptedstavuje konceptudlni

reprezentaci datovych objektt, asociaci mezi objekty a pravidly [46].

7.1 Datové modely v SQL databazich

Primarnim cilem pouziti datového modelu u SQL databazi je [46]:

e Zajisténi ptesného zobrazeni vSech datovych objektii poZadovanych v databazi.

o Datovy model pomdha navrhovat databazi na koncepéni, fyzické a logické trovni.

e Struktura datového modelu pomaha definovat rela¢ni tabulky, primarni a cizi klice
a ulozené procedury.

e Poskytuje jasny obrazek o zakladnich datech a muize byt pouzit vyvojafi databazi
k vytvoreni fyzické databaze.

o Je také uzitecné identifikovat chybéjici a nadbytecna data.

e Prestoze pocateCni vytvoreni datového modelu je naro¢né na praci a Ccas,

z dlouhodobého hlediska je jeho udrzba levnéjsi a rychlejsi.
U SQL databazi existuji tii rizné typy datovych modelt — konceptudlni, logicky a fyzicky.

Konceptualni model (Obrazek 8) definuje, co systém obsahuje. Entity a vztahy jsou definovany

podle potieb podniku. Cilem je organizace, rozsah a definice obchodnich konceptl a pravidel

[46].

Jméno Datum

Telefon 1,1 Zlstatek

Obrazek 8: Konceptualni model

Zdroj: Vlastni zpracovani
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Logicky model (Obrazek 9) podrobngji definuje, jak by mél byt systém implementovan bez
ohledu na implementaci. P¥idava dalsi informace k prvkim konceptualniho modelu — zahrnuje
entity a jejich vztahy, atributy, primarni a cizi kli¢e. Na této Grovni nastavd normalizace.
Ugelem je vypracovani technické mapy pravidel a datovych struktur. Bude tak vytvoren zaklad

pro fyzicky model [54].

Klient
1
ID klienta ID uctu
Jméno Datum
Telefon ZUstatek
N

- §FK IDKlienta

Obrazek 9: Logicky model
Zdroj: Vlastni zpracovani

Fyzicky model (Obrazek 10) popisuje, jak bude systém implementovan do databaze. Tento typ
pomaha vizualizovat strukturu databaze a modelovat klic¢e sloupct databaze, omezeni, indexy

a dalsi funkce [54].

Klient
1
ID klienta dislo
Jméno text Datum datum
Telefon ¢islo ZUstatek dislo
N

’FK ID klienta ¢islo

Obrazek 10: Fyzicky model

Zdroj: Vlastni zpracovani

7.2 Datové modely v NoSQL databazich

Vhodné modely a prostiedi Glozisté nabizeji nasledujici vyhody pro Big data [48]:
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e Vykon — Rychlé¢ dotazovani na pozadovanid data a sniZeni propustnosti vstupl
a vystupi.

e Naklady — Snizeni nadbytecné redundance dat, znovupouziti vypocetnich vysledkl
a snizeni nakladi na skladovani a vypocetni prostfedky pro Big data systém.

e Utinnost — Zlepseni uZivatelskych zkuSenosti a zvyseni efektivity vyuzivani dat.

e Kvalita — Zvyseni konzistentnosti statistik dat a snizeni moznost vyskytu chyb.

Proto je nepochybné, Ze Big data vyZzaduji vysoce kvalitni metody modelovani dat
pro organizaci a ukladani dat, coz umoziuje dosdhnout optimalni rovnovahy mezi vykonem,

naklady, efektivitou a kvalitou [48].

Technologie ukladani Big data jsou rozdéleny do kategorii podle jejich datového modelu. Mezi
Ctyfi typy datového modelu patii kli¢-hodnota (Obrazek 11), model sloupcové orientovany
(Obrazek 12), dokumentové-orientovany model (Obrazek 13) a grafovy model (Obrazek 14)
[29].

7.2.1 Databaze typu kli¢-hodnota

Databazové systémy typu kli¢-hodnota mohou ukladat prakticky jakékoli objekty na zaklade
unikatnich kli¢h. Operace nad ulozisti typu kli¢-hodnota jsou pak pomérné jednoduché
a primarné neposkytuji Zadny zplsob, jak s daty manipulovat nebo je vyhleddvat na zakladé
uloZeného obsahu — jen podle ur¢eného kli¢e. Tato ulozisté byvaji extrémné rychléd a daji se
velice efektivné distribuovat. Datovy model u téchto systémil je absolutné¢ svobodny. Redis

a DynanoDB jsou popularni databaze typu kli¢-hodnota [2], [56].

Namespace User

Klié: userlD

Hodnota: userProfile
sessionData
shoppingCart

* jtem 1
. jtem 2

Obrazek 11: Databaze typu kli¢-hodnota

Zdroj: [2]
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7.2.2 Sloupcové databaze

Datovy model sloupcovych systému si Ize piedstavit jako tabulku, u které je mozné do kazdého
radku volné pridavat sloupce bez nutnosti ptidat je i do fadkid ostatnich. Toto volné nakladani
se sloupci nesnizuje vykonnost sloupcovych databazi, které byvaji masivné distribuované.
Zékladnim pojmem popisované¢ho datového modelu je fadek. K identifikaci fadku slouzi kli¢
radku. Kli¢ fadku mize obsahovat velké mnozstvi sloupct. Kazdy sloupec v daném fadku ma
nazev, hodnotu a ¢asové razitko. Jednotlivé sloupce jsou sdruzeny do rodin sloupcti. Pfi navrhu
schématu databaze se definuji pouze rodiny sloupcii. Jednotlivé fadky mohou v rdmci dané
rodiny sloupcti volné vytvaret libovolné mnozstvi sloupct s libovolnymi nazvy. Piiklady

oblibenych sloupcovych databazi jsou Cassandra a HBase [2], [57].

nazev sloupce

user_id (kli¢ radku)

nazev sloupce

hodnota sloupce

hodnota sloupce

login first_name
! honza Jan
login age
4 david 35
first_name last_name
° Jana Novotna

Obrazek 12: Sloupcova databaze

Zdroj: [2]

7.2.3 Dokumentové databaze

Dokumentové databaze ukladaji a spravuji rtizné druhy strukturovanych dokumentt (datovych
struktur), o kterych se predpoklada, ze maji samopopisny charakter. Obsahuje tedy krom¢ dat
I metadata. Prikladem je format JSON nebo XML. Tyto formaty si Ize piedstavit jako stromové
datové struktury, které obsahuji asociativni pole (ndzev a hodnota), seznamy a zdkladni datové
typy. Dokumentové databaze umoziuji pfistupovat k dokumentim a vyhledavat v nich podle
jejich obsahu. Dokumenty slouzi nejen pro ukladani dat, ale také pro komunikaci s klienty
a aplikacemi. Vyhodou pouziti datového modelu je moznost manipulace se vSemi daty v ramci
jedné operace (Cteni, zapis a aktualizace). Tento model je vhodny pouze pii modelovani vztahu

1:1 nebo 1:N. Nevyhodou je, ze pokud se do nadfazeného dokumentu vlozi dalsi vnoiené
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zaznamy, velikost dokumentu mulze vyrazné vzrist a tim ovliviiovat rychlost cteni,

zapisu a prenosu dat. Pfikladem dokumentové databaze je MongoDB [2], [55].

"login": "honza",
"firstname": "Jan",
"surname": "Novak",

"address": {
"city": "Praha",
"street": "Krdsna 5",
"zip": "111 e@e"
}
}
{

"login": "janicka",
"firstname": "Jana",
"surname": "Novotnd",
"web": "http://janicka.novotna.cz/",
"profile": {
"colorschema": "green",
"design": "simple"
}
}

Obrazek 13: Dokumentova databaze

Zdroj: [2]

7.2.4 Grafové databaze

Grafové databaze se vyrazngji lisi od piedchozich. Systém je urcen pro data, ktera je vhodné
modelovat a dotazovat jako grafy (objekty a vztahy mezi nimi). Data jsou vnitin¢ strukturovana
tak, aby bylo mozné efektivné vyhodnocovat riizné grafové lohy, jako je hledani sousedd nebo
cest v grafu. Uzel v grafu odpovida jednomu objektu, ktery mize mit mnozinu atributd jako
napf. jméno nebo veék. Hrany, typicky orientované, pfedstavuji vztahy mezi objekty. Hrany také
mohou mit atributy, jako je typ, doba platnosti vztahu, podminky platnosti vztahu apod.
Prikladem grafovych databazi jsou Neo4j nebo JanusGraph [2].
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Masarykova Univerzita
univerzita Karlova
A
zameéstnanec zameéstnanec zaméstnanec
] znat se znat se -
David Irena > Jirka

Igor autor autor autor autor
hom Big Data znat se PHP a XML

pozitivné a NoSQL

databaze

autor

Karel

Obrazek 14: Grafova databaze

7.3 Dil¢i shrnuti

Datové modelovani je proces pouzivany k definovani datovych pozadavki. Datové modelovani
zahrnuje spolupraci vyvojate s potencialnimi uzivateli dat. Cilem datového modelu je zajistit,
aby vSechny datové objekty vyzadované databazi byly zcela a ptesné reprezentovany.

U SQL databazi se datové modelovani déli na tii irovné — konceptuélni, logickou a fyzickou.
Konceptudlni uroven popisuje zakladni poZadavky systémy. Logicka uroveil popisuje pravidla
bez ohledu na relacni databazi. Fyzicka urovei se tyka skute¢né implementace databaze.

Pfti pouziti NoSQL databazi se nedodrzuji postupy jako u SQL a zvazuji se jina schémata. Typy
NoSQL databazi se déli podle jednotlivych datovych modeli — databaze typu kli¢-hodnota,

dokumentové databaze, sloupcové databdze a grafové databaze.
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ZAVER

Bakalafska prace byla zamétena na strukturovand a nestrukturovana data v organizaci, pfi¢emz

zamgéteni bylo zejména na Big data, protoZe jejich vyznam pro firmy stale vzrista.

Nejdiive byly charakterizovany zakladni vlastnosti Big data, ozna¢ované jako 3V, kterymi jsou
objem, rychlost a rtiznorodost dat. Postupné rozsitovani charakteristik vedlo ke skupinam
vlastnosti oznacovanych také 5V nebo 10V. Existuje vice uplatnéni, jak mohou podniky z Big
data tézit. Mezi hlavni uplatnéni patii zisk, aspora nakladi nebo vétsi automatizace podniku.
Na druhou stranu diky svym vlastnostem hrozi u Big data 1 nékterd rizika, ktera se mohou tykat

nakladl nebo ztraty kontroly nad organizovanosti dat.

Pro dal$i zpracovani bakalarské prace byla vybrana ctyfi hlediska — zivotni cyklus dat,
architektura Big data, technologie pro praci s Big data, a datové modely u SQL a NoSQL

databazi.

Kazdé hledisko bylo popsano v samostatné kapitole vcetné konkrétnich ptiklad a schémat.
Zivotni cyklus dat byl charakterizovan obecné bez rozlifeni na data strukturovani
a nestrukturovand. Kapitola Architektura a kapitola Technologie jsou zaméteny vyhradné na
Big data. Posledni hledisko, charakteristika datovych modelli a modelovani, se zaméfilo opét

na ob¢ skupiny dat, tzn. na strukturovana i nestrukturovana.

Prace méla prinést piehled o zakladnich aspektech této problematiky. Byla proto urcena ¢tyfi
hlediska a ta byla postupné charakterizovana na zakladé dostupnych zdroji, které byly pfevazné
zahrani¢ni. Prace pfedstavuje shrnuti zakladnich témat v dané problematice a miiZe byt vyuzita
jako vyukovy material pro studenty, coz byl také jeji ucel. Lze proto konstatovat, Ze cil prace

byl naplnén.
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