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ANOTACE

Bakalarska prace se zabyva klasifikacnimi ulohami v data miningu. Cilem této prdce je
vytvoreni modelu, ktery bude schopen spolehlivé klasifikovat data do cilovych atributii.
Pro splnéni cile byl proveden sber dat na tri klasifikacni ulohy, které maji za kol roztridit
data do skupin podle souvislosti mezi nimi. Z vysledkii méreni vzesly jako optimdlni tyto
klasifikacni techniky: rozhodovaci stromy s algoritmy C5.0, CHAID, CART, QUEST a
neuronove sité. Data zpracovana pomoci téchto technik jsou poté analyzovana a v zaveru je
vyhodnocena nejpresnéjsi technika.

KLiCOVA SLOVA

Data mining, dobyvani znalosti, klasifikace, klasifikacni metody, rozhodovaci stromy,
neuronové sité, IBM SPSS Modeler

TITLE

The classification tasks for Data Mining

ANNOTATION

The bachelor thesis deals with the classification tasks for data mining. The goal of the
thesis is to create the model that is able to qualify data to target attributes. For reach the aim
data for three classification task was collected. Data was analyzed with these methods:
decision trees with algorithms C5.0, CHAID, CART, QUEST and neural networks. Selected
methods were compared on the basis of the results of testing and the precise method was
chosen.

KEYWORDS

Data mining, knowledge discovery, classification, classification methods, decision trees,
neural networks, IBM SPSS Modeler
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Uvob

Data mining je dnes hojné¢ vyuzivanym ndstrojem pro ziskdvani novych zajimavych
znalosti z nejriznéjsSich databazi. V dnesni dobé trzni konkurence a pokrokl ve véde se stalo
ziskavani novych a zdroveil cennych informaci téméf nutnosti. Praveé diky této nutnosti se

vvvvv

mediciny, kde data mining pomaha uZivatelim k efektivné&jsimu rozhodovani.

O vzristajici data miningové popularité¢ v odbornych kruzich svédéi i vznik odbornych
Casopisli a mnozstvi riznych svétovych konferenci zabyvajici se timto tématem. Nejznamé;jsi
a nejvyznamngjsi konference jsou americka KDD, asijskd PAKDD a evropska ECML/PKDD.
Shodou néhod piipadlo konéani leto$ni evropské konference na Ceskou republiku. V zaii se

v Praze uskute¢ni 13. ro¢nik. [3] [1]

Existuje mnoho divodl pro¢ a jak data mining vyuzivat v praxi. Pro vétsi pfehlednost
muzeme proto rozdélit data miningové tlohy na nékolik typt, podle toho, jakou informaci
potifebujeme z dat ziskat. Jednou z typovych tloh pro data mining je klasifikace. Pravé tou se
tato prace bude zabyvat podrobnéji nez jinymi ulohami, které budou zminény pouze
ve struénosti. Popsan bude samotny pojmem data mining, jeho typové ulohy a softwarové
systétmy, pomoci nichZz lze data mining provadét. Konkrétnéji se prace zaméiuje

na klasifikacni ulohy a techniky pro jejich modelovani.

Cilem prace je vytvoreni modelu, ktery bude schopen spolehlivé klasifikovat data
do cilovych atributl. Pro splnéni cile jsou stanoveny tfi klasifika¢ni tlohy, které maji za kol
roztidit data do skupin podle souvislosti mezi nimi. Data budou zpracovdna pomoci rtiznych
klasifika¢nich technik, poté budou analyzovana a v zdvéru bude vyhodnocena nejpiesné;si

technika klasifikace. Modelovani je provadéno v softwaru IMB SPSS Modeler.

Dalsi cil je souvisejici s pfedchozim. Pro navrhovani modelu je potieba nejprve
vybudovat teoreticky aparat. Cilem je tedy sezndmeni s pojmem data mining, s tlohami a

technikami, které jsou v této oblasti vyuzivany, zejména pak ke klasifikaci dat.
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1 DATA MINING

Na pocatku 90. let 20. stoleti, spole¢né srozvojem pocitacové techniky, se z dosud
samostatnych védnich disciplin, zejména statistiky a umélé inteligence (respektive metod
strojového uceni), zacala vyvijet nova disciplina — data mining. Nejc¢ast¢jsi preklad slova data
mining je dobyvéni (¢i dolovani) znalosti z dat (Ci databézi). Pfesnd definice data miningu
v soucasné¢ dob€ neexistuje, Casto se ale pouziva tato definice uzndvaného vyzkumnika
Usamy Fayyada [1] : ,,Dobyvani znalosti z databazi lze definovat jako netrivialni ziskavani
implicitnich, drive neznamych a potencidalné uzitecnych informaci z dat.* ZjednoduSen¢
feceno lze chapat data mining jako metodu, kterd ziskava skryté, ale uzite¢né informace
z obrovského mnozstvi dat. Pfitom je potieba nezapominat na vhodnou interpretaci vysledku
koncovym uzivatelim, protoze pokud uzivatel vysledkiim data miningu nerozumi, je cely

proces takika zbytecny.

V data miningu se krom¢ jiz zminéné statistiky a um¢lé inteligence prolinaji rizné sméry

védeckého zkoumani — nejvyznamnéjsi z nich jsou zobrazeny na obrazku €. 1.

High-performance
computing

Indexovéni

Databdze,
SQL, OLAP,
datové sklady

Data mining

Vizvalizaéni
ndstroje

Obrazek ¢. 1: Hlavni slozky data miningu

Uméld inteligence,
strojové uteni

Zdroj: upraveno podle [9] [7]

Rozdil mezi pouzitim ,,dfivéjSich® metod strojového uceni a statistiky je v prvé fadé
pohled na vystupni data — vysledek musi byt pro koncového uzivatele srozumitelny a pokud
mozno uziteny. Pfi pouzZivani data miningu ziskdvame nové skryté znalosti o zkoumané
databéazi. V neposledni fad¢ je v data miningu kladen dlraz na piipravu (pifedzpracovani) dat

jeste pred tim, nez data budeme dale analyzovat. [1]

Ugel data miningu je pomoc pii jakémkoli typu rozhodovani. Data mining obecné spoéiva

v prohledavani cCasto 1 velmi rozsdhlych databazi, analyzovani dat nejriiznéjSimi
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matematickymi metodami, a nalezeni co nejvice relevantnich informaci vhodnych k feSeni
problému. Toto souhrnné pojeti néktefi autofi (napiiklad Fayyad [4] ) oznacuji pojmem
Knowledge discovery in databases (KDD) neboli objevovani znalosti z databazi, zatimco

pojmem Data mining oznacuji pouze jednu z fazi KDD. V této praci budou vyznamy obou

pojmill synonymni. [30]
1.1 Vyuziti data miningu

Data mining mé velmi Sirokou $kalu vyuziti. Od obecnych oblasti — napt. obchodu - CRM
(fizeni vztaht se zakazniky), obchodovdni po internetu, pfes medicinu, reklamu,
bankovnictvi, rizné prevence (terorismu, detekce podvodd) po specializované oblasti
genomiky nebo astrofyziky. [33] Pifikladem miZze byt nalezeni skupin obchodl pomoci
shlukové analyzy na zdkladé¢ jejich obratu, sortimentu a typu zakaznikl.. Nalezené skupiny

pak lze pouZit ptfi vytvareni specifické reklamni kampané.
Podle prizkumu na internetovém portalu KD nuggets byly zjistovany nejcastéjsi oblasti

vyuziti data miningu v roce 2012. Bylo vybrdno 13 polozek, které si rozdélily 333 hlast
z celkového poctu 507 hlast. Vysledky jsou patrné na grafu v obrazku €. 2.

Nejcastéjsi vyuZitiDM
0% 4% 8% 12% 16% 200

CRM 16.8%
Zdravotni péce
Bankownictvi
Maloobchod -

Vzdéiani

Detekce podvodd

Socialni sité

véda

Biotechnologie (zenomika)
Pfimy prodej
Telekomunikace i

Reklama -

Pojisfovnictvi

Obrazek ¢. 2: Graf nejcastéjsiho vyuziti data miningu

Zdroj: upraveno podle [24]
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1.1.1 Customer Relationship Management (CRM)

Z grafu na obrazku €. 2 je patrné, ze data mining je nejcastéji vyuzivan pii CRM - fizeni
vztahli se zdkazniky. CRM spocivad v nalezeni a pokud mozno pochopeni zakaznikova
chovani, zkratka jde o vztah zdkaznika a firmy. V dne$ni dobé& vyostieného konkuren¢niho
boje, se ¢im dal vice upousti od tradicnich ptistupt marketingu, ve kterych se hledi pfedevsim
na to, jak nejlevnéji vyrobit co nejvice zboZi a o samotny odbyt jizZ neni nutné se tolik starat.
Doba, kdy byla konkurence v odvétvi tak nizka, Ze zakaznik v podstaté nakoupil to, co mu
bylo na trhu nabizeno, pfi¢emZ mél jen minimalni volbu pfi vybéru produktu, je nenavratné
pry€. V soucasné dobé¢ jiz neni zdsadni problém v ekonomické vyrobé, do popredi zajmu se

dostava otazka, jak dany produkt co nejefektivnéji prodat. [27]

V této situaci je tedy nutné pracovat se zdkaznikem. Cilem je zaujmout a ptiladkat nové
zakazniky a udrZet stavajici. Je tudiZ nutnosti fidit vztahy se zdkaznikem. Podniky stavi
zéakaznika do poptedi vSech procesti, zohlednuji se v prvni fad¢ piani a pozadavky zdkaznikd.

Tento pfistup se také oznacuje pojmem one-to-one marketing.
CRM se d¢li na dvé casti [33] :

e Operativni CRM: Zahrnuje tvorbu marketingovych kampani, podporuje prodej,
obsahuje vSechny prostiedky pro komunikaci se zdkaznikem (telefonicky, e-mailem,

pop-up nabidky po piihlaSeni do uzivatelského uctu, atd.)

o Analyticky CRM: Analyzuje zékaznickd data, tvoifi vzorce chovani podobnych
zakaznikl, slouzi jako podklad pro operativni CRM. Podstatou je tzv. Bussines
intelligence, coz je [2] : ,,souhrnny pojem pro procesy, technologie a ndstroje potiebné
k pretvoreni dat do informaci, informaci do znalosti a znalosti do planii, které umozni
provést akce podporujici splnéni primarnich cilii organizace.”  Pravé zde,

v analytickém CRM, je pro slozité analyzy zdkaznickych dat vyuzivan data mining.

V nasledujici tabulce jsou zobrazeny rozdily mezi tradi¢nim marketingem, ktery se v prvé

fad€ neorientuje na zékaznika a mezi marketingem s pouZzitim CRM (a data miningu).

14



Tabulka €. 1: Rozdil mezi marketingem bez pouziti DM a s pouzitim DM

Tradi¢ni marketing (bez pouziti DM)

One-to-one marketing (s pouzitim DM)

Anonymni zédkaznik

Bézny produkt

Sériova produkce

Masova reklama

Jednostrannd komunikace

Uspéch z prodeje, vysokého zajmu
Trzni podil

Siroké (obecné) cile

Tradi¢ni distribuce kanalt komunikace
(vzéjemné nesouvisejicich)

Produktové orientovany marketing

Individualni, urcity zdkaznik
Ptizptisobeni produkti/sluzeb zakaznikovi
Vyroba na miru

Individudlni zpravy

Interaktivni komunikace

Rozvoj zakaznické vérnosti

Zakaznicky podil

Vynosny specializovany segment na trhu
(mezery na trhu)

Nové, vzajemné propojené kanaly
komunikace (internet, chytré mobilni
telefony)

Marketing orientovany na zdkaznika

Zdroj: [33]

1.2 Proces dobyvani znalosti

Proces dobyvani znalosti je interaktivni a iterativni proces. To znamend, Ze jednotlivé
kroky se mohou nékolikrat opakovat a dle vysledkli je mozné se vracet zpét k predchozim
krokim. Cely proces je zachycen na obrazku ¢. 3. Podobné cely proces pii feseni problému
popisuje 1 metodika CRISP-DM (podrobnéji viz podkapitola 1.3). Hlavnimi kroky
pfi dobyvani znalosti podle Fayyada jsou [4] :

o Selekce — z vychozich dat vybereme pouze data, ktera souviseji s cilem procesu
e Predzpracovani — o€isténi dat (naptiklad od odlehlych hodnot)
e Transformace — generalizace nebo normalizace dat, podle zvolené metody dolovani

e Dolovani (data mining) — vytvafeni data miningovych modeld pro uspésné teseni

problému

e Interpretace — vhodn€ zvolené vysvétleni vysledkl dolovani (naptiklad

vizualizace), pfi spravném pochopeni vysledki jsou ziskdny nové znalosti
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Selekce Fredzpracovani Transformace Dolovani Interpretace
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Gjaaziat; Wybrana data Piedpiipravena Transformovand Wsledky
dnapf. datowy sklady {napf, data martyl data data data miningu

. S VD W

Obrazek €. 3: Proces dobyvani dat z databézi

Znalosti

Zdroj: upraveno podle [4]

1.3 Metodiky data miningu

Pro lepsi ptehlednost a efektivnost pii feSeni data miningovych uloh vznikly metodiky,
které uzivatelim udavaji jednak jednotny ramcovy postup pro vytvofeni celého data
miningového projektu a zaroven umoziuji sdilet a ptfedavat zkuSenosti z jinych tspéSnych

projekt. V nasledujicich bodech jsou popsany tfi metodiky, znichZz nejrozsifenéjsi je

metodika CRISP-DM. [1]
e Metodika CRISP-DM

Metodika vznikla v roce 1996 v ramci projektu ESPRIT (vyzkumny evropsky program).
Na vytvofeni spolupracovaly firmy NCR (USA), Teradata (USA), Daimler AG (pGvodné
DaimlerChrysler - Némecko), SPSS (USA) a OHRA (Holandsko), vSechny maji letité

zkuSenosti s data miningovymi projekty. [11]

Cilem metodiky je navrhnout univerzalni postup pfi feSeni projektl, pouZzitelny v riznych
komer¢nich softwarovych aplikacich, a navrh feSeni problémi, které mohou béhem projektu
nastat. CRISP-DM umoziiuje fesit data miningové ulohy rychleji, efektivnéji, spolehlivéji a
s niz§imi naklady.

Hierarchickd struktura CRISP-DM (obrazek ¢. 4) je slozena ztéchto Ctyf abstraktnich

urovni [11]:
- Faze projektu — Sest tazi (podrobnéji viz nize)

- Obecné ukoly — rozdéleni fazi na obecné tlohy tak, aby pokryly vSechny DM situace,
které kdy mohou nastat, a zaroven aby ulohy byly stabilni — musi pocitat

s nepredvidatelnym vyvojem
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- Specializované ukoly - prevod obecnych tkoli na konkrétni, podle potteb dané¢ho

problému se pfifazuje zpisob jeho feseni

- Aplikace v procesu — technicka realizace specializovanych uloh

Faze projektu CRISP model
procesu
A Obecné dlohy . _ i ) ﬁ

Zobrazeni

Specializované lohy | | i o trrl I_I I_IlL;‘_I ETF, @
Aplikace v procesu 4: 64; é 4 0‘; @ CRISP proces

Obrazek ¢. 4: Hierarchicka struktura CRISP-DM
Zdroj: upraveno podle [22]
Zivotni cyklus projektu spadad pod prvni uroveii hierarchické struktury CRISP-DM —
do urovné Faze projektu. Podle metodiky CRISP-DM je tento bod rozd€len na Sest Casti
(fazi). Vysledky jednotlivych fazi se navzajem ovliviiuji a na zakladé téchto vysledkl je
neziidka potieba se k pfedchozim fazim vracet. Faze metodiky CRISP-DM jsou zobrazeny

na obrazku €. 5. Jedna se o tyto faze [11] :
- Business understanding (Porozuméni problému)

Tato faze vyZzaduje pochopeni cilii a pozadavkl projektu z obchodniho hlediska, posuzuje
se zde moznost rizika a pifinos projektu. Tyto znalosti se poté preformuluji na pozadavky

z analytického hlediska a stanovi se ptedbézny plan praci.
- Data understanding (Porozuméni datiim)

Porozuméni dat zacind sbérem dat, se kterymi chceme déle pracovat. Nasleduje sezndmeni
s daty naptiklad pomoci popisné statistiky (Cetnosti hodnot atributli, primeéry, minima,

maxima atd.).
- Data preparation (Ptiprava dat)
Faze zahrnuje veskeré Cinnosti potiebné k vytvoreni kone¢né datové sady, se kterou bude

pracovat data miningovy software. Provadi se zde selekce dat, ¢isténi dat (napf. od odlehlych
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hodnot), transformace dat (napf. generalizace, normalizace), odvozovani dat atd. Tato faze

byva nejpracnéjsi a obvykle se provadi opakovang.
- Modeling (Modelovani)

Zde dochazi k vybéru nejvhodnéjsiho algoritmu pro analyzu dat, nejcastéji pomoci data
miningového softwaru. Pokud to problém dovoluje, doporucuje se vyzkouset vice rtiznych
metod s riznym nastavenim parametri a vysledky pak porovnat, pfipadné zkombinovat.
Neékteré metody maji specifické pozadavky na formu dat, Casto je tudiZz potteba vratit se

o krok zpét k Ptipravé dat.
- Evaluation (Vyhodnoceni vysledki)

V této fazi je jiz vytvoren kvalitni model. Na fadu pfichdzeji opét manazeti, kteti posuzuyji,
zda bylo dosazeno vSech piedem zadanych cilti. Podstata je nalezeni diilezitych polozek, které
na zacatku nemusely byt zfejmé. Na konci této faze by mélo padnout rozhodnuti o vybéru a

zpusobu uziti nejlepsich vysledkl data miningu.
- Deployment (Vyuziti vysledk)

Vytvofenim nejlepSiho modelu proces nekonéi. Je potieba vysledky interpretovat
v dostate¢né srozumitelné podob¢, kterou koncovy uzivatel bez problému pochopi a efektivné

vystup procesu aplikuje do praxe. Vystupem celého procesu miize byt jak ,,pouhé sepsani

Obrazek ¢. 5: Metodika CRISP-DM

Zdroj: upraveno podle [1]
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Metodika 54

Metodika pouzivana firmou SPSS, tedy producentem data miningového softwaru. Kroky

metodiky jsou [1] :

Assess (posouzeni) — posouzeni potieb projektu
Access (ziskavani) — shromazdéni dat potfebnych k projektu

Analyze (analyzovani) — provedeni datovych analyz — pfeména dat na informace a

znalosti
Act (provedeni) — pfeména znalosti na akéni znalosti

Automate (automatizace) — prevedeni vysledku analyz do praxe a nasledné uZivani

Metodika SEMMA

Metodika pouZzivand firmou SAS, tedy producentem data miningového softwaru. Kroky

metodiky jsou [1] :

Sample (vzorek) — vybér vhodnych dat

Explore (poznavani) — prizkum dat a jejich redukce a vizualizace
Modify (iprava) — datové transformace, vytvareni veli¢in

Model (modelovani) — analyza dat

Assess (posouzeni) — porovnavani modell a jejich srozumitelnd interpretace
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2 TYPY ULOH PRO DATA MINING

Data mining fe$i mnohdy zdanlivé nesouvisejici problémy z mnoha riznych oborti. Jesté
predtim, nez je vybrana konkrétni metoda pro modelovani problému, je potieba uloze ptiradit
typ (skupinu), do které spada. Pro splnéni cilli data miningového problému lze vyuzit vice
metod, které spadaji do jedné skupiny — je dokonce Zadouci mit v zavéru k dispozici
porovnani vice vysledkl odlisSnych metod. K porovnavani vysledkl je dobré znat vyhody a

nevyhody jednotlivych metod.

Jednotnd podoba rozd¢€leni typl tloh neexistuje, nejcastéji se vSak v literatufe uvadéji ti
typy data miningovych uloh. Jsou to [1] : predikce a klasifikace, deskripce a hledani nuggeti.
Na obrazku €. 6 jsou pro piedstavu zndzornény znalosti, které v rdmci jednoho konceptu

v jednotlivych typech uloh zkoumame.

2.1 Predikce a Kklasifikace

Predikce znamena predpovéd’, odhad budoucich hodnot na zdklad€ znalosti hodnot jinych,
vetsinou minulych. Cilem predikce a klasifikace je tedy nalézat znalosti, které pomahaji nova
data rozttidit (klasifikovat) do ptredem urcenych skupin. Podstatou téchto uloh je vybér
jednoho cilového atributu 4 a nasledné modelovani vlivu ostatnich atributli na atribut 4. Je
dana pfednost vétSimu poctu znalosti, pokryvajicich dany problém, nékdy na ukor jejich
srozumitelnosti. NejcastéjSim piikladem z praxe byva rozpoznéani problémového nebo naopak

bonitniho zakaznika banky.
Metody a techniky nej¢astéji pouzivané pro predikci a klasifikaci: regrese, neuronové sité,

rozhodovaci stromy. Podrobnéji je o nékterych téchto metodach pojednano v kapitole 3.

2.2 Deskripce

Deskripce, jak je jiz z nazvu patrné, popisuje (charakterizuje) data jako celek. Odhaluje
nové skryté zakonitosti (znalosti), které pfispivaji k lidskému poznani ve zkoumané oblasti.

Cilem je ziskani mens$iho poctu srozumitelnych znalosti, které pokryvaji cely problém.

Metody a techniky nejcastéji pouzivané pro deskripci: shlukovd analyza, vizualizace,

sumarizace. [25]

20



2.3 Hledani nuggeti

Hledéani nuggetd je podobné deskripci s tim rozdilem, Ze pti hledani nugget ziskavame
nové srozumitelné znalosti, které nemuseji pokryvat cely problém, ale jen jeho zajimavé Casti.
Slovo nugget mizeme pielozit jako stfipek, coz odpovida principu tohoto typu uloh. Jelikoz
postupy pifi modelovani téchto typli tloh jsou do znacné miry podobné deskripci a jejich
pouzivané metody se prolinaji, néktefi autofi (napiiklad Fayyad [4] ) hledani nuggetl tadi

pod deskripci.

Metody a techniky nejcastéji pouzivané pii hleddni nuggeti: asociani pravidla,

vzorkovani, segmentace, shlukova analyza.

Koncept Koncept

Klasifikace /predikce Deskripce Hledani nuggetd
Obrazek €. 6: Znazornéni typt data miningovych tloh

Zdroj: [1]

2.4 Metody pro reSeni data miningovych uloh

K dosaZeni cili data miningovych miiZzeme pouzit riizné metody, které se mnohdy ve vSech
typech uloh mohou prolinat. Jelikoz metody nemiizeme ptesné ptifadit jen k jedné skupiné
uloh, je zde strucny piehled metod, podle Usamy Fayyada, které pomahaji k dosazeni cila

predikce, deskripce a hledani nuggett [4] :

e Regrese — statistickd metoda, kde zname fadu v minulosti naméfenych hodnot a

pomoci regresni analyzy predpovidame vyvoj hodnot do budoucna

e  Shlukovani — tkolem je rozdé€leni datového souboru do skupin (shluka) na zakladé
jejich podobnosti, pficemz cilem shlukovani je vytvofeni, nalezeni téchto skupin —

skupiny nejsou pfedem znamé

e Klasifikace — tkolem je rozdéleni datového souboru do skupin, dle jejich podobnosti,

které jsou pfedem znamé
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e Sumarizace — hledani ucelené¢ho popisu datového souboru (naptiklad zaznam primera

a smérodatnych odchylek)

e Modelovani zavislosti — zachycovani podstatnych zavislosti atributl. Existuji dva typy
zavislosti — strukturalni (graficky znazorituje zavislostni vztahy) a kvantitativni (urcuje

silu zavislosti na ¢iselné skale)

o Detekce zmeén a odchylek — objevovani nejpodstatnéjSich zmén z diive namétenych

nebo normovych hodnot
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3 KLASIFIKACE A PREDIKCE

Mezi klicové ulohy, které se mohou v data miningu aplikovat jsou klasifikace a predikce.
Pouziti téchto pojmil v literature Casto splyva. Jako hlavni rozdil mezi klasifikaci a predikci
uvadéji autofi odborné literatury to, ze klasifikace pracuje s diskrétnimi daty (zafazovani
promé&nnych do kategorialnich skupin), zatimco predikce se spojitymi daty (naptiklad odhad
vyvoje ¢asovych tad). Hol¢ik povazuje za nejptesnéjsi tento vyklad rozdilu mezi klasifikaci a
predikei [8] : ,,Pojem klasifikace pouzivame tehdy, pokud vybirame identifikator klasifikacni
tridy z urcitého diskrétniho konecného poctu moznych identifikatoru. Pokud urcujeme

(predikujeme) spojitou hodnotu, napriklad pomoci regrese, pak hovorime o predikci.*

Cilem klasifikace a predikce je vytvofit model, pomoci néhoz bude mozné co nejpiesnéji
klasifikovat (predikovat) nové ptipady, které v budoucnu nastanou, do vhodnych tfid. K tomu
musi klasifikatni model umét rozpoznat podstatné rozdily mezi prvky v kategoriich
od rozdilli nepodstatnych a podle toho kategorie odlisit.  Podle Skalské jsou cile
klasifika¢niho procesu vymezeny témito pozadavky [30] :

e Nalezeni pfesného klasifika¢niho pravidla.
e Vybér proménnych, které klasifikaci umoznuji.

e Moznost srozumitelné interpretovat vysledek klasifikace, porozuméni struktuie

klasifika¢niho modelu.
e Nalezeni rozhodujiciho parametru klasifikace.

e Logicky zdlvodnitelnd kritéria zafazeni prvku do dané skupiny, s ohledem na dany

problém.

Prikladem vyuZiti klasifikace a predikce v praxi mohou byt systémy v bankach nebo
telekomunikacnich spolecnostech, které detekuji vyskyt tzv. ,.fraudi, neboli podvodnikd,
na zaklad¢ platebni moralky zdkaznikti. Dal§im ptikladem mize byt pomoc pfi urCovani
l1ékatskych diagn6z na zakladé priznaki, které pacient uvede. Pomoci rozhodovacich stromu

1ze efektivnéji diagnézu rozpoznat.

Vzhledem k zaméteni prace se bude dale pojednavat predevSim o klasifikaci, nikoli
predikci. Klasifikace se opira o strojové uceni, tedy o techniky, které umoznuji pocitacovému
systému ucit se. Jde o oblast um¢l¢ inteligence. U¢enim v tomto kontextu rozumime takovou
¢innost, pfi niz dochazi ke zménam vnitiniho stavu systému, a kterd zefektiviiuje schopnost

pfizptsobeni se zménam v okolnim prostiedi. Pro klasifikaci je nej¢astéji vyuzivan algoritmus
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uceni s ucitelem, kde je pro vstupni data uren spravny vystup, ktery slouzi jako kontrola

spravnosti. [19]

Proces klasifikace a tedy sestaveni klasifikacniho modelu se podle Skalské sklada ze dvou

hlavnich krokt [30] :
1) Diskriminace:

Diskriminace vyzaduje mnozinu znakt charakterizujici kazdy prvek v datovém
souboru, a kterd pozd€ji umoziuji uc€init rozhodnuti o pfisluSnosti prvku k urcité
skupiné (= klasifikace). Hlavnim procesem diskriminace je uceni algoritmu s ucitelem.
To je provadéno na takzvanych trénovacich datech. To jsou vzorky dat, kterd obsahuji
informaci (,,ucitele*) o ptisluSnosti ke skupiné (tj. tfidu do které patii). Pomoci téchto
dat se systém nauci klasifikovat data do tiid a sestavi tak diskrimina¢ni model, se

kterym v dal$im kroku dale pracuje vlastni klasifikace.
2) Viastni klasifikace:

Vlastni klasifikace je proces, pii némz se definuji klasifikacni pravidla
(klasifikatory) na zaklad¢ pfedchoziho uciciho souboru a diskrimina¢niho modelu, a

ktera slouZzi pii zatazovani novych prvkl do skupin.

Jesté pred procesem klasifikace je potifeba provést predzpracovani dat. To spociva

predevsim v Upravach dat typu [28] :
e Cisténi dat - dopliiuje chybgjici hodnoty nebo odstrafiuje z dat prebyteény sum

e Urceni relevantnosti dat - nevyznamna data jsou bud’ odstrafiovdna nebo je jim

pfirazena vaha jejich vyznamu

® Transformace dat — zahrnuje zjednoduseni (napiiklad pievedeni spojitych atributl

na atributy diskrétni) a normalizaci dat za ucelem ptizptisobeni klasifika¢nimu modelu

Existuje mnoho zptlisobt, jak provadét procesy klasifikace. Kritéria pro porovnani metod
jsou zejména piesnost, vypocetni slozitost, odolnost vii¢i chybam (robustnost), Skalovatelnost
a snadnéd interpretace. Pravdépodobné nejsledovanéjSim faktorem metod klasifikace a
nejvyznamnéjsi  vlastnosti konkrétnich klasifikatnich modelt je jejich piesnost.

V nésledujicich podkapitolach jsou piedstaveny nckteré techniky vyuZzivané pii tvorbé

24



klasifikacnich modeld. Jsou to: rozhodovaci stromy, rozhodovaci (klasifikacni) pravidla a

neuronove site.

3.1 Rozhodovaci stromy

Rozhodovaci stromy jsou pravdépodobné nejuzivanéjSim zpusobem interpretace data
miningovych vysledkti. To je dano pfedevSim grafickou podobou, diky které jsou stromy
jednou z nejptehlednéjSich technik. Zndmym piikladem rozhodovaciho stromu z praxe je
zatazovani rostlin a Zivocichti do biologickych skupin. Od kofene (tfida/fad/fiSe organismu)
se po vetvi stromu postupuje na zaklade otazek na vlastnosti organismu hloubéji do stromu, az

k cilovému listu (konkrétni organismus).

Rozhodovaci stromy jsou acyklické grafy, skladaji se z hran a uzli. Na obrazku €. 7 jsou

zobrazeny vSechny ¢asti stromu. Jsou to:
e Koren: uzel, ktery je na vrcholu stromu, nevstupuje do n¢j Zadna hrana
e Hrany: spojnice mezi uzly, ohodnocena hodnotou ptisluSného atributu
e Uzly: vnitini uzly, které maji dal§i potomky (vedou z nich hrany)

e Listy: konecné uzly bez potomkill (nevede z nich Z4dné hrana), kazdy list pfedstavuje

cilovou klasifikaéni tfidu

e Veétve: postup stromem od kotene az do cilového listu (v obr. €. 7 naptiklad ACFI)

(A Koren
A/\WJ Hrany
Uzly
Listy

Obrazek ¢&. 7: Césti rozhodovaciho stromu
Zdroj: viastni zpracovani
Rozhodovaci stromy se podle topologie d€li na [14]:
e Binarni stromy: z uzlu vystupuji pouze dvé vétve

e Nebinarni (vicecestné) stromy: z uzlu vystupuje vice nez dvé vétve
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Pfi tvorbé rozhodovacich stroml je vyuzivdna metoda ,rozd€l a panuj*“. Princip této
metody je nasledujici: Celd trénovaci mnozina s daty se rozd€luje na mensi podmnoziny —
uzly stromu tak, aby v jednom uzlu byly navzajem co nejpodobnéjsi ptiklady. Z téchto uzla se
rekurzivné postupuje, do té doby, dokud se atributy v uzlech daji d€lit do skupin. Tento
postup déleni pouzivd obecny algoritmus TDIDT, ktery postupuje takzvané ,,shora doli* —

od kotene po listy stromu. Postup algoritmu je popsan v tabulce ¢. 2. [15], [1]

Tabulka €. 2: Obecny algoritmus pro tvorbu rozhodovacich stromi (TDIDT)

. Algoritmus TDIDT

Zvol jeden atribut jako koten dil¢iho stromu

2) Rozdél data v tomto uzlu na podmnoZiny podle hodnot zvoleného atributu a ptidej uzel
pro kazdou podmnozinu

Existuje-li uzel, pro ktery nepatii vSechna data do téze tfidy, pro tento uzel opakuj

postup od bodu 1, jinak skon¢i

3)

Zdroj: [1]

3.1.1 Problémy pii tvorbé stromu

Pti tvorbé rozhodovacich stromt miiZe dojit ke dvéma zdsadnim problémim - strom miiZe
mit pfili§ velky rozsah, snizujici jeho srozumitelnost nebo miize dojit k ,,pfeuceni, coz
znamena piiliSné ptizplsobeni systému trénovaci mnozin¢ dat — tedy snaha o bezchybnou
klasifikaci trénovacich dat, ktera jsou zatizena Sumem. Systém pak nemd schopnost
generalizace a selhava. Strom je proto mozné zjednodusit tak, ze v jednom listu stromu nejsou
priklady vyhradné jedné tfidy, ale Ze priklady jedné tfidy pouze prevazuji. Toto redukovaného

stromu se da dostahnout dvéma zptisoby: [1]

o Modifikaci piivodniho algoritmu — rast stromu se piredCasné zastavi a ptidanim nového
kritéria, které urcuje, zda ma uzel déale expandovat, se redukovany strom se vytvoii
piimo.

e Prorezavanim stromu — jedna se o nasledné prochazeni jiz hotového stromu ,,zdola
nahoru“ a u kazdého podstromu se podle néjakého kritéria rozhoduje, zda tento
podstrom nahradit kone¢nym listem. Tento zptlisob je Castéji vyuzivan, zejména proto,
7e je obtizné poznat, kdy rust stromu predCasné zastavit. V tabulce €. 3 je popsan

algoritmus profezdvani stromu.
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Tabulka ¢. 3: Algoritmus profezavani stromu

Prorezavani stromu

Preved’ strom na pravidla

1)

Generalizuj pravidlo odstranénim podminky z piedpokladu, pokud dojde ke zlepseni
odhadované spravnosti

2

Uspotadej profezana pravidla podle odhadované spravnosti; v tomto potadi budou
pouzita pravidla pro klasifikaci

Zdroj: [1]

3.1.2 Klasifika¢ni stromy

Pomoci klasifika¢nich stromi je mozné provadét pouze klasifikaci diskrétnich, tedy
nespojitych, hodnot. Pokud maji plivodni data spojity charakter, je potfeba je pomoci

generalizace pfevést na charakter diskrétni.

Klasifikaéni stromy funguji podle algoritmu TDIDT, popsané¢ho v tabulce ¢. 2. Aby mohl
byt vykonan prvni krok algoritmu, tedy volba kofene a jeho rozvétveni, je potieba najit
nejvhodnéjsi atribut pro toto vétveni tak, aby co od sebe nejlépe odlisSoval piiklady riznych
tfid. K tomu slouzi n€kolik kritérii podle charakteristik atributu. Tato kritéria jsou pouzivana
v algoritmech pro rozhodovaci stromy. Pro rozhodovani o vhodném atributu pro vétveni jsou
predstavena tato kritéria: Entropie, Informacni a pomérny informacni zisk, Gini index a x2

test. [1][6]
e Entropie

Entropie je veli¢ina udavajici miru neusporadanosti zkoumaného systému nebo také

neurcitosti daného procesu. Pro vyjadfeni entropie se vyuziva vztahu:

H = _Z{=1(pt1 *1og; pr2) (1)

t...trfida
T ... pocet tiid
p ... pravdépodobnost vyskytu tiidy ¢
Vypocet entropie pro jeden atribut, podle kterého by se mohl rozhodovaci strom vétvit, se
provadi timto zpiisobem [1] : Pro kazdou hodnotu v, kterou mlize nabyt uvazovany atribut A4,
se spocita podle vzorce (1) entropie H(A(v)) na skupiné piikladd, které jsou pokryty kategorii
AW).
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_ _vr m(Aw) ne(A))
H(A(‘U)) - Zt=1 TL(A(U)) * logz TL(A(U)) (2)

Dale se spocita sttedni entropie H(A4) jako vazeny soucet entropii H(A(v)), pficemz vahy
v souctu jsou relativni Cetnosti kategorii 4(v) v trénovacich datech. Na zékladé¢ nejmensi

sttedni entropie H(A4) se rozhoduje o vhodnosti atributu pro vétveni.

A)
HA) = = Toevain " 52 * HA®)) 3)
e Informacni zisk / Pomérny informacni zisk

Informacni zisk je definovan jako rozdil entropie pro cilovy atribut (pro cela data) a
pro atribut o kterém se rozhoduje. Informacni zisk méfi redukci entropie zptisobenou volbou

atributu 4.
Zisk (A) =H(C)—H(A) 4)
kde se H(A4) spocte podle vzorce (3) a H(C):

H(C) = = %f-1 ‘log, (5)

n

Pti hledani nejvhodnéjsiho atributu pro vétveni hleddme atribut s nejvetsi hodnotu Zisk (A).

ProtoZe informacni zisk nebere v potaz pocet hodnot zvoleného atributu, a to vede
k n¢kterym chybam (nevhodnost pro klasifikaci novych ptipadl), pouziva se jako kritérium
pomérny informacni zisk:

Zisk (A)
n(Aw))

Pomérny zisk (A) =

(6)
—Zvevaia) (T *Ingn(A,Em)

Pro nejvhodnéjsi atribut opét hledame nejvetsi hodnotu Pomérného zisku (A).
e Gini index

Tak jako entropie hraje podobnou ulohu i Gini index GI. Pro vypocet Gini indexu se

pouziva vztah:
Gl =1— 31, (p?) (7
p: ... relativni pocet piikladii #-té tiidy

Hodnotu GI pro jeden atribut spocitame stejn€, jako tomu bylo u entropie. Pro kazdou
hodnotu v, kterou mlize nabyt uvazovany atribut A, se spocita podle vzorce (7) Gini index

GI(A(v)) na skupiné ptikladl, které jsou pokryty kategorii A(v).
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_1_ n(A). 2
Dale se spocitad Gini index GI(4) jako vazeny soucet Gini indexu GI(4(v)), pfiCemzZ vahy

v souctu jsou relativni ¢etnosti kategorii 4(v) v trénovacich datech.

Jestlize je GI(A) rovno nule, v kone¢ném uzlu je pouze jedna tiida — to je zaddouci, tudiz

jako nejvhodnéjsi atribut pro vétveni hleddme co nejmensi hodnotu GI(4).

n(A(V))

GI(A) - ZveVal(A) * Gini(A(v)) (9)

o i (chi kvadrdt test)

Poslednim kritériem je >, ktery umi najit vzajemnou souvislost mezi dvéma atributy
v kontingen¢ni tabulce. Pokud je X a Y vtabulce nezavislé (nemaji souvislost), ma test
piiblizng Pearsonovo x* rozd&leni se stupni volnosti v = (-1)(s-1), kde r je pocet tadki
v tabulce a s pocet sloupci v tabulce. Vypodet testu x* je [14]:

(pij OL)
X =T X (10)

0ij
kde o;; jsou ocekavané Cetnosti dané vztahem:

RiSj
Oij = —

(11)

n

i,j ... oznaceni fadkil a sloupcti tabulky
Dij ... pozorovana Cetnost
n ... celkovy pocet pozorovani
R; ... pocet pozorovani v fadku i
S; ... po€et pozorovani ve sloupci j
Ten atribut, ktery nejvice souvisi s cilovym atributem, méa tedy nejvétsi hodnotu % je

vhodnym kandidatem na atribut pro vétveni stromu.

3.1.3 Regresni stromy

Kromé klasifikacnich stromt, existuji i stromy regresni, kde na rozdil od klasifika¢nich
stromdu, které zatazuji data do tiid, regresni stromy odhaduji hodnotu numerickych atributt.
To znamend, ze v koncovém listu mize byt misto ndzvu tfidy konkrétni hodnota (konstanta),

kterd udava naptiklad primérnou hodnotu.

Dal$im rozdilem mezi klasifikatnim a regresnim stromem je zplsob volby atributu

pro vétveni. Oba stromy funguji na principu algoritmu TDIDT, ale zptisob vétveni
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v regresnim stromu vychazi z méteni smérodatné odchylky hodnot cilového atributu. Redukce

smérodatné odchylky se pocita podle nasledujiciho vzorce [1] :

Sy = Zvevmm)@ * Sy(A(W)) (12)

532, ... rozptyl hodnot cilového atributu pro celé trénovaci data

SZ(A()) ... rozptyl hodnot cilového atributu pro priklady pokryté kategorii A(v).

Atribut, ktery maximalizuje toto kritérium je vybran pro vétveni stromu. Vétveni konci,

pokud je Sy, (A(v)) mensi nez 5% S, , nebo pokud je v uzlu mélo piikladi.

3.1.4 Algoritmy rozhodovacich stromi

Jak jiz bylo popsano vySe, moznosti jak urcit atribut, ktery bude strom podle néjakého
pravidla dale délit, je vicero. Proto byly vyvinuty algoritmy, které na zéklad€ vySe zminénych
kritérii hledaji nejvhodnéjsi atribut pro vétveni. V tabulce €. 4 jsou nékteré znadmé algoritmy

porovnany podle svych vlastnosti. Zde jsou pfedstaveny podrobné&ji:
e ID3,C4.5aC5.0

Zakladnim algoritmem je algoritmus ID3, vyvinut australskym v&€dcem J. R. Quinlanem
v roce 1986. Kritériem pro vétveni je v tomto algoritmu informaéni zisk. V roce 1993 rozsifil
Quinlan algoritmus ID3 na algoritmus C4.5 tak, aby mohl pracovat s numerickymi atributy,
chybé¢jicimi hodnotami a brat v potaz cenu za chybnd rozhodnuti. Za dalSich pét let, tedy
Tato nova modifikace nese nazev C5.0, v n€kterych platformach, naptiklad Windows, je
pojmenovan See5. C5.0 je vhodny pro vSechny typy proménnych, na vystupu vSak vykazuje

pouze kategorialni hodnoty. Kritériem pro vétveni je informacni zisk a entropie. [1] [33]

Silné stranky: C5.0 ma dobré vyuziti v piipadé v ptipadé¢ velkého mnoZzstvi vstupnich
poli. Je schopen rychle odhadnout klasifikacni model. Nabizi také posilovaci metodu (boost)

pro zvySeni presnosti klasifikace. [13]
o CART

Algoritmus CART byl vyvinut v roce 1984 statistiky Barkleyské a Stanfordské univerzity.
Kromé ndzvu CART je mozné setkat se s riznymi modifikacemi jako C&RT nebo CRT.

CART vytvaii pouze binarni stromy, coZ znamena, Ze z jednoho uzlu vedou pouze dvé vétve.
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Binarni stromy jsou obvykle pfesnéjSi neZ nebinarni. Jako kritérium pro vétveni je zde

pouzivan Gini index. [33]

Silné stranky: CART ma podobné vyhody jako C5.0, na rozdil od n¢j vSak dokaze
pracovat jak s diskrétnimi, tak se spojitymi vystupy. [12]

e CHAID

Princip algoritmu CHAID byl zkouman uz od roku 1975 J. A. Hartiganem, samotny
algoritmus byl vyvinut vroce 1980 G. V. Kassem. Je Casto vyuzivan v komeréni sféte,
zejména v marketingu (napiiklad vybér cilovych zakaznikl). K vybéru nejvhodnéjsiho
atributu k vétveni pouziva CHAID x2 test, z cehoz vyplyva, ze vstupni proménné musi byt
pouze kategoridlni. S timto problémem si ale vétSina softwaru umi poradit a spojita data

prevede automaticky na diskrétni. [33]

Silné stranky: CHAID dokéze vytvaret nebinarni stromy, coz znamena, ze uzly mohou
mit pii déleni vice nez dvé vétve. Stromy proto rostou vice do Sitky, nez je tomu u binarnich

stromt (QUEST a CART). CHAID je vhodné&jsi pro vétsi datové soubory. [12]
e QUEST

QUEST je statisticky algoritmus, ktery vybird proménné bez zkresleni a zajistuje rychlé a
presné sestaveni binarniho stromu. Podobné jako C5.0 ma na vystupu pouze kategorialni
proménné. Kritérium pro vétveni funguje pomoci statistickych metod.

Silné stranky: QUEST tvofi binarni stromy, které jsou obvykle vice pfesné nez stromy
nebindrni. Mimo to je algoritmus tvofici bindrni strom rychlejsi. [12]

Tabulka €. 4: Porovnani algoritmt pro tvorbu stromi

Vicenasobné Binarni Vicenasobné Binarni
Ano Ano Ne Ano
Ne Ano Ano Ne
Informacnl. zisk, Gini index Chi kvadrat Statistické
entropie metody
Ne Ano Ano Ano
Zdroj: [15]
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3.2 Rozhodovaci (klasifikac¢ni) pravidla

Pro zacatek je dobré objasnit si rozdil mezi asocia¢nimi pravidly, kterd se v data miningu
také bézné pouzivaji, a rozhodovacimi, neboli klasifikacnimi, pravidly. Asociacni pravidla
hledaji zajimavé souvislosti mezi hodnotami atributtli a jejich kombinaci bez toho aniz by byl
v zavéru pravidla predem vyhrazen cilovy atribut urcujici zafazeni do tfidy, zatim co
rozhodovaci pravidla se, jak uz nazev napovida, pouzivaji pii klasifikaci a v zavéru pravidla
je vyhrazen cilovy atribut, urcujici ptislusnost ke ttidé. Rozhodovaci pravidla jsou linedrnim

piepisem rozhodovacich stromd. [1]
Syntaxe rozhodovaciho pravidla:
IF Predpoklad THEN Trida,

kde podminka pravidla IF znamena logicky soucin vSech podminek testl atributli po cesté
z kotene do listu rozhodovaciho stromu a zavér pravidla THEN je pfid€leni hodnoty do tfidy

cilového atributu (cilového listu stromu). [28]

Jednou z metod, jak vytvofit rozhodovaci pravidla, je piepis rozhodovaciho stromu
do pravidel. Postupuje se postupné¢ od kofene k listim, po vSech vétvich stromu. Dalsi

moznosti jsou algoritmy, tvofici rozhodovaci pravidla. Ty jsou nasledujici [1] :
e  Pokryvani mnoZin
Autorem algoritmu pokryvani mnozin, t¢Z znamym jako AQ, je polsko-americky
védec Ryszard Michalski. Na rozdil od rozhodovacich stromt, kde je pouzivana metoda
,»1ozdél a panuj“ je v tomto algoritmu pouZzita metoda ,,0ddél a panuj“, coz je snaha nalézt
pravidla, ktera pokryvaji piiklady téze tfidy a oddé¢lit je od tfidy jiné. Rozhodovaci
pravidla, kterd jsou urCena timto algoritmem, maji stejnou vyjadfovaci silu jako

rozhodovaci stromy. Zatimco vSak u rozhodovacich stromil postupujeme v prostoru

hypotéz pouze ,,shora doli“, v pokryvani mnozin lze pouzit jak postup ,shora dolt‘

vvvvvv

vvvvvv

vyuzivan praveé algoritmus AQ, ktery vytvari takzvany neuspotadany soubor IF-THEN
pravidel. Pro postup ,,shora doli* je vyuzivan algoritmus CN4, ktery je podrobnéji popsan
v nésledujicim bodu - Rozhodovaci seznam. Obecny postup pii pokryvani mnozin je

v tabulce €. 5. [1]
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Tabulka €. 5: Algoritmus pokryvani mnozin

Algoritmus pokryvani mnoZin

' Najdi pravidlo, které pokryva pozitivni piiklady a zddny negativni

’A1 Odstran pokryté ptiklady z trénovaci mnoziny

Pokud v trénovaci mnoziné zbyvaji n¢jaké nepokryté pozitivni priklady, vrat’ se k bodu
1, jinak skon¢i

Zdroj: [1]
e Rozhodovaci seznam

Opakem pro neusporadany soubor IF-THEN pravidel je rozhodovaci seznam neboli

usporadany soubor pravidel. Zde je syntaxe pravidel nasledujici:
IF Predpoklad 1 THEN Trida i
ELSE IF Predpoklad 2 THEN Trida j

ELSE IF Predpoklad 3 THEN T7ida k ....

Kazda podminka ELSE IF propojuje vSechny pravidla navzajem, pravidla v seznamu jsou
tudiz navzajem zavisla. Predpoklad za ELSE IF v sob¢ implicitné skryva negaci podminek

vSech predeslych pravidel.

Pro vytvareni jak usporadaného, tak neusporddané¢ho souboru pravidel mlzeme pouzit
algoritmus CN2 a jeho rozSifeni CN4. Je zalozen na podobném principu jako obecny
algoritmus pro pokryti mnozin, jeho postup je ale ,shora doli“. Rozdil mezi tvorbou

usporadanych a neusporadanych pravidel v hlavnim cyklu algoritmu CN4 je v tabulce €. 6.
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Tabulka ¢. 6: Hlavni algoritmus CN4 pro neuspoiadana a uspotadana pravidla

- CN4 pro neuspoiadana pravidla - CN4 pro usporadana pravidla

Necht' Seznam_pravidel je prazdny Necht Seznam_pravidel je prazdny
seznam seznam

Pro kazdou tfidu C 2) Dokud trénovaci mnoZina D neni

prézdné

1. Dokud mnozina D  (trénovaci | Pomoci funkce Search(Predpoklad,

mnozina) pozitivnich ptikladd této D) nalezni nejleps$i  kombinaci

ttidy neni prazdna Predpoklada

'}l Pomoci funkce Search(Predpoklad, Ptitad’ D:= D — D(Predpoklad), kde
D) nalezni nejlepsi  kombinaci D(Predpoklad) jsou ptiklady pokryté
Predpokladi kombinaci Predpokladii

11 Pritad D:= D — D(Predpoklad), kde

D(Predpoklad) jsou piiklady pokryté

kombinaci Prredpokladit

N
o
o

e Pravdépodobnostni pravidla (algoritmy ITRule a ESOD)

Do Seznam_pravidel ptidej pravidlo
IF Predpoklad THEN Class, kde
Class je majoritni tfida ptikladt
v D(Predpokiad)

08 Do Seznam_pravidel ptidej pravidlo
IF Predpoklad THEN C

Zdroj: [1]

Pravdépodobnostni pravidla jsou zalozena na hodnotach (vahach, pravdépodobnostech),
které jsou pravidlim ptidélovany. Na principu ohodnocovani a nasledné klasifikace novych
pfipadl jsou zalozeny expertni systémy, coz jsou pocitacové programy, které¢ dokéazi fesSit
velmi slozité ulohy, podobné jako by je feSil lidsky expert — tedy specialista na danou

problematiku. Algoritmy pro tvoifeni tohoto typu pravidel jsou ITRule a ESOD. [1] [19]

3.3 Neuronové sité

Dalsi technikou pro tvorbu automatickych systéma pro klasifikaci a predikci jsou
neuronové sité. V pripadech, kdy primarné nezalezi na srozumitelnosti vystupu, mohou byt
pouzity jako nahrada misto rozhodovacich stromtli a pravidel. Na rozdil od rozhodovacich
stromt, kde je lepsi pouziti kategoridlnich dat, se vSak v neuronovych sitich vice uplatni
spojitd numericka data. Podobné jako bylo nutné v rozhodovacich stromech pouzit
diskretizaci spojitych proménnych, v neuronovych sitich je potieba provést tzv. ,binarizaci®
kategorialnich proménnych. Pro kazdy kategorialni atribut se vytvofi tolik novych bindrnich
atributli, kolik mél piivodni atribut riznych hodnot. Stejné jako u rozhodovacich stromi je
tento proces ve vétSin€ softwart provadén automaticky. [1]
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Cilem neuronovych siti je napodobovani chovéni lidského mozku. Zejména pak ve tfech

aspektech:
e Umét ulozit znalosti pomoci synapsi
e Aplikovat znalosti na feSeni problém - uvazovani
e  Ziskdvani nové znalosti v pribéhu uceni neuronové sité

Zakladnim stavebnim kamenem nervové soustavy clovéka je nervova buitka — neuron. Ten
se skladd z téla bunky, ze kterého vybihd mnoho vétvicich se vybeézkil - dendriti a jeden
dlouhy vybézek, zvany axon. Dendrity pfijimaji vzruchy z okoli, vedou vzruchy k bunice a
tvoii tak vstupy do neuronu. Pomoci axonu je neuron schopen sam vyslat dalsi signal do
svého koncového rozvétveni a pomoci synapse, tedy spojeni axonového rozvétveni s dendrity
jiného neuronu, pfedat informaci (vystup) do okolnich neuronti. Spojenim neuronti pomoci
synapsi vznika biologickd neuronova sit. Timto biologickym systémem jsou informatické

neuronové sit€ inspirovany. Obrazek €. 8 zndzornuje stavbu biologického neuronu. [20]

Moyelinova
pochva

Axonove zakonfeni
(synapse)

Obrazek ¢. 8: Biologicky neuron

Zdroj: [10]

Pomoci pocitaci lze simulovat mnohem rychlej§i neuron neZ biologicky neuron,
problémem vsSak je obrovské mnozstvi biologickych neuronii a mnozstvi synapsi v mozku.
Velikost a struktura takto masivni mozkové sité¢ zatim neni mozné pomoci umélé inteligence

napodobit.

K tomu, aby mohl neuron vyslat signdl je potieba, aby vstupni signaly ptekrocily urcitou
prahovou hodnotu. Pokud tuto hodnotu signaly nepiekroci, v neuronu nevznikne zadna

reakce. Z toho vychazeji matematické modely umélych neuronti. NejzndméjSimi modely
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umélych neurond jsou McCulloch-Pittstv ,,logicky neuron® a Wodrowiv ,,adaptivni linearni

neuron Adaline*. Na obrazku €. 9 je popsana struktura McCulloch-Pittsova neuronu.

Obrazek ¢. 9: Model umélého neuronu
Zdroj: [20]

- x;— vstupy neuronu, i=1,2,...,n - f(y4) — aktivacni funkce neuronu

- n—pocet vstupl o(f) — vystupni funkce neuronu

- w; — synaptické vahy - 0 — préh neuronu (xo, W)

- ¥Ys — vstupni potencidl neuronu
Ya = Xi=1XiW;

y — vystup neuronu

Cinnost neuronu lze popsat matematicky:
e neuron vysle signal: y=1pro Y-, x;w; > w,
e neuron nevysle signal: y=07pro Yj—1 x;w; < wy

Podminku y, > wy lze pfepsat pomoci aktivacéni funkce f(y,). Jejim ukolem je prevést
hodnotu vstupniho potencidlu na vystupni hodnotu z neuronu. Vybér vhodné aktivacni funkce

zavisi na konkrétnim typu feSené ulohy. [20], [10]

Neurony maji schopnost uéit se, neboli adaptovat se. Cinnost neuronovych siti 1ze rozdélit

do dvou fazi [20]:
e Faze uceni:

Znalosti se ukladaji do synaptickych vah neuronové sité. Ty se béhem ufeni méni

na zakladé pravidel danych typem uceni neuronové sité. Pro uceni plati dany vztah:
ow
’y =0 (13)

kde W je matice vSech synaptickych vah

36



e Faze Zivota:

Znalosti se vyuzivaji pro feSeni konkrétnich problému (klasifikace, predikce). Synaptické

vahy se behem faze zivota neméni. Plati vztah:
ow

— =0 14

o (14)

Mnozina vzora O, podle kterych se sit’ uci, je obvykle rozdélena na trénovaci mnozinu,

ktera se vyuziva ve fazi uceni a testovaci mnozinu, ktera se vyuziva ve fazi zivota. Pokud ma

systém k dispozici toto rozdéleni mnozin, mluvime o uceni s ucitelem, které poskytuje

spravnou informaci o pozadovaném vystupu sité. Pokud systém tuto informaci nema4,

odvozuje si ji sam pomoci zpétné vazby, tento postup se nazyva uceni bez ucitele (naptiklad

Kohonenovy samoorganizujici se mapy). [20]

NejznaméjSim algoritmem pro uceni dopfednych neuronovych siti je algoritmus
Backpropagation, tedy metoda zpétného Sitfeni chyby. Chyba se §ifi pfes vSechny vrstvy az
k prvni vrstvé sité. Cilem je minimalizovat chybu zaloZenou na druhé mocniné rozdilu mezi

skuteCnym a ocekavanym vystupem. Chybova funkce £ je ddna vztahem:
1 A
E =Y —9)° (15)

¥; ... hodnota cilového atributu (ocekavany vystup)

Vi ... vysledek zatazeni sit¢ (skutecny vystup)
3.3.1 Topologie neuronovych siti
Z hlediska pruchodu informaci neuronovou siti rozliSujeme dva zakladni typy siti:
e Dopredné sité — signal se $ifi jednim smérem od vstupu k vystupu
e Rekurentni sité — diky zpétnym vazbam (zapojeni sité¢ v kruhu) se signal mize Sifit 1
opaénym smérem
Struktura neuronové sit¢ se zndzorfiuje pomoci teorie grafl. Na obrazku ¢. 10 jsou
zobrazeny nékteré typy siti. Cervené jsou znazornény vstupy, zelené vystupy, modie skryté
vrstvy. Prvnim z nich (A) je zékladni dvouvrstva sit’ se tfemi vstupy a dvéma vystupy. Druhé
sit’ (B) je hierarchicka sit’ s jednou skrytou vrstvou, tieti sit’ (C) je autoasociativni sit’, ktera
ma stejny pocet vstupl i vystupl, pficemz z kazdého vystupu vede zpétnd vazba, kterd
vyvolava zptesnéni. Autoasociativni proces nemusi nikdy skoncit nebo skon¢i v jednom

z nékolika dovolenych stavii. Posledni siti (D) je rekurentni sit’ s jednou zpétnou vazbou. [16]
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Obrazek ¢. 10: Struktury neuronovych siti
Zdroj: [16]

Existuje cela fada typl neuronovych siti. Kazdy typ je vhodny pro odlisny typ tlohy,

pficemz nékteré neuronové sit¢ se mohou dopliiovat. Nekteré typy siti:
o Vicevrstve site (MPL)

Tato doptedna sit’ se sklada z tfi a vice vrstev neutronll, z ¢ehoz minimaln¢ jedna

vrstva je vrstva skryta (viz obrazek ¢. 10B) Jsou to vrstvy:
- Vstupni — nejsou vzajemné propojeny, slouzi jako vstupy pro dalsi vrstvy
- Skryté — bez skryté vrstvy nelze modelovat spojité¢ funkce, ¢im vétsi je pocet
skrytych vrstev, tim obtiznéjsi je ucenti sité
- VPystupni — ptevadi vysledky skryté vrstvy na vystupy sité

o Kohonenovy samoorganizujici se mapy (SOM) — k uceni nepotiebuji trénovaci mnozinu

(uceni bez ucitele), vyuzivany pro roztiidéni velkého poctu nezndmych dat

o Site s radialni bazi (RBF) — tiivrstvé sité s aktivacni funkci typu RBF (funkce urceny
svym stifedem a pro argumenty se stejnou vzdalenosti od tohoto stfedu davaji stejné

funk¢ni hodnoty)

e [Fuzzy neuronové sité (FAM) — urCuji feSeni pomoci fuzzy mnozin
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4 SOFTWAROVE NASTROJE PRO DATA MINING

Softwarovych systému pro feSeni data miningovych tloh je dnes jiz cela fada a neustale se
vyvijeji. Existuji jak volné Sifitelné, tzv. open source systémy, které si uzivatel mize zdarma
opatfit z internetu, tak 1 placené¢ komercni systémy, které povétSinou nabizeji rozmanitéjsi
nabidku data miningovych metod. Na obrdzku €. 11 je zndzornén graf oblibenosti produkti.
Na otazku: ,Ktery analyticky data miningovy nastroj jste vyuzili v poslednich dvanacti
mésicich pro tvorbu readln¢ho projektu (kvéten 2012 - 2013)“, hlasovalo celkem 1880
uzivatelti. Vybréano je 13 produktl, které se umistily v prvni dvacitce, pficemz vysledky jsou
porovnavany s tim samym vyzkumem, provedenym o rok dfive — tedy kvéten 2011 — 2012.

Zelenég jsou oznaceny open source systémy, oranzove pak placené komercni systémy. [23]

Pro dalsi usnadnéni orientace v produktech lze kromé licence rozdélit systémy do né€kolika
skupin podle spole¢nych ryst. Jednim z téchto rysi je ucel, se kterym je software vytvaren.
Producenti na jedné stran¢ vyvijeji software, ktery slouzi priméarné pro data mining a na strané
druhé je vyvoj softwaru s jinym primarnim vyuzitim (napiiklad statistickym, matematickym

atd.) umoziujicim data mining az v druhé¢ fad¢. [9]

Oblibenost data miningovych nastroju

B 2012 & 2013
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Obrazek ¢. 11: Graf oblibenosti data miningovych nastroju

Zdroj: upraveno podle [23]

39



V systémech, které byly vyvinuty specidlné pro potieby data miningu, lze vyuZivat jak
jednoduché vypocty, tak vypocetné narocné metody, kvili ¢emuz muze proces dobyvani
znalosti trvat delSi dobu. Uzivatelské prostfedi té€chto nastroji byva grafické, na principu

b119

»drag and drop* — v piekladu ,,tdhni a pust™, ktery je dnes jiZ znam z mnoha jinych aplikaci ¢i
systéml (napiiklad MS Windows).  Software je tudiz diky ,,drag and drop* uZivatelsky
prijemny. V nasledujicich dvou podkapitolach jsou uvedeny tii nejzndméjsi komercni systémy

a til nejznamg¢jsi open source systémy.

Kromé systémi, které jsou vytvafeny pifimo za ucelem podpory data miningu, se
pro dobyvani znalosti pouZivaji zhruba ve 30-40% 1 systémy, jejichz primarni urceni je jiné a
data mining nabizeji pouze jako dopliikové rozsifeni. To ostatné dokazuje i1 obrazek €. 11,
podle kterého jsou na piednich ptickach v oblibenosti softwarovych nastrojil i programy, které

nejsou Cisté ,,data miningové®. Jsou to pfedevsim tyto skupiny softwaru: [9]
e Databdzove systéemy: Microsoft SQL Server, Oracle
o Statisticke systemy: systétmy SAS, SPSS, StatSoft Statistica, projekt R

e Matematické systéemy: MATLAB

4.1 Nejznaméjsi komerc¢ni systémy
o IBM SPSS Modeler (Clementine)

V soucasné dobé je IBM SPSS Modeler jeden z nejvice rozsifenych systémul pro data
mining. Pivodné byl vyvinut firmou Integral Solutions, pod ndzvem Clementine. V roce 1999
doslo ke slouceni Integral Solutions s véhlasnou firmou SPSS, zabyvajici se vyvojem
statistického softwaru. Od té doby probiha vyvoj softwaru pod hlavickou SPSS. V roce 2009
firmu SPSS koupila svétoznama IBM, diky této zméné se dostalo softwaru Clementine

nového ndzvu pouzivaného dodnes - IBM SPSS Modeler. [9], [18]

Modeler nabizi Sirokou Skalu vstupti dat do programu, umoznuje pouziti mnoha data
miningovych metod modelovéni, vysledné modely si uZivatel miZe interaktivné zobrazovat
pomoci tabulek, databazi a riiznych vizualizacnich prostiedki. Systém duasledné vychazi

z metodiky CRISP-DM.

V této bakalarské praci byl pro modelovani vyuzit pravé SPSS Modeler verze 14.2.
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o SAS Enterprise Miner

Dalsi z data miningovych systémi je vyvijen od roku 1998 firmou SAS, tedy jednou
z vid¢ich firem na trhu se statistickym softwarem. Enterprise Miner je pouze jednim z mnoha
moduld, které lze v rozsahlém softwaru SAS zakoupit. Je vSak plné¢ kompatibilni a snadno
integrovatelny s dalSimi produkty této firmy. Nabizi Siroké mnoZstvi implementovanych
metod, v€etné moznosti vyuziti vnitinitho programovaciho jazyka. UZivatelské prostiedi je
grafické, tim padem uzivatelsky pifijemné. Cely systém je zaloZen na metodologii SEMMA.

[91[29]
e StatSoft Statistica Data Miner

Data Miner uzavird trojici nejrozsifenéjSich nastrojii specializovanych pro data mining.
Podobné jako ptedeslé dva produkty, je Statistica Data Miner piikladem systému, ktery
vyvinula firma zabyvajici se piivodné statistikou. UZivatelské prostiedi je zde opét grafické a
prizpisobivé uzivateli. Systém nabizi pestrou Skalu vybéru data miningovych metod.
Vysledné modely lze vygenerovat jako spustitelny kod v riznych programovacich jazycich,
naptiklad VisualBasic, C++ (C#) nebo Java. Vyhodou Data Mineru je moznost pracovat
s pomoci systému WebStatistica, ktery umoziuje navrhovat a spravovat data miningové

projekty na jiném pocitaci v prostiedi internetového prohlizece. [31]
4.2 Nejznaméjsi volné SiFitelné systémy
e Rapid-I RapidMiner

RapidMiner firmy Rapid-I je v souc¢asné dob€ jednim z nejvyhledavanéjSich open source
softwarti pro data mining. To ostatné dokladaji i vysledky vyzkumu na obrazku €. 11, kde se
umistil na prvnim misté¢ v oblibé mezi uzivateli. Prvni verze programu vznikla na Fakulté
umélé inteligence Dortmundské univerzity. Systém je diky svému tspéchu Sifen i1 v placené
verzi, kterd ho rozSifuje o dalSi moZnosti. Systém je napsan kompletné v jazyce Java, coz

umoziuje spousténi témef na jakémkoli opera¢nim systému. [26]
o WEKA

Systém WEKA byl piivodn¢ vyvinut na novozélandské univerzité Waikato pro akademické
ucely. Pozdéji byl prepsan do jazyka Java, byl upraven pro vSeobecné pouziti a je Sifen
pomoci GNU licenci. Program nabizi néstroje pro piedzpracovani, klasifikaci, regresi,

shlukovani asocia¢ni pravidla a vizualizaci. V nedavné dobé se WEKA stala soucésti
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svobodného softwaru Pentaho, ktery se zaméfuje na business inteligenci a slucuje nékolik

ptivodné samostatnych produktt. [34], [21]
e Orange

Podobn¢ jako dva ptfedchozi open source programy byl Orange vyvinut na akademické
pudé — na Fakulté pocitacovych a informacnich véd slovinské univerzity v Lublani. Funguje
pomoci vizualniho programovani nebo skriptovaciho jazyka Python. Nové funkce lze

naprogramovat i pomoci jazyka C++. [5]
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5 NAVRH MODELU

Hlavnim cilem modelovani je vytvofit model tii klasifika¢nich tloh, jejichz ptesné znéni
bude upfesnéno v nasledujici kapitole. Klasifikace bude provedena pomoci rozhodovacich
stromi a neuronovych siti. Na obrazku ¢. 12 je zobrazen navrh modelu. Tento navrh

klasifikacniho modelu bude provadén v softwaru IBM SPSS Modeler verze 14.2.

Sbhér dat a predzpracovani dat
» Dataze statistik UNICEF
» Odcisténi dat o chybéjici hodnoty
» Ocisténi dat o nepotiebné atributy

|

Pouiité data miningové techniky
» Rozhodovaci stromy
- 50
- CART
- QUEST
- CHAID
» Neuronové sité
- MLP
- REBF

v

Cilové atributy (vistupy)
» Vwvspélost zemi
» Nemocnost zemi

7 Afrnicky kontinent

Obrazek ¢. 12: Navrh modelu

Zdroj: viastni zpracovani

5.1 Formulace problému a sbhér dat

Pro splnéni cilti modelovani byl nejprve proveden sbér dat. Data pro modelovani pochazeji
ze statistik uvedenych na webovych strankdch Détského fondu OSN — UNICEF [32].
UNICEF je hlavni svétovou organizaci, zabyvajici se ochranou a zlepSovanim Zzivotnich

podminek déti a matek. Fond piisobi ve 157 zemich svéta a jeho prostfednictvim poskytuji
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pracovnici i dobrovolnici humanitni, materialni a finan¢ni podporu statiim, které ji potiebuji

nejvice. [17]
Hlavni cile modelovani jsou tfi klasifikacni tlohy:
e Rozdéleni zemi v atributu ,, Vyspélost zemi* se tFremi skupinami podle vyspélosti
e Rozdéleni zemi v atributu ,, Nemocnost zemi** se tremi skupinami podle nemocnosti
o Oddéleni africkych zemi od zemi jinych kontinentii (atribut ,, Africky kontinent )

Toto rozd€leni muze slouzit jako podklad pfi rozhodovani pro rozdélovani humanitnich,
materidlnich a finan¢nich prostfedkti do nejpotiebnéjsich oblasti. Jelikoz je zde predpoklad, ze
Afrika bude potfebovat nejvice pomoci, protoze zde pravdépodobné bude nejvice
nerozvinutych a nemocnych zemi, jsou africké staty oddéleny od zemi ostatnich kontinenti.
V praci bude proto znazornéno, které atributy souvisi s pfisluSnosti statl k africkému

kontinentu a ke zbytku svéta. Kazdéa uloha bude mit v Modeleru sviij vlastni stream.

5.2 Predzpracovani

V prostfedi MS Excel byla ptivodni data (198 udajt - zemi s 44 atributy) predzpracovana
do pozadované podoby a poté na novém listu oc€iSténa o chybéjici hodnoty vymazanim
nékterych zemi a atributii. Tyto chybéjici hodnoty by se sice pozdé¢ji v Modeleru dala nahradit
(napf. pomoci priméru, medidnu, modu, atd.), ale jelikoz jsou v souboru dat hodnoty
od vyspélych zemi az po velmi chudé zemé¢, mohly by byt nahrazené hodnoty zkreslené a
znehodnocovaly by cely datovy soubor. Po ocisténi vzniklo kone¢nych 123 udaji s 38
atributy. K bliz§imu seznameni s datovym souborem byla do nového listu provedena jeste
popisnaé statistika. List s ndzvem oc€iSténa data byl preveden do formatu *.csv. Tento soubor

bude slouzit jako zdroj pro praci v Modeleru. Datovy slovnik k atributiim je v tabulce €. 7.
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Tabulka ¢. 7: Datovy slovnik — 1. Cast

Nazev atributu Typ dat Rozsah hodnot Popis dat
Nizev Nominal | [Albanie: Zimbabwe] | ‘ednotlivé stdty, — které  UNICEF
monitoruje
Umrinost det mladsich 3 Continuous [3; 178] Umrtnost do 5 let Zivota - na 1000 déti
Kojenecka umrtnost Continuous [2; 114] Iijér;rtnost do 1. roku Zivota - na 1000
Novorozeneckd umrtnost | Continuous [2; 48] Ijmftn05t do, 28 (%m Zivota — na 1000
7iv€ narozenych deti
Celkova populace (tisice) | Continuous [104,06; 1341335,15] Celkova populace statu — v tisicich
Pocet narozenych deti Continuous [2,82;27165,24] Pocet narozenych déti v tisicich za rok
Pocet mrtvych déti do 5 Continuous [0: 1696] Pocet mrtvych déti do 5 let v tisicich za
let rok
Primernad rocénimira . ) Primérna ro¢ni mira rustu HDP na
riistu HDP (%) Continuous [-3.2;16,3] osobu — v %
Hruby narodni diichod na . ] Hruby narodni dichod na osobu —
obyvatele (v US §) Continuous [160;73060] v dolarech
Celkem: % populace . .
o, S . . Celkové procento populace majici
vyuzivajici kvalitni zdroje | Continuous [38; 100] i . .,
. piistup ke kvalitnimu zdroji pitné vody
pitné vody
Meésta: % populace Procento populace zijici ve méstech,
vyuzivajici kvalitni zdroje | Continuous [52; 100] majici pfistup ke kvalitnimu zdroji
pitné vody pitné vody
Venkov: % populace Procento populace Zzijici na venkové,
vyuzivajici kvalitni zdroje | Continuous [26; 100] majici pfistup ke kvalitnimu zdroji
pitné vody pitné vody
.0
Celk?n. A pop u{ac,e Celkové procento populace vyuzivajici
vyuzivajici kvalitni . ) ., L J
L . Continuous [9; 100] kvalitni  hygienické prosttedky a
hygienické prostiedky a v
S zafizeni
zarizeni
Y . 0
Mesf?' Ap P ulflce, Procento populace zijici ve méstech,
vyuzivajici kvalitni . ) v s o N
S . Continuous [15; 100] vyuZivajici kvalitni hygienické
hygienicke prostredky a " o
S prostredky a zafizeni
zarizeni
.0
Venkvo’v. Ap °p u{ac’e Procento populace Zzijici na venkové,
wuzivajici kvalitni . v s . S
S ; Continuous [3; 100] vyuzivajici kvalitni hygienické
hygienické prostredky a y .
S prostiedky a zafizeni
zarizeni
Odhadovany pocet osob ' Odhafiovanyvpoce’t osob Zl_]lCl'(Eh s HIV
oo s Continuous [0,1; 5600] ve vsech vékovych kategoriich — v
Zijicich s HIV .
tisicich
Muzi: Mira gramotnosti . ) Mira gramotnosti mladych muzt (15-24
mladeze (%) Continuous [47; 100] let) v % na danou skupinu lidi
Zeny: Mira gramotnosti . . Mira gramotnosti mladych zen (15-24
mladeze (%) Continuous [23; 100] let) v % na danou skupinu lidi
Celkovq mira Continuous [26: 100] Celkova mira gramotnosti dospélych v
gramotnosti dospélych %
Mira zapsanych deti na . ) Mira zapsanych déti na zakladni skolu
zakladni Skolu Continuous [31; 100] — v % na 100 déti ve skolnim véku
Pouzivani ,r’nOfZermch Continuous [0: 78] VyuZivani internetu — pocet na 100
technologii - internet obyvatel
Pouzivani modernich Continuous [1: 185] Vyuzivani mobilnich telefoni — pocet

technologii - mobily

na 100 obyvatel
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Tabulka ¢. 7: Datovy slovnik — 2. ¢ast

Nazev atributu Typ dat Rozsah hodnot Popis dat
FopulacemadSH IS L0 | Continuous [46; 447309] Populace mladsi 18 let — v tisicich
Populace ’;:.sl‘del 3 let (v Continuous [14; 127979] Populace mladsi 5 let — v tisicich
Rocni mira ristu Procentualni vyjadfeni poméru mezi
o Continuous [-1,1; 7,1] poctem narozenych a zemielych, mize
obyvatelstva (v %) byt i zapornd
Pocet zemielych v populaci béhem 1
Hrubd mira umrtnosti Continuous [1;17] Z%I;illate\lfyd;:leng;né;:stlzz\;ymﬁsé):rgtenf
vysledek je v tisicich
Pocet narozenych v populaci béhem 1
Hruba mira porodnosti | Continuous [9; 49] Z%I;Iiate\llydzlengyné;:sg(e(r)l\;ymﬁSi([:)é)ritenf
vysledek je v tisicich
Ocekavana délka zivota | Continuous [47; 81] Nide]ve na df) 21t pit harozent (v letech),
pramér pro Zeny a muze celkem
Uhrnnd plodnost Continuous [1,1;7,1] Pr(;lme}‘n Y E?ﬁet detll’l k:[(.ire se narodi
jedné Zené béhem jejiho Zivota
o ST
AﬁZZZfﬁffff"fZ " | Continuous [11; 98] Procento populace Zijic
b ’ v urbanizovanych oblastech (méstech)
oblastech (méstech)
Prumérnd rocni mira o i s o
ristu obyvatelstva Continuous [-1,3; 8,2] ;f?gfﬁn jerr?g;e?ﬁri 5“05; u obyvatelstva
Zijicich ve méstech (%) . ’
Pocet narozenych déti na y , ot 11z ‘<
1000 divek ve véku 135-19 | Continuous [4; 199] ot i’eimzr‘fﬁ‘o’}(‘)odg?vgﬁVkam ve véku
let ) B
Podil mlcfdzstvy ch na Continuous [8; 26] Podil mladistvych na celkové populaci
celkové populaci
Procento Zen ve véku 15-49 let, které se
g . . zucastnili  alespoit  jednou b&hem
Prenatdlni péce Continuous [28; 100] téhotenstvi  kvalifikované zdravotni
prohlidky
Procento porodi za ucasti
, . ) kvalifikovanych zdravotnich
Porodni péce Continuous [6; 100] pracovniki - 1ékafi, zdravotni sestry,
porodni asistentky, apod.
Votvdient imuni Procento 12-23 mésicnich déti, u
oA . b y . kterych se vytvafi imunita organismu
detského organismu pred | Continuous [45; 99] fed T askrt. cerny Kagel
DPT (%) pied DPT (= zaskrt, Cerny kasel a
K tetanus)
Vyskyt tuberkulézy | Continuous [3; 1287] beysgttel tuberkulézy  na 100 000
Kontinent, na kterém stat lezi
ID kontinentu Nominal [1,2,3,4,5,6] E‘I:SEXEE?;M 2=Asie, sthﬁgilﬁ:’

6=Australie)
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5.3 Modelovani

V prostiedi softwaru IBM SPSS Modeler byl po naéteni dat pomoci uzlu Var file proveden

datovy audit a kontrola kvality dat viz obrazek ¢.

13.

Data Audit of [38 ﬁemW

=

I \aa File = Edit ¢ Generate ﬂ

Audit| Quality  Annotations

Q@ | x

Field Graph Measurement, Min Max Mean S

[&] Nazev &5 Nominal = = =

m & Continu 3 178 54187
<» Kojenecka imrtnast M & Continu 2 14 37.341
M & Continu 2 48 19.008
D & Continu 104.060 1341335150 46240341 16
D & Continu 2820 27165240 963704
D & Continu 0 1698 58650
<85 Priméma ronimira riistu HDP (%) H & Continu -3.200 16.300 2359

<> Umrnost déti mladgich 5 let

<> Novorozenecka imrtnost

<8 Celkova populace (tisice)

<8 Poet narozenjch déti

<> Pocet mrivjch déti do 5 let

itd. Dev.

49264

29273

12,655

5040 628

2946 598

181597

2509

Skewness | Unique

1.033

0.793

0.470

7.080

7154

7012

1590

123

Valid

123

123

123

123

123

123

123

123

*Indicates a multimode result  *Indicates a sampled result

Data Audit of (38 fields] 73 T s 5 |
e e ven (BloE M= B lelx
Audit  Quality  Annotations
Complete fields (%) Complete records (%)

Field Measur...| Outliers Extremes % Compl... A
[A] Ndzev & No. - - 100 —[=]
<3 Umrtnost dét... % Con.. 0 [ 100 Ny
{3 Kojeneckd .. ¢ Con.. 0 ) 100 Ny
Novorozenec... ¢ Con. i i 100 Ny
%3 Celkovd pop... ¢ Con o 3 100 N
#2 Pofetnaroze... ¢ Con. 0 2 100 N
{2 Poetmrvjc... o Con.. 1 1 100 Ny
3 Priméma ro... ¢ Con 0 1 100 Ny
<3 Hruby ndrod.. ¢ Con 2 1 100 Ny
<3 celkem: % p.. ¢ Con 0 o 100 N
{2 mésta: % po... o Con.. 2 0 100 Ny
<3 venkov: % po... ¢ Con i i 100 Ny
<> celkem: % p.. ¢ Con 0 i 100 Ny
<3 mésta: % po... ¢ Con 0 o 100 Ny
{3 venkov. % po... ¢ Con.. 0 0 100 Ny
& Odhadovany ... ¢” Con 2 1 100 Ny
<3 Muzi: Miragr.. ¢ Con 2 i 100 Ny
<3 Zeny Miragr.. ¢ Con 2 a 100 N
<} Celkova mira... ¢ Con.. 0 ) 100 Ny
<+ Mirazapsany... ¢ Con.. 2 0 100 Ny
<3 Pouzivéni mo... ¢ Con i i 100 Ny
<3 Pougivéni mo... ¢& Con 0 o 100 Ny
% Populace ml... ¢ Con. 0 2 100 N
{3 Populace ml... ¥ Con.. 0 2 100 Ny
3 Roénimirar.. ¢ Con 2 i 100 N{_|
Hrub mira ... [ Con 0 0 10 L\IIL

Obrazek ¢. 13: Datovy audit

Zdroj: vlastni zpracovani

Aby byla zfejméd urcita piedstava o zavislostech jednotlivych atributii, pomoci uzlu

Statistics byla spocitana korelace mezi atributy. Nékteré korelace jsou uvedeny v Tabulce €.

8. Korelace se pohybuje v intervalu <-1; 1>. Cim vice se bliZi hodnota od nuly k jedniéce, tim

vetsi mezi sebou maji atributy zévislost — roste-li hodnota prvniho atributu, roste i hodnota

druhého atributu. Cim vice se hodnota korelace blizi od nuly k minus jedniGce, tim vétsi je

zavislost mezi atributy — roste-li hodnota prvniho atributu, klesa hodnota druhého. Korelace

v uzlu statistics se zdaji byt celkem logické, tudiz 1ze pfedpokladat spravnost dat.

Tabulka ¢. 8: Korelace n¢kterych atributt

Nazvy atributu

Korelaéni
koeficient

Umrtnost déti mladsich 5 let

hygienické prostredky

Porodni péce

% populace pouzivajici kvalitni zdroje pitné
vody

Zeny: mira gramotnosti mladeze

Podil mladistvych na celkové populaci

Uhrnna plodnost

Hrubé mira porodnosti

% populace pouzivajici kvalitni

Umrtnost déti mladsich 5 let

Pozivani modernich technologii —
internet

-0,806

-0,735
-0,755

-0,780
-0,817
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5.3.1 Vytvareni novych atributa

Pomoci uzlu Derive bylo vytvofeno nékolik novych atributli, potfebnych pro dalsi

zpracovani. Jedna se o cilové atributy pro klasifikaci.

Prvnim z nich byl atribut ,,Vyspélost zemi“. Pro potiebu modelovani se tento atribut bude
porovnavat podle atributu Hruby narodni dichod tak, ze zem¢ s HNP na hlavu niz$im nez
1 000 dolarti byly zatfazeny do skupiny ,,Nerozvinuté®, zem¢ s HNP do 10 000 dolari
do skupiny ,,Rozvojové”“ a zemé s vice jak 10 000 dolary HNP do skupiny ,,Vyspélé®.

Konkrétni meze byly navrhnuty nahodile, pouze pro potieby tohoto modelovani.

Dals$im atributem byla ,,Nemocnost zemi*“. Skupiny ,,Kriticka®, ,,Nakazend* a ,,V norm¢*
byly stanoveny nasledovné: Jestlize vyskyt tuberkuldézy bude vyssi nez 350, zemé bude
ve skupiné ,,Kriticka®. Jestlize vyskyt tuberkuldzy bude vyssi nez 80, zemé bude v kategorii
»Nakazena“. Pokud budou hodnoty nizsi, zemé bude ve skupiné ,,V normé“. Meze jsou op¢t

stanoveny bez ovétenych podkladi, pouze pro potteby modelovani.

S predeslym atributem souvisi dal§i novy atribut ,,HIV na 100 000 obyvatel*. Byl vytvoien

proto, aby data byla v piesnéji méfitelnych relativnich hodnotéach.

Dalsi atribut s ndzvem ,,Africky kontinent* je rozdéleni zemi podle toho zda se nachazeji
v Africe, ty pak maji ptiznak ,,Afrika®, ostatni zemé& maji ptiznak ,,Ostatni*. Pfiznak je udélen

na zakladé¢ atributu ,,ID kontinentu®. PtisluSnost ke kontinentim je vSeobecné znama.

Na obrazku €. 14 je vidét jak se zemé¢ roziadily do skupin.

- . - e - : ; g T
Distribution of Vysp&lost zemi | = [l 28 | [ Distribution of Nemocnost z... lE._EI —J-zg FE Distribution of Africky kb”‘m;léjﬂ‘lﬂ
L3 e
se e oc v (Aldl@f] || e e oe v (Bl 01]
Table || Graph @ Annotations | Table | Graph | Annotations ! Table || Graph = Annotations
Yalue Proportion % | Count Walue Proportion % | Count Value Proportion % Count
Nerozvinuta 26.02 32 h Kritickd ] 11.38 14| Wy Afrika 39.02 48
Rozvojova 61.79 76 MakaZena 4472 55 Ostatni 60.93 75
Vyspéla ] 122 15 Y normé 4349 54
.op(_ : “J .OK
| -

Obrazek ¢. 14: Graf Distribution pro nové atributy

Zdroj: viastni zpracovani
5.3.2 Uloha ,,Vyspélost zem&

Prvni ulohou je klasifikace podle vyspélosti zeme. Pomoci uzlu Filter byly zvoleny

atributy, které dale budou figurovat v analyze. Uzel Partition rozdélil datovy soubor
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na trénovaci a testovaci mnozinu v poméru 60:40. Poté byl pomoci uzlu Type zvolen cil
klasifikace (atribut Vyspélost zemi). Pii modelovani bylo pouzito zjednoduseni, které SPSS
Modeler nabizi, a to automatické urceni nejvhodnéjsich technik pro danou ulohu (uzel Auto
clasiffier). Ten vyhodnotil jako nejvhodnéjsi pouziti rozhodovaciho stromu s algoritmem C5.0

a neuronovou sit’. Tyto metody tedy byly uplatnény pro vytvofeni modelu.

Algoritmus stromu C5.0 rozhodl, ze nejdilezitéjsi atributy jsou: umrtnost déti do 5 let,
pouzivani modernich technologii — internet, pouzivani modernich technologii — mobily, HIV
na 100 tisic obyvatel, celkovd mira gramotnosti dospélych, procento populace Zijici
v urbanizovanych oblastech a ro¢ni mira ristu obyvatelstva. Rozhodovaci pravidla tohoto

stromu jsou na obrazku €. 15 a struktura stromu je na obrazku €. 16.

=B [_ertnnstdéti mladiich 5 let == 36 [Mode: Rozvojova ]
i B~ Pouiivani modernich technologii - internet == 55 [ Mode: Rozvojova ]
Umrtnost déti mladdich 5let <=5 [Mode: Vyspéld] = Vyspéla
t. Umnitnost dé&ti mladéich 5 let =5 [Mode: Rozvojovd] = Rozvojovi
- Pougivani modernich technologii - internet = 55 [ Mode: Vyspéla] =» Vyspéla
El Umrtnost déti mlad&ich 51et = 36 [ Mode: Merozvinuta |
B Pouzivani modernich technologii - mobily == 40 [ Mode: Merozvinuta |
HIV na 100k obyvatel == 6174,150 [ Mode: Merozvinuta] => MNerozvinuta
L HIV na 100k obyvatel = 5174,150 [ Mode: Rozvojova] =+ Rozvojova
E- PouZivani modernich technologii - mobily = 40 [ Mode: Rozvojova |
Celkova mira gramotnosti dospélych == 46 [ Mode: Merozvinutda ] = Merozvinuta
E|- Celknué mira gramntnnsti dnspély’rch =46 [ Mode: anmjnué]

113

Obrazek &. 15: Uloha ,,Vyspélost zemé&“ - rozhodovaci pravidla algoritmu C5.0

Zdroj: viastni zpracovani
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‘yspélost zemi

| Mode 0

| Cateqory % o}
| Merozvinuta 26016 32 )
| Rozunjoed i 780 7 |
Wupeplls 12185 15}
| Tetal 100 000 123 |

(mitriost déti mladgich 5 et

4= 36.000

Hode 1
Category ki n
Herozvinuta  0.000 0

B Rozvojovd 76823 40
Byyspila 23007 15
Tatal 51846 65

Pouzivani modemich technolagi - intemet

» 36.000

Node &
Cateqory 4 i
Nergzvinura £6.172 32
B Rozvojovd 44828 16
B yyspéla 000 0o
Tetal 47154 88

Pauzivani modemich technalogil - mobily

4= ST.DDD ¥ 55|.DDD <= 40,000 » 40,000
Hode 2 Hode § Node 7 Hode 10
Cateqony & n Category k] n Category % n Category % n
Merozvinutd  0.000 0 Nerozvinuta  0.000 D Nerozvinuta 87.500 21 Nerozvinuta 32.353 11
BRpzvojovd 90908 50 | M Rorvojova 0000 0| [MRezvejovd 12500 3 B Rezvojovd 67647 23
Byapdls 9000 5| (Myyspls 100000 10| (Myspdia 0.0 0 Byyapila 0.0 o
Tatal 44715 58 Tatal g.1an 10 Tetal 10a1l Tetal I 4 34
B = 2
(Imrtnost déti miadZich & let HIv'na 100k abywatel Celkova mira gramatniosti daspélych
«=4.000 ¥ 5|DBD = ﬁ1?|4.150 174,150 4= d6.000 » 46.000
Hode 3 Hode 4 Node & Mode 8 Hode 11 Hode 12
Category L0 Category % n Category % I Category L0 Category i n Category ki n
Nergzvinuta  0.000 0 Herozvinuta  0.000 0 Merozvinuta 95,456 21 Nergzvinura  0.000 0 Herozvinuta 100.000 3 Herozvinuta 26 806 &

BRozvgjova 0000 O

Biyspila 100000 %
Total 102 2

B Rozvojovd  94.340 50
B rspila a880 3
Tatal 43088 43

B Rozugjora

Tatal

B yspily 000 o

4545 1

17888 22 Total

B Rezvojova 100000 2
B yyspéla 000 0o

B Rozvojova

162 2 Tatal

0 il 000 o

poon o B Rozvojova 74,194 23

Byiyspéla 0o o

144 3 Tatal 2503 H

£l

% populace Ziicl v ubanizovanyeh oblastech (méstech)

<= 28,000 » 18,000

\
Node 14

Categary % n
Merozvinuta 12.000 3
B Rozvojova #3000 22
Byapils 0000 o
Ttal 0.0 24
‘ =

Fendril il st ohoratelstva (v )

Hode 13

Cateqary 4 n

Merozvinuta 83333 4
M Rozvojod 16 667 1
B yyspila ooon o

Ttal 4878 0

=1.100 #1100
Node 15 Hode 16
Category i n Category i n

Herozwinutd 100.000 2
BRezvgjova 0000 O
Byopéls n.ooo o

Total 16 2

Herozvinuta 4248 1
B Rozvojova 95662 12
B rspila opoon o

Tatal 16699 13

Obrazek &. 16: Uloha ,»Vyspélost zemé* - struktura rozhodovaciho stromu C5.0

Zdroj: viastni zpracovani

Pro vétsi prehlednost o vysledcich klasifikace byl pouzit uzel Analysis, pomoci né¢hoz je

mozné udélat si predstavu o spravnosti klasifikacniho modelu. Analysis porovnava vysledek

5

0



algoritmu C5.0 a plivodniho rozdéleni vyspélosti zemi jak na trénovacih, tak na testovacich
datech. Rozhodovaci strom C5.0 je podle zavérecné analyzy piesny ve 100% piipadi
testovacich dat. Analyza vysledki je na obrazku €. 17. Nejprve se porovnava piesnost celkové
klasifikace, poté klasifikace po tiidach.

E-Results for output field Vyspélost zemi

Iél Owerall Results
EI Cnmparmg FC-Vyspélost zemi with Vyspélost zemi

‘Partition’ 1_Training 2_Testing
Correct 66 9167% 51 100%

""" Wrong B 8,33% 0 0%
Total 72 51

El-Output field Vyspélost zemi, splilting by field Vyspélost zemi
El-Vyspélostzemi = Nerozvinuta
= Cnmpanng SC-Vyspélost zemi with Vyspélost zemi

‘Partition’ 1_Training Z2_Testing
i | Correct 14 93 33% 17 100%
""" Wrong 1 6,67% 0 0%
Total 15 17

E- Wspélnstzemf Rozvojova
B- Cnmparlng SC-Vyspélost zemi with Vyspélost zemi

‘Partition’ 1_Training 2_Testing
i |Correct 43 95 56% 31 100%
""" Wrong 2 4,.44% 0 0%
Total 45 £y

El-Vyspélostzemi = Vyspéla
= Cnmpanng SC-Vyspélost zemi with Vyspélost zemi

‘Partition’ 1_Training 2_Testing
i | Correct 9 V5% 3 100%
""" Wrong 3 25% 0 0%
Total 12 3

113

Obrézek &. 17: Uloha ,,Vyspélost zem&* - vysledky algoritmu C5.0

Zdroj: viastni zpracovani

Jako dalsi byly pouzity neuronové sité, konkrétné typ sit¢ MLP a RBF (vicevrstva a

s radidlni bazi). Z porovnani vysledki téchto dvou typl vychazi 1épe sit MLP, avSak ani jedna

ze siti nedosahuje podle uzlu Analysis tak presnych vysledkt jako algoritmus C5.0 (MLP
80,39% a RBF 76,47% ).

Vysledek ulohy ,,Vyspélost zemé“: optimalni je pouziti rozhodovaciho stromu

s algoritmem C5.0, s pfesnosti 100%.

Cely stream k této uloze je na obrazku €. 18.
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38 Fields ) Statistics - .
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Obrazek ¢. 18: Stream k tloze ,,Vyspélost zemé

Zdroj: vlastni zpracovani

5.3.3 Uloha ,,Nemocnost zem&*

Postup dalsich uloh je analogicky s prvni tlohou ,,Vyspélost zemé&®. Tentokrat byl cil
klasifikace rozfadit zemé podle nemocnosti. Opét byl pouzit uzel Auto classiffier k detekci
nejvhodnéjSich metod feSeni. Podle néj byl opét pouzit rozhodovaci stromy s algoritmem
C5.0, dale pak strom s algoritmem CART a pro porovnani se stromy i neuronova sit’ typu

MLP. Rozhodovaci pravidla algoritmu C5.0 jsou na obrazku €. 19.

E- Ofekavana délka fivota == 69 [ Mode: MNakaZena]

= HIV na 100k obyvatel == 6174,150 [ Mode: NakaZena ]

B- Umrtnnstdétimladﬁichﬁ let ==1173 [Mode: MakaZena ]

El Prenatalni péée == 77 [ Mode: MakaZena ]

- Celkova mira gramotnosti dospéljch == 73 [ Mode: MakaZena] = Makaiena
- Celkova mira gramotnosti dospélych = 73 [Mode: WV normé] = V normé

El F'renatalnl péce =77 [ Mode: Makafena]
B- F'nuzwanl maodernich technologii - internet == 7 [ Mode: MakaZena |
El F'nuzwam madernich technologii - internet == 4 [ Mode: MakaZena |
- Celkova mira gramotnosti dospélych == 74 [ Mode: Makafend] = Nakaiena
_ Celkova mira gramotnosti dospélych = 74 [ Mode: Kriticka ] = Kriticka
... PouZivani modernich technologii - internet = 4 [ Mode: Kriticka ] => Kriticka
- Pouzivani modernich technologii - internet = 7 [ Mode: MakaZzena] = Nakaiena
- Umrtnost d&ti mladich 5let =173 [Mode: Vnormé] = WV normé
- HIV na 100k obyvatel = 6174,150 [ Mode: Kriticka] = Kriticka
B~ Oéekavana délka Fivota = 69 [Mode: V normé |
- Umrtnost déti mlad&ich 5 let == 33 [Mode: V normé] = W normé
- Umrtnost d&ti mlad&ich 5 let = 33 [Mode: MakaZend] = Nakaiena

Obrazek ¢. 19: Uloha ,,Nemocnost zemé* — rozhodovaci pravidla algoritmu C5.0

Zdroj: viastni zpracovani

52



Dle vysledkti uzlu Analysis byl nejlepSim moznym feSenim opét algoritmus C5.0
s presnosti 98,04% na testovacich datech. Algoritmus CART a neuronové sit MLP dosahli
nepfili§ presvédCivych vysledki, jejich presnost byla pouze 75,55% (CART) a 68,62%
(MLP). Vysledky algoritmu C5.0 v porovnani s piivodnim atributem Nemocnost zemi je

na obrazku ¢. 20.

- R_esults for output field Memocnost zemi
El-Overall Results
EI Cnmpanng SC-Memocnast zemi with Memocnost zemi

‘Partition’ 1_Training 2_Testing

Correct G4  88,89% 50 98,04%
""" Wrong g8 11,11% 1 1,96%
Total 72 51

=- U_utputﬁeld Memocnost zemi, splitting by field Nemocnost zemi
El-Nemocnostzemi = Kriticka
EI Cnmpanng $C-Memocnast zemi with Memocnost zemi

‘Partition’ 1_Training 2_Testing
_{:orrect 6 8571% 6 8571%
""" Wrong 1 14, 29% 1 14,29%

Total 7 7

E-Memocnostzemi = MakaZend
E| Cnmpanng $C-Memocnost zemi with Memocnost zemi

‘Partition’ 1_Training 2_Testing
Correct 24 80% 25  100%

""" Wrong B 20% 0 0%
Total 30 25

B Nemncnnstzemi WV normé
EI Cnmpanng FC-Memocnaost zemi with Memocnost zemi

‘Partition’ 1_Training 2_Testing
Correct 34 97 14% 19 100%

""" Wrong 1 2,B6% 0 0%
Total 35 14

Obrazek ¢. 20: Uloha ,,Nemocnost zem&* — vysledky algoritmu C5.0

Vysledek ulohy ,,Nemocnost zemé“: optimalni je pouziti rozhodovaciho stromu

s algoritmem C5.0, s ptesnosti 98,04%.

Vysledny stream k tloze ,,Nemocnost zemé* je na obrazku €. 21.
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Obrazek ¢. 21: Stream k uloze ,,Nemocnost zemé*

Zdroj: vilastni zpracovani

5.3.4 Uloha , Afrika“

V posledni uloze s nazvem Afrika se opét postupuje stejnym zplisobem jako v predeslych

ulohach. Uzlem Auto classifier byly vybrany rozhodovaci stromy s algoritmem C5.0, CHAID

a QUEST. Opét byla pro porovndni pouzita i1 neuronovd sit’ typu MLP. Pravidla

rozhodovaciho stromu C5.0 jsou na obrazku €. 22.

- Otekavana délka Zivota == 61 [Mode: Afrika] => Afrika
B C}Eekéuané délka Zivota = 61 [ Mode: Ostatni]
& Celkova mira gramotnosti dospéljch <= 89 [ Mode: Ostatni]
B Viskyt tuberkuldzy <= 462 [ Mode: Ostatni]
¢ B Pougivani modernich technologii - internet <= 24 [ Mode: Ostatni]
: celkem: % populace vyuZivajici kvalitni hygienicke prostfedky a zafizeni <= 14 [Mode: Afrika] = Afrika
i celkem: % populace vyuZivajici kvalitni hygienické prostredky a zafizeni = 14 [ Mode: Ostatni] = Ostatni
: PouZivani modernich technologii - internet = 24 [ Mode: Afrika] = Afrika
Viskyt tuberkuldzy = 462 [Mode: Afrika] = Afrika
- Celkova mira gramotnosti dospéljch = 89 [Mode: Ostatni] =» Ostatni

Obrazek ¢. 22: Uloha ,,Afrika“ — rozhodovaci pravidla algoritmu C5.0

Zdroj: viastni zpracovani

Ve vystupovém uzlu Analysis je nepiesnéjsi metodou algoritmus C5.0, kde je 96,08%

shoda spivodnim atributem Africky kontinent, dale pak algoritmus CHAID s 90,2%,

algoritmus QUEST s 84,31% a neuronova sit’ s 80,39%. Vysledné¢ porovnani s ptivodnim

atributem Africky kontinent je na obrazku €. 23.
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EI--R_esuIts for output field Africky kontinent

E-Overall Results
E-Comparing $C-Africky kontinent with Africky kontinent
. ["Partition’ 1_Training Z2_Testing
i | Correct 70 a7 22% 49 96,08%
""" Wrong 2 278% 2 392%
Total T2 a1
B Cutput field Africky kontinent, splitting by field Africky kontinent
- Africky kontinent = Afrika
. B-Comparing $C-Africky kontinent with Africky kontinent
. ["Partition’ 1_Training Z2_Testing
Correct 258 96,15% 21 95,45%
""" Wrong 1 3,85% 1 455%
Total 26 22
Bl Africky kontinent = Ostatni
El-Comparing $C-Africky kontinent with Africky kontinent
¢ ["Partition’ 1_Training 2_Testing
Correct 45 a7.833% 23 96,55%
""" Wrong 1 2.17% 1 3,45%
Total 46 29

Obrazek ¢&. 23: Uloha ,,Afrika“ — rozhodovaci pravidla algoritmu C5.0

Zdroj: viastni zpracovani

Vysledek ulohy ,,Afrika*: optimalni je pouziti rozhodovaciho stromu s algoritmem C5.0,

s presnosti 96,08%.

Cely stream teti ulohy je na obrazku €. 24.
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Obrazek ¢. 24: Stream k uloze ,, Afrika“
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ZAVER

Cilem bakalaiské prace bylo vytvofit model pro tfi klasifikacni ulohy, ktery bude schopen
spolehlive klasifikovat data do cilovych atributli. Pro splnéni tohoto cile byl proveden sbér dat
ze statistik svétové organizace UNICEF, zabyvajici se ochranou a zlepSovanim Zivotnich
podminek déti a matek po celém svéteé. Na zdklade téchto dat byly vytyCeny tii ulohy, které
mély za ukol rozdélit data do skupin podle souvislosti mezi nimi. Tyto atributy byly nejprve
vytvofeny, pfifazeny k datovému souboru a nésledn€ zvoleny jako cilové. Slouzily také jako
kontrola spravnosti pro trénovaci mnozinu dat. Pro samotné modelovani byly zvoleny
rozhodovaci stromy s algoritmy C5.0, CART, CHAID a QUEST a neuronové¢ sité. Po sérii
experimentti byla v kazdé¢ tloze vyhodnocena nejpiesnéjsi technika, tj. ta, kterd rozttidila data
na testovaci mnozin¢ co nejpodobnéji piavodnim atributim (shoda na nejvice procent).
Ve vSech tfech ulohach vynikl jako nejlepsi rozhodovaci strom s algoritmem C5.0, ktery
vykazoval presnost na vice nez 95%. U tlohy ,,Vyspélost zem&*“ mél tento algoritmus

dokonce 100% ptesnost. Data byla modelovdna pomoci softwaru IBM SPSS Modeler v. 14.2.

Dalsim cilem bylo seznameni s pojmem data mining, jeho Glohami a s technikami, které
slouzi k analyze dat, pfedevSim pak ke klasifikaci. Tohoto cile bylo dosazeno v kapitolach 1 -

3, kde jsou uvedeny informace potfebné k vytvoreni teoretického aparatu.

Zavéerem lze fici, Ze diky témto vysledklim byl cil o vytvoteni co nejlepsiho klasifikaéniho
modelu splnén a v ptipad¢ aktualizace statistik UNICEFu a ptfidani novych ptipadi by byla

jejich klasifikace pomérné piesna.
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