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Anotace

Prace popisuje a vysvétluje jednotlivé metody nehierarchického shlukovani. Je uréena jako
podklad pro praktickou Cast distancni oporu k pfedmétu KZMSA a cilem prace je poskytnuti
pfehledu o jednotlivych metodach a popis problematiky analyzy dat od jejich zadani az po
zaveérecné vystupy. Jednotlivé kroky byly provadény v riznych programech, umoznujicich analyzu

dat. Nedilnou soucésti prace je CD, kde se nachazi velké mnoZzstvi grafickych vystupa.

Klicova slova

shlukova analyza , nehierarchické shlukovaci metody, shlukovani dat, analyza shlukd, metody

Kmeans, analyza dat.

Title

Processing of materials for the practical part of the remote support of the KZMSA subject - part

nonhierarchical clustering

Anotation

Particular nonhiearchic clustering methods are described and explained in this thesis. The thesis is
destined for remote support of the KZMSA subject. The main purpose of this thesis is to afford a
summary of particular methods and description of a question of data analysis from their
specification to final output. Particular steps were done in different programs that enable data

analysis. The CD, in which we can find a lot of graphic output, is an important part of the thesis.

Keywords

cluster analysis, nonhiearchic clustering methods, clustering, Kmeans methods, data analysis.
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1. Uvod

Situaci, kdy je potfeba setfidit objekty do skupin na zékladé jejich podobnosti, se v béZném Zivoté
vyskytuje mnoho a neni sloZité je na zakladé znalosti &i intuice feSit bez vétSich problému. Pokud
je potfeba ulohy automatizovat tak, aby je bylo mozné analyzovat pomoci programd, zobrazovat
problematikou se v praxi zabyva shlukova analyza. Hlavnim cilem shlukové analyzy je shlukovani
objekti sobé podobnych do shlukli. Snahou je, aby ve shluku vzdy byly objekty sobé& podobné,
podobnéjsi nez objekty v jinych skupinach, shlucich. Pro pfiklad je uvedena jedna z mnoha definic
shlukové analyzy. Jak uvadi R.C.Tryon (1939): ,Shlukova analyza je obecny logicky postup
formulovany jako procedura, pomoci niz seskupujeme objektivhé jedince do skupin na zakladé
jejich podobnosti a rozdilnosti.” [16]

V praxi se pouziva velké mnozstvi shlukovacich metod, které se déli na dvé velké skupiny a to
nehierarchické a hierarchické shlukovaci metody. Cilem prace je popsat postup pfi shlukovani dat
pomoci nehierarchickych metod. Objasnéni jednotlivych krokl, jez vedou k feSeni zadaného
problému. Poclinaje vybérem dat, jejich pfipravou a samotnym shlukovanim. Porovnani
jednotlivych metod a popis ziskanych vystupl. K analyze dat byl vyuZit program Shluk, ktery je
poskytovan Skolou, a 30denni zkuSebni verze programu Statistica. Soucasti prace je i navrh
souhrnného pfikladu. Na tomto navrhu je prakticky vysvétlen postup zpracovani zadané ulohy.
Jsou vysvétleny a prakticky provedeny veSkeré nutné Upravy nutné k feSeni samotného pfikladu.

Na navrzeném prikladu jsou vysveétleny jednotlivé metody nehierarchického shlukovani.



2. Predzpracovani dat

2.1. Statisticky soubor

Zakladni soubor obsahuje vSechny jednotky, respektive viechna ziskana data. V praxi je prace
s celym zakladnim souborem velice naro€nd, a to pravé pro jeho obsahlost. Zpracovani velkého
objemu dat zvySuje naroky na software i hardware a snizuje pfehlednost dat. V praxi je nejCastégji
pracovano s vybérovym souborem, ktery obsahuje vhodné zvoleny vzorek ze zakladniho souboru.
Prace s nim je jednodussi a rychlejsi. Je velice dulezité zvolit vhodny vzorek, nahodny vybér, aby
nedoSlo ke zkresleni dat. Ktomu slouZi statistické metody. Z&kladni a vybérovy soubor se
dohromady nazyva statistickym souborem. Pfed samotnym pfedzpracovanim jsou data tfidéna
a fazena. Tfidéni a Fazeni maze byt podle zkoumanych dat intervalové (spojity €i diskrétni znak),
nebo prosté. Statistické soubory jsou déleny nejen na zakladni a vybérove, ale dale na soubory

jednorozmérné, dvojrozmérné, usporadané a neusporadané.

2.1.1. Popis objekt G a jejich znak G

Objektem je mySlen utvar, ktery je popsan koneénym poctem charakteristik. Nelze-li objekt takto
popsat, je vybran koneény pocet znaku, které nejlépe dany objekt charakterizuji. Pfi vybéru téchto
znaku je uvazovan cil projektu a s ohledem na néj jsou znaky vybirany. Musi mit vyznam a smysl
pfi FeSeni dané problematiky. Pfed samotnym shlukovanim je potfeba objekty zméfit, zvazit, urcit
jejich vyznamné znaky &i podobnosti a nesrovnalosti. Objekty které jsou pozorovany jsou pfedméty
nebo jevy. Podle zpusobu, jakym jsou data popséna, jsou rozdélena na kvalitativni ¢i kvantitativni.

Vstupni matice dat, se kterou je déle pracovano, je tvofena objekty a jejich vlastnostmi. [16]

2.2. Popisna statistika

Popisna statistika zjiStuje informace, které déle zpracovava a analyzuje. Vysledky zobrazuje ve
formé& grafu a tabulek a vypocitava Ciselné charakteristiky jednotlivych objektl, napf. pramér,
rozptyl, rozpéti apod. Popisn& statistika umozniuje ziskat zékladni pfehled o zkoumanych datech
ze zvoleného vybéru. Vlastnosti statistickych jednotek — objektll zakladniho souboru, se nazyvaji
statistické znaky, popfipadé veli€iny €i proménné. Tyto veli¢iny jsou déleny na kvantitativni
a kvalitativni. Kvantitativni veli¢iny jsou popsané ciselnou hodnotou (cena, vySka, vaha) a
kvalitativni veliiny vlastnostmi (pohlavi — muz). K nejjednodusSim zplsobim zobrazeni popisné

statistiky patfi vyuziti nastroje Analyza dat — Popisna statistika, nabizeného v programu MS Excel.
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U nékterych veli€in byva pro lepsi vypovidajici schopnost misto tabulkového znazornéni vyuzivano
grafl. Volba znazornéni byva volena podle vhodnosti aplikace na konkrétni pfipad a také
vzhledem k velikosti zakladniho souboru ¢i zvoleného vybéru. Velice pfehlednym znazornénim dat
muZe byt histogram Cetnosti. Jedn& se o graf, kdy se na vodorovnou osu znazorni tfidy a svislou
osu Cetnosti. Jednotlivé charakteristiky popisné statistiky se déli podle popisované vlastnosti na tfi
skupiny a to: charakteristika polohy, charakteristiky variability a charakteristiky Sikmosti
a Spicatosti. [11]

Nebude li uvedeno jinak, jsou u vzorcl pouzivany tyto zkratky:

n - rozsah zakladniho souboru

N - rozsah vybérového souboru

Xi - pozorovana hodnota znaku X u i—té statistické jednotky,i=1,. .., n.

Wi - vahy, vhodné zvolena realna Cisla, kde alespor jedno je nenulové a ktera vyjadiuji pfesnost &i
vyznam hodnot xi. Wi >= 0

s — smérodatna odchylka

s? - rozptyl

X - aritmeticky pramér

2.2.1 Charakteristiky polohy

Charakteristiky polohy jsou hodnoty, které Ize povaZovat za stfed, kolem kterého ndhodné veli¢iny
kolisaji. Nejéast&ji pouzivanou charakteristikou polohy je stfedni hodnota. Casto uZivanymi
charakteristikami jsou také median a modus.

Median

MS EXCEL = MEDIAN (OBLAST)

Median je hodnota, jez déli fadu podle velikosti sefazenych vysledkd na dvé stejné pocetné
poloviny. Plati, Ze (nejméné) 50% hodnot je mensSich nebo rovnych a (nejméné) 50% hodnot je
vétSich nebo rovnych medianu. Pro nalezeni medidnu daného souboru staci hodnoty sefadit podle
velikosti a vzit hodnotu, ktera se naléza uprostfed seznamu. Pokud ma soubor sudy pocet prvki,
je za median oznacovan aritmeticky priimér hodnot na mistech n/2 a n/2+1. Za median se da
oznacit vice Cisel. Napriklad ve zminéném pfipadé sudého poctu prvkl neexistuje jedineéna

stfedni hodnota. [7]
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Modus
MS EXCEL = MODE (OBLAST)

Modus je hodnota, kter4 se v daném statistickém souboru vyskytuje nej¢astéji (hodnota znaku
s nejvetsi relativni Cetnosti). Predstavuje typickou hodnotu sledovaného souboru a jeho uréeni
predpoklada roztfidéni souboru podle obmén znaku. Vyhodou modu je, Ze jej Ize vyuZit i v analyze

neciselnych dat. [10]

Aritmeticky pramér
MS EXCEL = PRUMER (OBLAST)

Aritmeticky prdmér je statisticka veli€ina, kter4 vyjadfuje typickou hodnotu popisujici soubor
mnoha hodnot. Aritmeticky prameér je ziejmé nejCastéji pouzivany statisticky pojem. S tim ovSem

souvisi i fakt, Ze je velice €asto vyuzivan chybné. [1]

NejCastéji vyskytujici se chybou je, Ze je aritmeticky pramér pouzivan tam, kde by mnohem
pFesnéji vypovidajici hodnotu méla jina statisticka veli¢ina. Napfiklad bude-li na vesnici, kde Zije
50 obyvatel, bydlet jeden UspéSny podnikatel a zbytek lidi pobirajici starobni duchod, bude
aritmeticky primér pfijmu obc¢ana této vesnice vysoké Cislo. Ale pfitom onoho priimérného platu,
dosahne pouze zmifiovany podnikatel a dalSich 49 lidi ne. Tedy jedind hodnota, ktera se vyrazné
odliSuje od ostatnich, mlZze velice vyrazné zkreslit Gdaje. Aritmeticky prumér je citlivy na extrémni
hodnoty. Napf. aritmetickym primérem souboru {1, 2, 2, 2, 3, 9 } je 3,2, pfestoze pét ze Sesti
hodnot tohoto souboru je menSich. V obdobnych pfipadech je mnohem vhodné&jsi pouzit pro
vyjadreni typické hodnoty median (ktery je u této mnoziny roven dvéma, coZ je mnohem lepsi

popis typické hodnoty). [1]

1 n
rT=_) x
i=1

Rovnice 1 — Aritmeticky prameér (zdroj: [3])

Useknuty Primér
MS EXCEL = TRIMMEAN (OBLAST, PROCENTA)

Jak jiz bylo zminéno, aritmeticky primér je nachylny na extrémni hodnoty. Zabranit ovlivnéni

s

hodnot. Primér je poté vypocéten ze zbyvajicich hodnot a je nazyvan useknutym aritmetickym

primérem. [3]
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T
_ 1 ..
: m E €Ly
i=1

Rovnice 2 - Useknuty aritmeticky primér (zdroj: [3])

kde m je pocet veli€in, které zustali po odebrani dolnich x % a hornich x %.

Kvantily

Kvantily umoznuji posoudit jednak symetrii vybérového rozdéleni a jednak procento prvki
ve vybéru. Kvantil udava, Ze p% hodnot souboru nabyva hodnoty stejné, nebo mensi nez
je hodnota kvantilu. Kvantil mize byt pouzit napfiklad u testl, kde je vysledek hodnocen pomoci
bodu. Pokud ma napfiklad kvantil 90 % hodnotu 150 bodl a zkouSeny v testu dosahl 150 bodd, vi,
Ze jeho hodnoceni je lepSi nez 90 % ze vSech pfitomnych (patfi tedy mezi 10 % nejlepSich). A tedy

pokud by do dalSiho kola postupovalo 20% zajemctl, dany Ucastnik vi, Ze toto kritérium splfiuje).[3]

Kvartily
MS EXCEL = QUARTIL (OBLAST, KVARTIL)

Kvartily oddéluji ze statistického souboru &tvrtiny. RozliSuji se dolni a horni kvartil. Udavaiji, Ze 25%
respektive 75% hodnot souboru, nabyva hodnoty stejné nebo mensi nez je hodnota kvartilu.
Nékteré kvartily se pouZivaji velice €asto a maji specialni nazvy. Kvartily jsou specifickym
pfipadem kvantild. [3]

50%-Ni KVARTIL = MEDIAN

75%-Ni KVARTIL = HORNI KVARTIL

25%-Ni KVARTIL = DOLNI KVARTIL

2.2.2. Charakteristiky variability

Charakteristiky variability ur€uji velikost odchylek nahodné veli€¢iny od néjaké charakteristiky
polohy. NejpouzivangjSimi charakteristikami variability jsou napfiklad rozptyl nebo smérodatna

odchylka. Ur&uji také proménlivost hodnot, nékteré z nich umoZznuji srovnani vice souboru.
Varia¢ni rozpéti

Variaéni rozpéti je rozdil mezi nejmensi a nejvétsi hodnotou souboru. Jedna se tedy o rozdil
maxima a minima. Stejné jako aritmeticky prumér, je i variacni rozpéti velice nachylné na extrémni

hodnoty. Bude-li tedy z&kladni soubor obsahovat jednu extrémni hodnotu, at minimum

¢i maximum, muZe dojit ke zkresleni vysledku a sniZeni vypovidajici hodnoty variacniho rozpéti.

[3]
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Rozptyl
MS EXCEL = VAR(OBLAST) — POPULACNI
MS EXCEL = VAR.VYBER (OBLAST) — VYBEROVY

Rozptyl je definovan jako stfedni hodnota kvadratd odchylek od stfedni hodnoty a je zakladni
mirou rozptyleni znakd. Je bézné tuto miru rozptyleni vyjadfovat ve stejnych jednotkach, jako jsou
jednotky méfené veli€iny. [2] Tedy méfi rozptylenost dat kolem aritmetického praméru — stfedni
hodnoty. Jinak se rozptyl také nazyva primérna kvadraticka odchylka. [6]

Populaéni rozptyl se vypocte dle vztahu:

T
L R B o o 12
5 ; :ll'.]'! T
1=

Rovnice 3 - Popula¢ni rozptyl (zdroj: [3])

Nebo Ize pouzit vzorec pro rozptyl vybérovy, ktery vychazi pouze z vybéru.

2 (x, =%
- i=1
n—1
Rovnice 4 - Vybérovy rozptyl (zdroj: [3])

2
5

Smeérodatna odchylka
MS EXCEL = SMODCH(OBLAST)

Smérodatné odchylka je definovana jako odmocnina z rozptylu. Zhruba fe¢eno vypovida o tom, jak
moc se od sebe navzajem IiSi typické pfipady v souboru zkoumanych c&isel. Je-li hodnota
smérodatné odchylky mala, jsou si prvky souboru vétSinou navzajem podobné, a naopak velka
smérodatna odchylka signalizuje velké vzajemné odlisnosti. [13] Je-li smérodatnd odchylka
vypoctena z populaéniho vybéru, je nazyvana smérodatnou odchylkou populaéni a je dana

vztahem:

s =182
Rovnice 5 - Smérodatna odchylka (zdroj: [3])

Je-li odchylka pocitana z rozptylu vybéroveého, je nazyvana vybérovou smérodatnou odchylkou.

Rovnice 6 - Vybérova smérodatna odchylka (zdroj: [3])
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Variaéni koeficient

Varia¢ni koeficient je podil smérodatné odchylky (vybé&rové) a aritmetického praméru. Pouziva se
pro porovnani variability znak(, majicich odliSné jednotky nebo liSicich se mirou polohy a udavéa se

v procentech. Je-li varia¢ni koeficient vétsi jak 50% jedna se o velice nesourody soubor. [3]

2.2.3. Charakteristiky rozd éleni
Koeficient Sikmosti

Charakteristiky Sikmosti udavaji, jsou-li hodnoty kolem zvoleného stfedu rozloZzeny soumérné nebo
je-li rozdéleni hodnot zeSikmeno na jednu stranu. VSechny charakteristiky Sikmosti né&jakym
zpusobem vyuzivaji vztahd mezi pramérem £, medidnem #a modem £. [14]

Vyjde-li Sikmost kladng, znamena to, Ze v souboru prfevliadaji nizké hodnoty. Vyjde-li Sikmost
zapornda, prevladaji naopak hodnoty vysoké. Pro symetrické rozdéleni plati, Ze hodnoty modu,

medianu a priméru jsou si rovné. [3]

Koeficient Spiatosti

Charakteristiky Spi¢atosti udavaji, jaky pribéh ma rozdéleni hodnot kolem zvoleného stfedu
(rozdéleni). Cim je rozdéleni 3picat&jsi, tim vic jsou hodnoty soustfedény kolem daného stfedu
rozdéleni. Na druhé strané, rozdéleni s nizkou Spicatosti ¢asto obsahuje hodnoty velmi vzdalené
od stfedu rozdéleni. [14] Koeficient SpiCatosti udava, jak jsou hodnoty koncentrovany okolo stfedni
hodnoty. Je-li Spicatost vétsi jak nula, jsou hodnoty Spi¢até a tedy koncentrované okolo stfedu.
V opac¢ném prfipadé jsou hodnoty ploché a rozptylené okolo stfedu a mlZze existovat i nékolik

vrcholu. [3]

2.2.4. Vazené charakteristiky

Véazeny prameér

Vazeny primér zobechuje aritmeticky primér a poskytuje charakteristiku statistického souboru
v pfipadé, Ze hodnoty v tomto souboru maji rdznou duleZitost, riznou vahu. PouZiva se predevsim
pfi pocitani aritmetického priméru souboru, ktery je slozen zvice dil€ich celkd. Pro vypocet

vazeného priméru je potieba jednak hodnot, jejichz primér bude spocitan, a zaroven jejich vahy.
[15]
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Rovnice 7 - Vazeny primér (zdroj: [15])

Véazeny rozptyl

W
T2
z (xz' - x} *ﬂi
5 i=1

R

b

z n -1
i=1

Rovnice 8 - Vazeny rozptyl (zdroj: [3])

2.3. Transformace dat

Transformace dat je €asto prvnim krokem v pfipravé dat na samotné shlukovani. Hodnoty
jednotlivych znakd objektd jsou €asto v ruznych jednotkach. To mize zplsobovat, Ze se urcité
znaky jevi jako dominujici a jiné znaky jen malo ovliviiuji pribéh shlukovani. Nékdy je proto
vyhodné data upravit tak, aby byly vSechny znaky souméfitelné. Zplsob, jak docilit této Upravy dat,
je jejich standardizace a normalizace. Pfed vlastni shlukovou analyzou je potfeba feSit otazku, zda

je data tfeba transformovat. [5]

2.3.1. Standardizace dat

Standardizace se tyka jednak znak( a jednak objektl. Standardizace dat znamena odstranéni
zavislosti na jednotkach. Po provedené standardizaci je pomoci vah pfifazena znakim rGzna
dalezitost. [8] Pro vypocet standardizovanych dat je tfeba nejprve vypocitat stfedni hodnotu
a smeérodatnou odchylku dat z pGvodniho souboru. Poté je mozné hodnoty prepocitat
na standardizované. Standardizované hodnoty znakd maji stfedni hodnotu rovnu O, rozptyl 1

a jsou bezrozmérné. [5]
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2.3.2. Normalizace dat

Objekty pro shlukovou analyzu jsou uréeny vektory o p slozkach pFedstavujicich vicerozmérna
data. Normy téchto vektor0 mohou nékdy nezadoucim zpUsobem ovliviiovat vysledky
kvantitativnino hodnoceni podobnosti objektd. V takovych pfipadech je vhodné normalizovat tyto
vektory, aby mély stejnou normu (nejlépe jednotkovou). Normalizace vektord se provadi, aby

jednotlivé hodnoty byly soumérné a byla tak odstranéna zavislost na velikosti objektd. [5]

3. Podobnost objekt

Podobnost, respektive nepodobnost objektd je ve shlukové analyze zakladni mySlenka.
Ve shlukové analyze jsou vytvareny shluky sobé podobnych objektd. Pfi tvorbé shlukd
je podobnost mezi objekty hlavnim kritériem jejich tvorby. Nejdfive jsou stanoveny znaky urcujici
podobnost, které se dale kombinuji do podobnostnich mér. Timto zplsobem se poté porovnavaji
objekty mezi sebou. Podobnost mezi objekty je méfena rozdilnymi zpusoby, které se déli na tfi
kategorie: miry korelace, miry vzdalenosti a miry asociace. Korela¢ni a vzdalenostni miry jsou miry
metrickych dat a asociaéni miry jsou miry uréené predevSiim pro nemetrickd data. [8]
Hlavnim cilem shlukové analyzy je vytvofit shluky tak, aby objekty tvofici shluk, si byly navzajem
co nejvice podobné a objekty nepatficich do stejného shluku by mély byt rozliSné. Pfi méfeni
se VvétSinou pouZivaji miry nepodobnosti, ale neni sloZité prevést miru podobnosti na miru
nepodobnosti. PFi volbé metody také zalezi, s jakym typem dat pracujeme. Zdali se jedna o data
dichotomick& nebo nominalni. [10] Podobnost objektl je vyjadfovdna pomoci koeficientu korelace

a asociace. Nepodobnost je uréovana pomoci metrik.
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3.1. Koeficient korelace

Zakladni mirou vyjadfeni podobnosti dvou znakl( je korelaéni koeficient. Objekty jsou si
podobnéjsi, ¢im veétsSi jsou jejich parové korelacni koeficienty a €im vice se blizi jedné. [8]
Korelace je ve statistice vzajemny linearni vztah mezi znaky ¢&i veli¢Cinami. Korela¢ni koeficient
muZe nabyvat hodnot od -1 aZ po +1. Hodnota korela¢niho koeficientu —1 znaci zcela nepfimou
zavislost, tedy ¢im vice se zvétsi hodnoty u jedné zkoumané veliiny, tim vice se zmensi hodnoty
u druhé (napf. vztah mezi uplynulym a zbyvajicim ¢asem). Hodnota korela¢niho koeficientu +1
znaci zcela pfimou zavislost, napf. vztah mezi dobou chlze a ujitou vzdalenosti za predpokladu
konstantni rychlosti. Pokud je korelacni koeficient roven 0, pak mezi znaky neni Zadné statisticky
Zjistiteln& linearni zavislost. Je dobré si uvédomit, Ze i pfi nulovém korelac¢nim koeficientu na sobé
veli€iny mohou zaviset, pouze tento vztah nelze vyjadfit linearni funkci. [3] Urcit, jaky koeficient
korelace Ize povaZovat jiZz za vyznamny, nelze pouze na zékladé jeho hodnoty, ale musi byt
posouzen v souvislosti s rozsahem zékladniho souboru. Pro zakladni soubor, ktery obsahuje 60
hodnot, bude za velkou zavislost povaZzovana hodnota koeficientu korelace r=0,3. Je-li koeficient
korelace r=0,9, ale u soboru, ktery obsahuje napf. 5 vstupnich hodnot, nelze ani takto vyjadfenou

zavislost povazovat za velice silnou.

3.1.1. Korela éni matice

Pro n-rozmérnou matici Ize vytvofit korelacni matici. Korelaéni matice ma na hlavni diagonéle
samé jedniCky a mimo hlavni diagonalu koeficienty korelace. Korela¢ni matice je soumérna. Lze

provést jak korelaci objektu tak i vlastnosti. [3]

3.1.2. Nevyhody koeficientu korelace

Pouzivani koeficientu korelace k hodnoceni podobnosti vztaht objektd byva €asto kritizovano.
PredevSim proto, Ze stfedni hodnota znak( téhoz objektu, je hodnotou nespravnou, protoZze
jednotlivé znaky miZou predstavovat absolutné nesouméfitelné veliCiny, vyjadiené ve vzajemné
neporovnatelnych jednotkach. To samé plati i o smérodatné odchylce. Tento nedostatek Ize
odstranit standardizaci dat, ktera ale mize do jisté miry zkreslit informace obsaZzené v puvodnich
datech. [5]
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3.1.3. Vypo €et koeficientu korelace

C(X,Y)

PXY) = S Xev)

Rovnice 9 - Vypocet koeficientu korelace (zdroj: [3])

kde o (X) a o (Y) jsou smérodatné odchylky veli¢in X,Y. A C(X,Y) je kovariance. Pro vypocet

koeficientu korelace existuje v MS Excel funkce v nastrojich analyzy dat.

3.2. Koeficienty asociace

Tato skupina koeficientd miry podobnosti je uréena pro porovnavani objektd, pokud jejich znaky
jsou nemetrického charakteru. Tedy jsou-li objekty charakterizovany dichotomickymi daty. Tyto

koeficienty jsou pouZity v pfipadé, Ze dané objekty nelze oklasifikovat pfimo €iselnymi hodnotami.

[8]

3.2.1. Asocia éni tabulka

Asociaci — podobnost, dvojice objektd (Oi a Oj) byva charakterizovana pomoci asocia¢ni tabulky,

ktera bude mit dva fadky a dva sloupce, viz obrazek 1.

Qj
Asociaéni tabulka 1 ]
1 a b
8] 1] C ]

Obrazek 1 - Asociaéni tabulka (zdroj: [5])

a — pocet pfipadu pozitivni shody, tedy tam, kde znaky objektd Oi a Oj nabyvaji sou¢asné hodnoty
1.

b — pfipad neshody takové, kde znak objektu Oi nabyva 1 a znak objektu Oj nabyva 0.

¢ — pfipad neshody takové, kde znak objektu Oi nabyva hodnoty 0 a znak objektu Oj nabyva
hodnoty 1.

d — pocet pripadd negativni shody, tj. pocet znakd, v nich oba objekty zaroveri nabyvaji hodnoty 0.

[5]
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Jako pfiklad je uvedena situace, kdy si zakaznik vybiré z péti audio sestav a bude chtit védét, jake
sestavy jsou si podobné. Sestavy nemuzou byt ohodnoceny jinak nez pomoci dichotomickych dat,
a to nasledujicim zplsobem. Obsahuje-li sestava dany prvek, napfiklad CD prehravac, je zvolena
odpovéd ANO a je znazornéna pomoci 1 v asocia¢ni tabulce u dané vlastnosti daného objektu.
Timto zplsobem je sestavena cela asocia¢ni tabulka. Zakaznik vybral 5 sestav, které jsou
porovnavany a tvofi tabulku, viz obrdzek 2, ztéto tabulky byla pomoci vypoc¢tu sestavena

asociaéni tabulka, viz obrazek 3.

ohjekt Fhd

hl i ch oD LF radio
[y 1 1 a 1 1
oz 1 1 a 0 a
o3 1 a 1 0 a
(4 0 1 1 0 a
Os 1 a a 1 1

ohjekt hodiny budik | nahravani | subwoofer| HDD
[y 0 1 a 0 a
oz 1 1 1 1 a
o3 1 a 1 0 1
(4 0 1 1 0 1
Os o 1 1 o a

Obrazek 2 - Tabulka hodnot pro objekty O1-O5

Z dichotomickych dat, ktera jsou zobrazena na obrazku 2, byly vypocteny hodnoty a,b,c,d
asociacnich tabulek pro kazdou dvojici objektd. PFi vybéru objektd Ol a O2, se postupovalo
nasledovné. Hodnoty 1 nabyvaji oba objekty ve tfech pfipadech (MC, CD a budik). Pocet pfipad
pozitivni shody je 3 a tedy hodnota a=3. Stejnym zpusobem se postupuje dale. Pocet pfipadu
negativni shody je 2. Vlastnosti objektl nabyvaji 0 ve dvou pfipadech, tedy d=2. Stanoveny jsou
i zbylé koeficienty, b=2 a c= 3. Pro vét3i pfehlednost, byly objekty uspofadany do asociacni
tabulky, zobrazené na obrazku 3.
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Azaciscni
takb.
objekti 0] ()] 03 4 s
5 a 3 2 1 4 2 3 4 1
)| 0 ] 2 3 4 1 3 2 1 4
3 3 b a 3 3 3 3 3 3
oz 2 2 a 4 2 2 2 2 2 2
1 4 3 2 ] a 3 2 2 3
O3 4 1 2 3 a 5 2 3 3 2
2 3 3 2 3 2 ] a 2 3
D4 3 2 3 2 2 3 0 A 3 2
4 1 3 2 2 3 2 3 5 a
05 1 4 3 2 3 2 3 2 0 ]

Obrazek 3 - Asocia¢ni tabulka pro objekty O1-O5

3.2.3. Zakladni koeficienty asociace

Koeficientl asociace, které vychazeji z hodnot a,b,c,d asocianich tabulek existuje velké mnoZstvi.
V této kapitole jsou uvedeny ty nejvyznamnéjSi a je proveden vypocet jejich hodnot, pro data

z pfikladu s audio sestavami. [5]

Jacardlv koeficient Sj

i
==

o+ b+

Rovnice 10 - Jacard(lv koeficient (zdroj: [8])

Koeficient Sj neni definovan pro dva objekty, jejichZ hodnoty jsou nulové, tedy vykazujici negativni

shodu, u v8ech vlastnosti objektu.

) o o3 o4 05
) 1.000 0.375 0.111 0.286 0.667
o 0.375 1.000 0.375 0.375 0.375
o3 0.111 0.375 1.000 0.429 0.250
04 0.250 0.375 0.429 1.000 0.250
o5 0.667 0.375 0.250 0.250 1.000

Obrazek 4 - Asociace objektl pro koeficient Sj
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Sokallv a Michenertuv koeficient Ssm

a4+
5 =
Mt b+c+d

Rovnice 11 - SokalGv a Michnerav koeficient(zdroj: [8])

Ssm vyjadfuje pomér mezi poétem shod a poctem vSech pfipadu. [2]

21 02 03 204 25

01 1.000 0.500 0.200 0.500 0.500
oz 0.500 1.000 0.500 0.500 0.500
03 0.200 0.500 1.000 0.500 0.400
04 0.400 0.500 0.600 1.000 0.400
o5 0.s00 0.500 0.400 0.400 1.000

Obrazek 5 - Asociace objektll pro koeficient Ssm

Russelliv a Raouv koeficient Srr

o

a+b+c+d
Rovnice 12 - Russell(lv a Raouv koeficient (zdroj: [8])

Spp =

Srr ma nevyhodu v tom, Ze hodnoti zavislosti objektll se sebou samym raznym zplsobem. Tedy
nema, na rozdil od jinych koeficientl, na hlavni diagonale vSechny hodnoty rovné jedné. To

nastane pouze v pfipadé, Ze by se jedné rovnaly vSechny hodnoty znakd. Nerovnaji-li se, je pak
hodnota men3i nez jedné. [5]

01 o2 o3 04 05

) 0.500 0.300 0.100 0.200 0.400
o2 0.300 0.600 0.300 0.300 0.300
o3 0.100 0.300 0.500 0.300 0.200
04 0.200 0.300 0.300 0.500 0.200
o5 0.400 0.300 0.200 0.200 0.500
Obrazek 6 - Asociace objektl pro koeficient Srr
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Dicetv koeficient

2

2a+bh+c
Rovnice 13 - Diceuv koeficient (zdroj: [8])

Sp

Sd ma stejnou nevyhodu, jako koeficient Sj. Tedy pokud by oba objekty u vSech znakd nabyvaly

hodnoty 0, nastala by negativni shoda u vSech znaku, koeficient Sd pro takovy pfipad neni
definovany. [5]

o1 o2 o3 k! 05

o1 1.000 0.545 0.200 0.444 0.500
o 0.545 1.000 0.545 0.545 0.545
K] 0.200 0.545 1.000 0.500 0.400
o4 0.400 0.545 0.600 1.000 0.400
05 0.500 0.545 0.400 0.400 1.000

Obrazek 7 - Asociace objektd pro koeficient Sd

Nepojmenovany koeficient 1 Sni1

2-(a+d)
2-{a+d)+b+c

Rovnice 14 - Nepojmenovany koeficient 1 (zdroj: [8])

m:

01 o2 03 04 05

o1 1.000 0.667 0.333 0.667 0.5849
2 0.667 1.000 0.667 0.667 0.667
o3 0.333 0.667 1.000 0.750 0.571
04 0.571 0.667 0.750 1.000 0.571
o5 0.589 0.667 0.571 0.571 1.000
Obrazek 8 - Asociace objektl pro koeficient Snl

Nepojmenovany koeficient 2 Sn2

[

a+2.-(bic)

Rovnice 15 - Nepojmenovany koeficient 2 (zdroj: [8])

SNE

Sn2 ma stejny nedostatek jako koeficienty Sj a Sd. Tedy neni definovan pro pfipad, kdy u vSech
znaku byla zjisténa negativni shoda.

23



o1 o2 o3 o4 05

01 1.000 0.231 0.058 0167 0.500
02 0.231 1.000 0.231 0.231 0.231
o3 0.055 0.231 1.000 0.273 0.143
o 0.143 0.231 0.273 1.000 0.143
o5 0.500 0.231 0.143 0.143 1.000

Obrazek 9 - Asociace objektl pro koeficient Sn2

Rogersuv a Tanimotolv koeficient Srt

a+

SRI‘ =

- a+d+2-(b+c)

Rovnice 16 - Rogersuv a Tanimotouv koeficient (zdroj: [8])

o1 o2 03 04 05

) 1.000 0.333 0111 0.333 0.667
o 0.333 1.000 0.333 0.333 0.333
03 0111 0.333 1.000 0.429 0.250
04 0.250 0.333 0.429 1.000 0.250
o5 0.667 0.333 0.250 0.250 1.000
Obrazek 10 - Asociace objektd pro koeficient Srt

Hamann(v koeficient Sh

_a+d-(b+c)

=
H a+b+o+d

Rovnice 17 - Hamannuv koeficient (zdroj: [8])

Koeficient Sh, na rozdil od zbytku zminénych koeficientd, ma obor hodnot roven intervalu <-1,1>.
Hodnoty -1 nabyva u dvojic objektu, které nedosahuji shody v Zadné ze zkoumanych vlastnosti.

Hodnoty 0, nabyva u dvojice objektl, které maji stejny pocet shody a neshody. Hodnoty 1
koeficient nabyva v pfipadé shody u vSech znaku. [5]

21 o2 o3 o4 o5

o1 1.000 g.ao0a -0.600 0.000 0.600
o2 0.000 1.000 0.000 0.000 0.0
o3 -0.600 0.000 1.000 0.200 -0.200
04 -0.200 0.aoo 0.200 1.000 -0.200
o5 0.600 0.00o0 -0.200 -0.200 1.000

Obrazek 11 - Asociace objektd pro koeficient SH
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Pro porovnani koeficientu asociace, jsou zobrazeny vysledky jednotlivych koeficientd do jednoho

grafu, viz obrazek 14. Obrazek 12 zobrazuje hodnoty vSech koeficientl pro kazdou dvoijici objekta.

=] Ssm Srr Sd anl = Srt Sh
011 1.000 1.000 0.500 1.000 1.000 1.000 1.000 1.000
012 0.375 0.500 0.300 0.545 0.667 0.231 0.333 0.000
013 o1 0.200 0.100 0.200 0.333 0.059 0111 -0.600
014 0.2a0 0.400 0.200 0.400 0.571 0.143 0.250  -0.200
015 0.667 0.800 0.400 0.800 0.8a9 0.500 0.667 0.600
021 0.375 0.500 0.300 0.545 0.667 0.231 0.333 0.000
022 1.000 1.000 0.600 1.000 1.000 1.000 1.000 1.000
023 0.375 0.500 0.300 0.545 0.667 0.231 0.333 0.000
024 0.375 0.500 0.300 0.545 0.667 0.231 0.333 0.000
025 0.375 0.500 0.300 0.545 0.567 0.231 0.333 0.000
031 o111 0.000 0.100 0.200 0.333 0.05% 0111 -0.600
032 0.375 0.500 0.300 0.545 0.667 0.231 0.333 0.000
033 1.000 1.000 0.500 1.000 1.000 1.000 1.000 1.000
034 0.420 0.600 0.300 0.600 0.750 0.273 0.429 0.200
035 0.250 0.400 0.200 0.400 0.571 0.143 0.2500  -0.200
041 0.2a0 0.400 0.200 0.400 0.571 0.143 0.2500  -0.200
042 0.375 0.500 0.300 0.545 0.567 0.231 0.333 0.000
043 0.420 0.00 0.300 0.600 0.750 0.273 0.429 0.200
044 1.000 1.000 0.500 1.000 1.000 1.000 1.000 1.000
045 0.250 0.400 0.200 0.400 0.571 0.143 02500 -0.200
051 0.667 0.800 0.400 0.800 0.5a39 0.500 0.667 0.600
052 0.375 0.500 0.300 0.545 0.567 0.231 0.333 0.000
053 0.2a0 0.400 0.200 0.400 0.571 0.143 0.2500  -0.200
034 0.250 0.400 0.200 0.400 0.571 0.143 0.2500  -0.200
055 1.000 1.000 0.500 1.000 1.000 1.000 1.000 1.000

Obrazek 12 - Porovnani koeficienti asociace

Z vysledného grafu, viz obrazek 14, lze vycist, ze vysledky hodnoceni se pro rGzné koeficienty
prili§ nelisi. Jedina vyraznéjsi odchylka byla zaznamenéna u koeficientu Srr. Takto zobrazeny graf
ale neni prilis prehledny. Proto z tabulky byly odstranény vSechny duplicity. Napfiklad hodnoty
objekti O2 a O3 jsou stejné jako hodnoty O3 a O2. Také je vynechana zavislost objektl se sebou
samym. Upravena data jsou zobrazena na obrazku 13 a graf na obradzku 15 zobrazuje mnohem

pfehlednéji vlastnosti objektu a jejich podobnost. [5]

25



=] =ET Srr od =n =n2 =i =h

012 0.374 0.500 0.300 0.545 0.667 0.231 0.333 0.000
013 .11 0.200 0.100 0.200 0.333 0.05% .11 -0.600
014 0.250 0.400 0.200 0.400 0.571 0.143 0.250 -0.200
015 0.6E7 0.500 0.400 0.300 0.aas 0.500 0.6E7 0.600
034 0.420 0.600 0.300 0.600 0.74a0 0.273 0.429 0.200

obrazek 13 - upravena tabulka pro koeficienty asociace

Z grafu, viz obrazek 15, je vidét, Ze maxima dosahuji hodnoty pro objekty O1 a O5 a minima pro
hodnoty O1 a O3. Tedy objekty O1 a O5 jsou si nejvice podobné, objekty O1 a O3 jsou si podobné

nejmené. [5]

1.200
1.000
0.800
0.600 Ny
—— S5m
0,400 St
S
0.200 =111
—— 5n2
0000 —— SH
— 5h
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Obrazek 14 - Graf koeficientd asociace pro objekty O1-O5
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Obrazek 15 - Graf koeficientl asociace pro objekty O1-O5 bez duplicit

3.3. Metriky

Miry vzdalenosti pfedstavuji nej¢astéji pouzivané miry zaloZzené na prezentaci objektu v prostoru,
jehoZ soufadnice tvofi jednotlivé znaky. Pokud tyto miry spliuji ndsledujici pozadavky, hovofi se
0 metrikach. [8]

Podminky:

Identita p (AB)=0 <~ A=B

p (AB) >0

Symetrie p (AB) = p (BA)

Trojuhelnikové nerovnost p (AC) <= p (AB) + p (BC)

Metriky jsou jeden z nejbéznéjSich zplsobl vyjadieni podobnostnich vztahl mezi objekty
a vychazeji z geometrického modelu dat. [5] MnozZina realnych ¢isel spolu s metrikou
p(x,y) = | x =y ), kde x,y jsou libovolné body mnoZiny realnych &isel , tvofi Gplny metricky prostor.
U metrik je vyjadfovana mira nepodobnosti. Pokud je vzdalenost mezi body (metrika) mensi,

objekty jsou si vice podobné.
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3.3.1. Manhattan metrika

N e

Nejjednodussi vicerozmérnou variantou je tzv. souctova ¢i Manhattan metrika, ktera nese nazev
dle slavné New Yorské Ctvrti Manhattan, kde jsou veSkeré ulice na sebe kolmé a metrika vyjadfuje
vzdalenost, kterou je potfeba ujit mezi dvéma kfizovatkami, pfi¢emz se lze pohybovat jen po na
sebe kolmych ulicich ve sméru obou os. [6] Tato situace je zobrazena na obrazku 16. Manhattan

metrika je na mnoZziné realnych Cisel definovana jako:
P

mi(A, B) = Z la; — b;!
i=1

Rovnice 18 - Manhattan metrika (zdroj: [3])

2

Vi

Vi

Vi

Vi

¢

Obrazek 16- Manhattan metrika (zdroj:[6] )

3.3.2. Euklidovska metrika

Nejcastéjsi vzdalenostni mirou je Euklidovskd vzdalenost, euklidovska metrika. Jinak také zvana
geometricka vzdalenost, ktera je uréena délkou pfepony pravouhlého trojuhelnika. [5] Pro lepsi
nazornost je na obrazku 17 zobrazena Euklidovska metrika graficky. Vypocet euklidovské metriky

vychazi z Pythagorovy véty a tedy plati:

pE(A, B) :%\(“f ’*é)l

\&

Rovnice 19 - Euklidovska metrika (zdroj: [3])
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znak-2

Obrazek 17 - Euklidovska metrika (zdroj:[2])

3.3.3. Ctverec euklidovské vzdalenosti

Tato metrika byva pouzivana v pfipadé, jsou-li znaky vzajemné nezavislé, tedy dosahuji nulové
hodnoty koeficientu kovariace. Tato metrika byva nejCastéji pouzivAna u Wardovy shlukovaci

metody.

_|'J

P4 B (4 —bi)

=1
Rovnice 20 - Ctverec euklidovské vzdalenosti (zdroj: [3])

3.3.4. Sokalova metrika
[7 5« o\
- (A, B

ps(A, B) \| (L)

Rovnice 21 - Sokalova metrika (zdroj: [3])

P

3.3.5. Sup metrika

Pl A, B) = mazx (|a; — b;|)

i=1,..,p

Rovnice 22 - Sup metrika (zdroj: [3])

U v3ech vzdalenostnich mér je potfeba si dat pozor na to, jaka data jsou uzivana. Problém nastava
v okamziku, kdy jsou pouzita data nestandardizovand, ktera mohou zpusobit rozdily mezi shluky,
a to odliSnosti jednotek méfeni. Shluky riznych vzdalenostnich mér se budou liSit, nejvétsi rozptyl
mezi shluky bude u Ctverce euklidovské vzdalenosti. Standardizace dat by méla byt vyuZita vzdy,

je-lito mozné. [5]
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4. Analyza problém G pomoci nehierarchického shlukovani
4.1. Zakladni soubor

K vysvétleni postupu pfi nehierarchickém shlukovani bylo vyuZito dat ze serveru www.crohn.cz,
ktery se vénuje zkoumani potravin a hodnot jednotlivych latek, které dana potravina obsahuje.
K analyzovani bylo vybrano 63 potravin (objekt() a kazda byla ohodnocena 10 vlastnostmi. Tyto
objekty a jejich vlastnosti tvofi vstupni matici, na které budou provadény zakladni analyzy
a samotné shlukovani pomoci nehierarchickych metod. Pro svou obséhlost je vstupni matice
umisténa na CD, které tvofi nedilnou soucast prace. Data byla vybrana pro svoji srozumitelnost
a nazornost. V soucasné dobé se zkoumani potravin vénuje velké mnoZstvi prostoru a zakladni
pfedstavu o dané problematice ma vétSina populace. Pro analyzu dat byly vybrany tyto vlastnosti:
obsah kalorii, bilkovin, tuku, sacharidu, vapniku, fosforu, Zeleza, nikotinamidu a vitaminu B1 a B2.
JelikoZz program Statistica nabizi z nehierarchickych metod pouze metodu Kmeans, bylo
k provedeni analyz pomoci jinych metod vyuzito programu Shluk. Ten umozZzfiuje vybér z vice
metod, ale nedokaze pracovat s natolik rozsahlou matici, ktera je ur€ena ke zpracovani. Metody,
které budou provadény v programu Shluk, pracuji s vybérem ze zékladniho souboru, viz obrazek
18.

Nazev Kal. Bilk. [g] |Tukylgl |Sach.[g] |Calmg]l |PImg]l ([Fe[mg] |Bl[mgl |B2[mgl |PPImgl
Baniny 59 0.8 0.1 15.4 5 19 0.4 0.027 0.034 0.47
Br‘lrﬂhnr\! 80 2 0 19 13 72 0.8 0.07 0.04 1.2
Coika 330 25 1 60 59 423 7.5 0.56 0.24 2.2
Droizdi 102 10.6 0.4 13 25 605 4.9 0.45 2.07 23
Fazole 331 21 1.6 62 137 437 6.9 0.67 0.23 3.1
Hrach 332 24 1.4 60 57 388 4.7 0.77 0.28 3.1
Mk 501 19.5 40.8 24.3 1400 610 12 0.45 2.07 23
[Pomeranie 32 0.6 0.1 8.1 24 18 0.29 0.058 0.022 0.14
Tieiné 54 1 0.4 13.3 16 18 0.36 0.046 0.055 0.36
Vejce 1009 139 11.6 9.8 0 53 196 1.78 0.089 0.267 0.09

Obrazek 18 - Vybérovy soubor (vystup: MS Excel)

Nutnou Upravou dat je jejich transformace, tedy standardizace a normalizace. U vSech metod je
vyuZivano standardizovanych a normalizovanych dat. Pro pfiklad bylo v programu Statistica
provedeno shlukovani pro standardizovana i normalizovana data, pouze pro standardizovana data
a pro data bez transformace. Vysledky jsou uvedeny v pfiloze na CD. Jak se liSily pocty objektt ve

shlucich je uvedeno na obrazku 19.

30



Provedené ipravy _
n=63 STAND+NORM |STAND |BEZ UPRAV
SHLUKA1 23 o 4 g
SHLUK2 3 47 A %—
SHLUK3 =, d 21 E"

Obrazek 19 - Porovnani dat bez transformace (zdroj: autor)

4.2. Popisna statistika

DalSim krokem pFedpfipravy dat po jejich transformaci je charakteristika objektl a vlastnosti
pomoci popisné statistiky. Zobrazeni popisné statistiky umoznuje program MS Excel pomoci
nastroje analyzy dat. Zde je na obrazku 20 zobrazen vystup z programu Statistica. Z obrazku 20
lze vyCist udaje, které pomohou udélat si o datech zékladni pfedstavu. Tabulka ukazuje, jaké
hodnoty jsou pramérné, jak moc se liSi primérnd hodnota od medianu a napfiklad jaké jsou
maximalni hodnoty. Popisnd statistika je spiSe ukazatelem statistickym, ale o samotnych

zavislostech jednotlivych objektd pfili§ nenapovi. K uréeni zavislosti objektd a vlastnosti proto byva

nej¢astéji vyuzivano koeficientu korelace.

Popisné statistiky (impor)

N platngch | Primér | Medidan | Modus |Cetnost |Minimum |Maximum | Spodni Homi | Rozptyl [Sm. odch. | Sikmost | Spifatost
Proménng rmadu kvartil kvartil
Kal. 53| 149,8571 95,0000 20,00000 3 12,00000 1175000 36,00000 230,0000 3213435 1792606 3,324035 1646248
Bilk. [g] 63 88045 52000 S000000 5 0,20000 29,500 090000 16,0000 75,80 8,7066 0574260 -0,79429
Tuky[g] 62 51677 05000 1000000 10/ 000000 40,800 020000 73000 73,86 59,5240 2138694 4 54957
Sach.[g] 63 140603 55000 0,000000 10/ 0,00000 78900 150000 154000 45372 21,3008 2004266 253129
Ca [my] 63| 88,5984 250000 5000000 5 400000 1400000 1300000 57,0000 4390218 2095285 4747121 2557130
P [rna] 53| 148,0075 101,0000 18,00000 6 050000 610,000 21,00000 2000000 2442381 1562812 1287106 0,88881
Fe [mg ] 63 18957 0J5300 5000000 40,0000 17 460 040000 21000 947 30771 3141709 1152285
B1 [mg] 63 0,284 00510 Vicends. 3 001000 0770 003000 0,1000 003 0,1816 2178361 380148
B2 [mg] 63 02955 0,0700 0380000 4 001300 32300 003800 02670 040 05293 3 569623 1263435
PP [ma] 63 27094 0F700 1000000 4 006000 28,000 024000 31000 2995 54723 36222 14 00269

Obrazek 20 - Popisna statistika (vystup: Statistica)
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4 .3. Koeficient korelace

Korelace (impart)

Dznat. korelace jsou vyznamneé na hlad. p < 05000

MN=B2 (Celé pfipady vynechany u ChD)
Proménna |Kal. [Bilk. [g] [Tuky[a] [Sach.[g] [Ca [mg] P [mg] [Fe [mg] B [mg] [B2 [mg] [PP [mg]
Kal. 1,00 051 043 0,36 a4 055 02 032 0,16 a,18
Bilk. [w] [0,51 1,00 50 a,11 EI,AIII 0,31 D,le 045 0,39 0,34
Tuky[g] 049 050 1,00 0,16 ogs 051 0,36 INE] 0,24 0,35
Sach.[g] (0,36 0,11 0,16 1,00 Q02 024 0,14 048 004 0,01
Calmg] (047 040 =] 4,02 100 057 0,30 0,15 0,30 0,41
P [rmg] 055 0,81 051 0,24 o057 100 052 052 0539 053
Felmg] (025 043 0,35 0,14 030 0OF2 1,00 053 074 0,71
B1[mg] (0,32 045 INE] 0,43 015 0OFZ 053 1,00 0,34 047
B2 [rmg] (0,16 0,39 0,24 0,04 030 059 074 0,38 1,00 0.a1
PP [mg] [0,18 0,34 0,33 0,01 041  0OF3 0,71 047 0,31 1,00

Obrazek 21 - Korelace vlastnosti (vystup:Statistica)

Na obrazku 21 je zobrazeno, jak jsou jednotlivé viastnosti na sobé pfimo ¢i nepfimo zavislé. Na
hlavni diagonale jsou hodnoty koeficientu korelace rovny jedné. Jedna se o absolutni zavislost
vlastnosti se sebou samou. Je logické, Ze obsah kalorii je absolutné zavisly na obsahu kalorii dané
potraviny. Tato zavislost je znazornéna graficky, viz obrdzek 22, kde v3echny hodnoty leZi
na diagonale a jejich rozptyl je nulovy. Literatura vétSinou udava jako silnou zavislost, dosahuje-li
koeficient korelace hodnoty 0,8. OvSem jedna se o zavadéjici udaj. Hodnotu koeficientu je potfeba
analyzovat v souvislosti s rozsahem zakladniho souboru. Pro soubor, kde bylo analyzovano napfr.
50 vstupnich hodnot, mdze byt silna zavislost jiz r=0,3. Naopak, pro soubor s 10 vstupnimi
hodnotami, nemusi ani hodnota koeficientu korelace r=0,8 znamenat vysokou zavislost. Jak je
vidét na obrazku 21, pro soubor o 62 objektech, program Statistica ur€il jako vyznamnou zavislost
jiz r=0,25.

3,0

Bodovy graf: Kal. vs. Kal. (Celé pfip. vynech. u ChD)

Kal. = 0,0000 + 1,0000 * Kal.
r=1,0000

Korelace :
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Obrazek 22 - Absolutni korela¢ni zavislost (vystup:Statistica)
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DalSim pfipadem je velice slaba zavislost dvou vlastnosti. To nastava u kalorii a PP, kde korela¢ni
koeficient r=0,02 a zavislost mezi témito vlastnostmi je velice malé. Pocet kalorii v dané potraviné
témér neovliviiuje hodnotu PP a naopak. Tuto nizkou zavislost znazorfiuje obradzek 23. Hodnoty

jsou velice rozptyleny a oproti pfedeslému pfipadu jsou velice vzdaleny od osy.

Bodovy graf: PP [mg] vs. Kal. (Celé pfip. vynech. u ChD)
Kal. = 1,6903 + ,14866 * PP [mg]
Korelace: r=,01710
3,0

2,8
26 = ) o |
2 o ° ’

T — © B
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e T s e

o I
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1,0 & <] o
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06 °5 e =i
04
0,2

0.0 : : : : : : : : :
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PP [mg] [ ~0..95% hladina spolehlivosti
Obrazek 23 - nizka korelacni zavislost (vystup:Statistica)

o]

Poslednim pfipadem, ktery mlze nastat je zavislost vysoka, ale ne absolutni. Takovy pfipad nastal
u PP a B1l. Zde dosahuje korelaéni koeficient vysokého c&isla r=0,92. Zavislost mezi obsahem B1

a PP je vysoka a obsah jedné latky pfimo ovliviiuje obsah druhé. Tento pfipad je zobrazen na
obréazku 24.
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Bodovy graf: PP [mg] vs. B1 [mg] (Celé pfip. vynech. u ChD)
B1 [mg] =-,2126 +,68321 * PP [mg]
Korelace : r=,91884

-0,40

-0,45

B1 [mg]

-0,75 : : : : : : : : :
075 -070 065 -060 -055 -050 -D45 -040 035 030 -025

PP [mg] | ~o.95% hladina spolehlivosti
Obrazek 24 - Vysoka korela¢ni zavislost (vystup:Statistica)

5. Nehierarchické shlukovani

Metody, které Ize souhrnné nazvat nehierarchickymi shlukovacimi metodami, se obecné snazi najit
optimalni rozklad zadané mnoZziny objektd. Tento rozklad je povazovan za nejvhodnéjsi klasifikaci
zkoumanych objektd. [2] Na rozdil od hierarchickych metod, se tyto metody nezabyvaji vystavbou

dendogramu. Nehierarchické shlukovaci metody pfFidéluji objekty do pfedem znamého poctu

pfesunuti objektl. Muze se tedy stat, Ze objekt, ktery jiz byl v néjakém shluku, bude presunut
znovu do nového shluku, jelikoZ ma k tézZisti nového shluku blize. Nehierarchické shlukové metody
se nékdy oznaluji jako metody nejblizSich tézist — Kmeans. V nehierarchickych shlukovych
metodach, je pocet shlukli pfedem stanoven. Podle toho, zdali se v pribéhu vypoctu pocet shluk
meéni ¢i ne, jsou rozliSovany metody s konstantnim poc¢tem shlukd, kdy se v pribéhu vypoctu pocet
shluk neméni a v opacném pfipadé metody s optimalizovanym pocétem shlukl, kdy v pribéhu
vypoctu dochazi ke zméné poctu shlukd. [5]

Nejvétsim problémem nehierarchickych metod je volba téZist jednotlivych shlukdl, ke kterym jsou
pfifazovany objekty. Existuji tfi metody pfifazovani objektd do jednotlivych shlukd, respektive

k jejich typickym boddm.



1)

2)

3)

Sekvenéni prdh — je zvolen jeden zarodek shluku a do néj jsou pfifazeny vSechny
objekty, uvnitf zvolené vzdalenosti. Poté, co jsou vSechny objekty spadajici do zvolené
vzdalenosti pfifazeny k typickému bodu shluku, je zvolen druhy typicky bod se
specifikovanou vzdalenosti a opét jsou pfifazeny objekty, které do této vzdalenosti
spadaji. Poté je vybran tfeti typicky bod shluku a postup je opakovan. Je-li objekt
pfifazen k jednomu typickému bodu, v dalSich krocich jiz s nim neni pocitano.

Paralelni prdh — na rozdil od prvé metody, pfi této metodé je vybrano na zacatku hned
nékolik typickych bodl shluku a soubézné jsou zafazovany objekty uvnitf pfedem
specifikované vzdalenosti k nejblizSimu typickému bodu. V pribéhu procesu mize byt
vzdalenost zménéna tak, aby do ni spadalo vice ¢i méné objektu.

Optimalizaéni metoda - tato metoda dovoluje znovuzafazeni objektd. Dojde-li
v pribéhu tvorby shlukud k situaci, Ze néktery z objektd se octne blize jinému shluku,

nez ve kterém se nachazi, dojde k jeho pfefazeni do jiného, blizSiho shluku. [2]
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5.1. Poéateéni rozklad

Pfi zpracovani dat nehierarchickymi postupy je stanoveni optimalniho rozkladu na k-shluky velice
dalezitym krokem. Obzvlasté dualezity je tento rozklad u metod s pevnym pocétem shlukd, jelikoz
v dalSim pribéhu jiz nelze tento odhad ménit. U metod s proménnym poctem shlukl Ize pocet
.K“ meénit v zavislosti na fidicich proménnych algoritmd. K stanoveni optimalniho poc¢tu k-shluku je
moZzné vyuZzit znalosti experta dané problematiky, ktery provede odhad, okolo kterych proménnych
se odekava vytvareni shluku, a tyto proménné se oznadi jako typické body, typické objekty. Castsji
je vyuzivano statistickych metod ¢i Ize vybér typickych bodl provadét ndhodné. Nahodny vybér mé
vylougit subjektivni rozhodnuti experta o tom, které body €i objekty budou vybrany jako typické.
Napfiklad McQueen navrhuje vybrat za typické body prvnich k-bodd z volné uspofadané mnoziny
bodld. McRae navrhuje oznadit body pofadovymi €isly 1,2,....,n a ndhodné generovat k pofadovych
Cisel zmnoziny (1,2,...,n). DalSim zpusobem ur€eni poctu shlukd je vyuzit nékteré z metod
hierarchického shlukovéani a podle téchto vysledku volit po€et shlukd. OvSem stéle je potfeba fesit,
jaké body vybrat jako typické. [5] PocateCni rozklad je odvozen z Gdaju tak, aby hodnota
funkciondlu kvality rozkladu byla jiz v poCatecnim stadiu co nejlepSi. Pro nazornost je zobrazen
ikonovy graf, viz obrazek 25, jenZz charakterizuje jednotlivé objekty pomoci tvari, a umozni tak
udé&lat si zakladni predstavu o poétu shlukd. Cim si jsou tvary vice podobné, tim si jsou podobngjsi
i objekty, které dany tvar reprezentuje. Na obrazku se vyskytuji zhruba 3 az 4 tvary objektd,
odhadem tedy bude shlukovano do 3 az 4 shlukl. Toto je ovSem jen pocate¢ni odhad a nepfilis
pfesny. Pro presnéjsi stanoveni poc¢tu shlukd bylo vyuzito metody hierarchického shlukovani
v programu Statistica. Optimalni je shlukovat objekty do 3 shlukd. Tento pocet shluki se bude
dodrZovat u vSech metod nehierarchického shlukovani. Na serveru www.crohn.cz jsou potraviny
rozdéleny do péti skupin. Jsou to skupiny ovoce, zelenina, latky bohaté na sacharidy, latky
s extrémnimi hodnotami a zdroje bilkovin. | pfes toto déleni do péti skupin bude shlukovano pouze
do tfi shlukd. Pfi blizSim pohledu na skupinu latek s extrémnimi hodnotami Ize vypozorovat, Ze se
v této skupiné nachazi zelenina, ovoce nebo latky, jez by mohly spadat i do jinych skupin. Toto
plati i u skupiny latek s vysokym obsahem sacharidd a bilkovin. DalSim ddvodem, pro¢ piné
nerespektovat pfi tvorbé shlukd pocet skupin ze serveru crohn.cz, je skute€nost, Ze neni vyuZzito

vSech objektl a je pracovano pouze s vybérem.
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lkonovy graf (import 10v*64c)
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Zleva doprava:
Kal.

Bilk. [g]
Tuky(g]
Sach.[g]
Ca[mg]

P [mg]
Fe[mg]
B1[mg]

B2 [mg]
% % PP [md]

Obréazek 25 - Ikonovy graf (vystup:Statistica)

5.2. Funkciondl kvality rozkladu
Hleda-li se optimalni rozklad mnoziny objektl, je potfeba si stanovit, v jakém smyslu ma byt tento
rozklad optimalni. Jsou-li pozZadavky formulovany matematickymi prostfedky, dospéje se
k funkcionalu kvality rozkladu, ktery je definovan na mnoziné vSech moznych rozkladli mnoziny
objektd. Rozklad je optimalni, nabyva-li funkcional kvality rozkladu extrémnich hodnot. Funkcional
kvality rozkladu by mél vyjadfovat nékterou z nasledujicich vlastnosti shluku tvoficich rozklad:

1) Vzéjemnou podobnost objektd uvniti shluku

2) Miru separace shluku

3) Homogenitu rozloZeni objektd uvniti shlukd

4) Rovnomérnost rozloZeni objektd do rdznych shlukud

5) Kombinace vSech (viz body 1-4)

Matematickym prostfedkem k vyjadfeni funkciondlu kvality rozkladu je funkcional souctu &tvercu

v v

objekty uvnitf shluku podobnéjsi. Funkcional je vypocten u kazdého shluku a poté jsou secteny

dohromady. [5]
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5.3. Metody s pevnym po ¢étem shluk U (K-Means)

5.3.1. Forgyova a Janceyova shlukovaci metoda

Obé tyto metody jsou zaloZzeny na opakovaném provadéni dvou kroku. Prvnim krokem je vypocet
typickych bodd z mnoziny shlukovanych objektll. Krok druhy spociva v pfifazeni kazdého objektu
ke skuping, ke které ma dany objekt nejblize. Tyto dva kroky jsou opakovany tak dlouho, dokud
neni dosaZzeno stabilniho stavu. To je stavu, kdy nasledujici rozklad je shodny se stavem
predeslym. Neboli tak dlouho, az Zadny bod béhem jedné iterace hezméni své &lenstvi ve skupiné.
[2] Forgyova a Janceyova metoda se liSi pouze zpusobem vypoctu novych typickych bodu.
U obou metod jsou na zacatku zadany nebo odvozeny pocéatecni typické body, nebo je proveden

A%

rozklad na k skupin, kde jsou typické body téchto skupin vypocteny jako téZisté téchto skupin. Poté
jsou postupné pfifazeny jednotlivé body k nejblizSim typickym boddm. Tim vznikaji nové rozklady,
ve kterych jsou opétovné vypocteny typické body. Forgyova metoda pocita novy typicky bod jako
sdruzeného s typickym bodem predeSlé skupiny. Tento postup je opakovan do okamziku, kdy
Zadny z bodl béhem jedné iterace nezméni svoji pfisluSnost ve skupiné. Z praxe vyplyva, Ze pocet
iteraci je maly, ale zaleZi také na spravném pocatecnim rozkladu a odhadu shlukd. Obé& zminéné
metody lokalné minimalizuji funkcionar kvality rozkladu. [5] Neni-li zminéno jinak, byly v3echny
metody provedeny v programu Shluk. Jako vstupni matice byl zvolen vybér ze zakladniho souboru,
viz obrazek 18. Prvnim krokem, neZ probé&hne samotné shlukovani, je provedeni transformace dat.
Po nacteni vstupni matice program Shluk provede standardizaci a poté normalizaci dat. Obé

matice jsou programem uloZeny pro pozdéjsi pouZziti. Obé& matice jsou zobrazeny na obrazku 26.
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Jméno matice: STAND

Matice byla vyivorena funkci: STAN
Postup wwpottu: b00

Radkd: 10 Sloupcd: 10

Kal. Bilk. Tuky[ Sach. Calm P[mg Fe[m Bi[m B2[m PP[m
-0.84 -1.06 -0.43 -0.51 -0.40 -1.07 -0.90 -1.00 -0.61 -0.65
-0.f/1 -0.9% -0.44 -0.36 -0.39 -0.8% -0.60 -0.86 -0.60 -0.48
0.2 1.32 -0.36 1.37 -0.2868 060 089 083 -0.36 -0.40
-0.58 -0.10 -0.41 -0.61 -0.36 1.3% 0.24 0.4% 1.88 1.89

0.83 093 -0.31 1.4% -00 0.6% 074 1.21 -0.37 -0.32
0.83 1.22 -0.33 1.37 -0.28 0.4% 0.9 15855 -0.31 -0.32
1.8 078 277 -014 283 137 203 0.4 1.88 1.89

-1.01 -1.08 -0.43 -0.82 -0.36 -1.08 -0.93 -0.90 -0.62 -0.h8
-0.8¥ -1.0 -0.41 -0.60 -0.38 -1.08 -0.91 -0.94 -0.68 -0.66
-0.35 -0.00 033 -1.16 -0.29 -0.34 -0.6% -0.79 -0.32 -0.68

Jméno matice: NORM

Matice byla vwivorena funkci: NORM
Postup vypottu: a0l

Radki: 10 Sloupcid: 10

Kal. Bilk. Tuky[ Sach. Calm PImg Fe[m B1[m B2[m PP[m
0.34 -0.43 -01F7 -0.21 -0.16 -0.43 -0.36 -0.41 -0.25 -0.22
-0.33 -0.44 -0.20 -0.1F -0.18 -0.40 -0.37 -0.40 -0.28 -0.23
0.3 051 -014 0563 -0.11 023 0.3% 032 -0.14 -0.16
-0.18 -0.03 -0.13 -0.19 -0.11 0.42 0.07 0.14 0.59 0.59

0.33 0.36 -012 067 -0.04 026 0.29 048 -0.16 -0.12
0.31 0.46 -0.12 051 -0.11 0417 0.07f 058 -012 -0.12
0.33 014 0.48 -0.02 049 024 0.3% 0.08 0.33 0.33

0.39 -0.42 -0.17F -0.32 -0.14 -0.42 -0.36 -0.3% -0.24 -0.22
0.3% -0.43 -01F7 -0.24 -0.1% -0.44 -0.37 -0.38 -0.24 -0.23
0.20 -0.00 019 -0.6% -0.16 -0.19 -0.31 -0.4% -0.18 -0.33

Obrazek 26 - Standardizovana a normalizovana matice (vystup:Shluk)

Data jsou pfipravena ke shlukovani. Nasleduje vybér typickych bodud. Jelikoz byl stanoven pocet
shlukud na tfi, bude i pocet typickych bodud roven tfem. Typické body jsou zvoleny metodou prvnich
k bodU, kde k odpovida poctu shlukd. Z vybranych bodd program shluk opét vytvori samostatnou

matici, viz obrazek 27.

Jméno matice: TYPB

Matice byla vwivorena funkci: TYP1
Postup vypottu: apl

Radki: 3 Sloupei: 10

-0.34 -0.43 -0.17 -0.21 -0.16 -0.43 -0.36 041 -0.25% -0.22
-0.33 -0.44 -0.20 -017 -0.18 -0.40 -0.37 040 -0.28 -0.23
0.32 051 -0.14 053 -011 023 035 032 -014 -0.15

Obrazek 27 - Matice typickych bodu (vystup: Shluk)

V programu Shluk jsou vybrana data, kterd budou shlukovana, poté je nactena matice typickych

bodu a je shlukovano do tfi shlukl. Vysledek shlukovani ukazuje obrazek 28.
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Jméno matice: FORG
Pocet iteraci =4

Shluk: 1

Teziste: -0.20 -0.00 0.19 -0.65 -0.16 -0.19 -0.31 -0.4% -0.18 -0.33
Prvky:

10;

Soutet ttverch odchylek: 0.00

Shluk: 2

Teziste: -0.35 -0.43 -0.18 -0.23 -0.16 -0.42 -0.37 -0.38 -0.2% -0.22
Prvky:

1;2:8:9;

Soudet ttvercl odchylek: 0.02

Shluk: 3

Teziste: 0.22 0.29 -0.01 0.28 0.03 0.26 0.23 0.32 0.10 0.10
Prvioy:

3AbL 6

Soutet ttverch odchylek: 2.72

Celkovy soutet ¢tvercd odchylek =2.74

Vzajemna vzalenost tEZist:
0.00

0.7¢7 0.00

1.60 1.65 0.00

e w

Primérna vzdalenost tEZist = 1.34

Obréazek 28 - Sumarizace Forgyovy shlukovaci metody (vystup:Shluk)

Na obrazku 28 je zobrazen souhrn celého shlukovani. Probéhly 4 iterace a objekty byly rozdéleny
do shlukd nésledovné. V prvnim shluku se ocitl pouze objekt €. 10, tedy vejce 100g. Shluk, ktery je
tvofen pouze jedinym objektem, je neuspokojivym. PFi¢in vzniku takového shluku maze byt vice.
Dlvodem by mohl byt maly pocet objektd a nevhodny vybér ze zakladniho souboru. Pfi takto
malém poctu objektl je pravdépodobné, Ze jeden z objektl se bude od ostatnich liSit natolik,

v v

spadat. Takovyto objekt je oznacen jako odlehly. Moznym FeSenim by byla zména poctu shluku
na dva, nebo rozSifeni zakladni matice o dalSi objekty. Ve druhém shluku se vyskytuji objekty 4.
Jsou to banany, brambory, tfeSné a pomerance. Tento shluk ma velice nizky soucet &tvercl
odchylek, a tedy tyto objekty jsou si velice podobné, co se tyCe sloZeni jednotlivych latek.
Je pomérné prekvapuijici, Zze do stejného shluku byly zafazeny napfiklad brambory a pomeranc.
Tyto potraviny na prvni pohled spolu moc spole€ného nemaji, ale jak ukazalo shlukovani, co se

ty€e hodnot jednotlivych zkoumanych latek, jsou si velice podobné.
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Lze oCekavat, Ze objekty druhého shluku budou velice blizko u sebe, coz potvrzuje i graf na
obrazku 29. Treti shluk obsahuje nejvice prvku. Jsou to ¢oc¢ka, drozdi, fazole, hrdch a mék. Soucet
¢tverch odchylek je oproti shluku €. 2 mnohem vétsi, a da se tedy oCekavat, Ze objekty budou od

sebe vice vzdéaleny. V tomto shluku se nachazi potraviny, které jsou si velice podobné. Jedna se

v v

7
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Obrazek 29 - Graf zavislosti mezi tuky a kaloriemi (vystup: Shluk)

Obrazek 29, zobrazujici graf zavislosti tuk( a kalorii, potvrzuje, Ze €leny druhého shluku jsou si
Ze nizky obsah tukd zarover znamena i nizky obsah kalorii. U shluku 2 a objektd do né&j patficich
je sledovana vysoké zavislost mezi obsahem tukd a kalorii. Prvky hrach, fazole a ¢ocka, patfici do
shluku 3, jsou si velice blizké. JelikoZ se jedna o potraviny velice podobné a spadajici do lusténin,
neni tento vysledek pfilis pfekvapujici. DalSi objekty tohoto shluku jsou jiz rozptyleny a napfiklad
drozdi (4) ma mnohem bliZze ke shluku &islo dvé. Prvky 3, 5 a 6, tedy ¢ocka, fazole a hrach, maji
vysoky obsah kalorii, ale pfi srovnatelném obsahu tukd jako ¢leny shluku 2. Tedy jsou co se tyce
energetické hodnoty vysoce vyzivné, pfitom ale hodnota tuku je na velice nizké Grovni. Objekt

€.10, 100g vajec tvori samostatny shluk s vyS§im obsahem tuk( a celkem nizkym obsahem kalorii.
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Vytvareni shlukd o jednom prvku nema moc velky vyznam a proto nékteré metody dovoluji stanovit
minimalni pocet objektd ve shluku. V naSem pfipadé by bylo feSenim zahrnout do analyzy vice
objektd, nebo zménit typické body a sledovat, zdali doSlo k n&jaké vyrazné zméné. ldedlnim
U shluku ¢&.3 je pravdépodobné, Ze prvky mak a drozdi by v pfipadé vétSiho poctu objektd,
pFisluSely k jinému shluku, jelikoZ jejich vzdalenost od téZisté je pomérné znacna. Stejny postup
byl zvolen u Janceovy metody. Zde se neprojevil v pFisluSnosti objektll do shluki zadny rozdil,

pouze bylo shlukovani ukonéeno jiz po tfech iteracich.

5.3.2. MacQueenova a Wishartova shlukovaci metoda

Jak Wishartova, tak i MacQueenova metoda se od predeSlych metod liSi vtom, Ze po kazdém
premisténi bodu prepocitavaji typicky bod skupiny. Tento postup ma vSak za nasledek zavislost
vysledku shlukovani na usporadani objektd pGvodni mnozZiny. Nejdfive je popsana
MacQueenova metoda. Nejprve je uréeno k pocate¢nich bodu. Jak bylo zminéno v kapitole
vénované pocatec¢nimu rozkladu, MacQueen doporucuje vybrat prvnich k bodd z libovolné
usporadané mnoziny objektl. Objekty jsou postupné po jednom pfifazeny k nejbliz§imu typickému
bodu. Po kazdém pfifazeni nového bodu je prepoditan typicky bod skupiny, ktera se zvétSila
0 praveé prifazeny objekt. Po projiti vS8ech objektd a jejich pfifazeni k jednotlivym skupinam jsou
k jednotlivym typicky bodum, které jsou po kazdém pfifazeni pfepocitany. [2]

Wishartova metoda zacina stejnym postupem, a tedy zadanim k po¢atecnich typickych bodu. Poté
jsou objekty pfemistovany vzdy k nejblizSimu typickému bodu, pfi€emz dojde-li k pfemisténi
objektd do jinych skupin, jsou vypocteny nové typické body a to jak u nové zvétSené skupiny, tak
i u skupiny zmensené. Wishart pouziva konvergentni variantu MacQueenovy metody. Dochézi zde
k urychleni a zlepSeni konvergence, jelikoz typické body nejsou prepocitavany vzdy, ale pouze
dojde-li k pfesunu objektd. Obé metody maji stejnou nevyhodu, a to, Ze vysledek shlukovani je
ovlivnén pocateénim usporadanim objektd. Rozdil mezi metodami spociva vtom, Ze
u MacQueenovy metody je ukon&eno shlukovani v druhé iteraci, kdezto u Wishartovy metody
v okamziku dosaZeni stabilniho stavu. [5] Vstupni matice je iz pfipravena z predeSlych metod.
U v8ech metod je pracovano se standardizovanymi i normalizovanymi daty. Mezi Wishartovou
a MacQuenovou metodou, co se tyCe vysledku shlukovani, nejsou Zadné rozdily. Vysledky jsou

prehledné shrnuty na obrazku 30.
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Jméno matice: WISH
Pocet iteraci=3

Shluk: 1

Tezisté

-0.32 -0.34 -0.10 -0.32 -0.16 -0.38 -0.36 -0.40 -0.24 -0.25
Prvky:

1:2;8:9:10;

Soucet étverci odchylek: 16.20

Shluk: 2

Tezisté

0.22 0.29 -0.01 0.28 0.03 0.26 0.23 0.32 010 0.10
Prvky:

34567

Soucet ttverci odchylek: 16.20

Obrazek 30 - Sumarizace Wishardovy metody (vystup:Shluk)

Rozdilem proti pfedeSlym metodam je rozdéleni objektd do shlukd. Misto tfi shlukud, které byly
pozorovany u Forgyovy a Janceovy metody, zde vznikly pouze dva shluky. DoSlo k pfesunu
objektu ¢. 10 (100g vejce) do shluku &. 1. Tim doSlo k odstranéni shluku, jenZ byl tvofen pouze
jedinym objektem, oproti tomu se vSak zvySila hodnota souctu &tverc odchylek. Je to logickym
nasledkem pfifazeni prvku, jehoZz vzdalenost od téZist& byla znacna, a jiné metody ho proto
umistovaly do samostatného shluku. U MacQuenovy metody je dosazeno totoznych vysledku,
odlidnost je pouze v poctu iteraci, které u MacQuenovy metody byly pouze dvé. Na zavér je pro

porovnani opét uveden graf znazornujici zavislosti tuk( a kalorii, viz obrazek 31.
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Obrazek 31 - Graf zavislosti tukt a kalorii pro proceduru Wish (vystup: Shluk)
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RozloZeni prvku je stéle stejné, pouze prvek 10 — 100g vejce, patfi nyni ke shluku €.1. JelikoZ jeho
vzdalenost od tézisté je pomérné velka, zvySuje se hodnota souctu Ctvercu odchylek. Je velice
pravdépodobné, Ze pokud by vstupni matice obsahovala vice dat — objektd, tak by prvky 4,10 a 7

spadaly do jinych shlukd, nez je tomu v dané chvili.

5.4. Metody s prom énnym po étem shluk G

Jak jiz bylo popsano v predeslé kapitole, pocate¢ni odhad nemusi vZdy byt idealni odhad poctu
shlukd. Metody s proménnym poctem shlukd se snazi tento problém odstranit, a tedy pocet shluku
na konci nemusi byt roven pocatec¢nimu odhadu poctu shlukd. Tedy tyto metody umoznuji b&éhem
shlukovani slu¢ovani a rozdélovani skupin objektd. U metod s proménnym pocétem shluk( nestaci
pouze zadani pocate¢niho poctu k skupin, ale musi byt uréeny dalSi fidici parametry. Na zakladé
téchto parametrd je rozhodovano zdali dojde k slouceni &i rozdéleni skupiny objektd. Tyto
parametry je mozné zadat dvojim zpusobem. Bud za pomoci analytika, ktery vyuzije svych
znalosti s danym typem uloh, nebo provede nékolik testovacich pokusl. Tyto parametry se béhem
shlukovani neméni. DalSim zpusobem je pfimy vypocet parametrl z dat, ktera jsou analyzovana.
Téchto parametrd vyuziva napfiklad metoda CLASS. [5] Program Shluk nabizi z metod
s proménnym poc¢tem shlukd pouze metodu CLASS. Existuji dalSi metody, mezi které patfi metoda
RELOC, ISODATA ¢i McQuenova metoda se dvéma parametry. Tyto metody jsou popsany na

pfilozeném CD.

5.4.1. Metoda CLASS

Metoda CLASS je modifikaci metody ISODATA a od této i jinych metod se liSi hlavné tim, Ze
vétSina parametrd neni zadavana analytikem, nybrZ jsou pocitany automaticky ze zadanych dat.
Jediné tfi parametry zadava analytik. Jsou to parametry GAMA, ktery uréuje maximalni pocet
iteraci, THETAN definujici minimalni pocet objektl ve skupiné a parametr Sn udavajici pocatecni
rozdélovaci prah. Parametr Sn tedy Ffidi rozklad shlukt a pfi kazdém opakovani cyklu se zvysi
a tedy kritérium rozkladu se zpfisfuje. Metoda CLASS kon¢i pfi dosazeni stabilniho rozkladu, nebo
v pfipadé, Ze je dosazeno GAMA iteraci. [4] PFfed samotnou iteracni ¢asti je potfeba vygenerovat
2s+1 typickych bodu. Tyto body generuje metoda CLASS sama. Samotny postup je poté
nasledujici. Prvnim krokem je vylou¢eni malych shlukd, to je skupin, kde je pocet objektd mensi,
nezli parametr Thetan a zaroven u nich béhem poslednich dvou iteraci nedo3lo ke zméné. Tyto
skupiny jsou zruSeny. [5] Nasleduje druhy krok, a to rozdéleni skupin. V i-té iteraci je vypocten

rozdélovaci prah.



1— 8
; . 0
.‘J" - 'Sn — 1 + GAMA
Rovnice 23 - Vypocet rozdélovaciho prahu (zdroj: [5])

v v

Pro kazdy shluk jsou vypocéteny nové souradnice objektu, a to jako odchylky od soufadnic tézist,

tedy typickych bodu. Nyni je vypocétena pramérna odchylka, j-té soufadnice pro objekt lezici vpravo

v v v v

od tézisté (Dj1) a vlevo od tézisté (Dj2). [5]

—z ——z

Rovnice 24 - Vypocet primérné odchylky (zdroj: [5])

Kde k1 a k2 udavaji pocet prvkl‘] vlevo, respektive vpravo od objektu. Dale jsou vypocteny

v v

D. D
/ i2
- max.—f— d, = max ——~L—

' Jmax x.. 2 J max x..
ij if

Rovnice 25 - Vypocet parametrd Al, A2 (zdroj: [5])

a

Parametr j nabyva hodnot 1,2,....,p,j a prochazi vSechny indexy bodd dané skupiny. Je-li v n-té
iteraci pocet shluk mensi, nez 2K a Sm < al nebo Sm < a2 a zaroven poéet objektl vetsi jak
nabylo svého maxima. Tretim krokem je zruSeni skupin. Zde je nejprve potreba spocitat

primérnou minimalni vzdalenost skupin, oznac¢ovanou TAU. [4]

h
TAU = L z D.
h i=1 :

Rovnice 26 - Vypocet parametru TAU (zdroj: [5])

h — sou€asny pocet skupin (shluku)
Di — minimalni vzdalenost i-tého shluku (i-té skupiny) od ostatnich h-1 shlukl, ktera vyjadfuje

v o

vzdalenosti jednotlivych tézist.

v v

Pokud je minimélni vzdalenost tézist menSi jak parametr TAU a zaroven pocet shlukd vétsi jak

K/2, |-ty shluk je zruSen. Objekty, které do daného shluku patfily, jSOU prlrazeny do shluku

v v

jednotlivé uvadéné postupy mohou trochu lisit. [5]
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Literatura [5] udava, Ze na rozdil od algoritmu, ktery byl popsan vySe a generuje 2S+1 typickych
bodl, mize byt zadana libovolnd skupina typickych bodud. K jejimu urCeni muze byt pouZit
libovolny zpasob. Viz kapitola vénujici se po¢ate&nimu rozkladu.

Prvnim krokem této metody je volba minimalniho poctu iteraci. Podle zkuSenosti z predeslych
metod jsou nastaveny minimalné tfi iterace a ve stejném kroku je zvolen minimalni pocet objektd
ve shluku na dva. Tim je vylou€¢ena mozZnost, vzniku shluku o jednom objektu. Poté je provedeno

samotné shlukovani a jeho vysledky zobrazeny, viz obrazek 32.

Jméno matice: CLASS
Pocet iteraci: 4

Shluk: 1

TEZziste:

Al: -0.3% A2 043 A3 -0.18 A4 -0.23 AL: -0.16 AG: -0.42 AT -0.37 AB: -0.38 A9: -0.25 A10; -0.22
Prvky

1:2:8:9;

Pocet prvkid ve shluku: 4

Soucet ttvercid odchylek: 0.02

Priimérna vzdalenost od téZisté: 0.07

Shluk; 2

TezZziste:

Al 0.22 AZ: 029 A3: -0.01 A4 0.28 AL 003 AG: 026 A7: 0.23 A8 0.32 A9 0,10 A10: 0.10
Prvky

3:4;5;6; 7;

Potet prvkid ve shluku: 5

Soutet ttvercd odchylek: 2.72

Priimérna vzdalenost od t&Zisté: 0.74

Celkovy soulet Gtverci odchylek = 2.74
Yzajemné vzdalenosti téZist

0.00

1.65 0.00

Obréazek 32 - Sumarizace metody Class (Vystup: Shluk)

Shlukovani bylo ukonéeno po ¢Etvrté iteraci a objekty byly rozdéleny do dvou shlukd. Objekt 100g
vejce, nebyl pfifazen ani do jedno ze shlukl. To je rozdil oproti Forgyové a Janceové metodé, kde
tento objekt tvofil samostatny shluk. Jinak se rozdéleni objektd do shlukd v ni¢em neliSi. Tedy
i graf zavislosti tuk( na kaloriich bude totozny, pouze stim rozdilem, Ze se v ném nebude

vyskytovat prvek 10 — 100g vejce, tato skutecnost je zobrazena na obrazku 33.
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Obrazek 33 - Graf zavislosti tukd a kalorii pro metodu Class (Vystup: Shluk)

Vyhodou této metody je moznost nastaveni parametru, minimalniho poc¢tu objektd ve shluku. Tim
se eliminuje moznost vzniku shlukd s jedinym objektem. V porovnani s ostatnimi metodami se
vysledky shlukovéani nelisi, je dosahovano stejnych hodnot, at uZ u vzdalenosti od tézist' ¢i souctu
Ctverch odchylek. Pro nézornost bylo provedeno shlukovani programem Statistica a vysledky
porovhany s vystupy z programu Shluk. Shlukovana byla data ze zakladniho souboru. Vstupni

matice je nac¢tena z programu MS Excel. Jedn& se o standardizovana a normalizovana data.

ﬁ}ﬁhlukuv-i analyza: Shlukovani metodou K-praméra: Kopie - Ke T
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Shlukoeat: |F'F|'|:|a|:|_l,l [Fadky) j E MoZnozti =
Pocet shiuki i B
Pocet iteraci: 5 EI

Focatechi ziedy shiukl
(" Zwvolit pozorovan madmaliz. podatecni vaddlenost mezi shlugy | o v
" lsporadat vedalenost a sybrat pozorowdni v konst, interalech
(¥ Fyalit prenich N [podet shiuki] pozoroyani

CaD wynechana
{* Celé pfipady

[ Déavkove zpracovani atworba protokaold " Wahradit
nrIrnErErn

Obrazek 34 - Zadavani vstupnich parametrd (Vystup: Statistica)

Obrazek 34 ukazuje pocatecCni nastaveni pfed samotnym zahdjenim shlukovani. Je zvoleno
shlukovani do 3 shlukd a maximalni pocet iteraci bude pét. Z pfedeSlych metod vime, Ze takovyto

pocet iteraci je dostacujici. Vybér typickych bodu bude proveden metodou prvnich n bodu.
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Obréazek 35 - Vysledny prehled shlukovani (Vystup: Statistica)

Obrazek 35 ukazuje, Ze shlukovani bylo ukon&eno po dvou iteracich a objekty byly rozdéleny na
zakladé vstupniho pozadavku do tfi shlukd. Nyni se nabizi moznosti zobrazit si vice detailt ze
samotného shlukovani. V tuto chvili je dostacujici zobrazeni ¢lent shluk(, viz obrazek 36

a grafické znazornéni zavislosti tukd a kalorii, ktera je zobrazena na obrazku 37.

Cleny shluku gislo 1 (Kopie Cleny shluku gislo 2 (Kopie
avzdalenosti od pfislusného avzdalenosti od pfislusnék
Shluk obsahuje 1 piip. Shluk obsahuje 4 piip.
Wzdalen. Wzdalen.
Wejce 100g 0,00 Banany 0,005563
Brarnbary 0019314
Cleny shluku &islo 3 (Kapie - | [Pomerance 0015472
a vzdalenosti od pislusneho ¢ [Trzna 0004620
Shluk obsahuje 5 piip.
Wzdalen.
Cocka 0,058024
Drofdi 0,106993
Fazole 0,056263
Hrach 0055975
hak 0,071430

Obrazek 36 - Cleny shlukd (Vystup:Statistica)

Je dosazeno totoznych vysledku, jako u pfedesSlych metod, kde bylo shlukovano do tfech shlukud.
Vyhodou programu Statistica oproti programu Shluk je moZnost pracovat s rozséahlejSimi vstupnimi
maticemi. Nevyhodou je omezeny pocet metod ve zkuSebni verzi tohoto programu. Co se tyCe
grafického vystupu, umoZziiuje program Statistica pfimo popisovat jednotlivé objekty, ale v pfipadé,

Ze jsou tyto objekty blizko sebe, nebo je-li jejich poCet vysoky, jsou popisky neprehledné.
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Na obrazku 37, je zobrazeno rozloZeni objektd do shlukd. Opét neni pozorovana vyraznéjSi

zména, oproti vystupu z programu Shluk.

Bodowe graf (Kopie - Komplat priprava 100102}
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Obrazek 37 - Zavislost tuka a kalorii (Vystup:Statistica)

PFi vétSim poctu objektd a jejich vzajemné blizkosti dochazi ke ztraté pfehlednosti. Jednotlivé
objekty se navzajem prekryvaji a jejich identifikace neni mozna ani za pomoci popiskud, které
danou situaci tvofi jeSté vice nepfehlednou. Proto je dulezité vnimat vystupy spiSe z hlediska
celkového rozloZeni shlukd. Pfi velkém poctu objektl je potfeba dany vystup prezentovat na
dostate¢né velké ploSe. Proto jsou vystupy v préaci uloZeny v elektronické podobé& na CD, aby
jejich zkouméni bylo mozné na monitoru &i projektoru. V tiSténé verzi maji spiSe informativni

charakter.
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6. Metodika zpracovani komplexniho p  Fikladu

Pro svoji obséhlost je pfiklad pfilozen na CD. Prvnim krokem zpracovani zadané ulohy je vybér
dat, kterd budou shlukovana. Data tvoFi vstupni matici, na které jsou provadény veSkeré Upravy.
Tato data byla stazena ze serveru www.crohn.cz a zabyvaji se energetickymi hodnotami
jednotlivych potravin. VeSkeré (daje jsou uloZzeny v podobé tabulky v MS Excel s nazvem
Vstupni data.xls na CD ve sloZce Vstupni data. Listy nejsou uzamceny a je tedy mozné na nich
provadét veskeré Upravy. U dat byla provedena jejich transformace, standardizace a normalizace.
Tim byla odstranéna zavislost na jednotkach a rozdilech hodnot u jednotlivych vlastnosti
zkoumanych objektd. Transformace byla provedena v programu MS Excel a transformovana data
byla vyuZita jako vstup do programu Statistica. Tato data jsou umisténa ve sloZce Pfedzpracovani
dat v souboru Transformace dat.xls. Ve stejném souboru jsou uloZena i netransformovand data,
je tedy mozné provadét analyzy i na nich a sledovat rozdily pfi tvorb& shlukd. Ve slozce
Pfedzpracovani dat jsou dale umistény vystupy z programu Statistika a Shluk. Jedné se obrazky
a grafy, které jsou vzdy pojmenovany podle zkoumané problematiky. Napfiklad soubor Korelace
tuky kalorie.jpg zobrazuje zavislost korelaci pomoci grafického vystupu z programu Statistica. Poté
co byla data vybrdna a transformovana nasledovalo jejich shlukovani. Metoda Kmeans byla
provadéna v programu Statistica. Ostatni metody byly provadény v programu Shluk. Jako vstupni
data byla vyuZita Vstupni matice, kterd je umisténa v souboru Transformace dat (soubor
Pfedzpracovani dat), na listu Vstupni matice. Jednotlivé kroky pro praci s programem jsou vzdy
reprezentovany pomoci obrazkd a popisu. Tyto vystupy jsou uloZzeny ve sloZce Vystupy
z programu. Tato slozka je dale rozdélena na dalSi soubory, podle toho, z jakého programu dany
vystup pochazi a jakou metodou byla data zpracovana. Napfiklad grafické vystupy Forgyovy
metody provadéné v programu Shluk jsou umistény ve slozce Vystupy z programu, Shluk
a Forgyova metoda. Ve sloZzce Metriky se nachazi soubor Metriky.xls, kde jsou vypodteny ze
zakladnich dat nejCastéji pouzivané metriky. Zde je mozné ménit jednotlivé hodnoty a sledovat
zmény u jednotlivych metrik. V souboru Komplexni pfiklad je umistén dokument Analyza
prikladu.doc, ktery vysvétluje celkovy postup zpracovani dat od jejich zisku az po vysledky
shlukovani a slouZzi jako ndvod pro zpracovani dat, ktera jsou na CD umisténa. Ve stejné sloZce je
umistén i soubor Komplexni prfiklad.st, ktery je urCen k otevieni v programu Statistica. SloZzka
Ostatni metody obsahuje popis dalSich nehierarchickych metod, které nejsou v praci uvedeny.

Pomoci téchto metod neumozioval shlukovat Zadny z testovanych programd.
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7. Zaver

Cilem prace bylo sezndmeni s postupy nehierarchickych metod shlukové analyzy a navrhnout
praktickou ukézku feSeni pfikladu pomoci téchto metod. Metody byly vysvétleny na prikladu
zabyvajicim se shlukovanim potravin dle hodnot obsahu jednotlivych latek. Vybrana data byla
pouzita pro svoji jednoduchost a srozumitelnost. Puvodnim zamérem prace bylo provést
shlukovani za pomoci jediného programu a v daném programu porovnat jednotlivé shlukovaci
metody. Prvnim programem, ktery byl vyzkouSen, byl program Unistat. ZkuSebni verze tohoto
programu vSak neumoZiuje praci s vlastnimi daty. Analyzy tedy lze provadét pouze na datech
dodanych Unistatem, jeZ jsou oviem bez jakéhokoliv vysvétleni. DalSi nevyhodou tohoto programu
je nemoznost pfimého popisu vystupt. Druhym testovanym programem byl program Statistica.
Tento program nabizi velké mnozstvi nastrojl, a to jiz ve zkuSebni verzi. K programu Ize pozdéji
dokupovat velké mnozstvi komponent. Bohuzel ve zkuSebni verzi nabizi pouze jedinou
nehierarchickou metodu. Ohledné prace s vystupy nabizi program Statistica mnoho moznosti. Pro
Ucely prace byly dulezité pfedevsim grafy zavislosti. Oproti Unistatu, program Statistica umoZznuje
jednotlivé objekty popisovat, volit barvu i tvar zna¢ek zobrazujici objekty. Bohuzel pfi velkém
mnoZstvi dat se grafy stavaji neprfehlednymi a jednotlivé objekty se prekryvaji. Zaroven, pfi
zapnutych popiscich dat, nelze pfi velkém mnoZstvi prvka tyto popisky pfecist, jelikoZ jsou velice
blizko u sebe. Grafy jsou negéitelné jak v tisténé podobé, tak i na monitoru. ReSenim je moZnost
vyfezu shukd, ale tim se ztraci celkovy pfehled o shlucich. Druhou moZznosti je prezentace
vysledkd na vétSich zobrazovacich plochach, napfiklad promitani na velka platna. Z davodu
nedostatku metod v programu Statistica bylo pro vyzkousSeni vice nehierarchickych metod vyuZito
programu Shluk. Tento program sice nabizi vice metod, ale neumoZfuje pracovat s rozsahlymi
vstupnimi maticemi. Program Shluk je schopen pracovat maximalné s matici 10x10. Ohledné
grafickych vystupu dopadl program Shluk velice dobfe. Jednotlivé shluky automaticky barevné
odliSuje, u ostatnich programu toto muselo byt provadéno ru¢né. Jednotlivé prvky popisuje pomoci
Cisel, ktera vzdy prislusi danému objektu. Pokud ma byt pfimo vidét o jaky objekt se jednd, je
potfeba vedle grafu umistit legendu. Poslednim programem, jenz byl na analyzovani vyuzivan, byl
MS Excel. Ten byl vyuZivan pfedevsim na zakladni apravy, transformace dat nebo vypocet metrik.
Z program(, které byly vyzkouSeny, nabizi nejvice moznosti program Statistica. Je potfebné
dokoupit komponenty, aby tento program disponoval vice metodami. Program Shluk nabizi velké
mnozstvi metod, ale limituje ho omezeni pro vstupni data. Pfi samotném shlukovani bylo
vyzkouSeno vice metod, aby mohly byt sledovany rozdily mezi jednotlivymi metodami. Byly
provedeny veSkeré kroky od vybéru dat, jejich pfipravy aZz po samotné shlukovani. Jednotlivé
Upravy byly popisovany a veskeré duilezité grafické vystupy umistény na CD. Béhem préace
nenastaly vétSi problémy. Vice ¢asu zabralo sezndmeni se s programem Statistica a vysledovani

moznosti jednotlivych programu.
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