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SOUHRN

Diplomova prace se zabyva problematikou stanoveni ceny ojetych vozidel. Vénuje
pozornost souc¢asnému stavu ohodnocovani pouZitych automobilil. Pojedndva o diileZitosti
pfipravy vhodnych dat pro dal$i zpracovdni. Zaméfuje se zejména na navrh modelu
hodnotici ojetd vozidla s vyuZitim neuronovych siti a rozhodovacich stromti. Navrzené
modely jsou implementovany a testovany pomoci pfipravenych dat. Na zdklad¢ vysledki

testil je vybran model dosahujici nejnizsi chybovosti.

KLICOVA SLOVA

Ptedzpracovani, CRISP-DM, rozhodovaci stromy, neuronové sité, modelovani

TITLE

Rating model of used cars

SUMARY

The main objective of the study is to design, develop and determine system for
pricing used cars via neural network systems and decision tree analysis. Thesis consists of:
current evaluating model, data and data preparation, system model design, results tests and

describtion of chosen model with the lowest error rate.

KEY WORDS

Data preparation, CRISP-DM, decision trees, neural network, modelling
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P
UvoD

Velka cast lidi jednoho dne bude fesit problém, zda koupit novy nebo ojety automobil.
Pritom vznikne otdzka: ,Neplatim za tento automobil zbyte€né¢ moc?* Automobily se daji
porovndvat podle mnoha parametrt a kritérii, proto je velmi sloZité pro jednotlivce, ktery se
prodejem a ndkupem automobilli nezabyva, fici: ,,Ano, toto je odpovidajici cena tomuto druhu
vozidla®“. Na ¢eském trhu jsou velké autobazary, které velice dobte prosperuji. Prosperuji bud’
z diivodu, Ze levné nakupuji a proddvaji za trZzni cenu, nebo nakupuji za trzni cenu
a prodévaji za cenu vyss§i. Ddle jsou na ¢eském trhu 1 mensi autobazary a soukromi dopravci,
ktef{ vyd&lavaji na silné koruné a automobily do Ceské republiky dovaZeji ze zahrani¢i. Neni
zadnym tajemstvim, Ze pouZzitd vozidla v zahrani¢i byvaji zpravidla proddvdna za mnohem

nizsi ceny nez v Ceské republice.

Cilem diplomové price je modelovat a navrhnout systém, ktery bude provadét
ohodnoceni vozidel. Modely budou jednotlivym automobiliim ptidélovat adekvétni prodejni
cenu. Ddle budou zhodnoceny vysledky jednotlivych modelt a vybrdn nejvhodné€js$i model.
K této praci budou pouZita data ziskand od riiznych autobazarti podnikajicich v Ceské
republice.  Jako  vzorovd data  pronauCeni ~modelu  budou slouzit data

o automobilech, u nichZ je zndma 1 prodejni cena nabizend v autobazarech.

Diplomova price md nésledujici Clenéni: V prvni Casti bude popsdn soucasny stav
stanoveni cen ojetych automobilll. Druhd ¢ast bude vénovdna ndvrhu modelu na odhad
ojetého vozidla. Zavérecna Cast se zamé&if na implementaci a ohodnoceni navrzeného modelu.

Zarovei bude provedeno porovnani funk¢énosti modeld.

K této praci byla k dispozici vstupni data, bylo piihlédnuto k odborné literatuie

vztahujici se k danému tématu.



1. STAVAJICI SITUACE

Jak jiz bylo pfedeslano v uvodu, mnoho z nds bude nebo jiz teSilo otdzku koupé
vozidla. Néktefi se spoléhali a spoléhaji na své subjektivni rozhodnuti, jini daveétuji zndmym a

nékteti vyuzivaji naptiklad ohodnoceni od soudnich znalci.

1.1  Stavajici moZnosti ohodnocovani ojetych vozidel

1.1.1. Spolecnost IBS

IBS expert je spole¢nosti s mezindrodni plsobnosti poskytujici svym klienth
poradenstvi a informace v automobilové a dopravni problematice. Diky orientaci na moderni
komunikacni technologie a vlastnimu vyvoji v oblasti informacni techniky se z odborné
zaméfené firmy postupem casu vyprofilovala v poskytovatele informacnich sluzeb v sektoru
automobilového primyslu a obchodu. Jednim z produkt spolecnosti IBS expert je systém
pro ohodnocovani ojetych vozidel TAXexpert. Na webovych strankiach této spole¢nosti je

moznost stdhnuti demoverze programu TAXexpert [7].

Po nastaveni vstupnich informaci o vozu do programu TAXexpert, napt. druh vozu,
vyrobce, model, rok vyroby, vybava, poskozeni riznych ¢asti vozu, atd., provede program

propocet a nabidne dvé hodnoty: prodejni a ndkupni cenu.

Jak vyplynulo z konzultace s pracovniky jednoho stfedné¢ velkého autobazaru neni
shora uvedeny systém mezi prodejci v praxi pouzivan. Systém slouzi poskytovatelim dvéri
(bankovnim institucim). Poskytovatel se na zdklad¢ tohoto systému rozhodne zda kupujicimu
poskytne na kupovany viz uvér a v jaké vysi. Z rozhovoru byly zjistény skute¢nosti, proc
prodejci tento systém nepouzivaji. Autoprodejci rozhoduji podle svych zkuSenosti a velmi
pekné automobily ohodnoti vyssi, nez primérnou cenou. Systém TAXexpert nema moznost
tohoto subjekviniho ohodnoceni, z toho plyne, Ze velice p&kny viz podhodnoti. Zdkaznik
néasledné nedostane na tento viz Uver v potiebné vysi. Zbyvajici ¢astku pak musi kupujici

slozit u poskytovatele uvéru ve forme akontace.



1.1.2. Ohodnoceni na zakladé odhadu majitele ¢i prodejce

Mensi autobazary funguji odliSné. Majitel autobazaru vlastni pouze plochu, na které je
autobazar provozovdan a uctuje si urCitou ¢astku za den a misto. Cena, za kterou je automobil
v autobazaru vystavovan, zdvisi pouze na majiteli proddvaného vozu. Provozovatel
autobazaru dostdva penize, i kdyZ auto neproda. Automobil je ohodnocen pouze subjektivné,
a to v zdvislosti na znacce vozu, opotfebeni riznych ¢asti podvozku, jizdnich vlastnosti atd.

Dulezitou roli u téchto mensich autobazart hraje i lukrativnost mista tohoto autobazaru.

Pokud provozovatel autobazaru je soucasné i majitelem nabizenych vozi, prodava je

také, jako stfedné velké autobazary na zdklad€ svych zkuSenosti a subjektivniho odhadu.

1.1.3. Vyuziti soudniho znalce

Ohodnoceni ojetého vozidla je podrobné popsédn ve znaleckych standardech uréenych
k ocenovani motorovych vozidel vydanych v roce 2005[11]. V téchto pokynech jsou naprosto
striktné nastavené stupnice, v jakych mize znalec dané vozidlo ohodnotit. Na zdklad¢ jeho
uvdzeni udavd do vzorct popsanych ve standardech rtiznou vysi opotiebeni. Pomoci téchto
vzorcl nésledné¢ dopocitd srazku z pivodni ceny a tim ohodnoti sledovany automobil. Tento
zplisob neni Casto vyuZivdn, nebot se za znalecky posudek vynaklddaji zna¢né financni

prostiedky.



2. MOZNE METODIKY

Bylo zjisténo Ze existuji metodiky, které si kladou za cil poskytnout uZivatelim

jednotny rdmec pro feSeni riznych tdloh z oblasti dobyvani znalosti z dat. Tyto metodiky

umoziuji sdilet a prendset zkuSenosti z UspéSnych projektii. Za nékterymi stoji producenti

programovych systémil (metodika 5A firmy SPSS nebo metodika SEMMA firmy SAS). Jiné

vznikaji ve spolupriaci vyzkumnych a komercnich instituci jako ,,softwarové nezavislé*

CRISP-DM [1].

2.1 Metodika 5A

Metodiku 5A nabizi firma SPSS jako sviij pohled na proces dobyvéni znalosti. Nazev

metodiky je akronymem pro jednotlivé provadéné kroky.

assess — posouzeni potieb projektu,
access — shromazdéni potiebnych dat,
analyze — provedeni analyz,

akt — pfeména znalosti na ak¢éni znalosti,

automate — prevedeni vysledkl analyzy do praxe.

Z4dna data nemaji vyznam, jestlize jsou oddélena od kontextu. Prvnim krokem

v analytickém procesu je tedy stanoveni kontextu — cilli, strategii a procest. Materidl SPSS

k tomu 1ika[1]:

urcete data, jejich sbér, pofizeni a skladovani je nutné zajistit k provedeni

takovych analyz, které chcete realizovat.

pfipravte se na své projekty a obory, vnichz rozhodujete — jejich

porozuménim zabezpeclte ty analytické nastroje, které potiebujete.
vzdélavejte a trénujte vSechny lidi, ktefi mysli analyticky a pouzivaji
efektivné software jako soucdst premysSleni nad problémy a analyzu dat jako

nedilnou sloZku rozhodovaciho procesu.

Druhym krokem v metodice SA je sbér a ptiprava dat. Je tfeba ziskat vhodné soubory

z podnikovych datovych skladl, datovych bdzi, odkazovych systéml a jinych internich



zdrojii, Lze vyuzit i data tykajici se daného problému, kterd jsou nabizena vetejné. Data lze

rovnéz ziskat vlastnimi prizkumy nebo od vyzkumné firmy.

Ttetim krokem je pouzivani riznych analytickych postupu k tomu, abychom nalezli
odpovédi na otdzky stanovené v prvnim kroku. V tomto kroku se data pfeméiuji na informace
a znalosti. Firma SPSS doporucuje Sirokou Skalu nastrojii pro zkoumani a porozuméni datim
pocinaje deskriptivni statistikou, pfes metodu OLAP aZ po metody strojového uceni
(rozhodovaci stromy, neuronové sité). DoporuCeni je ziejmé: ,PouZijte vice metod a
porovnejte jejich vysledky a vhodnost, abyste ziskali nejlepSi feSeni a navic rychle a

jednoduse*.

Ctvrty krok procesu obsahuje doporuéeni, fadu dodatednych otidzek a nésledné
rozhodnuti. Znalosti nalezené v predchazejicim kroku je zde méni na znalosti ak¢éni. Nalezené

vysledky by mély byt predkladany v jasné a srozumitelné podobe¢.

Patym krokem je prevedeni vysledkii analyzy do praxe. Tento krok obsahuje vSechny
¢innosti, kterymi lze zajistit aplikaci u€inénych rozhodnuti. Sem patii napiiklad to, Ze
vytvofime praktické rozhrani, abychom rozvinuli nalezené modely do takového formdtu,
ktery je snadny pro uZzivani a porozuméni v béZné a opakované praxi organizace a pro
monitorovani vysledki (a duasledkli) provddénych rozhodnuti. Dal$i z doporuceni znf:
~Automatizujte své analyzy tak, aby opakujici se tlohy nezabiraly ¢as a abyste mohli snadno

aktualizovat své modely s tim, jak pfichdzeji nové vysledky* [1].
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2.2 Metodika SEMMA
Enterprise Miner, softwarovy produkt firmy SAS, vychazi z vlastni metodiky pro
dobyvéni znalosti z databdzi. Ndzev SEMMA op¢t charakterizuje jednotlivé provadéné kroky:
- sample (vybirani ndhodnych objekti),
- explore (vizudlni explorace a redukce dat),
- modify (seskupovédni objektl a hodnot atributli, datové transformace),

- model (analyza dat: neuronové sité, rozhodovaci stromy, statistikcé techniky,

asociace a shlukovani)
- assess (porovnani modeld a interpretace).

Duraz se klade na snadnou interpretaci vystupii ve form¢ srozumitelné obchodnimu

uzivateli [1].

2.3 Metodologie CRISP-DM

Metodologie CRISP-DM (CRoss-Industry Standard Process for Data Mining). Vyvoj
metodologie CRISP-DM byl zahdjen jako projekt evropské komise definujici model
standardniho postupu pfi vytvéieni data miningovych projektii. Tato metodologie je majetkem
partnertit CRISP-DM konsorcia: NCR systems Engineering Kopenhagen, Daimler Chrysler
atd [6]. Firma SPSS se dolovanim z dat zabyva a vytvofila programové prostifedi Clementine,

které je pfimo specializované na tuto problematiku.

Metodologie CRISP-DM rozd¢€luje cely proces data miningového projektu do Sesti

zékladnich etap, v rdmci nichZ déle rozliSuje dalsi kroky. Témito etapami jsou (obr.1):
- Definovani cilu,
- Porozuméni datiim,
- Ptredzpracovani dat,
- Modelovani,
- Hodnoceni vysledkd,

- Implementace vytvofeného modelu [6].

11
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Obr.1: Schéma etap metodologie Crisp-dm (zdroj: [14])

Metodiky 5A, SEMMA a Crisp-dm se principidln€ v postupu feSeni projektu
v mnohém shoduji. V prici byla zvolena metodologie Crisp-dm. Crisp-dm je vysledkem
dohody vice firem: NCR Systems Engineering Copenhagen (USA a Dansko),
DaimlerChrysler AG (Némecko), SPSS Inc. (USA) and OHRA Verzekeringen en Bank Groep
B.V (Holandsko). Metodiky 5A a Semma jsou produktem jedné firmy (SPSS, resp. SAS)[13].

Dal$im divodem pro zvoleni metodologie CRISP-DM byl fakt, Ze Crisp-dm je
popsdna v mnoha dostupnych zdrojich [1,2,5,6,10,13,14], a Ze byl k dispozici softwarovy

produkt firmy SPSS program Clementine, ve kterém je prace z velké C4sti tvofena.
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3. DEFINOVANI CILU

Tato dvodni fize je zaméfena na pochopeni cili dlohy a pozadavkid na feSeni
formulovanych z manaZerského hlediska. ManaZerska formulace musi byt  ndsledné
pfevedena do zédkladni ulohy pro dobyvani znalosti z databdzi. V této fazi se rovnéz provadi
inventura zdrojl, hodnoti se moznd rizika, ndklady a pfinos pouZiti metod dobyvéni znalosti

z databdzi a stanovuje se predbézny plan praci[1].

Hlavnim cilem celé prace je navrhnuti takového modelu, ktery dokaze odhadnout cenu
ojetého vozidla. S vyuZitim vypocetni techniky a postupl budou tvofeny modely. Nésledné
probéhne test vytvorenych modeld. Po vyhodnoceni bude vybrdn nejispesn€jsi model. Aby

bylo mozné k témto cilim dospét, bude nutné data k moZnému pouZiti ptipravit.

13



4. POROZUMENI DATUM

Féaze porozuméni datim zacind prvotnim sbérem dat. Nasleduji ¢innosti které umozni
ziskat zdkladni predstavu o datech, kterd jsou k dispozici (posouzeni kvality dat, prvni
»vhled“ do dat, vytipovani zajimavych podmnoZin zdznami v databdzi...). Obvykle se
zjiStuji rizné deskriptivni charakteristiky dat (Cetnosti hodnot riznych atributii, primérné

hodnoty, minima, maxima apod.), s vyhodou se vyuZivaji i rizné vizualiza¢ni techniky [1].

Data musi popisovat dany problém, nesmi byt chybna a zavad¢jici, musi mit néjakou

informacni hodnotu a je dobré, kdyz je dat dostatek.

Vstupni data popisujici ojeta vozidla (Tabulka 1) se tykaji vyhradné ceského vyrobce

automobilti znacky Skoda.

Tabulka 1: Prvotni datovy slovnik (zdroj: vlastni)

par. | jméno typ proménné | hodnoty, piiklady popisek

pl typ vice ,,Octavia, 120 nazvy vozi
kategoridlni

p2 obsah intervalova ,.987,2800“ objem valct v cm’

p3 | rok vyroby intervalova ,1968,2007 rok vyroby vozidla

p4 | vykon intervalova 33,147 vykon motoru v kW

p5 | stavtachometru | MterValovd | 50 6434 najeté km

p6 prodejni cena intervalovd ,2900,729000 nabizena cena v bazarech

p7 barva vice L ,,bila, ¢ervena..* barva vozidla
kategoridlni

p8 palivo kategoridln{ ,,benzin, nafta..” druh paliva

P9 druh vozidla kategoridln{ ,,0s0bni, uzit...“ pouZziti vozu

plO | typ karoserie kategoridlni »sedan, kupé...* typ karoserie

14




vice

pll | kraj Kategoridlni ,pardubicky,... misto kde je auto
prodavéano

pl2 | pocet dveti ordindlni 2,5

pl3 | pocet mist ordindlni 2,5 pocet sedadel ve vozidle

pl4 | vybava Ecekategorlal »airbag, ABS, CD.. | vycet vybavy ve vozidle

Po prvotnim ndhledu na data bylo zjiSténo, Ze chybi parametry jako je napiiklad sila

koroze, hlu¢nost motoru, spotieba pohonnych hmot, spotieba oleje, velikost zavazadlového

prostoru a dalsi, které podstatnou mérou urCuji cenu ojetého vozidla. Dle shledanych

nedostatkli musela byt n¢kterd data odstranéna.
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5. PREDZPRACOVANI DAT

Ptredzpracovani dat zahrnuje Cinnosti, jeZ vedou k vytvoreni datového souboru, ktery
bude zpracovavan jednotlivymi analytickymi metodami. Data by tedy méla obsahovat udaje
relevantni k dané dloze, a mit podobu, kterd je vyZadovana vlastnimi analytickymi algoritmy.
Priprava dat tedy zahrnuje selekci dat, CiSténi dat, transformaci dat, vytvareni dat, integrovani
dat a formatovini dat. Tato faze je obvykle nejpracnéjsi ¢4sti feSeni celé dlohy. Jednotlivé
ukony jsou obvykle provadény opakovang, v nejriznéj$im potadi[1].

V dataminigovych projektech se az 80 % casu alokuje na piipravu dat. Zaroven je to
patrné nejproblémovéEjsi faze celého cyklu. V ptipravé dat se stfetiva realita pochopeni
problému a jeho relevantnost vzhledem k dostupnym datim. Dobrym ptedpokladem data

miningu je kvalitni datovy sklad, ktery integruje a agreguje vSechny dostupné informace[13].

Jednotlivé kroky procesu dobyvani znalosti z dat jsou rizn¢ ¢asoveé ndro¢né a maji i
ruznou dulezitost pro uspésné vyieSeni dané dlohy. Praktici v oboru uvadéji, Ze nejdilezitéjsi

Vv s

je faze porozuméni problému a casove nejnarocnéjsi je faze piipravy dat [1].

Prvotni porozuméni datim bylo provedeno v MS Excel. Vstupni data byla velice
ruznorod4, byly zjistény chyby a nesmyslné idaje. Nedostatky byly zpiisobeny ziejmé tim, Ze
data nezapisuje jeden zadavatel a Ze jednotlivi zadavatelé dat pouZivaji jiny zpusob

zapisovani a jsou rizné peclivi. Z tohoto diivodu bylo provedeno ¢isténi dat.

5.1 Cisténi dat

Cetnosti hodnot réiznych atributi, primérné hodnoty, minima, maxima apod.
provedené v MS Excel na vstupnich datech ukézaly, Ze data nelze k naSemu modelovéani
pouzit anebo je lze pouZit pouze ve velmi omezené mife. Proto bylo pfistoupeno

k predzpracovani dat:

- vstupni data charakteru typ automobilu byla vicekategoridlni, tudiz bylo
nutné vozidla téhoZz typu pojmenovat stejné. Zaznamy byly abecedné
sefazeny. Na zdkladé podobnosti ndzvu typu vozu a shodnosti zdvihového

objemu a vykonu, byly tyto podobné zdznamy pojmenovany stejng.

- vstupni data typu obsah byly oSetfeny v zdvislosti na cetnosti obsahl

jednotlivych typt vozidel. Tzn. nejvice opakovand hodnota byla vzata jako
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vzor a pouZzita k nastaveni vstupnich dat typu obsah. Na zakladé této operace

bylo mnoho zdznamii doplnéno, popiipadé upraveno,

vstupni data typu rok vyroby byla oSetfena pouze funkci maxima a minima.
Pokud né¢jakd hodnota dosahovala nesmyslnych mezi, byla nésledné
upravena. N¢kolikrat se u téchto dat vyskytlo preklepnuti zadavatele, a tak

byl velice ¢asto zaménovan rok 1998 s 1989,

vstupni data typu vykon byla upravovdna na zakladé¢ zdvihového objemu,

roku vyroby, typu vozidla a pohonnych hmot,

vstupni data stav tachometru byly upraveny podobné jako typ rok vyroby,
s rozdilem, Ze u téchto dat nebyla Zddnd mozZnost, jak zjistit, zda jsou data

opravdu zadana spravne,

u vstupnich dat typu prodejni cena byly odstranény zdznamy, kdy prodejni
cena nebyla vitbec zadand. Pro dal$i zpracovdni tyto zdznamy predstavovaly

problém,

u vstupnich dat typu barva byly opravovany hlavné pravopisné chyby

a preklepy,

vstupni data typu palivo (benzin, nafta a LPG) byly upraveny tak, Ze pokud
tento zdznam chybél, byl dohledan v zavislosti na zdvihovém objemu nebo

vykonu,

vstupni data typu druh vozidla byly pouze dvé hodnoty viz uZitkovy
a osobni. Mnoho typickych osobnich automobilli mélo jako druh vozidla
zaznamendno uZzitkovy automobil. PfiCina je obvykle na strané prodejce,
ktery miZe specifikovat viiz jako uZzitkovy, pokud je automobil vybaven

miizkou mezi zavazadlovym prostorem a prostorem pro cestujict,

vstupni data typu karoserie byla doplnéna o chyb¢jici zdznamy v zdvislosti na

nizvu typu vozidla,

vstupni data typu kraj, zde byla provedena tprava sjednoceni ndzvi na

kone¢nych 14 kraj,

vstupni data typu pocet dveii byla upravena tak, aby uvedeny pocet byl od

dvou do péti,
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- vstupni data typu pocet mist byla podobn€ upravena jako data typu pocet
dveri,
- vstupni data vybava byla nepouZitelnd pro vypocet, a proto z téchto dat bylo

potieba odvodit nové proménné.

5.2 Odvozeni novych proménnych

Velky problém byl se vstupnimi daty vybava, jelikoZ néktefi autoprodejci do vybavy
vozu nepoznamenali nic, jini prodejci popsali vybavu vozidla velice podrobné€. Nasledné byl
vytvoren dotaz a vypsany dichotomické proménné napi. ABS, Airbag, ESP atd. V tabulce 2

jsou uvedeny odvozené proménné.

Tabulka 2: Odvozené vstupni proménné (zdroj: vlastni)

pl4 | airbag ditochomicka 0.1¢

pl5 | ABS ditochomickd ,0,1¢ antiblokovaci systém

pl6 | Klimatizace ditochomické 0.1¢

ditochomicka 0.1%

pl7 | centrdl didlkovy centrdlni zamykani na DO

pl8 | CD ditochomickd | .« radio na CD

ditochomicka 0.1°

pl9 | imobilizér zabezpeceni proti odcizeni

p20 | hlinikova kola | ditochomickd - ;..

p21 | palubni pocitac ditochomickd H0,1

p22 | ASR ditochomicka 0,1 Sys. regulace prokluzu kol

p23 | ESP ditochomickd |, .. Elektronicky ~stabilizagni
program

p24 | tazné zatizeni ditochomicka 0,1 moznost piipojného
vozidla

ditochomicka 0.1¢

p25 | stfesSni lyZiny moznost nékladu na stieSe
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5.3 Korelac¢ni analyza

Cilem zkoumdni je Ciselné charakterizovani zavislosti. Kazd4 korela¢ni zavislost

kvantitativnich znakt je pfedmétem méteni a analyz.

Tésnost (sila, intenzita) zavislosti, tj. mira vzdjemného vztahu mezi proménnymi.
To je dileZité jednak pro nalezeni resp. rozliSeni nejdalezitéjSich faktorti, jednak pro
posouzeni kvality vystiZzeni prub¢hu zdvislosti. Toto hledisko zkoumdni je oznacovano jako

korela¢ni analyza [3].

Analyza ndm ukdzala, Ze n€které parametry jako je napf. pocet dveifi nebo pocet mist
k sezeni nejsou s parametrem prodejni cenou témét korelovany. TudiZ tyto vstupni parametry

milZeme vynechat, aniZ by se zménila kvalita vypocti.

Korelani analyza vypocitala, Ze vétSina spojitych vstupnich parametrti koreluje
s vystupnim parametrem prodejni ceny ve vétSi neZ zanedbatelné sile. V zanedbatelné sile
koreluje s prodejni cenou vstupni parametr pocet dveii a pocet mist (tabulka 3). Proto
se stémito dvéma vstupnimi parametry dale nebude pocitat. Korelacni analyza byla
provadéna v MS Excel (funkce CORREL) a néasledné v prostfedi Clementine 9.0 (uzel
Statistic).
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Tabulka 3: Sila korelace vstupnich parametrti s prodejni cenou (zdroj: vlastni)

Typ vstupnich dat Sila korelace
obsah 0,5757
vykon 0,6942
rok Vyroby 0,7666
stav Tachometru -0,4121
pocet Dveti 0,0264
pocet Mist -0,0009
airbag 0,6273
ABS 0,6626
klimatizace 0,6222
central didlkovy 0,6078
CD 0,5402
imobilizér 0,4677
hlinikova kola 0,4607
palubni pocitac 0,7009
ASR 0,6339
ESP 0,5347
tazné zarizeni -0,1556
stfesSni nosic¢ 0,1690
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6. POUZITE MODELOVACI TECHNIKY

DtleZitou vlastnosti Zivych organismll je schopnost pfizptisobovat se ménicim se
podminkdm, eventudlné se ucit na zdklad¢ vlastnich zkuSenosti. Schopnost se ucit je
povazovana za definici inteligence. Cilem umél€ inteligence je tedy vybavit touto schopnosti
technické systémy. Strojové uceni mize tedy byt realizovano dvéma zpisoby a to u¢enim bez

ucitele a ucenim s ucitelem.

Uceni s ulitelem se tyka uceni, ke kterému mame informaci o tom, do jaké tiidy je
piiklad zatfazen, které se md systém nauclit. UCitel poskytuje systému explicitni informaci
0 pozadovaném chovéni. Jinymi slovy se da fici, Ze trénovaci mnoZina obsahuje hodnotici

vektor. Strojové uceni bez ucitele uziva systém, pokud postrada doplitkovou informaci.

Obvykle existuje fada riznych metod pro feSeni dané udlohy, je tedy tfeba vybrat ty
nejvhodnéj$i (doporucuje se pouzit vice riznych metod a jejich vysledky kombinovat)
a vhodné nastavit jejich parametry. Jde tedy opét o iterativni ¢innost (opakovana aplikace
algoritmil s riiznymi parametry). PouZiti analytickych algoritmi muiZe navic vést k potfebé

modifikovat data a tedy k navratu k datovym transformacim z predchazejici faze [1].

Soucasti této faze je rovneéZ oveérovani nalezenych znalosti z pohledu metod dobyvéni

znalosti. To miZe pfedstavovat napf. testovani klasifika¢nich znalosti na nezdvislych datech.

Protoze byla k dispozici data véetné ohodnocovaciho vektoru (prodejni cena), bude
uzito metod vykazujici u€eni s ucitelem. Budou pouZity neinferen¢ni techniky, rozhodovaci
stromy a neuronoVvé sité. Bylo rozhodnuto pro tyto techniky, protoZe v praci jsou modelovana
data a nemdme predpoklady o rozd€leni dat, dale byly tyto techniky vybrany proto, Ze vstupni
data jsou spojitd, ale 1 kategorizovand. Pfitom by méla byt vystupni veliCina spojita

(odhadované prodejni cena).

6.1 Rozhodovaci stromy

Rozhodovaci stromy (RS) jsou analytické néstroje slouzici k nalezeni pravidel
a vztahll v datovém souboru pomoci systematického rozdélovani a vétveni na nizZsi drovné.
Rozhodovaci stromy jsou také prediktivni modely, které zobrazuji data v podob& stromu,
kazdy uzel urcuje kritérium pro néasledné rozdé€leni dat do jednotlivych vétvi. Strom se sklada

z uzli. Uzel na nejvyssi drovni je oznaCovan pojmem kofenovy. Vnitini uzle prestavuji testy
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jednotlivych atributi (kofenovy uzel je rovnéZ testem). VéEtvi nazyvdme mozZny vysledek

testu. Externi uzly oznacované jako listy reprezentuji jednotlivé tiidy [10].

Strom tak rozdéluje veskerd zdrojova data do segmentil, kde kazdy list odpovida
ur¢itému segmentu definovanému piedchozimi uzly. Data, kterd jsou zarazena do urcit€ho

segmentu se vyznacuji shodnymi vlastnostmi [2].

Rozhodovaci stromy jsou vhodné pro ulohy, ve kterych mé byt provedena klasifikace
nebo predpovéd’. UZitecné jsou v oblastech, ve kterych miiZzeme hodnoty proménnych rozdélit
do relativné malého poctu skupin. Na druhou stranu nejsou vhodné pro piipady, kdy je

ukolem predpovézeni kvantitativnich hodnot.

6.1.1. Algoritmus TDIDT

Algoritmus TDIDT (top down induction of decision trees) je jeden z hlavnich
algoritmi rozkladu dat. Na pocatku tvoii celd trénovaci data jednu mnoZinu, na konci mame

podmnoZiny tvofené piiklady téze tiidy.
1. zvol jeden atribut jako koten dilciho stromu,

2. rozdé@l data v tomto uzlu na podmnoZiny podle hodnot zvoleného atributu a ptide;j

uzel pro kaZzdou podmnoZinu,

3. existuje-li uzel, pro ktery nepatii vSechna data do téZe ttidy, pro tento uzel opakuj

postup od bodu 1, jinak skon¢i [1].

6.1.2. Regresni stromy

Vyse byly popsdny stromy pro klasifikaci objekti do tfid. Takovym stromim se
obvykle tika klasifikacni stromy. Existuji ale i stromy regresni, které umoznuji odhadovat
hodnotu néjakého numerického atributu. V listovych uzlech maji takové stromy misto nazvu

ttidy naptiklad konkrétni hodnotu, kterd odpovidd primérné hodnoté cilového atributu.

Algoritmus pro tvorbu regresniho stromu odpovida algoritmu TDIDT. Rozdil je ve
zpusobu volby atributu pro vétveni. Misto entropie se vychazi ze smérodatné odchylky hodnot
cilového atributu. Vétveni skonci, pokud se hodnota cilového atributu pro priklady

v uvazovaném uzlu jen mdlo 1isi, nebo pokud je v uvaZzovaném uzlu jen mélo ptikladii [1].
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6.2 Neuronové site

Neuronové sité (NS) jsou vyuZivany pro tvorbu prediktivnich modell. Jsou zaloZeny

na principech napodobujicich organizaci nebo chovani lidského mozku.

Jednoduchd neuronovéd sit’, at’ uZz jednovrstvd nebo vicevrstvd, je schopnd korektné
feSit jen omezenou tfidu probléml. Linedrni neuronové sit¢ mohou byt jednoduse
zevSeobecnéné tak, Ze aktivity vystupnich neuronil jsou uréené pomoci nelinedrni pfechodové
funkce (kterd v nejjednodusSim pripad€ odpovida tzv. tvrdé nelinearité, napt. skokové nebo
znaménkové funkci). AvSak takovéto zevSeobecnéni linedrni neuronové sité je téZ schopné
klasifikovat jen linedrn€ separovatelné problémy. Toto omezeni bylo povazovdno za vazny
nedostatek neuronovych siti. Teoreticky se uvazovalo o moznosti zavedeni dalSich (skrytych)
vrstev nelinedrnich neuronil do siti. BohuZel, nebylo jasné, jak adaptovat vdhové koeficienty,
které jsou pfifazené neuronim ze skryté vrstvy. AZ byl navrhnut jednoduchy gradientni
algoritmus (nazvany metoda zpétného Sifeni — angl. Back-propagation) adaptace vicevrstvych
neuronovych siti s dopfednym Sifenim. Timto se vicevrstvé neuronové sité¢ staly velmi
populédrni a patfi mezi univerzalni pfistupy teorie neuronovych siti se Sirokou paletou aplikaci
v riznych oblastech informatiky a pfirodnich véd. Navic bylo dokdzdno, Ze neuronové sité
tohoto typu jsou univerzdlnim aproximdtorem, tj. jsou schopné aproximovat s poZadovanou

piesnosti libovolnou spojitou funkci.

Umélé neuronové sité byly vytvorfeny na zdkladé jednoduchych modeld neuront -
funk¢nich bun€k nervového systému zivych organizmti. VétSina soucasnych aplikaci umélych
neuronovych siti vyuziva selektivni a generaliza¢ni vlastnosti té€chto struktur. Nekteré noveéjsi
struktury jsou navic schopné feSit 1 ulohy slozit€jsiho typu, jako jsou napi. optimaliza¢ni

ulohy[12].
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6.2.1. Matematicky model neuronové sité

Prvni matematicky model neuronu vytvofili McCulloch a Pitts v roce 1943 a tento
model se dodnes pouZivd pro bézné aplikace. Tento matematicky model se skldda ze tif
hlavnich ¢asti. Obsahuje vstupni, vystupni a funkéni ¢ast. Vstupni ¢ast se skldda ze vstupii a z
ptirazenych, nastavitelnych vah (synaptické vahy). Na zdklad¢ vdhovych koeficienti mohou
byt jednotlivé vstupy zvyhodnovdny ¢i potlaceny. Nésledujici Casti je vykonna jednotka, kterd
zpracuje informace ze vstupu a vygeneruje vystupni odezvu. Tteti ¢ast je vystupni jednotka,
kterd ptivadi vystupni informace na vstup jinych neurond. Z toho je patrnd podoba mezi
klasickymi vypocetnimi systémy a umélymi neurony. Oba systémy obsahuji vstupni ¢ést,
pamét’, vykonnou jednotku a vystupni ¢ast. Velké rozdily jsou ovSem v uspofddédni téchto
¢asti. Pamét’ umélého neuronu neni samostatnd jednotka, ale je rozprostfend ve vstupni Casti
formou védhovych koeficientd. Pomoci téchto koeficientl je systém schopny zapamatovat si
informace. Jak je vidét na obrdzku obr.1, vykonna jednotka umélého neuronu je mnohem
jednodussi neZ vykonnd jednotka vypocetnich systémul a je tvofena jednoduchou nelinedrni

funkci [12].

Xo=1
synapticke pPranhova
vahy hodnotfa

X1 Wo

X2 nelinedmi

funkce

¥
—

X3

X4

x5

My

Obr.2: Jednoduchy model neuronu (zdroj: [12])

Z obrazku obr. 2 je jasnd funkce jednoho neuronu. Vstupni hodnoty jsou vyndsobeny

piisluSnymi vahovymi koeficienty a seCtou se. Na vysledek souctu se aplikuje funkce (obecné
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nelinedrni) a vyslednd hodnota funkce je pfivedena na vstup jinych neuronti pomoci vystupni
casti. Na obr. 1 je navic vidét, Ze neuron ma jeden zvlastni vstup, ktery neni pfipojeny
k vystupu Zadného neuronu, ale pfivadi konstantni veli¢inu do neuronu. Tato veli¢ina funguje
jako prahova hodnota pfi aktivovani vystupu. KdyZ suma vdZeného souctu vstupl nepiesahuje

prahovou hodnotu, tak se neuron neaktivuje a jeho vystup zlstane nezmeénény.

6.2.2. Matematicky popis neuronu

Matematicky 1ze funkci neuronu popsat nisledovné:

y=F| > xw,+0 (1)
i=1

kde:

Xi - je hodnota na i-tém vstupu,
wi - je vdha i-tého vstupu,

Q - je prahovd hodnota,

n - je celkovy pocet vstupd,

F - je obecna nelinedrni funkce,

y - je hodnota vystupu [12].

6.2.3. Uméla neuronova sit’

Je asi zfejmé, Ze jediny neuron neni schopen vykonat pfili§ sloZitou funkci. Sila
systému, vyuZivajici umélé neurony, je ve struktufe, v siti velkého poctu neuronti. Um¢la
neuronova sit’ je pole jednoduchych vykonnych prvki - neuront. Takovéto uspofddani ma
velkou flexibilitu a spolehlivost . UmozZiluje rizné propojovat vstupy a vystupy neuront,
zvyhodnit ¢i potlacit nékteré vstupy a minimalizovat vliv nespravné fungujiciho neuronu na

celkovy vysledek.

Samoziejmé i tento systém ma nevyhody. Nejvétsi problémy se vyskytuji pii realizaci
velmi slozitych struktur, kde velky pocet propojeni mezi neurony se realizuje velmi obtiZné.

DalsSim problémem je, Ze neexistuje jednoznacny postup pii syntéze slozit&jSich struktur.
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6.2.4. Vrstvova struktura umélé neuronové sité

Neurony jsou vétSinou sdruzovdny do vrstev, jak to ukazuje obr. 3. Vystupy z n-té
vrstvy jsou privedeny na vstup obecné kazdého neuronu ve vrstvé n + 1. Prvni vrstva se
nazyva vstupni €i rozdélovaci vrstva a ma za ukol pfijimat hodnoty z okoli pro zpracovani a
pfivést je na vstup kazdého neuronu nasledujici vrstvy. Posledni vrstva nese ndzev vystupni a
hodnoty na jejim vystupu jsou odezvou celého systému na vstupni vzorky. Vnitini vrstvy se
nazyvaji skryté vrstvy. Jejich pocet zdvisi na sloZitosti funkce, kterou md sit’ vykonat a na

zvoleném typu sité.

Wystupni

Rozdélovaci Frvni skryta vrshea

wrstva yrshya

Obr.3: Vrstvovd struktura umélé neuronové sité (zdroj: [12])

6.2.5. Typy neuronovych siti

Neuronové sité lze rozdé€lit do dvou hlavnich skupin podle struktury: na sité s
doptednim Sifenim signdlu a na sité se zpétnou vazbou. V soucasnosti se nejcasnéji pouzivaji
struktury s doptfednim Sifenim signdlu, kde vystupy z jedné vrstvy jsou vedeny na vstup
nésledujici vrstvy, jak to ukazuje obr.3. Vystupy z posledni, vystupni vrstvy jsou vystupy z
celé sité.

Struktura siti se zpétnou vazbou se 1i$i od pfedchozich v tom, Ze vystupy z vrstvy jsou
vedeny zpét na vstup dané vrstvy. Takova struktura umoziuje realizovat vypocty zaloZzené na
iteracnim procesu a tak feSit napf. optimalizacni tlohy. Ptiklad struktury takové sité je na

obr. 4, ktery znidzoriuje Hopfieldovu sit’ se ¢tyfmi neurony [12].
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Obr.4: Hopfieldova sit’ (zdroj [12])

Neuronové sité s dopfednim Sitenim signélu 1ze rozdélit do dvou skupin podle funkce
kterou realizuji, a to na linearni a nelinedrni. Tato funkce samozfejmée neni totoZnd s vystupni
funkci jednoho neuronu. Sité€ linedrni jsou schopné realizovat linedrni matematické funkce,

tj. funkce sklddajici se ze souctll a z ndsobeni.

Charakteristickou vlastnosti nelinedrnich neuronovych siti s dopfednim Sifenim
signalu je schopnost uceni. Faze uceni predchazi fazi vlastni prace a slouZzi k uréeni vahovych
koeficientll a tak vlastné k uloZeni informaci do paméti systému. Uceni se mlZe probihat
dvéma zpusoby, s ucitelem a bez ucitele. Pfi prvnim zpiisobu je sit’ trénovdna pomoci dvojic
vstupni vzorek a prisluSny, oCekdvany vystupni vzorek. Trénovaci vstupni vzorky jsou
vybriany z celkové mnoZiny vstupnich vzorkd tak, aby plné popsaly vSechny vlastnosti
mnoziny dileZité pro danou tdlohu. V této fazi nenatrénované siti pfiloZime vstupni vzorek.
Na zaklad¢ skutecné odezvy a ocekavané odezvy se upravuji vahové koeficienty. Béhem
trénovani se na vstupy sité pfivedou vSechny trénovaci vzorky, obecné vicekrdt a navic v
ndhodném potadi. Po natrénovdani sit’ musi spravné reagovat na vSechny trénovaci vzorky a
dédle ma pracovat dobfe i pro ostatni vzorky mnoZiny. Aby sit’ pracovala dobfe potiebujeme
velky pocet trénovacich vzorkl. Obecné plati, Ze ¢im vétsi je pocet trénovacich vzorkd, tim
pfesnéji bude sit' pracovat. Piikladem takové sité¢ je sit’ "back-propagation”, kterd je

pravdépodobné nejcastéji pouzivanym typem.

Pii u€eni bez ucitele mame jenom trénovaci vzorky, ale neexistuji ocekavané vystupni
vzorky. Tyto vystupni vzorky, pfislusejici k jednotlivym vstupnim vzorkim se ur¢i béhem

procesu uceni. Vahové koeficienty se postupné nakonfiguruji tak, aby pro kazdy vstupni
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trénovaci vzorek existoval jediny aktivni vystup. Tak na konci trénovani dosdhneme toho, ze

pfivedenim trénovaciho vzorku se aktivuje vzdy jediny, jednoznacné uréeny vystup[8].

6.3 Definice neuronové siteé

Vyvoj neuronové sit€¢ bude formulovano pomoci grafové-teoretického pristupu. Pritom
se vychazi z analogie s lidskym mozkem a koncept neuronové sit€¢ bude pouzity na konstrukci
modelové funkce G(x,w). Formdln¢ je neuronova sit’ uréend jako orientovany graf G = (V,E).
Vyrazy V = {vi,va, ... ,wn} a E = {ey,ea, ... ,en} 0znaCuji neprdzdnou vrcholovou mnoZinu,
resp. hranovou mnoZzinu grafu G obsahujicitho N vrcholl (neurontl) a M hran (synapsi). Kazdy
spoj e€ E se interpretuje jako uspotfddand dvojice dvou neuronti z mnoziny V, e = (v,v").
Spoj e zacind v neuronu va kon¢i vneuronu v. MnoZina V je rozloZzend na disjunktni

podmnoZiny nasledujicim zptisobem

VZVI UVH UVO 2)

kde:

V - je neprazdna vrcholova mnoZina,

kde V; obsahuje N; vstupnich neurontl, které sousedi jen s vychdzejicimi hranami Vy, obsahuje
Ny skrytych neurontl, které sousedi soucasné s vychdzejicimi jako s vchazejicimi hranami a
Vo obsahuje No vystupnich neuronti, které sousedi jen s vchazejicimi hranami. V
ndsledujicich dvahich se bude vzdy pfedpoklddat, Ze mnoZiny V; a Vy jsou neprdzdné, tj.
neuronova sit’ obsahuje vZdy alespon jeden vstupni a jeden vystupni neuron. Pro acyklické
neuronové sit€¢ (které neobsahuji orientované cykly (obr. 5 A) ddle mohou byt neurony

uspotfddéany do vrstev (obr. 5 B).
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Obr.5: Neuronova sit’ definovand jako orientovany souvisly graf (zdroj: [4])

Na obr. 5 A je zobrazen orientovany graf s jednim cyklem a tedy nemiiZe byt pouZity

pro definici neuronové sit€ s doprfednym Sifenim. Na obr. 5 B je zndzornéna moZznost rozkladu

vrcholii (neurontl) acyklického orientovaného grafu na vrstvy Ly, ... ,La.
V=L UL UL U..UL, 3)
kde:

V - je neprazdna vrcholova mnoZina,
L — vrstva neuronové sité

kde L; = Vi je vstupni vrstva (obsahuje pouze vstupni neurony), L»,Ls, ... ,L.; jsou skryté
vrstvy a L, je vystupni vrstva. Vrstva L; (pro 1<i<t) je ur¢end nasledujicim jednoduchym

zpusobem

Li ={V€ V,d(V):l—l} (4)

kde:

d(v) — vzddlenost rovnajici se délce max. délce spojujici dany neuron se vstupnim neuronem,

L — vrstva neuronové site
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kde vzdalenost d(v) se rovnd délce maximdlni cesty, kterd spojuje dany neuron se vstupnim
neuronem. Potom musi platit d(v) = 0, ve V,. Neuronovd sit’ ur¢end acyklickym grafem je
obvykle zvolend tak, Ze neurony ze dvou sousedicich vrstev jsou pospojované vSemi
moznymi spoji. BohuZel, takovyto rozklad mnoZiny neuroni na vrstvy je moZny jen
pro neuronové sit€¢ reprezentované acyklickymi grafy, pro cyklické grafy vzdalenost d(v)

miZe nabyvat libovolnou kladnou celo¢iselnou hodnotu[4].
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7. MODELOVANI V SYSTEMU CLEMENTINE

V kazdé f4zi data miningového procesu podporuje Clementine standardni metodiku
oboru CRISP-DM (CRoss-Industry Standard Process for Data Mining). To znamend, Ze se
analytici mohou pln€ soustfedit na feSeni vécnych (marketingovych, prodejnich, personalnich,
atd.) problémtl postupem data miningu a nemusi se v kazdém projektu zabyvat hleddnim a
definici novych procesti a novou metodikou postupu. Individudlni projekty jsou v Clementine

efektivné organizovany pomoci spravce projekti podle CRISP-DM [5].

Metodika CRISP-DM pomaha analytikim data miningu efektivné implementovat data

miningové projekty, které kon¢i méfitelnymi obchodnimi vysledky.

K samotnému uceni neuronové sit€¢ bylo pouZzito uceni s ucitelem, pficemz prodejni
cena predstavovala ohodnocovaci vektor. Po prvotnim pifevzeti a piedzpracovéni dat se prace

ubird k samotnym analyzam.

7.1 Nacteni dat

V této fazi jiz predzpracovand data z MS Excel ve formatu csv (data oddé€lena
sttednikem) byla nactena pomoci uzlu Var. file. Systém Clementine upravil datovy typ

vstupnich dat (tabulka 4). Naslednd prace se bude odvijet z tohoto vychoziho bodu.

Tabulka 4: Vstupni data do systému Clementine (zdroj: vlastni)

par. | jméno typ proménné hodnoty, ptiklady | typ v systému Clementine
pl typ kategoridlni ,»Octavia, 120 mnoZina (set)
p2 obsah numerickd ,.987,2800¢ rozsah (range)
p3 | rok vyroby numerickd 19682007 rozsah (range)
p4 | vykon numericka 33,147 rozsah (range)
p5 | stav tachometru numerickd ,»150,842134* rozsah (range)
p6 | prodejnicena | Mumerickd ,2900,720000+ | Tozsah (range)
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kategoridlni

p7 barva ,,bila, Cervena..* mnoZina (set)
p8 palivo kategoridlni ,,benzin, nafta..” mnoZina (set)
p9 | druh vozidla kategoridlni | opng uzit.. | priznak (flag)
plO | typ karoserie kategoridlni »sedan, kupé...* mnozina (set)
pll | kraj kategoridlni pardubicky,... mnoZzina (set)
pl2 | pocet dvefi numerickd ,2.5¢ ptiznak (flag)
p13 | pocet mist numericka 2.5% ptiznak (flag)
pl4 | airbag numerickd 0.1% ptiznak (flag)
pl5 | ABS numericka 0.1% ptiznak (flag)
pl6 | klimatizace numerickd ,0,1¢ priznak (flag)
pl7 | central ddlkovy numerickd ,0,1¢ ptiznak (flag)
pl8 | CD numericka 0.1% ptiznak (flag)
p19 | imobilizér numerickd 0.1¢ priznak (flag)
p20 | hlintkovdkola | Mumerickd 0.1¢ priznak (flag)
p21 | palubni poéitac numerickd ,0,1¢ priznak (flag)
p22 | ASR numerickd 0.1% ptiznak (flag)
p23 | ESP numericka 0.1% ptiznak (flag)
p24 | tazné zatizeni numerickd ,0,1¢ priznak (flag)
p25 | stfesni lyZiny numerickd ,0,1¢ ptiznak (flag)
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Po nacteni dat byla provedena vstupni analyza pomoci uzlu statistics véetné vySe
popsané korelace. Na zdklad¢ vysledka korelacni analyzy byly vstupy o slabé korelacni sile
s prodejni cenou odfiltroviny pomoci uzlu filter. Jednalo se o  vstupni proménné

,pocetDveii*“ a ,poCetMist*

7.2 Tvorba trénovaci a testovaci mnoZiny

Pod tvorbou trénovani, resp. testovaci mnoZiny chapeme sbér potiebnych
vstupné/vystupnich dat analyzované soustavy a jejich ndsledné uspofddéani do tvaru, ktery je
potiebny pro proces trénovani, resp. testovani. Tento sbér dat miiZe byt planovany, kdy se na
vstup soustavy privadi definovand posloupnost hodnot a odecitaji se odpovidajici hodnoty
ustdlené vystupni veliiny. Nebo lze snimat pfimo ,,provozni* data, kterd pak maji ndhodny
charakter. Tyto varianty sbéru lze mezi trénovaci a testovaci mnoZinou podle potieby
kombinovat. Pfitom, jak je uvedeno [12] a jinde, pocet vzori v testovaci mnoziné by se m¢l
rovnat minimdln¢ 1/3 az 1/2 poctu vzorti mnoZiny trénovani. Rozklad vstupni mnoZiny na
trénovaci mnoZinu a na mnoZinu testovaci byl proveden z diivodu zpétné vazby. Bylo dilezité
mit moZnost porovnat, zda nau¢eny systém pracuje spravn¢ a jeho vysledky jsou odpovidajici.
Rozdé&leni dat probéhlo v poméru 75 % trénovaci mnoZina a 25 % testovaci mnoZina viz.

tabulka 5.

Tabulka 5: Rozdéleni dat na mnoZinu trénovaci a testovaci (zdroj: vlastni)

Rozdéleni v %

Pocet zaznamu

Trénovaci 75 2328
Testovaci 25 844
Celkem 100 3172
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7.3  Rozhodovaci regresni stromy

Modelovani rozhodovacich stromi v systému Clementine bylo provedeno pies uzel
CHAID Tree. Na obr.6 je naznaCen stream, kde je zndzornéno nacteni a rozdéleni dat a ddle
ndvrh rozhodovaciho regresniho stromu, ktery je naucen na trénovacich datech a
implementovdn na vSech datech. Strom byl vytvofen nactenim spojitych i kategoridlnich

vstupnich proménnych a jako cilovd promé&nna byl zvolen vstupni parametr prodejni cena.

2X
it CHAID
Statitics prndeiiCena
o ++
datakomplet.cgy Rozggleni trérvaci
—- L O
CHAID
testovaci Append Cena RS

Obr.6: Stream tvorby modelu rozhodovaciho stromu (zdroj: vlastni)
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Obr.7: Struktura rozhodovactho stromu (zdroj: vlastni)

Struktura rozhodovaciho stromu je zndzornéna na obr.7., kde je patrné rozdé€leni dat na
podmnoZiny. V kazdym uzlu je jasn€ zapsano pravidlo urcujici rozdé€leni na dalsi uzly. Uzel
charakterizuji udaje o poctu polozZek, jez spliuji podminky uzlu, o procentudlnim podilu
téchto poloZek z celkového poctu, a o primérné hodnoté poloZek uzlu. Primérnd hodnota
uzlii je predpovidand prodejni cena. D4 se tedy fici, Ze ¢im vice by byl strom rozvétveny, tim

by podaval lepsi vysledky.

35



7.4  Neuronové sité

Podobné jako regresni rozhodovaci stromy byl vytvofen model neuronovych siti na
trénovacich datech obr.8. Jako nastaveni neuronové sit¢ byla zvolena metoda ,,Quick‘“a pocet
neuront na skrytych vrstvach, kde bylo nastaveno 20 neuronil na prvni skryté vrstvé a 15
neuronll na druhé skryté vrstvé. Vystupni vrstva byla pouze jedna, protoZe je pouze jeden
vystup. Neuronova sit” je na rozdil od rozhodovacich stromil pro uZivatele takova tzv. ,.Cernd
skifilka® to znamend, Ze wuzivatel nevi jakym zplsobem jsou nastaveny véahy

na synapsich a jak maji jednotlivé neurony nastavenu hodnotu.

¥ @ @

Statitics prodejniCen prndeiiCena
L = &
datakomplet.csy Rozgg eni trévaci CeriNS
— L O
CHAID
testovaci Append Cena RS

Obr.8: Stream tvorby neuronové sité (zdroj: vlastni)
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Na obr9 je znazornéna  charakteristika vytvofeného modelu neuronové sité,
predpokladand presnost modelu pocet neuronii na skrytych vrstvach a hodnoty relativnich

dalezitosti vstupnich vektora.

Estimated accuracy: 87,056
Input Layer: 40 neurons

Hidden Layer 1: 20 neurans
Hidden Layer 2: 15 neurans

@ [ Relative Importance Dflnput5|

rokyroby | 0.388437)
wykon | 0207855
stavTachometru 1 0.154188
typkaroserie 0.0984581|
obsah 0.0607102
kraj 0.0544455
palivo 0.0348326
airhag 0.0313555
druhvozidla 0.0207453)
ABS 0.0190643
Klimatizace 0.0180437
ESP 0.0184835
cD 0.0177865
ASR 0.0159443

Obr.9: Informace o modelu neuronovych siti (zdroj vlastni)
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8. HODNOCENI

V této fazi jsme se dopracovali do stavu, kdy jsme nalezli znalosti, které se zdaji byt
v pofddku z hlediska metod dobyvdni znalosti. DosaZené vysledky je ale jeSté tieba

vyhodnotit z pohledu manaZert, zda byly splnény cile formulované pfi zadani dlohy (zdroj:
[1D).
8.1.1. NavrZené analyzy

Na obr.10 jsou znazornény rizné analyzy, které byly na datech provedeny. Byly to

tyto:
- porovnéni prodejni ceny s odhadnutou cenou podle NS a RS

- procentudlni chyba NS a RS pfi odhadu prodejni ceny v zdvislosti na roku

vyroby vozidla
- porovnéni prodejni ceny a predpovézené ceny podle RS
- porovndni prodejni ceny a predpovézené ceny podle NS
- procentudlni chyba RS v zdvislosti na typu automobilu

- procentudlni chyba NS v zavislosti na typu automobilu

@ B A A
RS \ . wmedw\chvtﬁmkm}\%mnar:enaa..
& @ @@ *A

Fier \I’rerﬁvam %chiaNS testova cenavNS

& @@\ A

datakognlet ooy Rozggleni  %chyba RS Fier tyiy. chyhaMES%

2x <-'?an>lr S F@ . A

Statistics Testovaci RS ME typw. chyhaR5%

'ITI
'|-| iy

Obr.10: Navrzené analyzy (zdroj: vlastni)
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8.1.2. Vysledky analyz

Z vysledkil vyplyva, Ze neuronové sit€ a rozhodovaci stromy jsou moznym ndstrojem
k ohodnoceni vozidla. Na grafech je zndzornéno, jakym zpiisobem si jednotlivé metody vedly
pii ohodnocovéni. Na grafu 1. je porovnidni odhadované ceny pomoci neuronovych siti
a rozhodovacich stromi. V idedlnim piipad¢ by tyto kiivky kopirovali linii odpovidajici
prodejni cené. Krivky jak RS (rozhodovaci stromy)i NS (neuronové sit€) podavaji velice
dobré vysledky od prodejni ceny od 0 az po 300000 K&. Od 300000 K¢ zhruba do 400000 K¢&

se l1épe chovd kiivka neuronovych siti.

Forovnani prodejni ceny s ohodnocenim dle RS a NS

700000

600000 /

500000 I : $ v’

400000 l

300000 |

200000 I

100000 H

0 100000 200000 300000 400000 500000 600000 7OOOOO
&

Cena M5 Cena RS pradejniCena

Graf 1: Porovnani prodejni ceny s cenou odhadnutou pomoci neuronovych siti a

rozhodovacich stromt (zdroj: vlastni)
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Analyza procentudlni chyby NS a RS v zavislosti na roku vyroby vozidla (Graf.2).
Vykazuje také velice zajimavé vysledky. Ukazuje, jak velké vykyvy pti odhadu ceny ojetého
vozidla vznikly. V piipad¢ starSich automobild je to v celku logické, protoZe star$i vozidla
mohou byt jak ,,vraky* tak ,krdsni veterdni*. Proto nelze star$i automobily klasifikovat podle

technickych vlastnosti, které byly k dispozici v této praci, ale spiSe dle vizudlniho smyslu.

Chyba chodnoceni RS a NS dle roku wyroby v %

200.000

N A
\ /| |
VL
A A

/
-50.000 P ! ¥
v/

Chybav %

1975 1980 1985 1840 1995 2000 2005
RolkWroby
chybahS% chybaRS%

Graf 2: Porovndni procentudlnich chyb ve vypoctech neuronovych siti a rozhodovacich v
zévislosti na roce vyroby automobilu (zdroj: vlastni)
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Hodnoceni dle rozhodovacich stromt v zdvislosti na prodejni cen¢ lze okomentovat
tak, Ze rozhodovaci stromy nejsou Upln€¢ vhodnym ndstrojem, nebot’” maji urcity a konecny
pocet moznych vystupli. Smérnice kiivky aproximujici rozloZeni vysledkii ma vSak hodnotu
velice blizkou hodnoté 1, jenZ naznacuje dobrou vyslednost modelu. Hodnota smérnice je

mensi neZ 1, coz ve vysledku znamend mirné primérné podhodnoceni oproti prodejni cené.

Prdbéh ohodnoceni dle rozhodovacich strom( véetné
regresni primky

700000
600000 - y =0,9624x + 7776,9
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0 100000 200000 300000 400000 500000 600000 700000

Prodeijni cena v Ké
‘ ¢ Ohodnoceni dle RS — Linearni (Ohodnoceni dle RS) ‘

Graf 3: Porovndni nezdvisle proménné prodejni ceny s zdvisle proménou cenou
rozhodavacich stromt (zdroj: vlastni)

41



Na druhé strané porovnani prodejni ceny a navrhované ceny dle neuronovych siti
naznacuje VvEtsi pouZitelnost, protoZe neuronové sit¢ vykazuji vystupy spojité. Smérnice
piimky aproximujici vystupy se vice bliZi k hodnoté 1, coZ znamena nepatrné lepsi vysledky
neZ u rozhodovacich stromi. V idedlnim piipad¢ by hodnota smérnice piimky byla rovna 1.

To by znamenalo, Ze modely hodnoti vozidla s nulovou primérnou chybou.

Pribéh ohodnoceni dle neuronovych siti véetné
regresni primky
700000
> 600000 - Yy = 0,9688x + 4195,4
X L 2
>
(2] ]
> 500000
2
T
s 400000 -
c
Q
o
© 300000 H
=}
c
S 200000 1
=
T
> 100000 -
0 T T T T T T
0 100000 200000 300000 400000 500000 600000 700000
Prodejni cena v Ké
‘ ¢ Ohodnoceni dle NS — Linearni (Ohodnoceni dle NS) ‘

Graf 4: Porovndni nezavisle proménné prodejni ceny s zavisle proménou cenou neuronovych
sit (zdroj: vlastni)
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8.1.3. Algoritmus K-means

Automobily byly rozdéleny na tfi homogenni skupiny, pro lepsi vyslednost modeld,

bylo pouzito modelovaciho uzlu K-means. Algoritmus je tvofen témito kroky:

1) stanovte poZadovany pocet tfid a jejich vzory

2) pritad’te kazdy vektor do té tfidy, od jejihoZ vzoru ma nejmensi vzdédlenost

3) vypoctéte nové vzory tiid jako stfedni hodnoty vektort ptislusné tiidy

4) opakujte kroky 2 a 3, dokud se méni vzory tiid.

Pomoci tohoto algoritmu zndzornéném na obr.11 bylo nastaveno, aby uzel K-means

vytvofil tfi tiidy (clustery) a ddle bylo nastaveno, aby rozdé€leni provedl podle typu, roku

vyroby, objemu vdlci a vykonu. Vysledkem mély byt tfi navzdjem odliSné homogenni

skupiny automobilil pro dalsi presnéjsi vysledky.

@~ ~@®

prodejniCens trériuaci prodejniCens

@ I-*ﬁmh@

Cena RS Cena M3

s @B@

Statitica prndem@endren‘vam prodejniCena
- (=» —> o
@! CHAID @
datakl:u letcey Rozdéleni K-M&ans Tidaz Cena RS CenaME

0 R
Trila3 Cena RS CenaMS
@ - @

prodejniCena  trénovaci prodejniCens

Obr.11: Rozdéleni kvuli pfesnosti modelil na tii podskupiny (zdroj vlastni)
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AYd

V prvni tfid€ byly vybrany star$i automobily o men$im objemu a nizsi prodejni cené.
Na grafu 5 a grafu 6 je vidét, jakym zplisobem si u jednotlivych typt vozidel vedly neuronové
sité a jakym zplsobem rozhodovaci stromy. Grafy shodn¢ ukazuji nejvetsi procentudlni chybu

u vozu typu favorit. MoZn4 pfiCina je v udrzbé a uZiti vozu.

Frocentualni chyba odhadu NS dle typu vozidla v % - prvni Cast
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Graf 5: Procentuelni chyba neuronovych siti v zavislosti na typu automobilu 1. ¢ast (zdroj:
vlastni)
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Z grafi 5 a 6 vyplyvd, Ze jak neuronové sité tak rozhodovaci stromy star$i typy
vozidel nehodnotily zcela spravné. 1 malé rozdily mezi odhadnutou a prodejni cenou starSich
vozli mohou v zdvislosti na nizké prodejni cené¢ znamenat velkou procentudlni chybu. Velké

vykyvy jsou zaptiCinény stafim vozidla, nizkou cenou a velmi rozdilnym stavem vozidel.

Frocentualni chyba odhadu RS dle tytu vozidla v % - prvni Cast
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Graf 6: Procentuelni chyba rozhodovacich stromt v zavislosti na typu automobilu 1. ¢ast
(zdroj: vlastni)
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Na grafech 7 a 8 jsou automobily vysSsiho roku vyroby, vétSiho zdvihového objemu a
vysoké prodejni ceny. Jak graf neuronovych siti, tak graf podle rozhodovacich stromil
dosahuje neporovnatelné lepSich vysledkl nez graf 6 a 7, protoZe automobily téchto ro¢nikil

nenici v takové mife koroze a v povédomi prodejct jsou ceny, za které se tyto automobily

prodavaji.
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Graf 7: Procentuelni chyba neuronovych siti v zdvislosti na typu automobilu 2. ast
(zdroj: vlastni)
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Za zminku stoji snad jen typ vozu Octavia 2,0. Neuronové sité tento automobil
nadhodnotily, naopak rozhodovaci stromy si vedly s ohodnocenim velice dobfe. V opacném
ptipad¢ se jednalo o viz Fabia 1,4 TDI, u tohoto vozu vykazoval lepsi vysledek model

neuronovych siti.
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Graf 8: Procentuelni chyba rozhodovacich stromil v zdvislosti na typu automobilu 2. ¢ést
(zdroj: vlastni)
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7 Mz 2N 2

Ve tieti Casti jsou zobrazeny automobily stiedniho stéfi, sttedniho zdvihového objemu
a stfedni ceny. Téchto automobilii bylo nejvétsi mnozstvi. Na grafech 9 a 10 je vidét, Ze
s témito daty si obé modelovaci techniky poradily velice dobfe, nebot’ valnd vétSina

ohodnoceni osciluje kolem nulové procentudlni chyby.

Frocentualni chyba odhadu NS dle typu vozidla v % - tieti cast
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Graf 9: Procentuelni chyba neuronovych siti v zdvislosti na typu automobilu 3. ¢ast (zdroj:
vlastni)
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Za zminku stoji Ze rozhodovaci stromy u vozu Felicia 1,9 mély lepsi vysledky nez
neuronoVvé sité. Neuronové sit¢ vz typu Felicia 1,9 nadhonocovaly a to aZ s 60 procentni

chybovosti. Naopak rozhodovaci stromy odhadly tento viiz s chybou do 30 procent.

Frocentualni chyba odhadu RS dle tytu vozidla v % - tieti Cast
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Graf 10: Procentuelni chyba rozhodovacich stromi v zdvislosti na typu automobilu 3. ¢ast
(zdroj: vlastni)
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8.1.4. Porovnani vysledku

Pro lepsi orientaci ve vysledcich jsou vysledky chyb zapsdny v tabulce ¢. 3. Odhady
cen ojetych vozidel se v piipad€ vzoru (clusteru) ¢.1 vymykaly. Jak jiz bylo pfedesldno, starsi
automobil Ize ohodnotit velice vysokou cenou, za kterou si tento viiz nikdo nekoupi. Anebo
bude-li stary viz velice zachovaly a vzhledové pfitazlivy, systém bude naucen na vozech
,08klivych — pouzivanych®, proto tento vz podhodnoti. U vzoru ¢.2 a u vzoru ¢.3 jak
rozhodovaci stromy, tak neuronové sité dosahovaly velmi dobrych vysledkii. U téchto vzora
se systém dostal pod 20% procentni hodnotu chybovosti.

Tabulka 6: Porovnani celkovych primérnych procentudlnich chyb odhadl rozhodovacich
stromtl a neuronovych siti (zdroj: vlastni)

typ dat celkovd % | celkovd % | zapornd % | kladnd % | zapornd % | kladnd %
chyba RS | chyba NS | primérnd | primérnd | primérnd | pramérnd

chyba RS | chyba RS | chyba NS | chyba NS

vzor 1]19% 4% -18% 46% -19% 32%
(cluster-1)

vzor 21 -1% 0% -13% 13% -11% 13%
(cluster-2)

vzor 314% 2% -13% 18% -14% 18%
(cluster-3)

vSechny 9% 2% -15% 29% -15% 23%
testovaci

data
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9. VYUZITI V PRAXI

Vytvofenim vhodného modelu teSeni tlohy obecné nekonci. Dokonce i v ptipadé,
Ze teSenou ulohou byl pouze popis dat, je tieba ziskané znalosti upravit do podoby pouZitelné
pro zdkaznika. Podle typu dlohy tedy vyuziti vysledki mizZe na jedné strané znamenat prosté
sepsani zavérecné zpravy, na stran¢ druhé pak zavedeni systému pro automatickou klasifikaci

novych ptipada.

Ve vétsing pripadll je to zdkaznik a nikoliv analytik, kdo provadi kroky vedouci
k vyuzivani vysledkll analyzy. Z tohoto diivodu je dilezité, aby pochopil, co je nezbytné

ucinit pro efektivni vyuzivani vysledka.[1].

Aby zdkaznik mohl vyuZzivat vysledkii analyz, musi mit pfistup k pomérné drahému
dataminingovému ndstroji Clementine. Déle musi mit k dispozici vytvofenou analyzu,
ve které jsou nastaveny a uloZeny stromovd struktura rozhodovacich stromil, rozvrzeni
neuronové sit€¢ a vdhy na synapsich jednotlivych neuronti. Ma-li zdkaznik dataminingovy
ndstroj Clementine a ptisluSnou analyzu, je dals$i zpracovani velice jednoduché. Staci pouze
nacist data a ,,poklepat* na vystupni ikonu tabulky. Dalsi problém nastdva v aktualizacich
systému, protoZe postupem casu automobily ztraceji na hodnoté. Data je nutné obnovovat
a systém ucit na novych vstupnich datech. Pro zdkaznika, ktery tento systém md k dispozici
a zvlada jednoduchou operaci nastaveni vstupniho souboru, pak tento systém vykond velice

zajimavou préci.
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ZAVER PRACE

V predlozené prici byl navrhnut systém, ktery ohodnocuje automobily s vyuZitim
neuronovych siti a rozhodovacich stromi. Systém fungoval s vyslednou primérnou chybou,
kterd méla u rozhodovacich stromi hodnotu 9% a u neuronovych siti byla hodnota primérné
chyby pouhé 2%. Uvedend chyba je zpusobena pravdépodobné tim, Ze data, kterd byla
k dispozici, neddvala stoprocentni obraz o tom, jak automobil vypada resp. jaka je jeho

hodnota.

Z této prace tedy vyplyvd, Ze typ vozu, obsah vdlcd, rok vyroby, vykon, stav
tachometru, barva, palivo, druh vozidla, typ karoserie, kraj, pocet dveti, pocet mist k sezeni,
airbag, ABS, klimatizace, centrdl na dalkové ovlddani, rddio na CD, imobilizér, hlinikova
kola, palubni pocita¢, ASR, ESP a tazné zafizeni, nejsou nejpodstatnéjSimi parametry
k odhadu ceny ojetého vozidla. Chybi zde napt. celkova koroze, hlu¢nost motoru, zda je nebo
neni vozidlo zakoupeno v Ceské republice. ZleZ{ také na tom, zda bylo vozidlo dodate¢n&
upraveno, piipadné jinak vylepSeno. Ke zlepsSeni vyslednosti modeld by doslo v tom piipadé,
pokud by byly jasn¢é nastaveny amortizacni koeficienty, kterych se musi prodejci aut drzet.
Kdyby tedy byla mezi vstupnimi parametry, krom parametrt se kterymi bylo jiZ pracovéno,
napiiklad 1 cena nového vozidla, spotfeba pohonnych latek, cena servisovych hodin, jiz

zminovand koroze, zaSlost laku, zaSlost polstrovani uvnitt vozu, zda automobil nadmérné

nekouri, atd.

Prace prokézala, Ze pouzité techniky jako neuronové sité a rozhodovaci stromy jsou
vhodné pro feSeni této problematiky. Dosahuji velmi dobrych vysledkii. Srovndnim obou
pouzitych modelii se ukdzalo, Ze neuronové sit¢ ohodnocuji s menSi chybovosti nez
rozhodovaci stromy. Vyhoda spocivd ve spojitosti vystupil této metody. Potvrdilo se, Ze

s rostouci kvalitou dat ptfimo imérné roste i kvalita vystupt.
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POUZITE ZKRATKY

CRISP-DM - standardni postup pfi vytvareni dataminingovych projekta (cross-industry

standard process for data mining)

RS — rozhodovaci stromy

NS — neuronové siteé

OLAP — technologie uloZeni dat v databézi (online analytical processing)
ABS — antiblokovaci systém

ASR — systém regulace prokluzu kol

ESP — elektronicky stabiliza¢ni systém

TDIDT — algoritmus pro tvorbu stromt (top down induction of desicion trees)
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PRILOHA 1: CELKOVY STREAM PRACE
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PRILOHA 2: UKAZKA VYSLEDKU V TABULCE

] typ obsah vykon rokVyroby |prodejniCena |RS-prodejniCena |NS-prodejniCena |% chybaRS
228|Fabia 12 12 Classic 1198 A7 2005 2059500 245043 232112 159 %
316|F abia 12 12 Classic 1198 A7 2005 264000 2B2772 258740 0%
370JFabia 12 124 Classic 1198 A7 2005 278000 262772 255565 5%
A90|F abia 1 4 1397 50 2003 146300 151346 154655 3%
556|F abia 1.4 168V 1350 74 2000 139300 167475 162272 20%
G12|Fabia 1 4 16V 1350 55 2004 215000 199434 225646 -7 %

17 44|Felicia 1 3 MPI 1289 50 2000 59930 85227 107556 -4 %
1885|Felicia 1 5 MPI 15598 55 15993 59000 71650 84235 4%
2002|Felicia13 D 1896 A7 1997 59444 65181 65577 10 %
2605|Octavia 1,6 15598 55 1997 119300 119376 70543 0%
Z777|Mova Octavia 1,6 MPI 1595 75 2005 3659000 393979 397076 7 %
2225|Maov 4 Octavia 19 TDI 1896 77 2005 470050 432540 354329 8%
2755|Octavia 1,6 MPI 1595 75 2002 2459000 216245 236148 -13%
2824|Octavia 1,8 20V 1781 52 15993 54000 124325 140352 49%
2381|Octavia 1,9 TDI 1897 56 1999 179000 163390 176796 -6 %
2972|Octavia 1,9 TDI 1896 =] 2002 268000 2559350 285271 -3%
2537|Octavia 1,9 TDI 1896 56 2004 299000 288066 337215 -4 %
3084|Octavia 2,0 TFSI 1954 147 2006 BES000 599507 576237 -10%
341105 L 1046 33 1986 11000 5545 11618 -41 %
838|F avarit 1289 43 1992 13000 20547 22014 58 %
931|F avarit 1289 43 1993 22000 20547 38423 -7 %
976|Felicia 1 3 1289 A0 1995 15000 43008 38178 187 %
1035)Felicia 1 3 1289 A0 1997 45000 59671 56524 33 %
1179)Felicia 1 3 MFI 1289 50 1996 32000 47500 50018 48 %
1316|Felicia 1 3 MPI 1289 a0 1996 45000 39835 42522 -11%
1394{Felicia 1 3 MF 1289 50 1996 49300 47500 48447 -5 %
1493|Felicia 1 3 MPI 1289 a0 1997 A9000 AOE71 57418 1%
1641|Felicia 1 3 MFI 1289 50 1997 74000 59671 54187 -19%
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PRILOHA 3: PROCENTUALNI CHYBOVOST
Procentualni chyba odhadu NS dle typu vozidla v %
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