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SOUHRN

Diplomova prace se zabyva modelovanim predikce ozonu pomoci SVM neuronovych
siti. Cilem je popis zakladnich charakteristik ozonu a oblasti s nim spojenych, spolu
s vytvoienim modelu v programu Statistica. Jako vstupni data byly pouzity hodnoty namétené
na Dukle v Pardubicich. Tato diplomova prace se sklada ze dvou zakladnich casti.

V prvni z nich, v ramci seznameni se s tématem, budou popsany vlastnosti a druhy
ozonu nasledované procesem jeho vzniku a moznosti mefeni. V posledni ¢asti této kapitoly
zminim také latky, které se podileji na poskozovani a naopak imluvy a zdvazky pfijaté na
ochranu ozonové vrstvy.

Druhou, a vyznamnéjsi Casti této prace, je charakteristika SVM neuronovych siti a
vlastni tvorba modelu. K tomu je nejprve potreba analyza vstupnich dat nasledovand navrhem
modelu a jeho verifikaci. Posledni kapitola se zabyva analyzou vysledkli a charakteristik

navrzené struktury.

KLICOVA SLOVA

Ozonova vrstva, ultrafialové zareni, freon, Support Vector Machine, jadro, klasifikace,

regrese, predikce, uceni s ucitelem.



TITLE

Modelling of ozone predictions by SVM

ABSTRACT

This thesis deals with the modelling of ozone predictions by SVM neural networks.
The aim is to describe the basic characteristics of ozone and associated areas, together with
the creation of model in Statistica. As input data were used values measured in Dukla in
Pardubice. This thesis consists two main parts.

The first one, the introduction to the topic, describing the characteristics and types of
ozone and it is followed by a process of its formation and measurement options. In the last
section of this chapter I will describe the substances that involving in the damaging of ozone
layer and contrary to them I will describe some conventions and commitments made to
protect the ozone layer.

The second and more important part of this thesis describing characteristics of SVM
neural networks and creation of model. For this is required input data analysis followed by
model design and verification. The last chapter analyzes the results and characteristics of the

proposed structure.

KEYWORDS

Ozone layer, ultraviolet radiation, CFC, Support Vector Machine, kernel,

classification, regression, prediction, supervised learning.
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Uvod

Ozon je jednim z pfirozené se vyskytujicich stopovych plynt, které tvoii nasi
atmosféru. Z chemického hlediska lze fici, Ze se jednd o kyslik s extra pfidanou
molekulou navic. Z elektrického hlediska lze oznacit ozon jako kyslik s vyssi
energetickou urovni. V zavislosti na tom, kde se v atmosféte nachazi, ovlivituje zivot na
Zemi bud’ dobrém, nebo ve Spatném slova smyslu. Stratosféricky ozon vznika ptirozené
prostiednictvim interakce slune¢niho ultrafialového zafeni s molekuldrnim kyslikem a
snizuje mnozstvi Skodlivého UV zéfeni dopadajiciho na zemsky povrch. Troposféricky
ozon je tvoren hlavné z reakci mezi znecistujicimi latkami v ovzdusi. Ty jsou zévislé na
pritomnosti tepla a slunecniho zéfeni, coz pfinasi vétsi tvorbu ozonu v letnich mésicich.
Kazdé ctyfi roky Svétova meteorologickd organizace a Organizace spojenych narodi
pro Zivotni prostfedi pifezkoumaji stav ozénové vrstvy za ucelem stanoveni jejiho
zeslabeni a kvuli potvrzeni Uc¢innosti Videniské imluvy a Montrealského protokolu.
Ptestoze byly jiz v minulém stoleti podniknuty razantni kroky ke sniZeni nebo ke
kompletnimu potlaceni emisi Skodlivych latek v ovzdusi a i naddle dochézi kazdoro¢né
k jejimu dal§imu snizovani po celém svété, potrva obnoveni ozonové vrstvy jesté
mnoho desetileti a nikdo nemize s jistotou fici, Ze dojde k obnoveni do pivodniho
stavu, nebot’ tato vrstva je ovliviiovana celou fadou slozitych procest, které ¢lovek jesté
stale nema nebo nemiize mit pod kontrolou.

Na zdkladé¢ posloupnosti zjisténych datovych tad lze predikovat velikost
ozonové vrstvy s urcitou presnosti i do budoucna. K tomu mizeme vyuzit SVM sité
piedstavené na konferenci v roce 1992, jejichz jadro, 1 kdyz v jiné podobé, je zndmo jiz
od roku 1964. Tato metoda, zaloZena na principu uceni s ucitelem, miize byt pouzita k
vyfeSeni jak klasifikaéniho, tak 1 regresniho problému. Hlavnim cilem modell je
nalezeni optimalni nadroviny definujici rozhodujici hranice, které nasledné slouzi k
oddéleni kategorii cilové proménné. Support Vector Machines mizeme oznalit za
vykonny algoritmus se silnymi teoretickymi zéklady z teorie Vapnik-Chervonenkis
predstavujici rozsifeni nelinedrnich modeldi. Jeho algoritmus je zalozen na statistické
teorii uéeni a VC dimenzi, kterou zavedl spoleéné Vladimir Vapnik a Alexey J.
Chervonenkis. Tato metoda zalozena na neuronovych sitich je v soucasnosti pouzivana

jako jeden ze standardnich néstrojii strojového uc¢eni a data miningu.

10



Cilem diplomové préce je vytvoteni modelu pro predikci ozonu pomoci vysSe
zminénych SVM neuronovych siti. K jeho tvorbé bude vyuzit program Statistika od
spolecnosti StatSoft CR s.r.0., ve kterém bude nésledné tento vytvoteny model testovan
na poskytnutych datech. Vstupnim souborem dat jsou hodnoty ozonu a jinych latek
ovliviiuyjicich jeho vyskyt namétené v méstské ¢asti Dukla, v Pardubicich.

Vlastni prace se sklada ze 2 stézZejnich cCasti - teoretické, ve které je probirana
problematika ozonové vrstvy, spolu s latkami, které tuto vrstvu poSkozuji a také
umluvami, které byly uzavieny, aby predchdzely jejimu dalSimu poskozovani a
praktické, kterd se jiz zabyva vyvojem a historii SVM neuronovych siti, jejichZ znalost
je nasledné vyuzita pro navrh modelu prediktoru ozonové vrstvy. Prace je zakoncCena
analyzou a zhodnocenim dosazenych vysledkl, spolu s porovnanim jednotlivych

pouzitych metod.
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1. Problematika ozonové vrstvy

Pravdépodobné prvnim clovékem, ktery zjistil pfitomnost ozonu, byl holandsky
chemik Van Marum. V popisu svého experimentu zminil charakteristicky zapach, ktery
citil. I pfesto byl objev ozonu zminén az o desetileti pozd€ji v zapiscich némecko-
Svycarského chemika Christiana Friedricha Schonbeina, které jsou z roku 1840. Jeho
objev byl ptedlozen k prostudovani univerzité¢ v Mnichové. Christian Schonbein si
behem svych experimenti v§iml stejného charakteristického zapachu jako Van Marum.
Nazval tento plyn ozon, slova odvozeného od ,,0zein®, které je feckého plivodu a
znamenda vuni. Po roce 1840 nasledovalo mnoho studii na moznosti jeho pouziti jako
dezinfekcniho piipravku. Prvni generator na produkci ozonu byl zhotoven v Berliné
spolecnosti Von Siemens. Tento vyrobce také napsal knihu o moznostech jeho vyuziti
ve vodé, coz zplsobilo nekolik projektd, béhem nichZz byly zkoumdny dezinfekcni
vlastnosti této slouceniny [11, 25].

Kdyz se pfesuneme do soucasnosti, tak ohrozeni ozonové vrstvy patii mezi jeden
z nejvyznamnéjSich problémi dne$ni doby. Vlivem zdsahd lidské populace do
ptirodniho ekosystému a jeho zménou dochdzi mimo jiné ke sniZovani tloustky
ozonové vrstvy a tim 1 vétSimu prichodu nebezpecného zateni UV-B a UV-C. Z
nedavné historie vime, ze toho téma bylo velmi populédrni jiz okolo 85. roku minulého
stoleti, kdyz se hojné pouzivaly halogenové uhlovodiky, t¢Z znamé jako freony. Tyto
latky totiz nejen ze poSkozovaly ozonovou vrstvu, ale také zvySovaly vliv tzv.

sklenikového jevu.
1.1. Vlastnosti ozonu

Chemicka znacka ozonu O; znaci, Ze se jedna o slouceninu tii atomi kysliku. Uz
zde je mozné vidét jeho rozdilnost od bézného, atmosférického kysliku, ktery je tvoren

pouze dvéma molekulami.
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Obr. 1: Molekulova struktura ozonu [21]

Z obr. 1 je mozné vidét strukturu ozonu, ve které je thel svirany mezi molekulami

116.8°. Dalsi charakteristické vlastnosti jsou uvedeny v tab. 1.

Molarni hmotnost
Vzhled
Hustota

Teplota tani
Teplota varu
Kriticka teplota
Kriticky tlak
Rozpustnost ve vodé
Index lomu

Dipélovy moment

47.998 g-mol '
plyn namodralé barvy
2.144 g/L (0 °C)
80.7 K, —192.5 °C
161.3K,—-111.9 °C
—12°C
5.4 MPa
0.105 g/100mL (0 °C)
1.2226
0.53D

Tab. 1: Charakteristické vlastnosti ozonu [23]

Vznik ozonu probiha ve dvou stupnich pomoci ultrafialového zéateni UV-C, nebo
pii elektrickych vybojich. Nejdiive dojde k rozstépeni dvouatomové molekuly kysliku
na dva jednotlivé atomy. Kazdy z nich se ndasledné¢ ihned spojuje s dalSimi
dvouatomovymi molekulami. Ozon je pomérné nestabilni sloucenina, jejiz sttedni doba
zivota je pfi teploté -25 °C jen pfiblizn¢ 18 dni a poté se opét rozklada. Pii této reakcei
dochéazi ke zvySovani teploty a sniZzovani tlaku. Pfi jeho vyrobé prochazi nckolika
fazemi. Nejdiive je ozon namodralym plynem, ale pii jeho postupném ochlazovani
dochazi ke zméné skupenstvi na tmavé modrou kapalinu a poté na pevnou latku
stejného zabarveni [5].

Zastoupeni na Zemi mé velmi malé, jen okolo 10™ procenta. Tém&F viechen se

vyskytuje ve stratosféfe a jen piiblizné 10% se nachéazi ve vySkach do 10km od
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zemského povrchu. JelikoZ mé velmi vysokou absorpci, tak i pfi malém zastoupeni
prvkli na Zemi staci k zabranéni priichodu prevazného mnozstvi UV zéfeni.

Mnozstvi ozonu je méfeno v Dobsonovych jednotkach (D.U.). Gordon Miller
Bourne Dobson byl meteorolog a fyzik, ktery prozkoumal ozonovou vrstvu zemé a
vyvinul prvni jednoduchy spektrometr pro jeho méfeni. Jedna D.U. je rovna 2.69%*10'°
ozonovych molekul, které se nachédzeji na ctverecnim metru. Toto mnozstvi za

standardnich podminek odpovida ptiblizné vrstvé o vysSce 10 um [24].
1.2. Druhy ozonu

Jelikoz se ozon nachazi v riznych nadmoiskych vySkach a je vytvaren rtiznymi

zpusoby, lze jej délit na [14, 22]:

Stratosféricky ozon

Asi 90% ozoénu v zemské atmosféfe se nachdzi v oblasti nazyvané stratosféra.
Jedna se atmosférickou vrstvu mezi 20 a 30 km nad zemskym povrchem. Ozo6n tu tvofi
vrstvu, ve které je vice koncentrovany nez kdekoliv jinde. Zatimco kyslik a 0zén spolu
absorbuji 95 az 99.9% ultrafialového zareni Slunce, tak pouze ozon Uc¢inné pohlcuje
ultrafialové svétlo znamé jako UV-B (280 nm — 315 nm) a UV-C (100 nm — 280 nm).
Ultrafialové zareni s vlnovou délkou od 320 do 400 nanometrd (UVA) neni

absorbovano.

Troposféricky ozon

Vznika predevsim za horkych letnich dnl a bezvétii, pfi plisobeni intenzivniho
slune¢niho zafeni, reakci uhlovodik a oxidl dusiku. Nachdzi se v pfizemni vrstvé
zemské atmostéry (0 - 2 km). Jeho hlavnim rozdilem od ozonosféry je, Ze pii zvySeni

své koncentrace ma negativni dopady, predevSim na zivé organismy.

Endogenni 0zon

Tento druh predstavuje nejméné rozSifeny typ ozonu. Nachdzi se v téle
teplokrevnych zivocicht a je vytvaren bilymi krvinkami, ze kterych pak dochézi k jeho

uvolnovani do krve a tkani. Tim pfispiva k odstraiiovani choroboplodnych zarodki.
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1.3. Vlastnosti latek poSkozujicich ozonovou vrstvu

Mezi latky, které nejvice poskozuji ozonovou vrstvu, patii freony a halony.
Freony jsou oznacCovany halogen-derivaty uhlovodikii, které ve své stavbé obsahuji
minimalné 2 vazané halogeny, pfi¢emz alespoii jeden z nich musi byt fluor. Tyto latky
byly vyuzivany ve formé plynli, popfipadé¢ kapalin, pro chladici zafizeni, hasici
prostiedky a v neposledni fad¢ jako hnaci plyny ve sprejich. Mezi jejich vlastnosti patii,
ze jsou vyborné izolanty a rozpoustédla, kterd nemaji zépach, barvu a jsou nehotlavé.
Nejznaméjs§imi  predstaviteli  freonti jsou napiiklad chlortrifluormethan a
trichlorfluormethan.

Jako halony jsou oznacovany latky podobajici se chlorofluorovanym
uhlovodikiim. Mezi hlavni prvky téchto sloucenin patii uhlik, fluor, brom a nékdy i
chlor. Za normélnich podminek jsou velmi stalé a netoxické. Vyskytuji se ve forme
nizkovroucich kapalin nebo plynd. Jejich hlavnimi pfedstaviteli je naptiklad
tribromfluormethan nebo methylbromid.

Diive byly freony velmi vyuZivany a tak dostaly zvlastni oznaceni. Jako CFC
latky zacinaly symbolem R s dal§imi 2 az 4 ¢islicemi. Pismeno R znaci anglické slovo
refrigerant = osveézujici, chladici. U cyklickych freont je vyuzito pismeno C, a jestlize
obsahovala molekula brom, tak bylo vyuzito pismeno B. Notace halonovych prvki, se
od této freonové, lisi.

Poskozeni ozonu je méfeno pomoci jednotky ODP (Ozone Depletion Potential).
Tato veli¢ina byla stanovena v roce 1983 jako mira destruktivnich uc¢inki urcité latky
vzhledem k CFC trichlorfluormethanu (R11). ODP slou¢eniny R11 je tedy rovna jedné.
Hodnoty jednotlivych latek jsou zjistovany bud’ pomoci vypoctii, nebo experimentd. Pii
vypoctech je potfeba znat kinetiku fotochemickych déji zkoumané latky. U

experimentll je naopak potieba dodrzet potfebné podminky (vlastnosti stratosféry) [26].
1.4. Vznik ozonové vrstvy

Jelikoz je mnozZstvi ozonu velmi Uzce spjato s mnozstvim kysliku na nasi planeté,
je potieba se za jeho vznikem vydat okolo 3 miliard let do minulosti. V té dobé byl
obsah kysliku v atmosféfe ptiblizné 0.1%. S postupem let se ale zacal jeho pomér

zvySovat a tak rostlo i mnozstvi ozonu. To se odviji od nadmoiské vysky, se kterou
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souvisi 1 pocet atomil kysliku O, Postupem casu se procento kysliku zvySovalo, az v
obdobi pted 420 miliony let dosahlo trovné 10% a tim doSlo k posunu oblasti pro
tvorbu ozonu 1 do vétSich nadmotskych vysek [5].

Ptitomnost ozonu byla védci odhalena v 19. stol. a jiz tehdy bylo pomoci pokust
dokazéano, Ze pfi zemi je jeho koncentrace velmi nizkd a se zvySujici se nadmotskou
vyskou roste. Bohuzel v t€¢ dob¢ neexistovala dostatecné vyspéla technika, aby byly
domnénky o ozonosféfe potvrzeny. Postupem casu a rozvojem techniky vSak byla
dokazana jeji existence. Nachazi se ve vyskach 20-30 km nad zemskym povrchem.
Pasobenim UV zafeni je zde rozkladan dvouatomovy kyslik, ktery ihned reaguje s
okolnimi molekulami. Po urcité dobé se opét rozklada zpét, takze se jeho mnozstvi
nehromadi. Témito reakcemi dochazi jednak k pohlcovani UV zéfeni, a také k
uvoliovani energie, coz ovliviiuje teplotu této vrstvy. Mnozstvi slucovanych i
Stépenych atomi je v rovnovaze, které je ve vrchni stratosféie docileno pomérné rychle
(v fadu sekund), naopak v dolni stratosféfe mize nastoleni rovnovahy trvat v fadu dnt.
Cirkulaci vzduchu a tim i1 ozonu zajiStuje vzdusné proudéni, které ho pienaSi mezi
jednotlivymi vrstvami. Tim dochdzi pii jeho méteni ke kolisani hodnot. Timto jevem je

vysvétlovan i vyssi vyskyt ozonu v rovnikovych oblastech a nizsi v oblasti polu.

Ozone (Dobson Units)

110 220 330 440 550

Obr. 2: Ozonova vrstva v letech 1979 a 2008 [2]
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Asi nejdiskutovanéj§im a nejznaméj$im tématem posledni doby je termin ,,0zonova
dira®. Takto je ozna¢ovano misto, kde mnozstvi ozonu doc¢asné pokleslo pod 50% svého
pramérného stavu. Jeden z nejvétSich ubytki za posledni roky byl zaznamenan 14. 03.
2011 nad Antarktidou [6]. Na ptfedchozim obr. 2 je zobrazeno porovnani vyvoje

mnozstvi ozonu z let 1979 a 2008.
1.5. Zpusoby méieni stavu ozonu

Ptelom v méfeni ozonu pfisel po 1. sv. valce. Gordon M. B. Dobson v roce 1924
vyvinul pfistroj pro méfeni zmény UV zafeni po prichodu ozonosférou a tim bylo
umoznéno vypocitat jeji velikost. Tento piistroj byl po svém vyndlezci nazvan
Dobsontlv spektrometr. Je jim méfena intenzita ultrafialového zéteni riznych vinovych
délek UV =zafeni, z nichZ lze odvodit koncentrace ozonu piitomného atmosfére.
Spektrometr obsahuje fotoelektrickou buniku a filtracni zafizeni, které umoznuje UV
zéateni na Ctyfech vlnovych délkach dopadnout postupné na danou buiiku. Z téchto 4
vlnovych délek jsou dvé absorbovany ozonem a dvé propustény. Pomér mezi témito
intenzitami je méfitkem koncentrace ozonu. Z toho je pak mozno pomoci spektralnich
absorpcnich koeficienti a rovnic pienosu elektromagnetického zafeni urcit jeho
mnozstvi v atmosféfe. Pfistroj je mozno pouzivat k méfeni UV zafeni vyzatované
Mésicem a hvézdami, stejné tak jako slune¢ni UV zafeni, ale u n¢j mohou byt hodnoty
zkresleny aerosoly a zneciStujicimi plyny v ovzdu$i. V dnesni dobé jiz Dobsonlv
spektrometr nahradily modernéjsi piistroje. Jednim z jejich ptikladl je Brewertv
spektrometr, ktery je jiz pln¢ automatizovany a fizeny pocitacem [5, 7].

Diilezité jsou pii méteni ozonové vrstvy udaje vztahujici se k jeji vertikalni vysSce.
Meéfteni probihd pomoci sond pfipevnénych na naptiklad na meteorologickych balonech.
Ten je obvykle naplnény bud’ vodikem, nebo héliem. Kvili niz§im nakladim je ale
pfevazné pouzivan vodik. Rychlost vystupu lze ovladat mnoZzstvi plynu, s nimz je
naplnén. Vlastni méfeni probihéd ve vysce piiblizné 30-40km. Ta je omezena snizujicim
se tlakem ptlisobicim na baldn a tak dochazi k jeho rozpinani. Bézné i 100:1.

Jednou z dalSich metod méfeni je Light Detection and Ranging. LIDAR pracuje
na principu radaru, ovSem s jinou vlnovou délkou. Je to optickd metoda mapovani a

monitorovani vzdalenych objektii tim, Ze na méfeném objektu zaznamenavame zpétné
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rozptylené zateni. Pfi metodach dalkové detekce umoZziiuje mimotadna spektralni
intenzita laser provadét analyzu na vzdalenost az nékolika kilometri.

Ptedchozi metody maji jednu velkou nevyhodu. Tou je méteni jen v urcité vysce a
na jednom misté. Proto jsou pouzivana specidlni stratosféricka letadla. Tato metoda je
na rozdil od ostatnich komplexni, protoze zde probiha kompletni analyza chemického
slozeni. Jeji velkou nevyhodou je ale velika nakladnost a tak se vyuziva ptfevazné jen v
polérnich oblastech.

Pro pozorovani vyvoje ozonu v globdlni mife ndm slouZi jiz od roku 1970 druZice.
V soucasné dob¢ jsou vyuzivany napiiklad druzice Aura, Envisat, Goes, Meteor,
Nimbus 7, NOAA, a dal§i. Cesky hydrometeorologicky tstav vyuziva k méfeni ozonu
data z druzice NOAA.

Jako meéfici systémy jsou u téchto metod vyuzivany TOMS (Total Ozone
Mapping Spectrometer) a SBUV (Solar Backscatter Ultraviolet), které byly oba
umistény na satelitu Nimbus 7. Ten provadi méteni pro celou zemékouli jiz od roku
1978. Jedna se o druzici s prostorovym rozliSenim 50km, coZ slouzi ke sledovani

velkych jevi, naptiklad ozonovych dér [15].

Obr. 3: Meteorologicky balon [3], LIDAR [4], druZice NOAA [20]

Na obr. 3 jsou zobrazeny jako nazorna ukadzka ptiklady meteorologického balonu,
LIDARu a druzice NOAA.

Pro celosvétové mapovani ozonu a spolupraci mezi jednotlivymi staty vnikla
organizace GO30S (Global Ozone Observing System), kterd sdruzuje celosvétovou sit
méficich stanic. Je zde zapojen i Cesky hydrometeorologicky ustav.

Pravidelné a spolehlivé sledovani atmosférického ozénu je zdkladni zdroj

informaci pro hodnoceni zmén ozénové vrstvy a pro tvorbu strategie jeho mezindrodni
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ochrany. Globalni systém pro pozorovani ozonu (GO30S), ktery je soucasti Global
Atmosphere Watch (GAW), poskytuje mimo jiné také informace o mnozstvi celkového
ozonu, ziskané od pozemni monitorovacich stanic po celém svété. Méfeni je provadéno
Dobsonovymi spektrofotometry pouzivanymi k ziskani zakladniho souboru udaju, ktery
je Casto pouzivan jak pro zkoumani dlouhodobych zmén atmosférického ozénu, tak i
pro hodnoceni kvality ostatnich monitorovacich systémui.

S méfenim ozonu je velmi tésné spjata i oblast méteni Skodlivého UV-B zéteni.
To ale zabira asi jen 1% z celkového spektra a je jen mozno méfit napiiklad pomoci

filtrovych UV-radiometra a kapesnich UV-B dozimetrt.
1.6. Umluvy a zavazky na ochranu ozonové vrstvy

V roce 1974 doslo ke zjisténi Skodlivosti freonu pro ozonovou vrstvu. Nekteré
staty, jako naptiklad Norsko, Kanada a USA zacali ihned pfijimat patficnd opatfeni.
Prvni celosvétovou akci byla v roce 1985 Videnska umluva, nasledovana Montrealskym
protokolem v roce 1987. Oba dokumenty se tykaly omezeni vyroby a pouZivani latek na
bazi freont. Jelikoz stile nedochazelo ke zlepSovéni situace, tak byly pfijaty dopliujici
dodatky (Londynsky, Kodansky a dalsi), tykajici se rozsifeni poctu latek, které budou
oznaceny jako Skodlivé. Déle dosSlo u sledovanych latek k jejich doplnéni o dalsi, u
kterych neni riziko ohrozeni ozonosféry piilis veliké, ale i1 tak predstavuji hrozbu. Timto
je dosazeno zpiisnéni, zavedené i do ur¢itych &lankd danych protokold. Ceska
republika, tehdy Ceskoslovensko, se také zapojila. V roce 1990 vlada piistoupila na
Videtiskou imluvu a Montrealsky protokol [5, 17].

Videnska imluva

Cilem této dohody je ochrana lidského zdravi a zivotniho prostfedi proti
nepiiznivym u¢inklim v disledku lidskych ¢innosti, které méni nebo by mohly zménit
ozonovou vrstvu. Umluva vyzyva staty, aby pfijaly vhodna opatieni v souladu s jejimi
ustanovenimi a protokoly. K dosazeni vySe uvedenych cili se ocekava, ze budou
spolupracovat, aby lépe pochopily a tim mohly posoudit dopady lidské ¢innosti na
ozonovou vrstvu a vlivu jejich zmén. Zavazuji se k pifijmuti vhodnych opatieni, ke
kooperaci s pfisluSnymi mezinarodnimi subjekty a spolupraci na tvorbé¢ dohodnutych

opattent.
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Montrealsky protokol

Protokol byl podepsdn dne 16. 9. 1987 s platnosti od 1. 1. 1989. Tehde;jsi
Ceskoslovenské republika se k nému pfipojila v roce 1990, s tim, 7e dokument zagal
platit od 1. 1. 1991. Pro CR plati od 1. 1. 1993. Cilem bylo pro kazdou ze stran zajistit,
aby uroven spotieby regulovanych latek nepiekrocila vypoctenou uroven spotieby z

roku 1986.

Londvnsky dodatek

Tento dokument byl pfijat 29. 6. 1990 pii prilezitosti 2. konference stath
podepsanych na Montrealském protokolu. V platnost vstoupil dnem 1. 1. 1992 a tim byl
rozsiten pocet sledovanych a regulovanych latek. Bylo ujednano, Ze vSechny strany
zabezpeCi, aby v prib¢hu roku 1995 a ve vSech nasledujicich ro¢nich obdobich,
nepiesahovala vypocitana hladina ro¢ni spotfeby kontrolovanych latek 50 % spotieby z

roku 1986. To se tykalo se to zejména freonti a halontl.

Kodanskv dodatek

Dodatek byl schvalen 25. 11. 1992. Jeho platnost byla stanovena ale az od 14. 6.
1994. Predstavuje dalsi doplnéni a zptisnéni Londynského dodatku, zvIasté o casové a

objemové udaje. Jedna se ptrevazné o halony, CFC a jiné ozonu Skodlivé latky.

Montrealskv dodatek

Tento dokument se stal dal§Sim v fad¢ zpfisiiujicich norem a omezeni vyroby
ozonu nebezpecnych latek. Jeho schvéleni probéhlo 17. zati 1997 se vstupem v platnost
10. 10. 1999. Montrealsky dodatek upravuje regulace vyvozu, dovozu a udé€lovani

licenci pro dovoz, nebo vyvoz.

Pekingsky dodatek

Dodatek podepsany v Pekingu je zatim poslednim vydanym doplnénim
stanovenych norem. K jeho podpisu doslo 3. prosince 1999 a zména ptedpist vstoupila
v platnost 1. 1. 2001. Jelikoz piedesla opatieni nestacila k dostatecnému zlepsSeni situace
tak dochazi k dalsimu zpfisnéni regulace vyroby a spotieby sledovanych latek. Mezi

tyto latky byl nové zatfazen i bromchlormethan.
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V den, kdy Ceska republika vstoupila do Evropské unie, vstoupilo v platnost nové
natizeni (ES) 2037/2000 o latkach poskozujicich ozonovou vrstvu. To vSak bylo 1.
ledna 2010 zruSeno a nahrazeno novym natizenim Evropského parlamentu a rady (ES)
¢. 1005/2009. Platit ztstala jen uréita dopliiujici ndrodni pravni Uprava, ktera je
zabezpecena zakonem o ochrané ovzdusi a vyhlaskou ¢. 279/2009 Sb., o predchazeni
emisim regulovanych latek a fluorovanych sklenikovych plyni. Tyto dva narodni pravni
nastroje pokryvaji oblasti vymezené vySe jmenovanych nafizeni ES pro povinnou
pravni Gpravu ze strany ¢lenskych zemi [18].

Montrealsky protokol stanovuje ptesné terminy vylouceni produkce a spotieby az
100 chemickych latek poskozujici ozon. Den jeho zaloZeni slavime jako Mezinarodni
den ochrany ozonové vrstvy. Diky tomuto protokolu se do konce roku 2009 povedlo
snizit 98% chemickych latek jim omezovanych. V minulém roce byly, diky jeho
doplnéni, podniknuty dal$i vyznamné kroky, a to zakaz pouZivani novych tvrdych
freonti v rozvojovych statech svéta (v rozvinutych zemich zakazany jiz v roce 1996) a
vyrazné omezeni mékkych freonli v rozvinutych zemich platici od 1. ledna 2010. I
ptesto je obnova ozénu hudbou budoucnosti. Jen ke stavu z roku 1980 bude potieba 40
az 65 let prisného dodrzovani pravidel. S timto souvisi i zlepSovani problému s
globalnim oteplovanim. V obdobi let 1990-2000 se diky regulaci produkce a spotieby
latek snizily emise v prepoctu na CO, ve vySi 25 miliard tun. Smluvni strany
Montrealského protokolu se snazi neustale diskutovat nad dal§imi postupy zlepsujicimi
ochranu klimatu jesté vice. Naptiklad nad regulaci fluorovanych sklenikovych plynt
slouzicich jako nahrada za mekké freony, coz bylo hlavnim tématem na 22. zasedani v
listopadu roku 2010 [16].

Ceska republika se také aktivné zapojuje do ochrany 0zénové vrstvy a pomaha s
ni 1 statim, které nejsou schopny své zavazky plynouci z této smlouvy plnit. Jedna se
obzvlasté o zem¢ stfedni Asie, vychodni Evropy a Afriky. Prikladem miZze byt
napiiklad pomoc s instalaci a kalibraci Dobsonovych ozdénovych spektrofotometrii
odborniky ze Solarni a ozonové laboratotre CHMU v Keni, Egypté, Jihoafrické
republice a Botswang¢.

Vsechny vySe zminéné legislativni prostfedky slouzi k implementaci pozadavki
uvedenych ve Videnské umluvé a Montrealském protokolu. Mimo téchto umluv v

soucasnosti plati Kjotsky protokol, ktery se vztahuje na fluorované sklenikové plyny,
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obcas nazyvané také jako F-plyny. Ten je soucasti rdmcové umluvy OSN o zméné
klimatu. Tyto plyny jsou vyuzivany zejména v oblasti chladirenstvi, klimatizacnich
zafizeni, tepelnych dcerpadel a systémech pozarni ochrany. Zakladni pozadavky
vytvarejici systém piedchazeni emisim fluorovanych sklenikovych plynii stanovuje
nafizeni Evropského parlamentu a Rady k némuz byly vydany dal$i provadéci natizeni.

Freony doséahly nejvysSich hodnot v roce 2000. Od té doby je jejich mnozstvi
prevazné stejné, obcas mirn€ klesa. Pribéh vyvoje hodnot CFC-11 a CFC-12 je na grafu
1.
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Graf 1: Vyvoj hodnot freonii mezi roky 1978-2010 [27]
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2. Metoda SVM

Support Vector Machines jsou také n€kdy nazyvéany jako kernel machines. Jsou
velmi podobné neuronovym sitim a vyuZzivaji schopnost univerzalnich aproximatorti
jakékoli vicerozmémné funkce, pii libovolném stupni piesnosti. V disledku toho maji
zvlastni vyznam pro modelovani systému, nebo procest.

SVM byly vyvinuty v pofadi od teorie k realizaci a experimentim. Pro jejich
metodu uceni je mozné fict, Ze existuje neznama zavislost y = f(x) mezi vstupnim
vektorem x a vystupem y. Nejsou u nich k dispozici informace o pravdépodobnostni
funkci, a proto patii SVM do technik uceni s ucitelem.

Pti navrhovani modelt existuji dva zdkladni konstruktivni ptistupy [19]:

1. vybrat vhodné struktury modelu (pofadi polynomit, pocet neuroni, pocet
pravidel ve fuzzy logice modelu) a tim minimalizovat chybu uc¢eni.
2. udrZet hodnotu chyby uc€eni fixni (pfiblizn€ rovnou nule nebo né&jaké piijatelné

urovni), a minimalizovat interval spolehlivosti.

Pfi tvorbé modelti neuronovych siti je vyuZivan prvni a u SVM druhy pfistup. Pfi
pouziti metody SVM by mél vysledny model feSit kompromis mezi nedostate¢nym

nau¢enim a preucenim.
2.1. Historie

Plivodni algoritmus optimalni nadroviny navrzeny Vladimirem Vapnikem v roce
1963 byl linearnim klasifikatorem. Nicméné, v roce 1992, Bernhard Boser, Isabelle
Guyon a Vladimir Vapnik navrhli zpiisob, jak vytvofit nelinearni klasifikatory pouzitim
metody jadrové transformace (Kernel Trick) na nadrovinu s maximdlnim rozpétim
(Maximum-Margin Hyperplane), ¢imz je kazdy skalarni soucin nahrazen nelinedrni
funkci jadra. To umoziuje algoritmu pfizplisobit maximum-margin nadrovinu v
transformovaném prostoru (Feature Space). Toto feSeni bylo predstaveno na konferenci
COLT-92 (Computational Learning Theory) [30].

V roce 1995, Corinna Cortes a Vladimir Vapnik navrhli upravenou nadrovinu s
maximalnim rozpétim, kterd pocitd 1 se Spatné oznacenymi piiklady (Mislabeled

Examples). Pokud neexistuje nadrovina, ktera mtze rozdélit ptiklady na ty z mnoziny x
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a mnoziny y, metoda mekkého okraje (Soft Margin Method) vybere nadrovinu, ktera
oddéli priklady tak, jak je to jen mozné. Pfitom je maximalizovdna vzdélenost k
nejbliz§imu oddélitelnému ptikladu. Tato prace popularizovala vyraz Support Vector
Machine [29].

SVM verze pro regresy, s ndzvem Support Vector Regression (SVR), byla
navrzena v roce 1996 Vapnikem. Na této metod¢ se spole¢né podilel i Alex Smola,
Harris Drucker, Chris Burges a Linda Kaufman [8].

SVM je linearni stroj (Linear Machine) zalozeny na metodé SRM (Structural Risk
Minimization) a na teorii statistického uceni. V disledku toho poskytuje dobré

zobecnéni problému pfi rozpoznavani vzort.
2.2. Zakladni pohled na SVM

Ze znalosti neuronovych siti vime, Ze perceptron, nebo slozitéj$i jednovrstva
neuronova sit, ma omezenou moznost klasifikace. Dochazi zde pouze k uceni linearnich
rozhodovacich hranic ve vstupnim prostoru. Oproti tomu vicevrstvé sit¢ maji mnohem
vyssi klasifikaéni vykon, ale jejich nevyhodou je nesnadnd natrénovatelnost, kvili
velkému mnozstvi lokalnich minim a vysokému rozméru vektoru vah. Resenim tohoto
problému jsou sit¢ Support Vector Machines, nebo obecné feceno jadrové stroje (Kernel
Machines), které maji efektivni ucici algoritmy, a mizou tak ptedstavovat komplexni
nelinearni hranice. Pomoci nich je feSen problém oddéleni bodi, které nejsou linearné
oddg¢litelné. Zakladni myslenkou a jednou z kli¢ovych slozek SVM je pouziti metody s
nazvem ,kernel trick”. Je to zptlsob, jak vyfesit nelinedrni problém separace tim, Ze
mapujeme puvodni nelinedrné oddélitelné body do vyssich dimenzionélnich prostort,
kde je nasledné pouzivan linearni klasifikator. AC¢koli matematické principy této metody
jsou témeét jedno stoleti staré, bylo to az mnohem pozd¢ji co byly uplatnény ve
strojovém uceni. Diky této metod¢ je linedrni zatazeni do novych prostorii ekvivalentni
k nelinedrni klasifikaci v plivodnim prostoru. Graficky piiklad metody kernel trick je na

obr. 4 [9].
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Nelnedimé eddélitelné body Lmeamné oddéltelne body
{transformované)

Obr. 4: Pouziti metody "kernel trick" [9]

Leva c¢ast obr. 4 ukazuje dvou-rozmérny vstupni prostor, ve kterém je objekt oznacen

pomoci x = (x4, X3).

V tomto pripadé mame tedy dvé tfidy objekti:
e Pozitivni (+), které jsou umistény uvniti kruhu a pro které plati d = +1.

e Negativni (-), které se nachazeji vné€ kruhu a pro které plati d = -1.

V ptipadech linedrniho odd€leni mnozin mizeme sestrojit separacni piimku k
jejich snadnému oddéleni. Kdyz se ale podivame na levou ¢ast obr. 4, Ize konstatovat,
ze linedrni oddéleni mezi dvéma soubory dat nelze pouzit. Jedinou moznosti je
pievedeni tohoto R? prostoru (x) na R3 prostor (z). Obecné lze fici, Ze prevadime
prostor R™ — R™, kde m > n. Tim dostaneme zobrazeni bodd uvedené v pravé ¢asti na
obr. 4. Tuto transformaci provedeme pomoci funkce z = g(x). Nyni jiz jsou objekty
linedrné separovatelné. Pokud bychom promitli tento prostor, dostaneme detailni obraz
této metody, znazornény na obr. 5 nize. Lze na ném vidét optimdlni nadrovinu s
maximalnim rozpétim. Body, které se ji nachazeji nejbliZze, znaci okraj separacni oblasti

a nazyvaji se podpturné vektory (Support Vectors).
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Obr. 5: Zobrazeni separacnich primek a jejich vzdalenosti [10]

Na obr. 5 je zobrazeno rozpéti oddéleni. Separacni pfimka se nachazi v poloviné
Sitky pasma. Linearni oddélovac (Linear Separator) urcuje vzdalenost mezi pozitivnimi
a negativnimi objekty. Rozpéti odd€leni méfi vzdalenost mezi kiivkou separatoru a
nejbliz§im bodem trénovaciho souboru. Jestlize je ptivodni prostor mapovan do prostoru
s dostate¢né vysokou dimenzi, pak se takovéto nelinearné odd¢litelné objekty stavaji

linearn¢ oddélitelné. Vzdy je hledan separator s nejvétsi Sitkou oddélent.

Nadrovina
Vstupni prostor
Feature space Vystupni prostor

(vysokad dimenze)

Obr. 6: Obecné schéma kernel machine [9]

SVM zalozena na dvou po sobé jdoucich ¢innostech:

1) nelinedrni zobrazeni prostoru vstupu do vicerozmérného prostoru (High-
Dimensional Feature Space);
2) konstrukce optimalni oddélujici nadroviny.
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Klicovd myslenka tvorby SVM je reprezentovana pouzitim vnitiniho jadra (/nner-
Product Kernel) mezi podpurnymi vektory a libovolnymi vektory vstupniho prostoru,
na kterém bude popsan zékladni koncept vnitiniho jadra [9].

Oznacime x urcité vektory vstupniho prostoru a g(x) = {g]- (x),j =1,2,...,m;} soubor
nelinedrnich transformaci od vstupniho prostoru x do prostoru z, kde m; je jeho
dimenze. K dané linedrni transformaci g definujeme nadrovinu, oznacenou jako

rozhodujici plochu (Decision surface) pomoci vztahu 2.1

mq
j=1

kde w = {w]-,j = 1,2,...,m1} predstavuje vektor vah spojujici feature space z s
vystupnim prostorem d. Parametr b oznacuje zkresleni. Kdyz go(x) =1 a wy=b

muizeme psat

Z wig;(x) =0, (2.2)
j=1

¢imz g(x) = (go x),81(%), ) Em 1(x)) predstavuje transformaci vstupniho vektoru ve

feature space vazeny pomoci w = (Wq, Wy, ..., Wy, ) a rozhodujici plocha ve feature

space je pak dana vztahem
wgl(x) =0. (2.3)

Oznacenim vstupniho trénovaciho vektoru pomoci x; = 1,2, ..., N, mizeme vytvofit

vnitini jadro definované jako

K(xx) = g00gT() = ) gi(0g;(x)i = 12, e
j=1

Jadro pouzité pti hledani optimalné¢ oddélené nadroviny zdiraziiuje skute¢nost, Ze
explicitni znalosti feature space nejsou vibec zapojeny do tohoto procesu. Jako
vypocetné efektivni postup k ziskani optimalni nadroviny je mozZno pouzit napiiklad

kvadratické optimalizace [9].
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2.3. Zakladni principy tvorby a fungovani SVM

Necht’ je dan soubor trénovacich dat T = {x;,d;; i = 1,2, ..., N}, kde x; pfedstavuje
vstupni vzorek a d; k nému odpovidajici vystup. Prvotnim piedpokladem linedrni
oddélitelnost pozitivnich vzori (d; = +1) a negativnich vzord (d; = —1) jak je

zobrazeno na obr. 7.

Obr. 7: Linearné separovatelna data [32]
Poté je rovnice oddé€lujici nadroviny ddna vztahem 2.5
wxT +b =0, (2.5)
kde x je vstupni vektor, w jsou nastavitelné vahy, a b je zkresleni. Dale vime, ze

Wx;r +b > 0kdyzd; = +1,
wx] +b < 0kdyzd; = —1. (2.6)

Pro zndmy vektor vah w a zkresleni b je odd¢leni dané nadrovinou dano rovnici 2.6 a
nejbliz§i misto ze dvou oblasti je pravé rozpéti oddéleni. Cilem SVM je najit tuto
nadrovinu, kterd maximalizuje tuto vzdalenost. Rozhodujici je zde plocha nazvana

optimalni nadrovinou (Optimal Hyperplane).
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Obr. 8: Porovnani vzdalenosti primek od separacni primky [12]

Jak je vidét na predchozim obr. 8, optimalni nadrovinou je ta v jeho pravé Casti, protoze
ma veétsi rozpéti (Margin).

Necht’ w,a b, oznacuji hodnoty odpovidajici optimalni nadroving, ur¢ené vztahem
woXT + by =0, (2.7)
potom miizeme diskrimina¢ni funkci definovat jako
g(x) = woxT + by, (2.8)

meéfici vzdalenost od vektoru x k optimalni nadrovin€. Pokud oznac¢ime r pozadovanou

vzdalenost, pak dostaneme vztah

g(x) = woxT + by = 7||lwyl, nebo (2.9)
:{C9
= wall (2.10)

Problém je odhadnout parametry wq a by, odpovidajici optimalni nadroviné na zakladé¢

tréninkového souboru dat. Musi spliiovat podminky:

wox! + by = 1kdyzd; = +1,
wox! + by < —1kdyzd; = —1. (2.11)

Body (x;, d;) definované nasledujici vztahem

wox! + by = +1 (2.12)
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jsou nazyvany podplrné vektory a proto je tato metoda nazvana Support Vector
Machine. Tyto vektory jsou umistény na rozhodovaci hranici, oddélujici dvé kategorie,
a jsou proto velmi tézko zaraditelné. Na jejich zdklad¢ jsme schopni konkrétné oddélit
dvé kategorie [9]. Jak je vidét na obr. 8, hodnota rozpéti oddéleni je ziskana

maximalizaci vzdalenosti

2
= — 2.13
P Tl @13
ktera je ekvivalentni k minimalizaci funkce:
2
w
L(w) = wil® 2” : (2.14)
s omezenim:
+1, kdyzwx] +b =1,
f(xi) = v T
—1,kdyzwx; +b < —1. (2.15)

Reseni tohoto problému Ize ziskat napiiklad pomoci kvadratického programovani.

SVM jsou ucinné stroje uceni (Learning Machines), povazované za piibliznou
implementaci techniky SRM (Structural Risk Minimization), ktera ma kofeny ve
Vapnik-Chervonenkis (VC) teorii dimenzi. Rozmér VC stroje uceni urcuje zpusob,
jakym je vnofena struktura aproximace funkci pouzivana v rdmci structural risk
minimization. Pro pouzivani SRM musime vytvofit soubor odd¢€lujicich nadrovin
riznych dimenzi VC takovym zplisobem, ze budou jak trénovaci chyba, tak i rozmér
VC soucasné omezovany. VC dimenze je zde definovéna jako maximalni pocet vzorki,
které lze rozd¢lit na jakoukoli kombinaci dvou souborii pomoci sady funkei. Protoze
pomoci m-rozmérnych nadrovin Ize oddélit nejvyse m+1 vzorki, tak bude VC dimenze
souboru rovna m+1. Tento pfistup je zalozen na Vapnikovu teorému, uvedeném nize [9,
32].

Necht’ R™ je n- rozmérny Euklidovsky prostor a H,soubor linearnich klasifikatord, které
odd€luji R™ za pouziti nadrovin s Sitkou p a necht’ H,, je soubor linearnich
klasifikatord s tloustkou vé&tsi nebo rovnou p. Potom X, = {xy,x5,..,x;} c R"

oznacuje soubor bodi obsazenych v oblasti o poloméru r. Rozmér VC parametru H, ,,

omezeny na X,., spliiuje nerovnost:
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472
VCaim(Hy4) < min yal +1, (2.16)

2
kde [%] predstavuje nejblizsi celé ¢islo funkce.
Necht' D je nejmensi primér obsahujici vSechny trénovaci vektory x4, x5, ...,xy. VC

dimenze hranice pro soubor moznych oddélujicich nadrovin je ddna nerovnosti

DZ
h < min <E,m0> +1, (217)
kde h je dimenze VC, p, = ”;—” je rozpéti oddéleni mezi dvéma tfidami a m,
0

reprezentuje dimenzi vstupniho prostoru.
Tento vysledek nam umoziuje kontrolu rozméru VC h nezavisle na dimenzi vstupniho
prostoru my, je-li rozpéti oddéleni vhodné zvoleno. SVM poskytuje metodu pro

kontrolu slozitosti modelu bez ptihlédnuti k rozmérnosti.
2.4. Nelinearné oddélitelné vzory

V realném svété je velmi malo dat redlné oddélitelnych. Tyto piipady lze bézné
lehko vyftesit. Ale co kdyz se jednd o nelinearn¢ oddélitelna data? V tomto ohledu jsou
Support Vector Machines velmi vyznamné. Dokézi zdkladni linearni rdmec snadno
rozsifit na piipad, kdy soubor dat neni linearné odd¢litelny. Zakladni myslenkou tohoto
rozsiteni je transformovat vstupni prostor do vysSiho dimenzionéalniho prostoru (High-
Dimensional Space) nazvaného feature space, kde jsou jiz data linedrn¢ oddélitelna.
Pokud vybirdme tyto transformace peclivé, vSechny vypocty souvisejici s timto
pfevodem mohou byt provedeny ve vstupnim prostoru. To znamend, Ze 1 kdyz
transformujeme data vstupniho prostoru na linearné separovatelnd, tak se nezvySuje
vypocetni naro¢nost. Funkce souvisejici s témito pfemeénami se nazyva jadrova funkce,

a proces tento proces je nazyvan jako ,,kernel trick®.
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Obr. 9: Nelinearné separovatelna data [32]

Na rozdil od piedchozi situace, neni mozné pro tento trénovaci soubor udaja
vytvofit oddélujici nadrovinu bez chybné klasifikace. A tak bereme v potaz soubor
dalsich nezapornych skalarnich proménnych {¢;,i = 1,2, ..., N} nazyvanych dopliikové
proménné (Slack Variables). Ty méti odchylku bodu od idedlniho stavu oddélitelnosti

vzoru. V tomto piipad¢ je cilem minimalizovat ndkladovou funkci

llw

N
Lw,) = +cZgi, (2.18)
i=1

s omezenim

+1,kdyzwx] +b=>1-¢,

fx) = { —1,kdyzwxT +b < —-1+¢, (2.19)

kde C je tzv. regularizacni parametr, ktery je volen uZzivatelem v jednom ze dvou

zpusobu [9]:

e Experimentalni ur€eni, pfes standardni pouziti trénovaciho/testovaciho souboru
dat.

e Analytické urceni prostfednictvim odhadu dimenze VC a pak pouZitim hranice

na generalizaci vykonu stroje, zaloZeném na VC dimenzi.
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2.5. Typy jadra u SVM

Pro metodu Support Vector Machine existuje mnoho moznych jader, ktera lze

pouzit. Proto je vzdy potfeba doptedu védét jaky problém budeme fesit a vystup, ktery

ocekavame. Z celkového poctu témét 30-ti je v této kapitole uvedeno 5 zdkladnich a

nejpouzivanéjsich typt.

1.

Lineérni jadro
K(x,x;) = xx] .
Polynomické jadro
K(x,x;) = (yxx] +1)4,

kde q oznacuje stupen polynomického jadra. Tento parametr je volen

uzivatelem.

. RBF jadro

KGox) = exp (=5 I = xll?),

202

Parametr a2 je spole¢ny pro viechna jadra a je definovan uZzivatelem.

Zlomek # 1ze také nahradit parametrem y.

Dvou-vrstvy perceptron
K(x,x;) = tanh(Boxx] + By),
kde nékteré hodnoty parametrti Sya B; spliiuji Mercertv teorém.

Sigmoidalni jadro

K(x,x;) = tanh(xx] + 7).

(2.20)

(2.21)

(2.22)

(2.23)

(2.24)

Ptestoze SVM jsou zvlastnim typem linearnich ucicich strojd, zafazujeme je do

oblasti neuronovych siti (NN), protoze jejich architektura se fidi stejnou filozofii, jak je

mozno vidét z nasledujiciho obr. 10.
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Vstupni vrstva

Skrytd vrstva

Obr. 10: Architekrura SVM [9]

2.6. XOR problém

Exkluzivni disjunkce je typ logické operace zahrnujici dvojici parametrii (p, q).
Tvrzeni obsahujici XOR problém lze zapsat naptiklad ve tvaru ,bud ..., anebo ...,
takze mUzeme povazovat situaci, kdy parametr p nebo q je pravdivy, ale ne oba
soucasné. Tim zde vznikd problém nelinearni odd¢€litelnost (Non-Linear Separability) a
proto nemiize byt vyfeSen jednovrstvou siti. Jednotlivé vstupy a vystupu pro tento

problém jsou zapsany v tab. 2.

Vstupni vektor x | PoZadovany vystup d
(-1,-1) -1
(-1,+1) +1
(+1,-1) -1
(+1,+1) +1

Tab. 2: Pravdivostni tabulka logické operace XOR
Jestlize ozna¢ime x = (x4, x3) a x; = (X1, Xi2), pak je vnitini jadro
K(x,x;) = (xx] + 1)2, (2.25)

vyjadiené jako
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K(x,x) =1+ x2x} + 2x1x,x01 X5 + 2X1 X1 + 2X3X;5. (2.26)

Obraz ze vstupniho vektoru x, vytvofeného ve feature space, je dan vztahem

z=g(x) = (1,x%,y/2x1%5, x3,/2x1,/2%,). (2.27)
Podobné tak 1
zi = () = (1, x4,/ 2x11%x12, XPy, [ 2211,/ 21). (2.28)

Onacime-li K matici [K (xl-,xj)], pak K(x;,x;) oznaCuje vnitini jadro. Matici K

muzeme zapsat nasledovné

(2.29)

R O
[N R N
_ O R R
NoJE UG

Pouziti kvadratické optimalizace s ohledem na Lagrangeovy multiplikatory, ziskame

optimalni vektor vah

1
Wy = (0,0, -7 o,o,o) (2.30)

a rovnici optimalni nadroviny

1

wog! (x) = (0,0,—ﬁ,0,0,0) (1,x%,1/2x1%5, x5,/ 21,4/ 2x,)T =0, (2.31)
¢imz dostaneme
x1x, = 0. (2.32)

Na nasledujicim obr. 11 je uvedeno grafické fteSeni tohoto problému pomoci

nelinearniho SVM Kklasifikatoru s Gaussovou jadrovou funkei.
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Obr. 11: Grafické FeSeni XOR problému [12]
2.7. Support vector regression

Kromé¢ pouziti v rozpoznavani vzord, jsou SVM vyuzivany i pro nelinedrni
regresi, pod ndzvem Support Vector Regression (SVR).

Je dan nelinearni regresni problém, popsany regresni rovnici
d=f(x)+v, (2.33)

kde d je zavisla skalarni proménna, x je vektor nezavislé proménnd, f je skalarni
nelinearni funkce definované za podminek E[D|x], kde D je ndhodnd proménna s
realizaci oznacenou jako d, a v pfedstavuje 'Sum'.

Potom na =zakladé souboru trénovacich dat T = {x;d;;i =12,..,N} miZeme
odhadnout zavislost d na x. Oznacime-li parametrem y odhad d, a pomoci g(x) =
{gj(x), j=0,12, ...,ml} soubor nelinearnich bazovych funkci, mizeme povazovat

roz§ifeni y v ramci g(x) vztahem
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y =) w00 = wg" () (234)
j=0

kde stejné jako diive, w ptedstavuje vektor vah a zkresleni b se rovna vaze wy.
Chceme-li vytvorit SVR pro odhad zavislosti d na x, e-necitliva ztratova funkce

(e-Insensitive Loss Function), je dana vztahem

_fld=ylld=yl=e¢,
Le(d'y)‘{ 0 Lld-yl<e (2.35)
I"S(d!yj
—-g 0 +e d~y

Obr. 12: ¢-insensitive loss function [10]

To znamena, ze problém, ktery mé byt vyfresen, se nachazi v minimalizaci empirického

rizika:
1 &
R=2 L(d), (2:36)
i=1
za podminky, ze
Iwll? < ¢, (2.37)

kde c¢q znaci konstantu.

Vzhledem k tomu, ze pouzivame dvé sady nezapornych doplitkkovych proménnych

{¢,i=12,..,N}a {él,i =12, .., N} minimalizujeme nyni u¢elovou funkci

37



lIwll®

N
2 +C Zl(fl + él):

L(w) =

s néasledujicimi omezenimi

di—wgT(x)<e+é,i=1,..,N,
wgl —d;<e+§,i=1,..,N,
§>0i=1,..,N,
§=>0i=1,..N.

(2.38)

(2.39)

Mimo vySe zminénych, existuji také jiné algoritmy pro SVM. Kromé vychoziho

Langrangian Support Vector Machine (LSVM) je to napfiklad Finite Newton

Langrangian SVM (NLSVM) nebo Finite Newton Support Vector Machine (NSVM).

Kromé Vapnikovy e-insensitive ztratové funkce patii mezi dal$i znamé napiiklad

Huberova (obr. 13), kvadraticka (obr. 13) a absolutni chyby (obr. 14).

T L(d,y)

Obr. 13: Kvadraticka a Huberova ztratova funkce [12]

A I"__n:{d!_]‘l)

d-y

Obr. 14: Ztratova funkce absolutni chyby [12]
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3. Navrh modelu prediktoru ozonové vrstvy

Cilem této kapitoly je navrhnout model pro predikci ozonu. V jednotlivych
¢astech se zaméfim na vlastni tvorbu modelu, postup, jakym byla data upravovéana a
potiebné Cinnosti pro jejich Upravu pied vlastnim pouzitim. Nésledovat bude postup
jejich rozdé€leni na trénovaci a testovaci soubor. V posledni ¢asti se zaméfim na
testovani a analyzu vysledk.

SVM patii mezi metody strojového uceni. Pokud jde o stroje, je mozné fici, ze se
uci kdykoliv, kdyz se zméni jejich struktura, program, nebo data takovym zplisobem, Ze
dochazi ke zlepseni jejich budouci vykonnosti. Strojové uceni se obvykle vztahuje ke
zménam v systémech provadéjicich ukoly, které souvisejici s umélou inteligenci [8].

Support Vector Machines se fadi mezi metody uceni s ucitelem. Tento typ uloh je
zaloZen na principu hledéni takové hypotézy, pro kterou je minimalni rozdil mezi
vystupnimi daty a pozadovanym vystupem. Podle jeho velikosti jsou pak upraveny
nastaveni vah, ¢imz je docileno snizeni této chyby. V ptipad¢ druhého typu uceni, bez
ucitele, naopak nemame funkéni hodnoty pro mnozinu trénovacich dat. Ty jsou
nasledné rozdélena do jednotlivych podskupin na zdkladé vzajemné podobnosti. Zde je
tedy systém schopen vytvoftit, na rozdil od metody uceni s ucitelem, vystup pouze na

zéklad¢ pouzitych vstupnich vzort [10].
3.1. Navrh modelu

Na obr. 15 je uveden model, pouzity na predikci ozonu pomoci SVM
neuronovych siti. Na vstup jsou pfivedena data tykajici se méfeni hladiny ozonu a
dal$ich latek, které jeho ubytek, nebo pfirtistek ovliviiuji.

Prvni blok se zabyva predzpracovanim dat. Tato ¢ast ma kliCcovy vyznam pro
dosazeni spravnych vysledkl. Je zde potfeba data upravit z hlediska standardizace,
normalizace a ur¢it mozné korelované veli¢iny. Diky tém pak miizeme rozhodnout,
které proménné v souboru ponechame, a které naopak vylouc¢ime.

Nastaveni vzdjemnych zavislosti tvofi ¢ast, kde dochazi k definovani jednotlivych
vztahti mezi daty. Hlavnim ukolem je zde jejich rozdéleni na nezévislé a zavislé

proménné.
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Pro ziskani velikosti chyby uceni potiebujeme nésledujici 3 prvky. Prvnim z nich
je rozdéleni dat na trénovaci a testovaci mnozinu. Déle je pro spravné nastaveni modelu
potieba urcit hodnoty jednotlivych parametrii nasledované u¢enim neuronové sité¢ a s
tim spojeny vypocet vysledné chyby. Tento proces je opakovan s kazdou zménou
poméru rozdéleni trénovacich a testovacich dat a jednotlivych parametr ovliviiujicich
presnost ucent.

Ptedposlednim prvkem je analyza vysledkd, ve které dochazi k porovnani
naméfenych hodnot a urceni zavislosti mezi jednotlivymi parametry. Spravnym
provedenim této casti ziskame celkovy obraz o kvalit¢ jednotlivych modeld, jejich

nastaveni a velikosti naméfenych chyb. Vystupem systému, a tou nejdilezitéjsi ¢asti, je

predikované hodnota hladiny ozonu zavisla na diive zvolenych parametrech.

Obr. 15: Navrh modelu
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3.2. Charakteristika vstupnich dat

V ramci mé diplomové prace jsem mél k dispozici data naméfend v méstské casti
Dukla v Pardubicich. Data obsahuji 679 hodnot pro kazdy z 16 parametri ovliviiujicich
hodnotu ozonu a dal$ich 7 parametri obsahujicich ptfimo jeho namétfené hodnoty. Jejich

nazvy, spolecné s popisem, jsou uvedeny v tab. 3.

Parametr Nazev Popis Parametr Nazev Popis
Py SO, oxid sificity Py tlak tlak
P, PM,q prac}llovev castice P slunepm slunedni svit
mens$i nez 10 pm svit
prachové Castice
Ps PM; s mensi nez 2.5 um Pis teplota teplota
. , smer ‘.
Py NOy oxidy dusiku Pis vatru smér vétru
Ps NO oxid dusnaty Py; 05-1 ozon v Case t-1 dni
Pg NO, oxid dusicity Pig 03-2 ozon v ¢ase t-2 dni
P CO oxid uhelnaty P 05-3 ozon v Case t-3 dni
Py den den v tydnu Py 03-4 ozon v ¢ase t-4 dni
Py meésic meésic v roce Py 05-5 ozon v ¢ase t-5 dni
pracovni  pracovni den v y .
Pyo den tydnu Py 03-6  ozon v ¢ase t-6 dni
Py ry;:;i(l)lst rychlost vétru Py O3 hladina ozonu
Py vlhkost vlhkost

Tab. 3: Prehled parametri

Tato data jsou s vyuzitim programu Microsoft Excel popsana v nasledujici tab.
4. Ta obsahuje jednotlivé parametry ze vstupniho souboru dat a k nim vypoctené

zékladni charakteristiky odrazejici jejich vlastnosti.
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Stredni

Median Modus

Smeér.

Spicéatost

Sikmost

Rozdil

hodnota odchylka max-min
SO, 8.025 6.5 4.2 5.642 31.830 9.821 2.448 49.5
PM,, 32.333 26.6 16.2 21.550  464.391 16.293 2.892 225.5
PM, s 20.565 16.8 14.8 14.307  204.699 15.008 2.844 139.3
NO, 31.135 24.5 15.1 22.274 496.12 9.056 2.658 161.8
NO 6.889 3.7 2.6 8.943 79.975 13.461 3.355 65.9
NO, 20.087 18.3 19.9 9.457 89.431 3.663 1.454 65
co 571.685 555.1 658.2 248.089 61548.1 1.149 0.903 1497.8
den 4 4 2 2.001 4.006 -1.250 0 6
mésic 6.779 7 8 3.257 10.609 -1.141 -0.043 11
pracovni den 0.714 1 1 0.452 0.204 -1.099 -0.951 1
rychlost vétru 2.731 2.3 2 1.708 2.916 2.406 1.383 11
vihkost 76.511 78 82 11.557 133.557 -0.327 -0.388 64
tlak 990.452 990.4 982.7 8.334 69.457 0.197 -0.172 50.2
sluneéni svit 4.718 4.4 0 4.095 16.767 -1.353 0.295 12.6
teplota 10.023 108 11.3 7.667 58.777 -0.730 -0.300 35.2
smér vétru 17.860 18 26.3 7.885 62.180 -1.228 -0.074 34
O; 50.4 48.8 56.8 23.7 561.8 -0.6 0.2 121.8

Tab. 4: Popisna statistika dat

Jak je vidét podle tab. 4, tak se jedna o proménné s velmi rozmanitymi hodnotami. Ty

se lisi Casto 1 v fadu stovek. Na zaklad¢ toho je pro demonstraci této rozdilnosti uveden

nasledujici graf 2, kde jsou srovnany namétené hodnoty SO,, PM;y a NOx. Jsou na ném

vidét jednak znacné velikosti jednotlivych méfeni, ale patrna je 1 zavislost mezi témito

veli¢inami.
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Graf 2: Zobrazeni vztahu mezi SO,, PM;, a NOx

Jist¢ neméné zajimavym je graf 3, ve kterém je provedeno srovnani mnoZstvi

sluneéniho svitu s mnozstvim naméfeného ozonu. V grafu 3 je dobie vidét vzajemny
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vliv obou veli¢in. Jelikoz jsou jednotky obou parametrti velmi rozdilné, jsou zobrazeny

normalizované hodnoty.

o |
o« Ltiiehih
o JEAT

Norm. hodnota

——slunecni svit ——o03

Graf 3: Vziajemna zavislost slunecniho svitu a hladiny ozonu

Pti zkoumdni pribc¢hu jednotlivych parametri mé téZ zaujaly nameétené velikosti
teploty. Je mozné z nich pomérné¢ dobie odlisit jednotlivda ro¢ni obdobi. Pro lepsi
nazornost je vyvoj prolozen spojnici trendu, konstruovanou jako klouzavy primér s

poctem 20 méteni.
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Graf 4: Vyvoj teploty

Pro vySe uvedeny graf 4 bylo, jako pro jednu z mdla proménnych, mozné vytvofit
histogram hodnot (graf 5). Na jeho zéklad¢ lze snadno vyc€ist nejen minimalni a
maximalni hodnoty v pribéhu méfeni, ale 1 to, jaké teploty jsou v dané oblasti

nejcastejsi. V tomto piipade byla nejvice krat nameétena teplota 15°C.
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Graf 5: Histogram naméfenych teplot
3.3. Predzpracovani dat

Pted samotnym zacatkem prace s daty bylo zapotiebi udélat nékolik zakladnich
uprav. Jako prvni z nich jsem provedl standardizaci, protoZe jednotlivé veliCiny byly
vyjadieny v riznych jednotkdch. Jednalo se tedy o Upravu ve smyslu odstranéni
dominujicich znakii mezi nimi. Soubor dat je mozn¢ chéapat jako matici dat M = (m;;)
typu nxp, kde symbol n vyjadiuje pocet fadkli a symbol p pocet sloupcti matice.

Vypocet standardizace se skladal z nasledujicich 2 kroku:

e Vypocet stfedni hodnoty a smérodatné odchylky pro kazdy parametr.

e Prepocet ptivodnich hodnot na standardizované.

Pro vypocet stfedni hodnoty a smérodatné odchylky byly pouzity vztahy 3.1 a 3.2.

n
1
m: = — iy 3.1
m, an‘f (3.1
i=

1 n 1/2
i=1

Standardizovana hodnota je ur¢ena pomoci vztahu 3.3.
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(3.3)

Jelikoz program Statistika umoznuje Sirokou paletu moznosti prace s daty, je
jednou z nich pravé moznost standardizace dat. Na nasledujicim obr. 16 je zobrazeno

okno pouzivané pro tuto standardizaci. Na obr. 17 jsou dal$i moznosti prace s daty.

5
. =? - - .
Standardizace hodnot |2 W% Vyrazy pro davkovou transformaci...

v #=7 Prepocitat vyrazy tabulky...
- Pofadi hodnot...

lo :
,,“i Fripady: | Yéechny F'ngﬁd ovat...
o Vihe Yyphuto Mahradit chybéjici data...

Hodnoty Zvolenych proménnych budou pDSUﬂDUt proménné...
standardizovany {z proménnych). Nezvoleng piipady .
budou vyjmuty z= vEech vipodtl. Standardizovat...

Datové operace..

0K | Stomo |

Preskupovani...

Obr. 16: Standardizace hodnot Obr. 17: Dalsi moZnosti prace s daty

Dalsim krokem v upravé dat je normalizace. Tyka rozdé€leni vicerozmérnych
souborti dat a odstranéni vlivu jednotlivych proménnych a jednotek méfeni, coz
umozniuje porovnani zdkladnich charakteristik. Tim je docileno moznosti srovnavani,
protoZze je pouzito spolecné meéftitko. Existuje mnoho noznych zpisobu normalizace.
Mezi nejznaméjsi metody patii Max-Min, linearni, Soft-Max a Z-score transformace. V
tomto piipad¢ byla pouzita posledni zminénd a tim dochazi k transformaci dat do
novych hodnot se stfedni hodnotou 0 a smérodatnou odchylkou 1.

Pro vlastni vypocet je potieba si nejdiive spocitat normu vektoru. Ta v linedrni
algebfe méti jeho délku, kterda se rovnd Euklidové vzdalenosti od koncového bodu
tohoto vektoru po zacatek vektorového prostoru. Tato vzdalenost je pocitana jako druha
odmocnina ze souctu ctvercli vSech prvkl vektoru. Napiiklad pro vektor y =

[x1, X5, ..., X, ] bude tento soucet vyjadien vztahem

lyll = \/xlz + x2 + - + x2. (3.4)

Pii vlastni normalizaci délime kazdé ¢islo hodnotou |y|| a tim dostaneme
vyslednou hodnotu j. Pro kontrolu je mozné si ovéfit vypocet podle nasledujiciho

vztahu
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\/3712+3722+---+37n =4/1. (3.5)

Posledni provedenou upravou bylo zjisténi, zda jsou mezi sebou nékteré
parametry zavislé. Tim je dosazeno pomoci Pearsonova korelacniho koeficientu, obcas
také nazyvaného jako momentovy korelaéni koeficient. Jednd se o parametricky
statisticky test, ktery predpoklddd normalni rozdéleni pravdépodobnosti nahodnych
veli¢in. Tento koeficient nabyva hodnot od —1 (negativni zévislost) do +1 (pozitivni
zavislost), pfi¢emz jednic¢ka oznacuje dokonalou linearni zavislost. V piipadé dokonalé
nezavislosti proménnych je hodnota r rovna nule. Kdyz mluvime o kladné korelaci, je
tim minéno, Zze hodnoty obou proménnych soucasné stoupaji. V opacném piipadé jedna
stoupa a druha klesd, coz je stejné 1 pro zépornou korelaci. Pearsontiv korelacni
koeficient je bezrozmérna veli¢ina, ktera je nezavisla na jednotkach ptivodnich dat.

K vypoctu Pearsonova korela¢niho koeficientii byl pouzit vztah 3.6.

X =0 —y) nY Xy — NX XY
Ty = (n—1)s,s - ' (3.6)
W nZa - @ (nZye - Ew?
kde: - xj, y; vyjadiuji i-té proménné x, y.

- X, y reprezentuji stiedni hodnoty veli¢in x, y.
- Sx, Sy pfedstavuji smérodatné odchylky proménnych x, y.

- n vyjadiuje pocet hodnot.

Na nasledujicim grafu 6 je znazornéna korelace mezi prachovymi casticemi

mensimi nez 2.5 um a prachovymi ¢asticemi mensimi nez 10 pm.
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Zobrazeni korelace mezi PM, . a PM,,
9 0.60 . .
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Graf 6: Korelace mezi PM, s a PM,,

Pomoci vySe uvedené metody jsem spocital hodnoty korelace pro vSechny
kombinace vstupnich proménnych a prehled téch nejvyznamnéjsSich z nich je uveden v

nasledujici tab. 5.

0.94( 0.566 0.036| -0.232| -0.226( -0.208| -0.172| -0.161| -0.166
0.399| 0.917 0.101| -0.329| -0.321 -0.3| -0.294| -0.312 -0.4
0.552| 0.835 0.076| -0.283| -0.236( -0.213| -0.207 | -0.209 | -0.268

-0.042( -0.058| -0.761| -0.012| -0.022| -0.034| -0.015| 0.039| 0.048

-0.179| -0.308 0.016 0.762 1

-0.167 | -0.284 0.046 0.637| 0.759 1

-0.133| -0.272 0.021 0.586| 0.624 0.76 1

-0.119| -0.283 0.005 0.55| 0.591| 0.631| 0.761 1

-0.121| -0.361 -0.035 0.543| 0.546| 0.583| 0.618| 0.756 1

-0.097| -0.473| -0.043 0.578| 0.549( 0.548 0.57 0.63| 0.747

Tab. 5: Nejvyznamnéjsi korelace mezi proménnymi

Na zakladé vySe uvedenych hodnot jsem se rozhodl pro vynechani proménnych,
které jsou ve vzajemné korelaci a jejichz koeficient r je vétsi nez 0.7.
Kdyz se zamétime na NO, NO, a NOx tak je na prvni pohled vidét, Ze se jednd o velmi
korelované veliCiny. Jejich zéavislost je zobrazena na nasledujicim grafu 7. Hodnoty
nejsou normalizovany, protoze takto je 1épe vidét vzdjemna zavislost. Na zakladé€ tohoto

grafu a vypoctenych hodnot jsem se rozhodl pro:

e Ponechani hodnoty NOy z korelované dvojice NO a NOx.
e Ponechani hodnoty NOx z korelované dvojice NO, a NOx.
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Timto krokem doslo k nahrazeni 3 proménnych jednou a tim padem i sniZeni sloZitosti

navrhovaného modelu.
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Graf 7: Vzajemné porovnani parametra NO, NO, a NOyx

Dal$imi veli¢inami s velikou korelaci (0.94) jsou PM;, a PM,s Jak je vidét na
nasledujicim grafu 8, hodnota 0.94 znaci velikou zavislost, protoze se kiivky témer
prekryvaji. Graf 8 je sestaven na zaklad¢ standardizovanych a normalizovanych hodnot.

Z parametri PM; a PM; 5 jsou pro tvorbu modelu ponechany pouze hodnoty proménné
PM,.

Norm. hodnota PM

—PM10 ——PM2,5

Graf 8: Zobrazeni vzajemné korelace mezi parametry PM, s a PM,,

Posledni zavislosti, kterou je mozné v tab. 5 vidét, je korelace hodnot O3 az O3-6. Ta je
v rozmezi od 0.747 do 0.762. Pro nazorné srovnani jsem zvolil parametry O3 a O3-6,
jejichZz pribéh je vidét na grafu 9. Opét v disledku vysoké korelace dochazi k

prevaznému piekryvani kiivek obou proménnych. Na zaklad¢ vypoctu jednotlivych
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zéavislosti mezi parametry Oz, Os-1, O3-2, 03-3, O3-4, O3-5 a O3-6 jsou pro tvorbu a

testovani modelu ponechény pouze hodnoty parametru Os.

1.00

0.50

0.00

-0.50 -

-1.00

Norm. hodnota ozonu

Graf 9: Porovnani pribéhu méfeni hodnot Oz a O;-6
3.4. Rozdéleni dat na testovaci a trénovaci

V oblasti umélé inteligence Casto hleddme zéavislosti mezi daty. Cilem je sestavit
takovy model, ktery je obvykle tvofen funkci s mnoZzstvim parametrl, nastavenych
podle trénovani na pozorovanych datech. Potom jsme na zdkladé vstupnich hodnot
schopni vypocitat ty vystupni. Dilezitou vlastnosti modelu je ptesnost. Ta je zjistovana
tak, ze nejprve dojde k rozdélenim dat na trénovaci a testovaci (v nékterych ptipadech
jesté validacni). Na zdkladé trénovacich dat dochdzi k uceni modelu a pouziti
testovacich dat slouzi k provéieni ziskanych znalosti a k vyhodnoceni jeho piesnosti. S
postupnym ucenim dochdzi k jejimu zlepSovéani. Na druhou stranu je ale potieba
sledovat chyby modelu, protoze v urcité fazi mize dojit k preuceni a pak by piesnost
zacCala opét klesat. V tom pfipad¢€ je potieba se vratit do bodu, kdy byla tato hodnota
nejvétsi a v tu chvili trénovani ukoncit. Pfetrénovani lze také v urcitych ptipadech
zabranit sniZenim poctu parametru.

Pro nasledujici rozklad mnoZiny objekti 4 a B na tréninkovou a testovaci
mnozinu bude zavedeno oznaceni 44y @ Ares; pro objekt A, a Bjuin @ Bress pro objekt B,

kde
A:Atrain U Atest a B:Btrain V) Btest . (37)

Vseobecnd formulace klasifikacniho problému [13] lze vyjadfit pomoci pojmu

zobrazeni, ktery znaci funkci definovanou nad dvéma mnozinami 4 a B. Diky tomu, 1ze
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neuronové sit€¢ pouzit jako klasifikdtory nebo prediktory. Necht je F(x) funkce
definovand nad mnozinou, ktera piifadi kazdému elementu x € A funkéni hodnotu z
mnoziny B, X = F(x) € B. Tato zavislost je definovana nasledujicim vztahem 3.8 a

graficky vyobrazena na obr. 18 uvedeném nize.

F:A>B (3.8)

F

Obr. 18: Grafické zobrazeni klasifika¢niho problému [13]

Necht G(x,w) je funkce, jejiz argumenty jsou z kone¢né podmnoziny
Arain = {x1, %2, ...} €A a w je parametr pouZity pro zobrazeni G, pak
X = G(x,W) € Bypqin € B. Tuto skute¢nost popisuje nize uvedeny vztah 3.9 spolu s

grafickym vyjadienim na obr. 19.

G(W):Atrain = Btrain (3'9)

A G{w)

Obr. 19: Zobrazeni funkce G(w) [13]

Zobrazeni G(w) mizeme nazvat restrikci zobrazeni F(x) nad mnozinou A,;,C A.
Doplitkem mnoziny A4;.,, vzhledem k mnozin€ A4 je A, kterd odpovida podilu A\4,,4ip.
Ptedpokladejme, Ze pro kazdé x; € Aspqin pozname pozadovanou funkéni hodnotu X;.
Napftiklad pro hodnotu x; dokdzeme urcit hodnotu X;. Pozadované funk¢ni hodnoty X;

jsou interpretovany jako obrazy funkce F.
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X =F(x) proi=1,2,..,r (3.10)

Cilem je tedy nalézt parametr w funkce G(x,w) tak, aby funk¢ni hodnoty

argumentu z tréninkové mnoziny A, byly co nejblize pozadovanym hodnotdm.
3.5. Pouziti metody SVM

Jadrové funkce

Program Statistica podporuje pii pouziti modelti Support Vector Machines celou
fadu jader. Patfi mezi né linearni, polynomidlni, sigmoidalni jadra a jadro radidlni
bazové funkce (RBF). Tyto typy byly jiz vysvétleny v pfedchazejici kapitole. Mimo jiné
jesté existuje mnoho dalSich typt jako napiiklad exponencialni, Laplaceovo,
multikvadratické, Bayesovské, atd.

Regrese

Uceni modelu SVM na trénovacich datech je proces, ktery zahrnuje, stejn¢ jako
klasifikace, postupnou optimalizaci ztratové funkce. V zavislosti na definici této funkce

existuji dva typy SVM modeli:

Ztratova funkce typu 1
1 N N
dw,6,8) =5ww+C ) &+C) &, (3.11)
i=1 i=1

za podminek 7e §;,§;, > 0,i=1,...,N.

Ztratova funkce typu 2:

N
qb(w,f,é) =%WTw—C<V€+%ZI(fi +éi)>, (3.12)

za podminek ze §;,§; > 0,i=1,...,N,e > 0,

kde parametr w predstavuje vahy
&,& doplitkové proménné popisujici ztratovou funkci

€ oznacuje parametr necitlivosti

51



3.6. Volba parametri

Pti testovani modelu mame na vybér z riznych moznosti nastaveni. V prvni fadé
je zapotiebi nastavit nezavislé a zavislé proménné. V tomto piipadé je jedinou zéavislou
proménnou hodnota ozonu nazvana Os;. DalSim moznym nastavenim, které software
umoznuje, je rozdéleni dat na trénovaci a testovaci s vybérem jedné ze 3 moznosti

pouziti:

1) Nahodny vybér. Zde je mozno nastavit procentudlni podil trénovacich dat a
pocet seed.
2) Vzorova proménna.

3) Prvnich N hodnot.

Podle pouzitého typu regrese se opét méni moznost zadani parametrii. Pii pouzitém typu
1 regresni funkce (vztah 3.11) je déale potfeba zadat parametry C a €. V pfipadé, Ze se
rozhodneme pro typ 2 (vztah 3.12), zaddvame parametr C a v. Nasledujici nastaveni
jsou jiz zavisld na typu jadra, které je zvoleno. Je mozné vybrat si z nasledujicich 4

typt:

Linearni jadro

V ptipad€ pouziti linearniho jadra neni mozno nastavit zadné dalsi parametry.

Polynomické jadro

Pti zvoleni této moZnosti mizeme pro vypocet modelu volit jest¢ hodnoty stupné

polynomického jadra (q), parametr gama (y) a hodnotu koeficientu (r).

RBF jadro
Kdyz se rozhodneme pro moznost vyuziti RBF jadra, tak je potieba nastavit hodnotu

parametru gama (7).

Sigmoidalni jadro

Posledni variantou je pouziti sigmoidéalniho jadra. Zde se vypliiuji hodnoty parametru

gama (y) a koeficientu (7).
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Program Statistika dale nabizi vyuZiti moznost kiiZové validace. Po zaSkrtnuti
»Apply v-fold cross-validation® jsme vyzvéni k zadani hodnoty V a poctu seedl. Déle
zde miizeme omezit hodnotu parametru C a €. Pro kazdy z nich je mozno nastavit
minimum, maximum a velikost pfiristku.

Posledni dulezitou volbu, kterou program nabizi pted zapocetim vlastnich vypocta
je nastaveni maximalniho poctu iteraci a velikosti chyby. Tato kombinace umoziuje
vytvotit dostatecné nauceny model, jehoz doba uceni je omezena bud maximalnim
poctem iteraci, nebo presnosti. Jeho uceni je opakovany proces pii kterém je cilem
minimalizace funkce chyby. Cim vé&t§i provedeme pocet iteraci, tim vice je model
naucen. Volba parametru ,,Maximalni pocet iteraci* urcuje horni hranici poctu iteraci,
kterymi je prochazeno. Pokud je ale dosazeno ptredem nastavené hodnoty chyby, tak
povazujeme model za dostatecné nauceny, a proces je ukoncen, i kdyz tohoto poctu

nebylo dosaZeno.
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4. Analyza vysledku

Pro vytvofeni modelu bylo zvoleno softwarové prostiedi programu Statistika od
spolecnosti Statsoft. Testovani parametrii probihalo formou zmény jeho jednotlivych
parametri. Mezi zakladni rozdily modell patii typ pouzité jadrové funkce. Pro ucely
této diplomové prace byly vybrany 3 typy. Prvnim z nich je linearni jadrova funkce,
druhou polynomicka a posledni funkci je RBF. Kazda se 1iSi poctem jednotlivych
parametrd. U linearni funkce byly pouzity pouze 2 parametry, na rozdil od
polynomické, kde jich bylo 5. Celkové dochazelo ke zméné hodnot parametri C a e,
stupné polynomického jadra (q), parametru gama (y) a hodnoty koeficientu (7). Testy
byly provadény pro rizna rozdéleni dat na trénovaci a testovaci mnozinu. V ramci uceni
modelu byly pouzity poméry dat testovacich vici trénovacim 50:50, 60:40, 70:30,
80:20, 90:10.

Cilem této kapitoly je analyzovat navrzené modely a podle velikosti jejich chyby
z nich vybrat ten nejvhodnéjsi. Pro jejich porovnavani slouzi hodnoty MSE a RMSE.
Chybu MSE (Mean Squared Error), je mozné povazovat za kritérium pro vybér
vhodného odhadu. Rovnd se totiz souctu rozptylu a druhé mocniny vychyleného
odhadu. Nikdy neni mozné docilit nulové hodnoty Mean Square Error, protoze potom
by se jednalo o idedlni model s dokonalou pfesnosti. Druhd moznost porovnani modela
je podle RMSE (Root Mean Squared Error). Tato chyba je vypocitdna jako druha
odmocnina MSE a udavé miru pfesnosti modelu. Pro hodnoceni v této diplomové praci

byla vybrana u v§ech modeli hodnota RMSE.
4.1. Pouzité softwarové prostredi

Pro testovani jsem pouzil program od spolecnosti StatSoft, kterd byla zaloZena v
roce 1984 a je jednim z nejvétSich producentl softwaru pouzitelného pro analyzu dat,
data mining a ftizeni kvality. Jeji produkty jsou pouzivany po celém svété na vétSing
hlavnich univerzit, podnikd, vladnich agentur a jsou podporovany vzdélavaci a
poradenské sluzby prosttednictvim celosvétové sit€é pobocek. Ty jsou umistény ve 24
zemich na vSech kontinentech. Spole¢nost je mimo jiné softwarovy partner spole¢nosti

Intel a jejtho Intel® Software Partner Programu, v ramci kterého byla vyvinuta
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technologie, kterou vyuziva architektura Intel

CPU a dodava tim vyssi vykon pfi paralelnim
o L zpracovani dat.

Program  Statistica byl  zafazen

analytickymi  odborniky v nezavislych

prizkumech mezi ty s nejvyssi spokojenosti a

~ nejsnaz§im ovladanim. STATISTICA Data

1 StatSOft. Miner a STATISTICA Text Miner obdrzeli v

roce 2010 nejvyssi primérné hodnoceni, véetné

nejvyssiho ratingu jako primarni prediktivni analyticky néstroj a také ziskaly ocenéni
nejvyssi spokojenosti uzivateli ze vSech konkurencnich softwarovych produkti.
Naésledujici obr. 20 ukazuje porovnani vydané v unoru roku 2011 spolecnosti Rexer

Analytics v ramci 4. ro¢niku Rexer Analytics Data Miner Survey.
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sas | Exr—mr—rre—cilll
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—— * Extremely Dissatisfied

Obr. 20: Porovnani programu na zakladé priazkumu. [28]
4.2. Nacteni dat

Nacteni dat do programu lze provést nékolika zpuisoby:

e Importem souboru podporovaného formatu ulozeného v pocitaci, poptipadé na
externim médiu,
e Pripojeni k databazi — Oracle, MS SQL Server, atd.,

e Zkopirovanim a vlozenim dat do nové tabulky,
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e Otevienim souboru MS Excel ptfimo, bez importu,

e Nacitanim dat piimo z méficiho pfistroje.
4.3. Volba parametru

V priibéhu testovani byly ménény hodnoty v nasledujicich mezich:

e parametr C € (1,15),AC = 1.

e parametr € € (0.1,1),As = 0.1.

e stupen polynomického jadra q € (1,5),Aq = 1.
e parametry € (0.1, 3),Ae = 0.001.

e hodnota koeficientu r € (0,5),Ar = 1.

Pro kazdy model bylo nastaveno 600 iteraci algoritmu se zastavenim uceni pii dosazeni

trénovaci chyby 0.001.
4.4. Model s linearni jadrovou funkei

Pro tento typ jadra je charakteristické, ze nastavujeme pouze 2 parametry. Témi
jsou C a &. V nasledujici tab. 6 jsou zobrazeny vysledky jednotlivych chyb pro rizné
poméry trénovaci a testovaci mnoziny. Nejlepsi vysledky vykazoval model pro stejny
pomér dat v obou mnozinéch, tedy 50:50, hodnotou parametr C rovnou 1 a parametru &
= 0.1. VSimnéme si, ze ackoli byl ménén pomér dat, tak dochdzelo ke zméné¢ hodnoty
pouze v fadu setin. Vysledky testovani modeli pro linearni jadrovou funkci zobrazuje

tab. 6.

1 0.1 0.122863 50:50
4 0.2 0.126025 60:40
4 0.2 0.125038 70:30
11 0.3 0.125633 80:20
10 0.4 0.125291 90:10

Tab. 6: Zobrazeni vyslednych hodnot RMSE pro model s linearni jadrovou funkei

Na nasledujicim grafu 10 je zobrazen vyvoj predikce ozonu pii pouziti linearni jadrové

funkce. Pro demonstraci byl pouzit pomér trénovacich a testovacich dat 90:10 s
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ostatnimi nastavenimi modelu zobrazenymi v pifedchozi tab. 6. I kdyZ se v tomto
piipadé jedna o chybu modelu o hodnoté pouze 0.12591, tak jsou na grafu vidét obCasné

velmi velké rozdily mezi naméfenymi a predikovanymi daty.

Predikce ozonu pfi poméru dat 90:10

0.50

0.30

0.10

-0.10

-0.30

Norm. hodnota ozonu

-0.50

—— Skuteéna hodnota —— Predikovana hodnota

Graf 10: Porovnani skute¢né hodnoty a hodnoty predikované modelem s lineirni jadrovou

funkei

Pfi testovani modell zménou parametri dochazelo ke znacnym kolisanim velikosti
chyby v zavislosti na jednotlivych parametrech. U parametru C platilo v pievdzné
vétsing pripadl pravidlo, Ze ¢im byla jeho hodnota mensi, tim klesala i chyba modelu. I
kdyz je pravdou, ze i zde se nasly vyjimky. Vyvoj chyby v zavislosti na zménéach
parametrd je zobrazen v nésledujici tab. 7, pro kterou byly vybrany hodnoty pro pomér

trénovacich dat vaci testovacim 90:10.

5 0.1 0.131911 90:10
0.2 0.130733 90:10
2 0.2 0.129638 90:10
12 0.2 0.128337 90:10
0.3 0.128326 90:10
3 0.3 0.127875 90:10
0.3 0.125712 90:10
10 0.4 0.125291 90:10

Tab. 7: Vyvoj chyby pro rizné parametry modelu s linearni jadrovou funkei
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Pro nézornou ukazku vyvoje chyby tohoto modelu slouzi nasledujici graf 11. Ten
ukazuje vyvoj RMSE chyby v pribéhu zmény parametru C pii konstantnim parametru
€. Jak je z pribéhu ktivky vidét, tak mezi t€émito veli¢inami neni Zadna zfejma zavislost.
Jedinou pozorovanou vlastnosti je snizujici se hodnota chyby pii postupném sniZovani
hodnoty C pod urove ¢isla 6. Tato méteni probihala pti konstantni velikosti parametru

¢=0.1.

Vyvoj chyby pri zméné parametru C
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Graf 11: Vyvoj chyby pii zméné parametru C u modelu s linearni jadrovou funkei
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Graf 12: Vyvoj chyby pii zméné parametru € u modelu s linearni jadrovou funkei
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Ptedchozi graf 12 zobrazuje testovani, které bylo provedeno pro zménu hodnoty & pfi
konstantni velikosti C. Nejvyssi hodnotu RMSE byla vykazovana pro e=1. S postupnym
snizovanim o Ag=0.05 dochazelo také k jejimu snizovani, které skoncilo na hodnoté

0.122863.
4.5. Model polynomickou jadrovou funkeci

Tento model je ze vSech zminénych nejnaro¢néjsi na testovani, protoze je zde potieba
nastavovat vSech 5 parametrii. Na druhou stranu vykazuje oproti modelu s linearni
jadrovou funkci mensi velikost chyby. Jak je vidét v nasledujici tab. 8, nejmensi
hodnota RMSE je pro pomér trénovacich a testovacich dat 80:20. Zajimavosti je zde
hodnota parametru C, kterd je vii€i tém ostatnim neobvykle vysokd. Naopak stereotypni
se zde jevi velikost parametru ¢, ktery pii hodnoté 2 zajiStoval nejlepsi vlastnosti
modelu. Pfi testovani velikosti koeficientu r v rozmezi hodnot 0 az 5, byla RMSE

chyba ve vSech ptipadech nejmensi pro hodnotu rovnou 0.

1 0.1 2 0.835 0 0.111159 50:50
1 0.1 2 0.71 0 0.113593 60:40
1 0.1 3 0.502 0 0.110675 70:30
11 0.1 2 0.283 0 0.108130 80:20
2 0.2 2 0.8 0 0.112030 90:10

Tab. 8: Zobrazeni vyslednych hodnot RMSE pro model s polynomickou jadrovou funkci

Pro zobrazeni vyvoje chyby tohoto modelu jsem vybral pomér trénovacich a testovacich
dat 80:20. Ostatni parametry jsou zapsany v predchozi tab. 8. Jak je vidét na
nasledujicim grafu 13, jediny vétsi rozdil mezi skuteCnymi a predikovanymi hodnotami
je mezi hodnotami 67 a 92 na ose X, jinak dochéazi témét ke shod€ mezi vykreslenymi

kifivkami.

59



Norm. hodnota ozonu

Predikce ozonu pfri poméru dat 80:20
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Graf 13: Porovnani skute¢né a predikované hodnoty modelu s polynomickou jadrovou

Jelikoz tato jadrova funkce obsahuje mnoho parametrli, tak je jeji chyba velmi
ovlivilovana at’ nepatrnou zménou kazdého z nich. Jak je vidét v nasledujici tab. 9, pro
nalezeni dalSich niz§ich a nejnizs$i hodnoty chyby modelu bylo potfeba ménit soucasné i
nékolik parametrii soucasné, protoZe s témeét stejnou hodnotou je q. V jeho ptipadé méla
pfevazna ¢ast modelll nejnizsi chybu pro hodnotu 2. Pro demonstraci vyvoje uceni

modelu je zde pouzit pomér trénovacich a testovacich dat 60:40 s nejnizsi hodnotou

chyby RMSE 0.113593.

funkei

10 1 2 1 0 0.230015 60:40
10 0.3 2 1 0 0.126061 60:40
1 0.1 2 0.7 2 0.124264 60:40
4 0.2 2 1 0 0.122284 60:40
1 0.1 3 0.7 0 0.121552 60:40
4 0.3 2 1 0 0.121127 60:40
2 0.3 2 1 0 0.119009 60:40
4 0.2 2 1.1 0 0.117438 60:40
1 0.1 2 0.5 0 0.116868 60:40
1 0.1 2 0.8 0 0.116836 60:40
1 0.1 2 0.71 0 0.113593 60:40

Tab. 9: Vyvoj chyby pro rizné parametry modelu s polynomickou jadrovou funkci
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Prvnim parametrem, ktery je v tomto modelu ménén, je proménna C. Jak je vidét z
nasledujiciho grafu 14, vyvoj chyby z pocatku téméf nereagoval na zménu hodnoty, coz
se zménilo od C=6.5, kde bylo zaznamenano minimum kfivky. Ta pak zacala prudce

stoupat. Testovani konéi pii C=10 s RMSE chybou 0.130345.

Vyvoj chyby pFi zméné parametru C

0.1314
0.1309

0.1304 A N
0.1299 AW

w

é0.1294 I V \ /
0.1289 -\ V
0.1284 \— s \/AVA
0.1279 —

1152253 354455556657 758859 9510
Parametr C

Graf 14: Vyvoj RMSE chyby pii zméné parametru C u modelu s polynomickou jadrovou

funkei
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Graf 15: Vyvoj RMSE chyby pfi zméné parametru ¢ u modelu s polynomickou jadrovou

funkeci
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Neméné diilezitou hodnotou pro vlastnosti navrhovaného modelu je parametr €. Jeho
hodnota, tim nizsi je 1 vyslednad chyba modelu. To potvrdil i tento graf, kde Ize vidét, ze
postupnym snizovanim od hodnoty 1 po krocich A&=0.05 dochazi k téméf linedrnimu
snizovani RMSE. Okolo hodnoty RMSE=0.35 dochdzi ke zlomu a pak uZz ktivka klesa
Priibéh parametru r, pouzivaného jako hodnoty koeficientu je zobrazen na nasledujicim
grafu 16. Jeho rozpéti je malé, pouze v hodnotach 1 az 5. Nejlepsi vlastnosti model

vykazoval pii r=2. Poté jiz dochéazelo k velkému ristu chyby.

Vyvoj chyby pFi zméné parametru r
0.145

0.14 /

0.135

0.13 /
0.125 \ /

012 T T T T 1

RMSE

Parametr r

Graf 16: Vyvoj RMSE chyby pFi zméné parametru r u modelu s polynomickou jadrovou

funkeci

Poslednim parametrem, ktery umoziioval model s polynomickou jadrovou funkci
nastavit je hodnota y. Jak je vidét na grafu 17, mezi hodnotami chyby modelu a velikosti
tohoto parametru neni Zadna ziejma zévislost. Jediné co k tomuto grafu l1ze poznamenat
je, ze kdyz bychom prolozili kiivku spojnici trendu, tak by znacila rostouci hodnotu
chyby modelu se zvySujicim se parametrem y. Pfi pohledu je zfejmé, Ze u tohoto
parametru bylo velmi tézké urcit globalni minimum vzhledem k jeho velikostem,

zménam Ay=0.01, testovaném intervalu a velkému poctu lokalnich minim.
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Vyvoj chyby pri zméné parametru y
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Graf 17: Vyvoj RMSE chyby pri zméné parametru y modelu s polynomickou jadrovou

funkei
4.6. Model s RBF jadrovou funkci

U posledniho testovaného modelu je pouzita funkce RBF. KdyZz se podivame do
nasledujici tab. 10, je mozné fici, Ze v porovnani s pfedchozim typem funkce vykazuje
lepsi vysledky. Ty se misty 1iSi i o 2 setiny. Tento model vyzaduje zadani 3 parametrti, a
byl testovan na zakladé jejich zmén. Nejlepsi vysledky vykazuje pro nastaveni
trénovacich a testovacich dat 70:30 s chybou 0.099767. Jak je mozné si v§imnout pii

pohledu na tuto tabulku, tak pro jednotlivé poméry dat byla RMSE chyba nejmensi

témét za shodnych parametrii C a €. Jedinou proménnou, kterda mad velmi rozdilné

hodnoty je 7.

Tab. 10: Zobrazeni vyslednych hodnot RMSE pro model s RBF jadrovou funkci

1 0.1 1.05 = 0.104808 50:50
1 0.1 2.714 = 0.105981 60:40
1 0.1 297 0.099767 70:30
5 0.1 1.005 = 0.101154 80:20
1 0.1 0.876 = 0.103800 90:10
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Na nasledujicim grafu 18 je jiz vidét, ze pii poméru dat 50:50 a chybé 0.010985 dochazi
u kiivky znacici predikovana data k témét kopirovani pribéhu kiivky pro skutecné

nameétené hodnoty ozonu.

Predikce ozonu pfi poméru dat 50:50

0.50

0.30

0.10

-0.10

-0.30

Norm. hodnota ozonu

-0.50

—— Skuteéna hodnota —— Predikovana hodnota

Graf 18: Porovnani skute¢né a predikované hodnoty modelu s RBF jadrovou funkei

V zavérecné tabulce k podkapitole RBF jadrové funkce je zde uveden vyvoj chyby pfi
testovani jednotlivych nastaveni parametri modelu (tab. 11). Pro docileni postupného
snizovani chyby bylo potfeba mnoha testl, pfi kterych dochédzelo ke znaénym zménam

v hodnotéch jednotlivych proménnych.

2 0.5 0.5  0.140650 50:50
3 0.3 1 0.116156 50:50
5 0.2 1 0.112670 50:50
0.1 10 1 0.112235 50:50
6 0.2 1.5  0.110507 50:50
7 0.1 1 0.110187 50:50
1 0.1 0.7  0.107889 50:50
3 0.1 0.6 = 0.107739 50:50
1 0.1 093 0.104855 50:50
1 0.1 1.05  0.104808 50:50

Tab. 11: Vyvoj chyby pro rizné parametry modelu s RBF jadrovou funkei
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Jak je vidét v tab. 11, mezi parametry neexistuje zadny linearni vztah, pomoci kterého
by se dalo ur€it, Ze zménou dané hodnoty bude docileno snizeni chyby. Naopak, ¢asto
se stavalo, Ze pfi zméné prvniho parametru dosSlo k jejimu vyraznému zvySeni a az
upravou dalSich hodnot opét klesla pod urovei té, doposud nalezené chyby.

Jelikoz program Statistika umoziluje tvorbu nepteberného mnozstvi grafi jak
nactenych, tak vypoctenych hodnot, je do této podkapitoly vlozen nésledujici graf 19.
Vyjadiuje vztah mezi naméfenymi (osa X), predikovanymi (osa Y) a ctverci rezidui

(osa Z) hodnot ozonu.

Osa X: O3 (naméfeng)
Osa Y: O; (predikované)
Osa Z: O, (rezidua®)

L enpEeh fO

Graf 19: Zavislost naméfenych a predikovanych hodnot O; a rezidui’ u modelu s RBF

jadrovou funkei

Prvnim parametrem, u né¢hoZ dochazelo u modelu s RBF funkci ke zménam je hodnota
proménné C. Jak Ize vidét z nasledujiciho grafu 20, tak se pfi postupném zvySovani
hodnot parametru C snizuje RMSE chyba. V bodé kdy C dosédhne hodnoty 10 se
nachazi globalni minimum. Pfi nésledujicich testech pro vyssi C jiz zacala chyba

modelu opét stoupat.
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Vyvoj chyby pFi zméné parametru C
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Graf 20: Vyvoj chyby pii zméné parametru C u modelu s RBF jadrovou funkci

Kfiivka vyvoje reakce modelu na zménu parametru € je zobrazena na nasledujicim grafu
21. Lze fici, Ze s postupnym zvySovanim tohoto parametru dochéazi v ptipad€ modelu s

RBF jadrem ke zvySovani jeho chyby.

Vyvoj chyby pri zméné parametru €
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Graf 21: Vyvoj chyby pfi zméné parametru € u modelu s RBF jadrovou funkei

Pro hodnotu proménné vy je charakteristické, ze mezi jeho hodnotou a vyvojem chyby
modelu neni lehké nalézt zavislost. Pro jeho zméné nelze jednoznacné fici, Ze pfi

konkrétni hodnoté bylo nalezeno globdlni minimum chybu modelu, protoze ta dokaze
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po nékolik méteni postupné stoupat/klesat, nebo se také méni pti kazdém meéteni. Na
nasledujicim grafu 22 je zobrazeno testovani pro interval y=<0.05; 0.43>s Ay =0.02. Pti
proloZeni kiivky bychom vidéli, Ze vyvoj chyby modelu ma ptiblizné tvar pismene U. V

této nazorné ukéazce bylo nalezeno minimum pti hodnoté 0.11.

Vyvoj chyby pri zméné parametruy
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o118 |\
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0.11 T T T T T T T T T T T T T T T T T T T 1

RMSE

Graf 22: Vyvoj chyby pri zméné parametru y u modelu s RBF jadrovou funkci
4.7. Zavérecné srovnani

Cilem této kapitoly bylo nalézt nejlepsi model pro predikci hodnot ozonu. Celkem k
tomu byly vyuzity 3 druhy jadrovych funkci (linearni, polynomické a RBF). Kazda z
nich piedstavovala rozdilni pfistup a pocet zadavanych parametrti. Jejich srovnani je

zobrazeno v nasledujici tab. 12.

Linearni 4 0.2 - - - 0.125038 70:30
Linearni 1 0.1 - - - 0.122863 50:50
Polynomické 1 0.1 3 0502 0 0.110675 70:30
Polynomické 11 0.1 2 0283 0  0.108130 80:20
RBF 1 0.1 - 0876 - 0.103800 90:10
RBF 5 0.1 - 1.005 - 0.101154 80:20

Tab. 12: Porovnani namérenych RMSE chyb pro modely s jednotlivymi jadrovymi

funkcemi
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Nejlepsi vlastnosti a tim 1 nejmensi RMSE chybu mél model s pouzitim Radial Basis
Function. Je mozné si v§imnout odli$nosti jednotlivych modelil i v tom, pro jaky pomér
trénovacich a testovacich dat vykazovaly nejlepsi vysledky. Zajimavosti na konec
kapitoly, a spiSe jen k zamysleni, bych zde uvedl pravdépodobné chybu v popisu
hodnoty pii zobrazeni popisné statistiky. Na niZze uvedeném obr. 21 ma oznacena
hodnota 0.016350 popisek jako ,,Sum of squared error®. Ale kdyz se podivame na obr.

22, tak z né¢ho lze vy¢ist identickou hodnotu ozna¢enou jako ,,Mean error squared*.

B Ps9° - Regression summary (Support Vector Mac... | — | = (st
=4 PS9* — '
E{_j _P:l!achine Learning | gﬁ%ﬂsﬂﬁ:;':éj
B 5VM Results Dia Mumber of =1
[E] Regression s Hegression summary o 1
| Observed mean -0.006943 "
Predictions mean 0.006290
Observed S0 0.010964
Predictions SD. 0007370
Sum of squared error | 0.016350
Error mean -0.0132337
Eror S.D. 0,102551
Abs. error mean 0.006928°
S.D. ratio D.631888°
Corslation | o7e0s22f
i f 1 W o
in 1
« [Lm b Regression summary (Support Yector Machine),

Obr. 21: Popisna statistika modelu

Dataget upravena_ data ozon:
Dependent: o3
Independents: 502, PM10, MNox, CO, den, mésic, pracovnl den, rychloat
Sample size = 338 (Train), 33% (Test), €77 (Owerall)

Support Vector machine results:
5VM type: Begression type 1 (capacity=1,000, epsilon=0,100)
Fernel type: Polynomial (degree=Z2Z, gamma=0,07&, coefficient=0,000)
Humber of support wectors = 223 (215 bounded)

Mean error sguared = 0,015({Train), |0.016(Teat)} 0O0.01l&(0wverall)
5.D. ratio = 0,57&({Train), 0,632 (Test), 0,604 (0verall)
Correlation coefficient = 0,832 (Train), 0.781(Test), 0.809%(0verall)

Obr. 22: Vysledky modelu zobrazené ve Statistice
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Zavér

Cilem této diplomové prace bylo vytvofeni modelu slouZiciho pro predikci
ozonu. Pro zasvéceni do problematiky jsem v uvodnich kapitoldch popsal jednotlivé
vlastnosti a druhy ozonu vcetné latek, které ohrozuji ozonovou vrstvu. V ramci
teoretické ¢asti jsem poté objasnil metodu Support Vector Machines, ktera je poté v
praktické c¢asti pouzita pro tvorbu modelu pro predikci. Protoze se jedna o velmi
rozsahlou oblast, byla zaméfena pozornost hlavné na vysvétleni zakladnich pojmi a
principti véetné nejpouzivanéjSich typl jader, spolecné s oziejménim problému XOR.
Jelikoz 1ze SVM pouzit kromé rozpoznavani vzort i pro nelinearni regresi (SVR), je
veénovana ¢ast prace 1 této oblasti.

Pro uceni a nasledné testovani modelu jsem pouzil data naméfena v meéstské
¢asti Dukla v Pardubicich. Pro kazdou proménnou se jednd o 679 hodnot, rozdélenych v
pomeérech 50:50 az 90:10 na trénovaci a testovaci mnozinu. Pro zji§téni RMSE chyby
byly postupné ménény parametry linearni, polynomické a RBF jadrové funkce, z nichz
kazda predstavuje rozdilni pfistup a pocet zadavanych parametrii. Pfi porovnani téchto
modelu s polynomickym jadrem, protoze zde, pro dosazeni nejlepSiho vysledku,
dochézi k soucasné zméné 5-ti parametr. Na zéklad€ porovnani jednotlivych modell v
kapitole analyzy vysledkl jsem zjistil, ze nejmensi chybu vykazuje model s RBF
jadrovou funkci s hodnotou RMSE 0.101154.

Z vysledkti vyhodnoceni chyb jednotlivych navrzenych modeli s riznymi
jadrovymi funkcemi lze fici, Ze pouzitda metoda Support Vector Machines je vhodna pro

predikci ozonové vrstvy.
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