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ANOTACE

Tato prace se zabyva vyuziti data-miningovych metod pro zpracovani dat z oblasti socidlni
politiky. Jsou vybrany ty obce zregionu Kralovéhradeckého a Pardubického, které maji
povéteny obecni tfad. Vybrana data téchto obci jsou pomoci navrzenych model analyzovana

a jsou zde definovany silné a slabé stranky jednotlivych modelt.

KLICOVA SLOVA

Socialni politika, data mining, asociacni pravidla, shlukovéa analyza, rozhodovaci stromy,

vicerozmérna linearni regrese.

TITLE

Use data-mining methods for processing data from the social policy.

ANNOTATION

This work deals with the use of data-mining methods for processing data from the social
policy. They selected the communities from the region of Hradec Kralove and Pardubice,
which have a responsible local authority. Selected data from these communities are analyzed
using the proposed model and are defined here as the strengths and weaknesses of individual

models.

KEYWORDS
Social policy, data mining, association rules, clustering, decision trees, multivariate linear

regression.
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Uvod

Socialni politika je téma, které se bezpochyby dotykéd kazdého obcana. V soucasné dob¢ jsme
svédky uspornych opatieni za G&elem sniZeni deficitu statniho rozpoétu. Usporna opatieni
vlady se dotykaji socialni politiky ve vSech jejich oblastech, po¢inaje reformou zdravotnictvi,
reformou skolstvi, dichodovou reformou. Pokud se podivame na vydaje dichodi ze statniho
rozpoctu, zjistime, ze kazdym rokem dochazi k jejich velikému nartstu. V roce 2007 Cinily
282,6 miliardy korun, v roce 2008 doséhly 304,9 miliardy, v roce 2009 narostly o dalSich
zhruba 26 miliard na 330,5 miliardy. V roce 2010 stat na dachodech vydal zhruba 337,5

miliardy korun.

Priizkum spole¢nosti CVVM' z listopadu minulého roku ukézal, jak jsou ob&ané spokojeni
s vydaji na socialni politiku. Celych 48 % obyvatel Ceské republiky povazuje vydaje, které
stat vynaklada na zabezpeceni socidlni politiky, za nizké. Za odpovidajici povazuje vydaje na

socialni politiku 35 % obcéantl. Vysoké jsou podle desetiny dotazanych.

Pro modelovani dat z oblasti socialni politiky za pomoci data-miningovych metod z regionu
Kralovéhradeckého a Pardubického byla vybrana data za vSechny obce s povéfenym obecnim
ufadem v téchto dvou regionech. Celkem se jedna o 61 takovychto obci. Prace je rozdélena

celkem do ctyt kapitol.

Prvni kapitola se snazi o definici socialni politiky, definuje, co jsou objekty a subjekty
socialni politiky a jaké jsou jednotlivé funkce socialni politiky. Je zde i definice hlavnich typt
a znaki socialni politiky. Déle je zde popsan pojem data-mining, metodologie CRISP-DM? a
jsou rozebrany jednotlivé typy dat tak, jak na n€ data-mining nahlizi. Posledni ¢ast kapitoly
strun¢ charakterizuje systém Clementine, pomoci kterého bylo provedeno jednotlivé

modelovani dat.

Druhé kapitola pojednava o jednotlivych vybranych modelovacich technikach, které jsou
pouzity pro modelovani dat z oblasti socialni politiky, jednd se o konkrétn¢ asociacni

pravidla, rozhodovaci stromy, shlukovou analyzu a vicerozmérnou linearni regresi.

! CVVM — centrum pro vyzkum vefejného minéni
2 CRISP-DM - Cross Industry Standard Process for Data Mining (meziprofesni standardni postup pro data
mining)



Dalsi kapitola, tfeti, se zabyva vybérem vstupnich dat, vstupni data (atributy) jsou
vyjmenovana a piesnéji charakterizovana. Analyza dat pomoci datového slovniku definuje
jednotlivé typy dat, jejich rozsah a upravené nazvy jednotlivych atributi. Je provedeno
prvotni nacCteni dat do systému Clementine a provedena zdkladni statistickd analyza.
Poslednim tématem této kapitoly je posouzeni kvality dat, kde jsou data zkontrolovéna,

neobsahuji li extrémni hodnoty.

Ctvrta kapitola, stéZejni, se zabyva navrhem modelt. V této kapitole jsou popsany postupy
tvorby jednotlivych modelt, jejich rizné nastaveni a jsou provedeny jejich analyzy na zékladé
vyslednych modelt. Pokud to dany model dovoluje, jsou zde zobrazeny u daného modelu i
jeho konkrétni grafické vystupy. Jsou zde popsany silné a slabé stranky jednotlivych modelt a

vzdy je zobrazen vysledny navrh (stream) ptislusného modelu.

Pro vypracovani ¢tvrté kapitoly a tim je i hlavni cil této prace, byl navrzen obecny model
systému pro modelovani dat z oblasti socialni politiky, ktery je zobrazen na obrazku 1. Model
je slozen ze tii ¢asti, které obsahuji vstup, zpracovani a vystup. Model zahrnuje zpétnou vazbu
(Gprava modelil) a vngj$i vlivy (neptfesnosti a chyby), mezi zpétnou vazbou a vnéj§imi vlivy je
vzajemnd interakce. Pokud bude zjisténa neptesnost ¢i chyba, pomoci upravy modelt dojde

k jejich odstranéni.

e enenirssnnnnnisnsnnnsssnnnnned >|
nepFesnosti a chyby Uprava modelii j€=
vstup l |_
zpracovani dat l vystup
Definice Vybér , .
problému =»| Upravadat f=3 modelovacich [==»{ Modelovani POpIS‘, — Zh?dnocz-zm
. modeld vysledka
i technik
Vybér dat

Obrazek 1 - navrh obecného modelu. Zdroj [vlastni].



1. Definice hlavnich oblasti

Prvni kapitola se zabyva definici socialni politiky, oblasti zdjmu, objekty a subjekty socialni
politiky, funkcemi a typy socidlni politiky. Déle je definovan pojem data mining, jeho
jednotlivé faze podle metodiky CRISP-DM.

1.1 Socialni politika

Socialni politika je velice Siroké téma, které zahrnuje mnoho oblasti. Nasledujici text se

zabyva definici socidlni politiky.

Hledame-li odpovéd’ na otazku, co je SP? je vhodné také vyjit od obecného vymezeni
politiky viibec. Politiku 1ze obecné chapat jako specifickou spole¢enskou ¢innost (projevujici
se zejména souborem riiznych opatieni), konkrétni jednani rGznych subjekti na riznych
smyslu. Toto obecné vymezeni politiky je mozné aplikovat i na socialni politiku s tim, ze

ovliviiuje nikoli spolecenskou, ale socialni (v uz§im a nejuz§im slova smyslu) realitu [1].

Skutecnost, ze socidlni realita je sloZitd, Ze je rlzné chapana a je obtizné ji souhrnné
postihnout, je pii¢inou toho, ze neexistuje ani jednozna¢na definice socialni politiky, ale
naopak ur¢ita libovile v jejim chapani, a to jak v teorii, tak i v praxi. SP zpravidla zahrnuje
politiku socidlniho zabezpe€eni vcetné€ osobnich socidlnich sluZeb, rodinnou politiku, politiku

zaméstnanosti a vzdélavaci politiku [1].

Socialni politika je snaha po zménach spolecenského ziizeni prostfedky spolecenskymi tak,
aby clenské zajmy lidi ve spolecnosti byly uspokojovany zptisobem trvale prospéSnym celku.
Socialni politika neni obor nebo oddil politiky, nybrz zplisob, smér nebo hledisko, které by
mélo pronikat veSkeru politiku, at’” hospodaiskou, kulturni, v politice hospodaiské pak
vSechny jeji obory zemédélsky, primyslovy, obchodni i dopravni (kdyz uz se tak obycejné

déli), upravu vyroby i rozdé€leni statki, organizaci hospodafstvi soukromého i vetejného [2].

Socialni politika jako véda je disciplinou, kterd zkouma politické procesy tvorby politik, jez
se dotykaji socidlnich podminek Zivota obCanil. Pfedmétem socidlni politiky jsou socidlni

problémy a kritické situace v zivoté jednotlivce (napf. chudoba, matetstvi, rodiCovstvi,

¥ SP — socialni politika



nemoc, stafi, invalidita, nezaméstnanost). Nasledujici témata mohou spadat do zajmu oblasti

socialni politiky [3]:

politika boje s chudobou a socidlnim vyloucent,
politika socidlniho zabezpecent,

politika zaméstnanosti,

>

>

>

» vzdé¢lavaci politika,
» Dbytova politika,

» zdravotni politika,
>

rodinna politika.

Pod pojmem objekty socidlni politiky rozumime vSechny obyvatele dané zemé, at’ jiz jako
jednotlivce, ¢i urcité socidlni skupiny. Socidlni skupinu Ize vymezit jako skupinu osob, mezi

nimiz existuje uréita interakce, a tyto osoby i okoli si tuto skute¢nost uvédomuji [1].

Subjekty jsou ti, kdo maji zdjem, schopnosti, vili, predpoklady, mozZnosti a prostiedky
k ur¢ité socialni Cinnosti ¢i chovani a kdo takové Cinnosti a chovani miZze iniciovat a

napliovat. K subjektim socialni politiky patii [1]:

stat a jeho organy,

zaméstnavatelé a firmy,

zaméstnavatelské, zaméstnaneckée a odborové organy,
regiony, mistni komunity, obce, jejich organy a instituce,
obcanské organizace a iniciativy,

cirkve,

YV V.V V V V V

obcang, rodiny, domacnosti.

Socialni politika plni fadu funkci, které mohou byt rizné ¢lenény. Funkce spolu vzijemné
souviseji, piisobi komplexné na jedince €i socidlni skupiny a maji 1 jisty globalni vliv na
spolecnost jako celek. Nejcastéji se v socialni politice hovoii o funkci ochranné, rozdélovaci a

prerozdelovaci, homogenizacni, stimulacni a preventivni. Funkcemi socialni politiky jsou [1]:

Ochranna funkce - je historicky nejstarsi funkeci, tvofi tradiéni a stabilni prvek SP. Resi
situace, kdy jedinec ¢i socialni skupina (rodina) je znevyhodnéna ve vztahu k ostatnim, at’

ekonomicky ¢i socidln€. Jde o zmirnéni nebo odstranéni disledkt urc¢itych socidlnich udélosti



(napf. nezaméstnanost, Skodlivé pracovni prostiedi, staii, piijmova situace vicedétnych rodin,
nemoc, osifeni...).

Rozdélovaci a prerozdélovaci funkce - je nejslozitéjsi a nejvyznamnéjsi funkce, zamétuje se
nejen na rozdélovani diachodi, ale 1 zivotnich Sanci. Urcuje podil jednotlivel (socidl. skupin)
na spolecenském bohatstvi a misto ¢loveéka ve spolecnosti.

Homogenizacni funkce - je relativné novou funkci SP. Je spojena s predchozi funkei nebot
ma zmiriovat socialni rozdily v Zzivotnich podminkach jedinc a social. skupin (cestou
poskytovani stejnych zivotnich Sanci) a odstraiiovat (zmirfiovat) neodivodnéné rozdily mezi
lidmi.

Stimulaé¢ni funkce - cilem této funkce je podporovat, podnécovat, vyvolavat zadouci socialni
jednani jednotlive a socidl. skupin jak v oblasti ekonomické, tak i mimo ni.

Preventivni funkce - je spojena se snahou zabranit zcela nebo alesponl v co nejvetsi mite

nezadoucim socialnim situacim (chudoba, nezaméstnanost, zdravotni poSkozeni...) a

omezovat ¢i vyluCovat faktory, které brani integraci ¢lovéka do spolecnosti.

Budouci podobu socialni politiky budou ovliviiovat tyto trendy: dynamicnost poznani,
globalista, subjektivita, demografické pomeéry, nutnost propojovani ekonomickych a

socidlnich tvah a cilli, dosazeny stav transformace spolecnosti.

Socialni politika v soucasnosti zdlrazituje predev§im ochranné aspekty. Pro budoucnost je
potieba podpofit Siroké vnimani socialni politiky, tj. kromé socidlni ochrany zduraznit 1 jeji
aktivni prvky a fakt, Ze je 1 procesem kultivace Cloveéka a pfispiva k urcitému moralnimu

profilu spolecnosti [1].

Stat jako bezprostfedni vykonavatel se v socidlni oblasti stile ptiliS angazuje, ale jeho
moznosti nést tithu rozsahlého zabezpeceni jsou omezené. VEtSi roli v tomto sméru musi
V socidlni politice sehrat nestatni subjekty. Role statu musi byt posilena, pokud jde o

koncep¢ni, normotvorné a kontrolni aktivity v socialni politice [1].

Na solidaritu v socialni politice je nutné nahlizet z riznych moznych thli pohledu. Podpofit
je nutno solidaritu uskuteciovanou na bazi nestatnich subjekt. Celospolecenska solidarita
nema nutné kladné znaménko, mize mit pozitivni 1 negativni disledky. Pro budoucnost se

jako zadouci jevi polozit vétsi diiraz na tzv. aktivizujici a integracni solidaritu (podpora



vzdélani a pracovnich mist) a peclivé zvazovat miru a dasledky tzv. solidarity peCovatelské

[1].

Typy (modely) socialni politiky, které jsou rozligovany v zemich OECD* [4]:

Redistributivni s dominantni roli statu. Do svého ptisobeni zahrnuje celou populaci bez
ohledu na to, zda je socidln¢ potfebnd. Vyzaduje znacny rozsah redistribuce a vyrazné
omezuje, nékdy az rusi aktivity nestatnich subjekti).

Vykonovy ¢i korporativni vychazi z toho, Ze socidlni potieby maji byt primarné
uspokojovany na zaklad¢ pracovniho vykonu a zasluh. Je zalozen na $irsi kooperaci ob¢anti a
zpravidla také na aplikaci socidlniho pojisténi. Mira redistribuce je zde ve srovnani s prvnim
typem nizs§i a stat garantuje pouze zakladni spolecensky uznand minima potieb a vytvari
prostor pro plsobeni nestatnich subjektt.

Rezidualni se spoléhd témét vyhradné na trh a jeho instituce a na rodinu. Role statu jako

subjektu socidlni politiky je znacné potla¢ena, mira redistribuce je zde ze vSech typi nejnizsi.

V Ceské Republice je aplikovan ,,mix“ ze viech vySe uvedenych typd socialni politiky.

Jednotlivé typy a znaky socialni politiky jsou uvedeny v tabulce 1.

Tabulka 1 - typy a znaky socialni politiky. Zdroj [1].

TYPY SOCIALNIHO STATU | Reziduslni Vykonovy I“sst;tc‘i‘;;zgfl“‘
CHARAKTERISTIKA liberalni konzervativni _
demokraticky
Odpovédnost statu za e o 1
SV minimalni optimalni uplna
uspokojovani potieb
Rozd¢leni podle potieb marginalni sekundarni primarni
Rogsah povinné poskytovanych omezeny extenzivni uplny
sluzeb
Populace quryta povinne mensina vétSina vSichni
poskytovanymi sluzbami
Vyse ptispévki nizka stiedni vysoka
Cast narodniho diichodu uréena s w1 .
. , nizka sttedni vysoka
pro sluzby statu
Zkoumani potiebnosti primarni sekundarni marginalni
Charakter klientd chudaci ob&ané Clenové
spole¢nosti
Status klientli nizky stiedni vysoky

* Organizace pro hospodatskou spolupraci a rozvoj (zkracen OECD z angl. Organisation for Economic Co-

operation and Development)




1.2 Data mining

Data mining lze charakterizovat jako ,,proces extrakce relevantnich, pfedem neznamych nebo
nedefinovanych informaci z velmi rozséhlych databazi“ [5]. Dillezitou vlastnosti DM® je, Ze
se jednd o analyzy odvozené z obsahu dat, nikoliv pfedem specifikované uzivatelem nebo
implementatorem. Jedna se pfedevsim o odvozovani prediktivnich informaci, nikoliv pouze
deskriptivnich. To znamena, Ze proces DM lze definovat jako netrivialni ziskdvani

implicitnich, dfive neznamych a potencialné uziteénych informaci z dat [5].

Metodika CRISP-DM vznikla v ramci Evropského vyzkumného projektu. Cilem projektu
bylo navrhnout univerzalni postup (tzv. standardni model procesu dobyvani znalosti z
databazi), ktery bude pouzitelny v nejriiznéjSich komercnich. Vytvoreni takovéto metodiky
umozni fesit rozsdhlé Ulohy dobyvéani znalosti rychleji, efektivnéji, spolehlivéji a s niz$imi
naklady. Kromé¢ ndvrhu standardniho postupu ma CRISP-DM nabizet ,privodce*

potencialnimi problémy a fesenimi, které se mohou vyskytnout v realnych aplikacich [6].

Metodika vyuziva Sesti krok, které jsou zobrazeny na obrazku 2:

Business
Understanding

—— Data
( Understanding
)

Data
Preparation

AI
|4

Modeling

Deployment

s

Data

Evaluation

Obrazek 2 - metodika CRISP-DM. Zdroj [6].

® DM — data mining



Porozuméni problematice (business understanding) je uvodni faze zamétena na pochopeni
cili projektu a pozadavkii na feSeni formulovanych z manazerského hlediska. Tato

manazerska formulace musi byt pfevedena do zadani tlohy pro dobyvani znalosti z databazi

[6].

Porozuméni datiim (data understanding) zacind prvotnim sbérem dat. Nésleduji ¢innosti,
které umozni ziskat zadkladni piedstavu o datech, ktera jsou k dispozici (posouzeni kvality dat,
prvni ,,vhled* do dat, vytipovani zajimavych podmnozin zdznamu v databazi...). Obvykle se
zjistuji razné deskriptivni charakteristiky dat (Cetnosti hodnot riiznych atributd, primérné

hodnoty, minima, maxima apod.), s vyvhodou se vyuzivaji i rizné vizualiza¢ni techniky [6].

Piiprava dat (data preparation) zahrnuje ¢innosti, které vedou k vytvoreni datového souboru,
ktery bude zpracovavan jednotlivymi analytickymi metodami. Tato data by tedy m¢éla
obsahovat tdaje relevantni k dané tloze, a mit podobu, kterda je vyzadovéna vlastnimi

analytickymi algoritmy [7].

Modelovani (modeling) pouzivé analytické metody S algoritmy pro dobyvani znalosti.
Obvykle existuje fada riznych metod pro feSeni dané ulohy, je tedy tieba vybrat ty
nejvhodnéjsi (doporucuje se pouzit vice riznych metod a jejich vysledky kombinovat) a
Vhodné€ nastavit jejich parametry. Jde tedy opét o iterativni Cinnost (opakovana aplikace
algoritml s riznymi parametry), navic, pouziti analytickych algoritmii muaze vést k potiebé

modifikovat data a tedy k navratu k datovym transformacim z ptedchazejici faze [7].

Vyhodnoceni vysledka (evaluation) se zabyva problémem, zda byly splnény cile

formulované na poc¢atku projektu [6].

Vyuziti vysledki (deployment). Vytvofenim vhodného modelu cely projekt obecné nekongi.
Dokonce i v piipadé, ze feSenou ulohou byl ,,pouze” popis dat, ziskané znalosti je tieba
upravit do podoby pouzitelné pro podporu rozhodovani. Podle typu ulohy tedy vyuziti
(nasazeni) vysledki mize na jedné strané znamenat prosté sepsani zaveérecné zpravy, na
stran¢ druhé pak zavedeni (hardwarové, softwarové, organizacni) systému pro automatickou

klasifikaci novych ptipadu [7].

Data mining pro praci s daty vyuZzivd ndstroje jako jsou napfiklad asocia¢ni pravidla,
shlukovou analyzu, rozhodovaci stromy, statistickou analyzu, neuronové sit¢ a mnohé dalsi

metody pro dobyvani znalosti z dat.



Data klasifikujeme do dvou zakladnich skupin a to data kvantitativni a data kvalitativni.

Obrazek 3 zobrazuje klasifikaci dat.

DATA
KVALITATIVNI KVANTITATIVMI
NOMINALNI ORDIMALNI INTERVALOVA SPOJITA

Obrazek 3 - Klasifikace dat. Zdroj [vlastni].

V kvalitativnich datech se odliSuji proménné pomoci popisnych pojmi. Napiiklad pohlavi se
vieobecné klasifikuje jako ,M*“ jako muz a ,,Z jako Zena. Kvalitativni data lze pouZit pro

segmentaci a klasifikaci [5].

Kvantitativni data jsou charakteristickd c¢iselnymi proménnymi. Kvantitativni data se

pouzivaji k vytvareni prediktivnich modeld. RozliSujeme ¢étyfi typy kvantitativnich dat [5]:

Nominalni data jsou Ciselna data, ktera reprezentuji kategorie neboli atributy. Dulezitou

vlastnosti nominalnich dat je to, ze nemaji relativni vyznam.
Ordinalni data jsou ¢iselna data, ktera predstavuji kategorie a maji relativni vyznam.
Intervalova data jsou Ciselné data, kterd maji relativni vyznam a nemaji nulovy bod.

Spojita data jsou nejCastéjSim typem dat pouzivanych pii vytvafeni prediktivnich modeld. Se
spojitymi daty lze provadét vSechny zdkladni aritmetické operace vcetné scitani, odecitani,

nasobeni a déleni.



1.3 O programu Clementine

Systém Clementine vyvinula britska firma Integral Solutions Ltd. v poloviné 90. let.
K 1. lednu 1999 tuto firmu (a s ni i systém Clementine) pfevzal piedni vyrobce statistického
software, firma SPSS. Clementine patii mezi pfedni komer¢ni systémy pro dobyvani znalosti.
Systém dusledné vychazi z metodologie CRISP-DM. Systém nabizi fadu metod pro
klasifikaéni (predik¢ni) 1 deskriptivni ulohy, mimo jiné standardni algoritmy C5.0
(rozhodovaci stromy), apriori (asociacni pravidla), vivevrstvy perceptron (neuronové sité),

metodu K-stfedt, nebo linearni regresi [13].

Clementine ma velice propracovany zpusob ovladani, tzv. vizualni programovani (vizual
programming). Z nastroju v jednotlivych paletach (tyto palety odpovidaji jednotlivym kroktum
procesu dobyvani znalosti; pfedzpracovani, modelovani, vizualizace a interpretace) se na

pracovni ploSe posklada sekvence feSeni ulohy (tzv. stream) [13].

Na Clementine se spoléha mnoho komer¢nich organizaci, vladnich a akademickych instituci
na celém svété a to predevsim proto, aby odkryli informace skryté v datech. To jim poméha

nejen zlepsit vysledky ale také dosahnout stanovenych cilt [8].
Clementine pomaha [8]:

» Bankovnim a finan¢nim institucim realizovat efektivnéji marketingové kampané,
spolehlivéji hodnotit iivérové riziko a odhalit podvodné aktivity,

» Pojistovnam zlepsit marketingové usili a zefektivnit proces vyfizovani pojistnych,
udalosti diky identifikaci podvodnych pojistnych udalosti,

» Telekomunika¢nim spole¢nostem vytvaret tésnéjsi vztah se zakazniky pro budovani a
posileni loajality a snizovani odchodu zékaznikt ke konkurenci,

» Obchodnikiim zlepSovat planovani zasob a zefektivnit usili vynalozené na marketing a
budovani loajality zakaznikd,

» Dodavatelim energii a vefejnych sluzeb nabizet svym zakaznikiim sluzby Sité na
miru. Analyzy hraji rovnéz velkou roli pfi preventivnich UdrZzbéach, ¢imz je zajiSténa
vétsi spolehlivost s niz§imi naklady,

» Zdravotnickym zafizenim proaktivné fidit své zdroje a zdokonalovat 1é¢ebné postupy
tak, aby poskytovali pacientim lepsi péci,

» Vysokym Skoldm a univerzitdm fidit cely zivotni cyklus studenti, od nabirani

spravného slozeni studentl po nabizeni spravnych studijnich a asistencnich programii.
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2. Vybrané modelovaci techniky

Druhé kapitola se zabyva popisem jednotlivych vybranych technik pro analyzu dat. Pro
analyzu dat byla zvolena asociacni pravidla, vicerozmérna linearni regresni analyza, shlukova

analyza a rozhodovaci stromy.

2.1 Asociacni pravidla

IF-THEN konstrukce nalezneme ve vSech programovacich jazycich, pouzivaji se i v bézné
mluvé (nebude-li prset, nezmoknem). Neni tedy divu, ze pravidla s touto syntaxi patfi
spole¢né s rozhodovacimi stromy k nejcastéji pouzivanym prostiedkiim pro reprezentaci

znalosti, at’ uz ziskanych od expertt, nebo vytvorenych automatizované z dat [6].

Termin asocia¢ni pravidla Siroce zpopularizoval pocatkem 90. let Agrawal® v souvislosti s
analyzou ndkupniho kos$iku. Pfi této analyze se zjiStuje, jaké druhy zbozi si soucasné kupuji
zékaznici v supermarketech (napf. pivo a parek). Jde tedy o hledani vzijemnych vazeb
(asociaci) mezi rGznymi polozkami sortimentu prodejny. Pfitom neni upfednostiiovan zadny

specialni druh zbozi jako zavér pravidla [6].

U pravidel vytvofenych z dat nas obvykle zajima, kolik ptikladt spliuje piedpoklad (Ant) a
kolik zavér (Suc) pravidla, kolik piikladd spliuje pfedpoklad i zavér soucasné, kolik piiklada

spliiuje pfedpoklad a nespliuje zavér. Tedy, zajima nas, jak pro pravidlo [9]:
Ant => Suc,

kde Ant (pfedpoklad, leva strana pravidla, antecedent) i Suc (zavér, prava strana pravidla,
sukcedent) jsou kombinace kategorii vypada piisluSna kontingen¢ni tabulka. ZjednoduSena
kontingen¢ni tabulka o rozmérech 3x3 se nazyva ctyipolni tabulka (v tomto piipadé je

doplnéna jesté o tadkové i sloupcové sumy). Ctyipolni tabulka je zobrazena v tabulce 2.

® Agrawal a kol, 1993
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Tabulka 2 - étyipolni kontingenéni tabulka. Zdroj [vlastni].

Zaver —zaver >
predpoklad a b r=a+hb
—piedpoklad c d s=c+d
> k=a+c I=b+d n=a+b+c+d

Z tabulky 2 se pocitaji zakladni charakteristiky asocia¢nich pravidel, které jsou podpora a
spolehlivost. Podpora udava, jak casto 1ze dané pravidlo pouzit a vypocita se pomoci rovnice
1[10]:

Rovnice 1 - podpora. Zdroj [10].

a

P(Ant ASuc)=————,
a+b+c+d

kde a znamend pocet zaznamu spliujicich predpoklad i zavér soucasné a b znamend pocet
zaznamu splijicich pfedpoklad a nespliujicich zavér. Spolehlivost udava, jak moc se na

dané pravidlo mizeme spolehnout a vypocita se pomoci rovnice 2 [10]:

Rovnice 2 - spolehlivost. Zdroj [10].

P(Suc| Ant) = —2—

a+b
Asociaéni pravidla se z dat ziskavaji nejcastéji pomoci algoritmu apriori. Jeho vstupem je
vhodna reprezentace datové struktury a parametry minconf’ a minsup®. Vystupem jsou
vSechna asocia¢ni pravidla X — Y takova, ze conf (X—Y) minconf a sup (X—Y) minsup.
Algoritmus pracuje tak, Ze nejprve vyhleda vSechny frekventované podmnoziny polozek K,
které se v datech vyskytuji dostate¢né Casto (tj. s podporou minsup) a z téchto sestavi

asocia¢ni pravidla spliiujici conf (X — Y) minconf [11].

Algoritmus apriori podle [6]:
1. do L, ptifad’ vSechny kategorie, které dosahuji alesponi pozadované ¢etnosti
2. polozk=2
3. dokud Ly1 # &
3.1 pomoci funkce apriori-gen vygeneruj na zakladé Ly.; mnozinu kandidatt Cy
3.2 do L zatfad’ ty kombinace z C, které dosahly alespon pozadovanou ¢etnost

3.3 zvétsi pocitadlo k

" minconf — oznaceni pro minimélni spolehlivost pravidla
® minsup — ozna&eni pro minimalni podporu pravidla
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Kde L; je frekventovana mnozina 0 velikosti 1, k oznacuje polozky frekventované mnoziny,
Cx oznacuje mnozinu kandidata.
Funkce apriori-gen(Lk-1) podle [6]:
1. pro vSechny dvojce kombinaci Comb, , Combg z Li1
1.1 pokud Comb, a Combyg se shoduji v k-2 kategoriich, ptidej Comb, » Comb, do Cy
2. pro kazdou kombinaci Comb z Cy
2.1 pokud néktera z jejich podkombinaci délky k-1 neni obsazena v Ly.; odstran Comb
z Cy

Kde Comb, a Combyg jsou kombinace piedpokladu a zavéru. Jadrem algoritmu je hledani Casto
se opakujicich mnozin polozek (frequent itemsets). Jedna se 0 kombinace (konjunkce)
kategorii, které dosahuji pfedem zadané cCetnosti (podpory minsup) v datech. Pii hledani
kombinaci délky k, které maji vysokou Cetnost, se vyuziva toho, ze jiz zname kombinace

délky k-1. Pfi vytvafeni kombinace délky K, spojujeme kombinace délky k-1 [9].

2.2 Vicerozmérny model linearni regresni analyzy

Linearni regresni model je schopen zméfit pouze linearni, ptimkovy vztah. Jsou-li body v

vvvvvv

Pearsonuv korela¢ni koeficient r. Blizi-li se jeho hodnota +1 nebo -1, jde o pfimkovy vztah;
blizi-li se vSak nule, nejde o linedrni (pfimkovy) vztah. Perfektni pfimka ma r rovno +1

(vzestupna piimka) nebo r rovno -1 (sestupna ptimka) [12].

Pfi vicerozmérném modelu linearni regresni analyzy se snazime 0 odhad zavislé proménné Y;

pomoci nasledujicich parametrti vybérové regresni rovnice 3[13]:

Rovnice 3 - vybérova regresni funkce. Zdroj [13].

Y = Lo + X + Lo X, + o+ B X k=1,2,...,n

kde ¢len Y je zavisla proménna, Sy je prusecikem piimky s osou y. Odhady Sk jsou smérnicemi
piimky a parametry Xy jsou nezavislymi parametry. Zavisla proménnd Y; se zméni o tolik, o

kolik jednotek se zméni nezdvislé parametry Xi.
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2.3 Shlukova analyza

Pojem shlukova analyza je souhrnnym nazvem pro celou fadu vypocetnich postupd, jejichz
cilem je rozklad daného souboru dat na nekolik relativné homogennich podmnozin, shluki.
Rozklad mnoziny dat by m¢l byt proveden takovym zpusobem, aby si objekty uvniti
jednotlivych shluka byly co nejvice podobné. Objekty patiici do riznych shluka by si naopak
mély byt podobné co nejméne [14].

Podobnost se pfevadi na vzdalenost. Jedna se tedy o shlukovani zaloZené na vzdalenosti
(existuje také shlukovani zalozené na konceptech, objekty potom patii do stejného shluku,

pokud shluk definuje koncept spole¢ny vSem objektiim) [15].
Zakladni vzdalenosti u shlukové analyzy je Euklidovska vzdalenost, ktera se pocita podle
rovnice 4 [16]:

Rovnice 4 - Euklidovska vzdalenost. Zdroj [16].

d(xi'xj)=ﬂzp:(xik _Xjk)2 )

kde Xik je hodnota k-t¢ho pozorovani na i-tém prvku a Xj je pozorovani na j-tém prvku.

Shlukovani délime na shlukovani:

» hierarchické,

> nehierarchické.

Bude popsano pro Ttucely této prace pouze shlukovani nehierarchické. Skupina
nehierarchickych metod, na rozdil od hierarchickych, nevytvaii hierarchickou strukturu, ale
rozkladd vychozi mnoZinu objektd do nékolika podmozin takovym zplisobem, aby bylo
splnéno urcité kritérium. Prvotni rozklad ptivodni mnoZiny objekt do nékolika podmnozin se
potom Vv dalSich krocich vypoctu méni. Cilem je dosaZeni optimalni hodnoty jist¢ho, pro

danou metodu, specifického kritéria [14].
Pro nehierarchické shlukovani se nejvice vyuziva metoda K-MEANS (k-stfedt). Pti

shlukovani metodou K-stiedt pfedpokladame, Zze vime do kolika shlukt je mozno piiklady

rozdelit. Pocet shlukli se tedy béhem vypoctu neméni, méni se pouze zarazeni piikladi k
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témto shlukiim. Proto je tato metoda méné vypocetné nadrocna nez hierarchické shlukovani (a

tudiz vhodnéjsi pro vétsi datové soubory) [6].

Algoritmus metody k-means l1ze obecné popsat prosttednictvim ¢tyf nasledujicich postupnych
krokd [6]:
1. nédhodné zvol rozklad do K shluk,
2. urci centroidy pro vSechny shluky v aktudlnim rozkladu,
3. pro kazdy ptiklad x,
3.1 ur¢i vzdalenosti d(x,cy), k=1, ..., Kk, kde ¢ je centroid k-tého shluku,
3.2 necht’ d(x,cx) = miny d(X,Ck),
3.3 neni-li x soucasti shluku | (k jehoZ centroidu ¢cima nejblize) piesun x do shluku

4. doslo-li k néjakému piesunu potom, jdi na 2 jinak konec.

Kde K oznacujeme shluk, X oznacujeme jednotlivy ptipad, cx oznaCujeme centroid k-tého
shluku, d oznac¢ujeme vzdalenost mezi jednotlivym ptipadem x a centroidem ¢y k-tého shluku,
ming oznaCujeme minimalni vzdalenost k-tého shluku. Obrazek 4 zobrazuje vychozi
rozmisténi objektli na levé Casti obrdzku a na pravé Casti obrazku jsou jiz konecné Ctyfi
shluky. Kazdy shluk ma sviij centroid, ktery je oznacen zelenou barvou. Cervené &ary potom

predstavuji vzdalenosti od centroidu k danému objektu.

Obriazek 4 - ptiklad shlukovani. Zdroj [17].
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2.4 Rozhodovaci stromy

Rozhodovaci stromy jsou analytické nastroje slouzici k nalezeni pravidel a vztahti v datovém
souboru  pomoci  systematického rozd€élovani a  vétveni na niz§i  urovné.
Cilem je urcit takové proménné, které dokazou zdznamy rozdélit a snizuji tak nejistotu.
Problémem muize byt urceni, na kolik ,,vétvi“ se ma d¢lit kazda proménna. Pokud zaznamy
rozdélime podle proménné do pfili§ mnoha skupin, mize nastat situace, kdy do kazdé z téchto
skupin pfislusi pouze né€kolik mélo zaznamu a nelze tak vyvodit zddna rozhodovaci pravidla.
Rozhodovaci stromy jsou vhodné pro tlohy, ve kterych ma byt provedena klasifikace nebo
predpovéd’. Uzitecné jsou v oblastech, ve kterych miZzeme hodnoty proménnych rozdélit do

relativné malého po¢tu skupin [18].

Vlastni klasifikace pomoci rozhodovaciho stromu probihd cestou zaznamu od kofene stromu
k jeho listu. V kazdém kroku je zaznam otestovan podle testu v aktudlnim uzlu rozhodovaciho
stromu a dale pokracuje po vétvi shodné s konkrétnim vysledkem testu. Pokud takto zaznam
dojde az do listového uzlu, je oklasifikovan tfidou identifikovanou hodnotou ptislusného listu

rozhodovaciho stromu [19].
Jednim ze zakladnich algoritmt rozhodovacich stromii je algoritmus TDIDT [6]:
1. zvol jeden atribut jako koien dil¢iho stromu,
2. rozdel data v tomto uzlu na podmnoziny podle hodnot zvoleného
atributu a pridej uzel pro kazdou podmnozinu,
3. existuje-li uzel, pro ktery nepatii vsechna data do téze ttidy, pro
tento uzel, opakuj postup od bodu 1, jinak skonci.

Uvedeny algoritmus bude fungovat pro kategoridlni data (pocet podmnozin-uzli vytvareny v
kroku 2 odpovida poctu hodnot daného atributu), kterd nejsou zatizena Sumem (rtst stromu se
podle bodu 3 zastavi v okamziku, kdy vSechny ptiklady v daném uzlu patii do téze ttidy).
Vhodny atribut se vybira pomoci entropie, informacniho zisku, pomérného informac¢niho

zisku, chi-kvadratu, nebo Giniho indexu [6].

Rozhodovaci stromy jsou zalozeny na mnoha dalsich algoritmech [20]:
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CHAID - rychly statisticky viceuroviiovy stromovy algoritmus pro ucinné zkoumani
interak¢nich vztaht v datech,

Uplny CHAID - kompletni statisticky vicetroviiovy stromovy diagram pro komplexni
prohledavani dat,

Klasifikacni a regresni strom (C&RT) - uplny binarni stromovy algoritmus pro
postupné binarni Stépeni datového souboru a tvorbu homogennich podmnozin,
QUEST - Statisticky algoritmus pro selekci proménnych bez vychyleni; sestavuje

piesné bindrni stromy rychle a G¢inng.
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3. Vybér vstupnich dat

Tteti kapitola popisuje vstupni data, je provedena analyza dat. Dale je zde zobrazen datovy

slovnik a je posouzena kvalita vstupnich dat.

3.1 Popis vstupnich dat

Zdrojem vstupnich dat poslouzila MOS? a statistické roéenky Ceského statistického ufadu pro

Kralovéhradecky a Pardubicky kraj, konkrétné byly vybrany vSechny obce s povérenym

obecnim ufadem z téchto dvou kraji. Celkem se jedna o 61 takovychto obci. Pro potieby této

prace bylo vybrano 22 atributid. Jedna se tedy o matici dat o 61 fadcich a 22 sloupcich. Datova

matice v piiloze 6. Popis jednotlivych atributi je nasledujici:

YV V V V

Y

>

spravni obvody obci — ndzvy jednotlivych obci,
pocet obyvatel do 14 let,

pocet obyvatel od 15 do 64 let,

pocet obyvatel nad 64 let,

ekonomicky aktivni obyvatelstvo - ekonomicky aktivni obyvatelstvo, €ili pracovni
silu, tvofi zaméstnani a nezaméstnani. Za zaméstnané jsou povazovany vSechny osoby
star§i 15 - ti let, které b&hem referencniho obdobi pfislusely mezi placené
zaméstnance, prisluSniky armady nebo osoby zaméstnané ve vlastnim podniku. Za
nezaméstnané jsou povazovany osoby 15leté a starSi, které ve sledovaném obdobi
soub&zné neméli placené zaméstnani ani sebezaméstnani, zaméstnani aktivné hledaly
nebo byly pfipraveny k nastupu do prace (tj. nejpozdéji do 2 tydni) [21],

uchaze€i o zaméstnani - uchazeCem o zaméstnani je obcan, ktery neni v pracovnim
nebo obdobném vztahu ani nevykonava samostatnou vydélenou c¢innost ani se
nepfipravuje soustavné pro povolani a osobné se u Ufadu prace uchazi na zékladé
pisemné Zadosti o zprostfedkovani vhodného zaméstnani,

nezaméstnanost — za nezaméstnaného se povazuje ten, kdo je starSi patnacti let,
aktivné vyhledava praci a je ptipraven k nastupu do prace nejpozdéji do ¢trnacti dnl,
ekonomické subjekty — ekonomické subjekty tvoii domacnosti, firmy, stat, zahrani¢ni
subjekty, neziskové subjekty,

pocet matetskych skol,

®MOS -

meéstska a obecni statistika
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» pocet zakladnich skol,

» pocet stiednich skol,

» domovy s pecovatelskou sluzbou — dim s pecovatelskou sluzbou je uréen pro staré
obcany, ktefi dosahli véku rozhodného pro ptiznani starobniho diichodu a pro ob¢any,
ktefi jsou plné invalidni a jejich celkovy zdravotni stav je takovy, Ze nepotiebuji
komplexni péci, poskytuje se jim ubytovani a zakladni péce [22],

» domovy diichodcii - domov pro seniory je urcen predevSim pro staré obcany, ktefi
dosahli véku rozhodného pro piiznani starobniho diichodu a ktefi pro trvalé zmény
zdravotniho stavu potiebuji komplexni péci, jez jim nemuze byt zajisténa Cleny jejich
rodiny ani pecovatelskou sluzbou nebo jinymi sluzbami socialni péce a dale pro staré
obcany, ktefi toto umisténi nezbytné potiebuji z jinych vaznych divodul, poskytuji
svym klientim socidlni, zdravotnické, stravovaci, ubytovaci, 1ékafské a mnohé dalsi
sluzby, véetné volnocasovych aktivit, tyto instituce mohou byt statni i soukromé [22],

> ufad prace - ufad prace je statni instituce, jejiz hlavni Cinnosti je poskytovani

informaci z oblasti pracovniho trhu nejen v Ceské republice, ale i v Evropské unii,
evidence uchazecli o zaméstnani a volnych pracovnich mist, spada pod spravu

MPSV™ Ceské republiky, ale jeho pisobnost se déli do mensich administrativnich

celkd, které puisobi na jednotlivych poboc¢kach po celé Ceské republice. Na tiadu

prace, ktery je mistné ptislusny bydlisti, je mozné vyhledat aktudlni pracovni nabidky,

S ptisluSnym referentem si spole€né vytvofit sviy kariérni profil, dale se

prostfednictvim ufadu muZete piihldsit na nejriznéjsi rekvalifikacni Skoleni apod.

[23],

pocet ordinaci Iékati pro dospélé,

pocet ordinaci 1ékait pro déti a dorost,

pocet narozenych déti,

pocet zemielych obcand,

snate¢nost,

rozvodovost,

YV V. V V V V V

vystavba novych bytl.

Vsechny vySe uvedené atributy a jejich sledované hodnoty jsou za sledované obdobi 2009.

" MPSV — ministerstvo prace a socialnich véci
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3.2 Analyza vstupnich dat

Shromazdéna data byla ptivodné zpracovana v MS Excel, kde byly upraveny nazvy atributd,

konkrétn¢ byla odstranéna diakritika a mezery nahrazeny podtrzitkem. Zde byl také vytvoren

datovy slovnik, ktery je zobrazen v tabulce 3. Poté byl soubor ulozen s koncovkou *.csv.

Takto ulozeny soubor s touto koncovkou je jiz mozné importovat do systému Clementine.

Tabulka 3 - datovy slovnik. Zdroj [vlastni].

atribut prozgnné Cletrzgn\iine rozsah dat puvodni nazev
spr_obv_obci | kategoricka set Broumoyv,... spravni obvod obce
pocet_obyv spojita range [1651;94493] pocet obyvatel
0 14 spojita range [462;15521] 0-14 let
15 64 spojita range [2347;80705] 15-64 let
65 _vice spojita range [412;20374] vice nez 64 let
ekonom_aktivni spojita range [884;57913] pocet ekonomicky aktivnich
uchazeci_o_zam spojita range [73;4370] uchazeéi o zaméstnani
nezam spojita range [5.7;17.6] velikost nezaméstnanosti %
ekonom_subj spojita range [361;28714] pocet ekonomickych subjektt
ms spojita range [1;29] pocet matetskych Skol
zs spojita range [1;19] pocet zakladnich skol
ss spojita range [0;17] pocet stiednich skol
oy ] oCet domovu s pecovatelskou
dom_s_pec_sl spojita range [0;7] P sluibr()) 0
dom_duchodcu spojita range [0;3] pocet domovu dichodct
urad_prace spojita range [0;1] pocet tfadu prace
lekar_dospeli spojita range [1;48] pocet ordinaci 1ékait pro dospélé
lekar_deti spojita range [0:27] pocet ordinagi 1€kait pro déti a
orost
narozeni spojita range [13;1027] pocet narozenych
zemreli spojita range [11;970] pocet zemfelych
snatky spojita range [5;436] pocet snatkl
rozvody spojita range [1;265] pocet rozvoda
vystavba_bytu spojita range [3;516] pocet novych byt

Data jsou nactena pomoci uzlu Var. File, a je provedena zakladni statistickd analyza dat

pomoci uzlu STATISTICS. Uprava tohoto uzlu je na obrazku 5. Je potieba upravit

oddélovace (delimiters) a to tak, ze oddélova¢emi budou Newline a Other, kde u Other je

vlozen oddélujici znak stfednik, ktery pro oddéleni jednotlivych atributl a ptipadii pouziva

prave stiednik. Zakladni statistika je potom zobrazena na obrazku 6.
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s . v

DSkolatnavazujicidruhakidiplomkainews_data csy

HFile: | DAaskolawnavazujichdruhakidiplomkatines_data.csy |[j

spr_obv_obci;pocet_obyw;0_l4;15 64:65_wvice;ekonow aktivni;uchazeci_o_zaw:nez

Broumow 797718088225 1686420747310, 7:1481 12120101 :4:2:93;:79;:29:16;71 3
ﬁervenﬁ_Kostelec:8534.:1485:669?:1762:4160:324.:'?,’.-‘;1?74:3;1:1:2;0:0;5:1:105:9
Eeské_Skalice;5319;1149;5491;1238;2?91;1?4;6,2;1245;2;1;0;0;1;0;3;2;54;?0;32
ﬁeské_Tx':ehové:161’.-‘8:2?11:13030:29'?1;98?0:12'?4.:12,8:3551.:2:1;0:2:2:0:3;2:192:
Dobruska;6916;1896;8672;2018,37582;248;6,5;143572;2;1;0;0;1;:5;2;80;59;35;:16;5
Dwir_Krélové nad Labem;l6145;3940:19115;:4350;:8521;796;:9,3:3811;3:6:3:2;:3:1:7
4]
Read field names fram file [] Specify number of fields

W5kip header characters: EOL comment characters:

Strip lead and frail spaces: () Mone () Left () Right () Both
Irwalid characters: (=) Discard () Replace with I:I

Encoding: Stream defaull = |Decimal symbal;
Delimiters Lines to scan for type:

[1Space [ | Commal | Tab Quotes
Mewdine [¥] Cther I:I Single quotes:
[] Mor-printing characters Double guates:

[ Allow multiple blank delimiters

4

File | Data | Filter | Types | Annotations

o ) s

Obrazek 5 - nastaveni uzlu Var. File. Zdroj [vlastni].

2X
n

Examine: | & pocet_okyy

&7 0_14

&7 15_F4

Statistics: Mean Sum

[+] Min [#]Max  []Range
[Twariance[ | Std Dev[ | Std Error of Mean
Median [ | Maode

K&

READ

Correlate:

X n

’ Carrelation Settinas... l

Settings | Cutput | Annotations |

| ok || » Execute || cancel | | spply || Reset

Obrazek 6 - zakladni statistika. Zdroj [vlastni].
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Zakladni statistika byla provedena pomoci Count (pocet), Min (minimalni hodnota), Max

(maximalni hodnota), Mean (stfeni hodnota), Sum (suma), Median (median). Vystup je na

obrazku 7. Kompletni statistika je v ptiloze 1.

=h-pocet_obyy
=h-Statistics

- [Count 61

Mean 10708.721

Sum AA3232

""" Min 1651

hil & 94493

mMedian B337

E-0_14

=h-Statistics

- [Count 61

Mean 2542148

i | Sum 14545071.000

""" Min 4532

hil & 15521

mMedian 1896

15_64

=h-Statistics

- [Count 61

Mean 12239.5490

Sum 746615

""" Min 2347

hil & a0v0a

mMedian aEa1

Obrazek 7 - vystup statistiky. Zdroj [vlastni].

3.3 Posouzeni kvality dat

Posouzeni kvality dat se provadi z duvodu zjisténi, kolik dat je validnich, zda existuji v datech
néjaké extrémy, zda jsou data kompletni, zda obsahuji prazdné piipady. K této analyze slouzi
blok Data Audit, ktery ma tu vyhodu, Ze zdroven se zakladnim posouzenim jednotlivych
atributti, zobrazuje i aktualni graficky vystup ke kazdému atributu podle jeho hodnot. Obrazek

8 zobrazuje kvalitu jednotlivych atributd.
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Field | Type Qutliers Extremes % Complete Yalid Records
{}pocet_obyw & Range 1 1 100 &1
{014 & Range 2 i 100 B
{3 16_64 & Range 2 0 100 B1
{3 B8 _vice & Range 1 1 100 B
{3} ekonom_akti.. & Range 1 1 100 B
{3} uchazeci_o_.. & Range y, 0 100 &1
# nezam & Range 1 i 100 B
{3} ekonom_subj & Range 1 1 100 &1
{rms & Range 1 1 100 B
{3zs & Range 1 1 100 B
{3ss & Range 1 1 100 B
{»dom_s_pec_.. & Range 1 0 100 &1
{» dom_duchod... ¢ Range 1 i 100 B
{rurad_prace & Range 0 0 100 &1
{3} lekar_dospeli & Range 1 1 100 B
{3 lekar_deti & Range 1 1 100 B1
<} narozeni & Range 1 1 100 B
{3 zemreli & Range 1 1 100 B
{3 snathy & Range 1 1 100 B
{3 rozvady & Range 1 1 100 B
{3 wstavba_bwtu @ Range 1 1 100 B

Obrazek 8 - kvalita dat. Zdroj [vlastni].

Z obrazku 8 je patrné, Ze jsou data kompletni, datovy zdznam obsahuje u vSech atribut

shodné 61 zaznamu. Vidime, Ze se v datech vyskytuji extrémy, ty budou odstranény. Extrémy

jsou zpusobeny dvéma piipady a to konkrétn€ mésty Hradec Kralové a Pardubice. Je to

z diivodu velikosti mést a tim padem 1 ocekdvanym velikym zvétSenim nebo zmenSenim

hodnot u jednotlivych atributi. Tato mésta budou pro dalsi analyzu vytfazena a nebudou

zafazena do modelovani pravé z divodu moznosti neptesnosti vysledku jednotlivych modelt.

K odstranéni téchto dvou mést nam poslouzi blok Select, kde pomoci podminky vyfadime

mésta Hradec Kralové a Pardubice. Blok Select s danou podminkou jsou zobrazeny na

obrazku 9. Vidime, ze podminka byla nastavena na kritérium, zZe budou vybrana mésta, ktera

maji méné nez 90000 tisic obyvatel. Hradec Kralové 1 Pardubice maji vice nez 90000 tisic

obyvatel, proto budou diky této podmince odstranéna.

Nasledna kontrola, zda data stale obsahuji extrémni hodnoty, zobrazuje obrazek 10.
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& sciect

&

Mode: (#) Include ) Discard

Condition:

pocet_obyy = 90000

Settings | Annotations |

Cancel

’ ARy ” Reset ]

Obrazek 9 - podminka Select. Zdroj [vlastni].

Field | Type Qutliers Extremes | % Complete Yalid Records
{3 pocet_obyy 4 Range 1 0 100 549
{r0_14 & Range 1 i 100 1)
{3 15_fid & Range 1 i 100 1)
{3 Ba_vice & Range i i 100 1)
% ekonom_akti... & Range i i 100 1)
{3 uchazeci_o_.. ¢ Range 1 0 100 549
# nezam & Range 1 i 100 1)
{3 ekonom_subj & Range 1 0 100 549
{Fms & Range i i 100 1)
{3z & Range 3 i 100 1)
{3ss & Range 2 i 100 1)
{3 dom_s_pec_.. & Range 1 0 100 549
% dom_duchod... & Range 1 i 100 1)
{3urad_prace 4 Range 0 0 100 549
% lekar_dospeli & Range 2 i 100 1)
{3 lekar_deti & Range i i 100 1)
{3 narozeni & Range 1 i 100 1)
{3 zemreli & Range 1 i 100 1)
{3 snathy & Range 1 i 100 1)
3 razvady & Range 1 i 100 1)
{3 wstavha_twtu & Range 1 i 100 1)

Obrazek 10 - kontrola kvality dat. Zdroj [vlastni].

Z obrazku 10 je patrné, Ze extrémni hodnoty byly odstranény a o dva zadznamy ubylo

validnich zaznamu.
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Vysledny stream pro analyzu dat

Obrazek 11 zobrazuje vysledny stream, ktery byl pouzit pro posouzeni kvality dat.

5

I —
ta.csy Select \ Tahle
Ol [O#

21 Fields 21 Fields

e

i,

Tahble

Obrazek 11 - stream kvality dat. Zdroj [vlastni].
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4. Navrh modelu

V této kapitole jsou popsany postupy tvorby jednotlivych modeld, jejich analyzy, pokud to
jde, tak i grafické vystupy. Jsou zde popsany silné a slabé stranky jednotlivych modelt a vzdy

je zobrazen vysledny navrh ptislusného modelu.

4.1 Asociacni pravidla

Jak jiz bylo feceno v kapitole 2.1, asocia¢ni pravidla jsou schopny generovat pravidla z dat.
Pro nase ucely budeme pomoci asociacnich pravidel modelovat vybrana data z oblasti socialni

politiky, kterymi jsou:

pocet stfednich skol,
pocet ordinaci 1ékate pro dosp¢lé,
pritomnost domovu dichodcii,

pocet novych bytd,

YV V. V V V

velikost mésta.

Nejdiive museji byt upravena data do takového formatu, se kterym dokdze algoritmus
APRIORI pracovat a vytvaret model. V tomto kroku budou data ptevedena z dat ¢iselnych do
kategorickych pomoci vhodné vybranych intervali a modelovaciho uzlu Derive, ktery opét za
pomoci podminky vytvoii novy atribut. Uzel Derive s danou podminkou a nastavenim je

zobrazen na obrazku 12.

@@

@ Derive as: Formula

Mode: (3) Single () hiultiple

Derive field:

|\relikost_mesta

Derive as:|FDrmuIa '|
Field type:[ & <Default- |

Formula:

if pocet_obyw == 4000 then "male" elseif pocet_obyw = 4000 and
pocet_obywy == 9000 then "stredni" elzeif pocet_aobyw = 9000 and
pocet_obyy == 32000 then "mirme_vetsi" else "velike" endiﬂ

-

Settings Annotations

| (0] ” Cancel | | Apply || Reset |

Obrazek 12 - uzel Derive, asocia¢ni pravidla. Zdroj [vlastni].
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Z obrazku 12 je patrné, ze vznikne novy kategoricky atribut ,,velikost_mesta“ s podminkou,
kterd je v tabulce 4. Stejny postup musime zopakovat jesté pro zbyvajici vyse uvedené vstupni

atributy.

Tabulka 4 - pocet_obyvatel. Zdroj [vlastni].

pocet_obyvatel
podminka (IF) interval (THEN)
<= 4000 male
> 4000 and <= 9000 stredni
> 9000 and <= 32000 mirne_vetsi
> 32000 velike

Atribut ,,pocet_ss*“ byl vygenerovan s podminkou:

if ss = 0 then "zadna" elseif ss > 0 and ss <= 2 then "nedostatecne” elseif ss > 2 and ss

<=5 then "dostatecne" else "hodne" endif

Atribut ,,pocet_lekaru_dos* byl vygenerovan s podminkou:

if lekar_dospeli <= 2 then "nedostatecne™ elseif lekar_dospeli > 2 and lekar_dospeli <=

10 then "dostatecne" else "hodne" endif

Atribut ,,novych_bytu“ byl vygenerovan s podminkou:

if vystavba_bytu <= 20 then "malo™ elseif vystavba bytu > 20 and vystavba_bytu <= 47
then "stredne" elseif vystavba bytu > 47 and vystavba bytu <= 80 then "hodne" else

"dostatecne" endif

Atribut ,,pritomnost_dom_duchodcu* byl vygenerovan s podminkou:

if dom_duchodcu = 0 then "ne" else "ano" endif

Vyslednych pét novych atributi a jejich hodnoty jsou zobrazeny na obrazku 13. Je zde
zobrazeno pét novych kategorickych atributi s prvnimi 24 piipady. Kompletni tabulka

s vygenerovanymi hodnotami je v ptiloze 2.
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Table (5 fields, 59 records) #1

(SlEile ~IEdit ) Generate |g|@|m| 1%|®@|
pocet_ss |pncet_|ekaru_dns| nuwch_bﬂuheliknst_mesta pritnmnnst_dom_duchudcu|
1 hedostateche  dostateche rmalo stredni ano =3
2 nedostatecne dostatecne malo stredni ne
3 Zadna dostatecne malo stredni anho
4 zadna dostatecne stredne mirne_wetsi ano
i} nedostatecne dostatecne hodne stredni ne
i} dostatecne dostatecne haodne mirne_vetsi ano
7 zadna dostatecne stredne stredni ano
8 nedostatecne dostatecne dostatecne  mirne_vetsi ne
9 nedostatecne dostatecne dostatecne  stredni ne
10 dostatecne dostatecne malo mirne_vetsi ano |
11 nedostatecne dostatecne maln stredni anno
12 nedostatecne dostatecne stredne stredni ano
13 nedostatecne dostatecne stredne stredni ano
14 nedostatecne dostatecne stredne mirne_wetsi anno
14 Zadna nedostatecne malo male ne
16 hadne haodne dostatecne  mirne_vetsi ne
17 zadna nedostatecne rmaln male ne
18 Zadna nedostatecne stredne male ne
19 nedostatecne dostatecne haodne mirne_vetsi ne
20 nedostatecne dostatecne rmaln male ne
21 dostatecne haodne haodne mirne_wetsi anno
22 nedostatecne nedostatecne malo male ne
23 nedostatecne nedostatecne stredne stredni he ||
24 nedostatecne dostatecne maln stredni ne -
Tahle | Annotations
oK |

Obrazek 13 - nové atributy Defive. Zdroj [vlastni].

4.1.1 Nastaveni uzlu APRIORI a GRI

Ze zékladniho nastaveni uzlu APRIORI byly urfeny vstupni atributy pro Consequents
(zavéry) a Antecedents (predpoklady). Pro vstupni pole piedpokladi byly zvoleny atributy:

» novych_bytu,
> pocet_ss,
» pritomnost_dom_duchodcu,

» pocet_lekaru_dos.
Pro vstupni pole zavérh byl zvolen atribut:

» velikost_mesta.
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Dalsi nastaveni se tyka nastaveni modelu samotného a to konkrétn¢€ bylo nastaveno minimalni
podpora piedpokladu a minimalni podpora zavéru. Ostatni nastaveni zistalo ptvodni.

Nastaveni minimalni podpory pfedpokladu a zavéru je na obrazku 14.

@ @@

todel name: () Auto (3) Custom |APRIORI-veIiknstmésta ||

l+*] Use partitioned data

Minimum antecedent suppart (%) | 10,0/
Minimurn rule corfidence (%) | 80,0[3]
Maximum number of antecedents: E

] Cnly true values for flags
Optimize; (%) Speed () Memory
Fields | Model | Expert | Annotations

| oK || » Becute || Cancel apply || Reset

Obrazek 14 - nastaveni uzlu APRIORI. Zdroj [vlastni].

Uzel GRI™ je dalsi moZnosti pro vygenerovani asociaénich pravidel. Asocia&ni pravidla jsou
zde vygenerovana opét pomoci podminky if antecedent (s) then consequent (S). Nastaveni
uzlu pro vstupni pole predpokladii a zavéru je urceno stejné jako u uzlu APRIORI. Tim bude
zaji§téno za stejnych podminek vstupnich dat a nastaveni modelu se stejnymi parametry jako
je tomu opét u uzlu APRIORI vygenerovani odliSnych asociac¢nich pravidel. Nastaveni
maximalniho poctu piedpokladl je u obou uzli nastaveno na ¢islo 3. Obrazek 15 zobrazuje

nastaveni uzlu GRI. Maximalni pocet vygenerovanych pravidel je 100.

1 GRI — generalized rule induction (zobecnéné pravidlo indukce)
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@ @@
Model name: () Auta (3 Custom |GRI-ueIiknstmésta |
Use patitioned data
Minimurm antecedent suppart (%)
Minimum rule corfidence (%) | 80,0/
Maximum number of antecedents: E
Maximurm number of rules: E
Only true values for flags
Fields | Model | Annotations
| 1k _” P Execute || Cancel ‘ ‘ Apphy || Reset

Obrazek 15 - nastaveni GRI. Zdroj [vlastni].

4.1.3 Analyza pravidel APRIORI a GRI

Analyza vygenerovanych pravidel APRIORI ukazuje nasledujici hodnoty:

» pocet pravidel: 20,

pocet odpovidajicich transakci: 59,
minimalni podpora: 10,169%,
maximalni podpora: 30,508%,

minimalni spolehlivost: 80,0%,

YV V. V V V

maximalni spolehlivost: 100,0%.

Prvni ¢tyfi vygenerovana pravidla uzlem APRIORI jsou v tabulce 5, vSechna piislusna

pravidla jsou v piiloze 3.

Tabulka 5 - pravidla APRIORI. Zdroj [vlastni].

Support | Confidence
Consequent Antecedent % %
vellk_ost_mestfa = pocet_ss = dostatecne anfl pritomnost_dom_duchodcu 15,254 100
mirne_vetsi = ano
velikost_mesta = male pocet_lekaru_dos = ned(r);,;allgecne and novych_bytu = 15,254 100
velikost_mesta = male | pocet_lekaru_dos = nedostatecne and pocet_ss = zadna | 20,339 100
velikost_mesta = pocet_ss = dostatecne and pritomnost_dom_duchodcu
) : a N 13,559 100
mirne_vetsi =ano and pocet_lekaru_dos = dostatecne
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Interpretace prvniho pravidla je nasledujici:

JESTLIZE pocet stiednich kol je dostateény (3 az 5 stiednich $kol) A je zde piitomnost

domova dichodcti, POTOM je velikost mésta mirn¢ vétsi (pocet obyvatel je v rozmezi 9001

az 32000). Pocet pripadi splitujicich ¢i nesplnujicich predpoklad ¢i zavér je v tabulce 6.

Tabulka 6 - étyipolni tabulka APRIORI. Zdroj [vlastni].

Zaver —Zaver >

predpoklad 9 0 9
—ptedpoklad 5 45 50
> 14 45 59

Spolehlivost (confidence) = (9/9)*100 = 100%, podpora (support) = (9/59)*100 = 15,254%.

Analyza vygenerovanych pravidel GRI ukazuje nasledujici hodnoty:

» pocet pravidel: 8,

YV V. V V V

pocet odpovidajicich transakei: 59,
minimalni podpora: 10,17%,
maximalni podpora: 30,51%,
minimdlni spolehlivost: 80,0%,

maximalni spolehlivost: 100,0%.

Vsechna pravidla jsou v tabulce 7. Pocet ptipadt splfiujicich ¢i nespliiujicich piedpoklad ¢i

zavér je v tabulce 8.

Tabulka 7 - pravidla GRI. Zdroj [vlastni].

Support | Confidence
Consequent Antecedent % %
velikost mesta = male pocet_ss = zadna and pocet_lekaru_dos = 2034 100
- nedostatecne
velikost_mesta = pocet_ss = dostatecne and 15.95 100
mirne_vetsi pritomnost_dom_duchodcu = ano '
velikost_mesta = male poce_t_lekaru_dos = nedostateciwe and 2373 92,86
pritomnost_dom_duchodcu = ne
velrz]li?rs]g_cgtsstia - pocet_ss = dostatecne 20,34 91,67
velikost mesta = stredni pocet_ss = nedostatecne and pocet:Iekaru_dos = 11.86 8571
- dostatecne and novych_bytu = stredne
velikost_mesta = male pocet_lekaru_dos = nedostatecne 30,51 83,33
velikost_mesta = stredni pocet_ss = nedostatecne and novych_bytu = 10,17 83,33

stredne and pritomnost_dom_duchodcu = ano
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Consequent Antecedent % %

velikost_mesta = stredni

pocet_ss = nedostatecne and

pritomnost_dom_duchodcu = ano 16,95 80

Interpretace prvniho pravidla je nasledujici:

JESTLIZE pocet_ss = zadna A pocet_lekar_dos = nedostatecne, POTOM velikost_mesta =

male. Pocet ptipadid spliujicich ¢i nespliujicich predpoklad ¢i zavér je v tabulce 8.

Tabulka 8 - étyipolni tabulka GRI. Zdroj [vlastni].

Zaver —Zaver >

predpoklad 12 0 12
—ptedpoklad 1 46 47
> 13 46 59

Spolehlivost (confidence) = (12/12)*100 = 100%, podpora (support) = (12/59)*100 =
20,339%.

4.1.5 Silné a slabé stranky pouzitych metod, vysledny stream

Silné stranky:

» moznost ur¢eni maximalniho poc¢tu predpokladi pro dany zaver,

» moznost urceni poctu vygenerovanych pravidel,

» muzeme snadno odvodit, za jakych podminek vstupni atributy (novych_bytu,
pocet_ss, pritomnost_dom_duchodcu, pocet_lekar_dos) patii do pfislusné velikosti
mésta (velikost_mesta),

» kazdé pravidlo ma ptesné danou svoji spolehlivost a podporu.
Slabé¢ stranky:

» nemoznost vytvareni smyslupnych grafickych vystupi,
» Vtomto pripad¢ u oboru algoritmiit APRIORI a GRI nutnost prevést spojita data na
data kategoricka,

» S tim spojené riziko nevhodné nastavenych intervalt (kategorii).

Vysledny stream vytvoieny pro vygenerovani asociacnich pravidel je na obrazku 16.
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Obrazek 16 - stream asocia¢nich pravidel. Zdroj [vlastni].

4.2 Shlukova analyza

Pomoci shlukové analyzy budou modelovana vSechna spojita data, ktera budou vstupnimi

atributy uzlu K-Means. Vstupnimi atributy tedy budou:

spr_obv_obci,
pocet_obyv,
0_14,

15 64,

65 vice,
ekonom_aktivni,
uchazeci_o_zam,
nezam,
ekonom_subj,
ms,

zs,

SS,
dom_s_pec_sl,
dom_duchodcu,
urad_prace,
lekar_dospeli,
lekar_deti,

V V V V V V V V V VYV V V V V V V V
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Z dtivodu grafickych vystupti budou atributy ,,pocet obyvatel“ a ,,vystavba bytu* ptfevedeny
na atributy kategorické. Atribut ,,pocet obyvatel pouzije stejnou podminku i ndzev jako
tomu bylo u obrazku ¢. 11 v kapitole 4.1. Druhym novym atributem bude ,,novych bytu®,

ktery vznikne z atributu ,,vystavba bytu“. Nastaveni uzlu Derive i s podminkou jsou

narozeni,
zemreli,
snatky,

rozvody,

vystavba_bytu.

zobrazeny na obrazku 17.

@ @ | @)
Derive as: Farmula

Mode: (2) Single () Multiple

Derive field:

| e bty

Derive as:|FnrmuIa '|
M

Fieldtye: [ & <Default=  ~|

Farmula:

ifwstavba_tytu == 20 then "malo” elseif wystavha_byty = 20 and
westavha_twtu == 47 then "stredne” elseif wstavba_twiu = 47 and
westavha_twtu == 80 then "hodne" else "dostatecne” endif

Settings | Annotations

| OK_” Cancel | Apnply || Reset |

Obrazek 17 - uzel Derive, shlukova analyza. Zdroj [vlastni].

4.2.1 Nastaveni uzlu K-Means

Vstupnimi atributy budou vySe zminéné vSechny atributy s numerickymi hodnotami v ¢asti
Fields. Samotné nastaveni modelu v ¢asti Model bude provedeno podle obrazku 18. Zde je
velice dilezité se rozhodnout, do kolika poctu shlukli se maji dand data roztfidit. Je zde

mozné i vlastni pojmenovani nové vzniklych atributi, které budou reprezentovat jednotlivé

shluky (clusters).
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@ @ |@)
Model name: (3) Auto () Custam
Use partitioned data
Mumber of clusters: E
Generate distance field
Show cluster proximity
Cluster lakel; (%) &tring () Mumhber
Lahel prefix ||:Iuster
Cptimize: () Speed (=) Memary
Fields | Maodel | Expert | Annotations
| Ok _J || B Execute u | Cancel | Anply | | Reset

Obrazek 18 - nastaveni uzlu K-Means. Zdroj [vlastni].

Z obréazku 18 je patrné, ze bylo rozhodnuto o poctu shlukii ¢islem tfi. Tti shluky se zdaji byt
odpovidajici volbou na velikost datové matice, ze které vznikne model. Mensi pocet by mohl
zpusobit méné presné zatfidéni objektl a naopak vétsi pocet je vyhodnéjsi pro velké objemy

dat a to neni tento piipad.

4.2.2 Analyza vytvoreného K-Means modelu

Ze shrnuti modelu je patrné, Ze vznikly nasledujici shluky:

» cluster-1 o 25 zdznamech,
» cluster-2 0 30 zaznamech,

> cluster-3 0 4 zaznamech.

Zobrazeni jednotlivych shlukti a dilezitosti atributti je na obrazku 19.
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E-Wkeans

Kileans
cluster-1 duster-2 cluster-3 mportance
- - & =005
- .
4 i ( —'\ . >=0.00
k _/ B o
- \w-__ Unknown
np ortarit
o_14
I =
Imp ortant
15_64
i =
Irp ortant
G5 _vice
I:l 1.00
Unimpartant
dorn_duczhodeu
0.33
Frp ortant
dom_s_pec sl
H m oo

Obrazek 19 - zobrazeni klastri. Zdroj [vlastni].

Na obrazku 19 vidime jednotlivé klastry a prvnich pét atributti s ur€enou dilezitosti. Atribut
,dom_duchodcu* byl vyhodnocen jako nedilezity s hodnotou 0.33. Naopak naptiklad atribut
,dom_s pec sl byl vyhodnocen jako dulezity s hodnotou 1.00. Na kazdy atribut mizeme
kliknout a tim tak ziskat podrobnéj$i informace o daném atributu. Pokud klikneme na
zvyraznény atribut ,,dom_s_pec_sl“, uvidime, jednotlivou dilezitost pro kazdy shluk (cluster-
1, 2, 3), stiedni hodnotu (Mean) daného atributu pro kazdy shluk a standardni odchylku.

Obrazek 20 zobrazuje detailni pohled na atribut ,,dom s _pec_sl*.

K-hleans

dl:-m_Sﬂ:-ec ]
& 100 W

cluster-1 cluster-2 duster-3

cluster-1 cluster-2 cduster-3
Imporance . . .
o.vo 0.00 086
hdean 1.72 1.20 28
Standard Deniation .88 0.68 206

Obrazek 20 - detailni pohled K-Means. Zdroj [vlastni].
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4.2.3 Vystupy pomoci bloku MATRIX, grafické vystupy

Blok matrix umoziiuje ptehledné zobrazovat jednotlivé hodnoty zadanych atributli v riznych
formatech, pro nase pouziti byly vyexportovany nasledujici tabulky 9 a 10. Jedna se o obdobu

kontingen¢ni tabulky. V tabulce 9 jsou zobrazeny jednotlivé shluky a atribut ,,novych bytu®.

Tabulka 9 - novych_bytu. Zdroj [vlastni].

novych_bytu
$KM-K-Means | dostatecne | hodne malo | stredne
cluster-1 4 7 4 10
cluster-2 0 1 14 15
cluster-3 1 2 0 1

Z tabulky 9 je patrné, Ze do cluster-1 patii novych bytu u kategorie ,,hodne* sedm. Naopak u
cluster-2 pouze jeden a u cluster-3 dva. Nejvice novych bytu je tedy v kategorii hodné ve

shluku cluster-1 a to sedm, nejméné jich je potom ve shluku cluster-2 po¢tem jeden.

Tabulka 10 zobrazuje opét jednotlivé shluky, ale tentokrat v porovnani s atributem

,velikost mesta“.

Tabulka 10 - velikost_mesta. Zdroj [vlastni].

velikost_mesta
$KM-K-Means male mirne_vetsi | stredni
cluster-1 2 13 10
cluster-2 15 3 12
cluster-3 0 4 0

Z tabulky 10 je patrné, Ze podle atributu velikost mesta, které je ,.stredni®, byly
zaklasifikovany v cluster-1 deset mést, v cluster-2 dvanact mést a v cluster-3 zadné mésto.

Nejvice podle poctu obyvatel je stiednich mést dvanast ve shluku cluster-2.

Grafické vystupy jsou realizovany pomoci bloku Plot. Vstupnimi atributy byly atributy
,hovych bytu“ a ,velikost mesta“ a nové vznikly atribut ,,$KM-K-Means“. Obrazek 21
zobrazuje pomoci grafu Plot atributy ,,$KM-K-Means“ a ,,novych bytu*.
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Obrazek 21 - shluky a nové byty. Zdroj [vlastni].

Na obrazku 21 zastupuji osu x jednotlivé shluky a osu y jednotlivé kategorie atributu
,hovych bytu“. Kazdy shluk ma svij tvar a barvu. Toto roztfidéni je velice prehledné a ma
vysokou vypovidaci schopnost. Jde v podstaté o graficky vystup pro tabulku ¢. 9. Naopak
obrazek 22 je téZsi na interpretaci. Jsou zde zobrazeny hned tii atributy, osu x pfedstavuje
»velikost mesta® a osu y ,,novych bytu®. Jednotlivé objekty, které patii k pfedchozim dvéma

atributim, jsou obarveny a maji odlisnou velikost podle toho jednotlivych shlukt, do kterych

patii.

i o ' i $KM-K-Means
2 °% T
stredne—---" - } """""""" il ﬂ | Ocluster-1
0, 0
| » : M cluster-2
i 1 1 -]
' ; | X cluster-3
| 1 =]]
= : , 1
+ malo—] ﬁ. ********** e i =E==as
-:, L : 83
E "
> ; o) o 0
2 hodne—f-------- S &on -------- W rcee s
: o
dostatecne—{ -~~~ e 0%( e LR B e
T v a .
male mirne_vetsi stredni

velikost_mesta

Obrazek 22 - velikost mésta, novych byti. Zdroj [vlastni].
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4.2.5 Silné a slabé stranky metody, vysledny stream

Silné stranky:

» spojita vstupni data se nemuseji prevadét na kategoricka,
moznost nastaveni, do kolika shlukl se maji data roztridit,

moznost grafickych vystupt, které se snadno interpretuji,

YV V VYV

pomoci uzlu MATRIX moznost ptehledného tabulkového vystupu klasifikace urcitého
atributu do konkrétniho shluku,

» u grafickych vystupti je Sirokd moznost pouziti zobrazeni jednotlivych objektu, jako je
tomu na obrazku 22, kdy hodnoty dvou atribut jsou zvyraznény tietim atributem,

Vv tomto piipad¢ jednotlivymi shluky.
Slabé stranky:

» nutnost zvaZzeni nastaveni poctu shlukii v zavislosti na velikosti datové matice,

» S tim spojené riziko nevhodného nastaveni poctu shlukd,

» pro snadngjSi interpretaci grafickych vystupti je zapotifebi pievedeni urcenych
spojitych  atributd  (pocet_obyv, vystavba bytu) na kategorické atributy
(velikost_mesta, novych_bytu),

Vysledny stream vytvoreny pro model shlukové analyzy K-Means je na obrazku 23.

) -® @~

new_data.csyv Select velikost_mesta nowvycl hytu

$KM-K—MET5 ¥ IO

“a> BEM-K-Means x nowych.,
@ g m) —i -
_‘_’

k-Means Type K—ruians

f $lM-E-Means ¥ velika..

velikost_mestaw no..

Obrazek 23 - stream shlukové analyzy. Zdroj [vlastni].
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4.3 Rozhodovaci stromy

U rozhodovacich stromt jsou nejdiive data rozdélena na mnoziny trénovaci a testovaci.
Trénovaci mnozina bude obsahovat 70% vSech zaznami a testovaci mnozina bude obsahovat
30% zaznamii. Rozd¢leni se provede pomoci uzlu Partition. Dale je mozné data rozdélit jeste
na mnozinu validacni, ale v naSem ptipad¢ toto délat nebudeme, z diivodu toho, Ze nemame

tolik zaznamu v datové matici.

Takovéto rozdéleni dat se provede ndhodné, pomoci algoritmu, ktery uzel Partition vyuziva a
bude pouzitelné pro vSechny nasledné vytvorené modely rozhodovacich stromt. V tomto
ptipad¢ budou vytvofeny binarni rozhodovaci stromy QUEST a C&RT. Na obrazku 24 je
zobrazeno rozd€leni zaznaml na mnozinu testovaci a trénovaci, pomoci vstupnich atributii
»partition a ,,velikost mesta®. Je zde i zobrazeno, kolik kterych zdznamt v pfislusné

velikosti mésta patii do které mnoziny.

Matrix of Partition by velikost_mesta

Setle O gdt D generate 2l 2%

velikost_mesta

@)

Fartition rnale | rrirne_wetsi | stredni

1_Training Count 13 14 16
ROy % 30.233 32.558 37204
Colurmn % TE.471 70.000 TaTIT

2 Testing Count 4 f 4]
ROy % 25.000 37.500 37¥.500
Colurmn % 23.524 30.000 27273

Cells cantain: cross-takulation aoffields
Chi-sguare = 0,2, df= 2, probahility = 0,91

Obrazek 24 - rozdéleni mnoZin dat. Zdroj [vlastni].

4.3.1 Nastaveni uzlu QUEST a C&RT

Ze zakladniho nastaveni pro uzly QUEST a C&RT byly urceny jako vstupni atributy

nasledujici atributy:

» novych_bytu,

» pocet_ss,
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» pritomnost_dom_duchodcu,

» pocet_lekaru_dos.
Pro cilovy atribut byl pro oba uzly zvolen atribut:
» velikost_mesta.

Shodné nastaveni pro oba uzly zobrazuje obrazek 25. Zde je dulezité poznamenat, ze je
zaSkrtnuto pole ,,Use partitioned data® a ,,Set random seed. Dale je pro oba uzly ufceno, do
kolika podurovni maji byt stromy vygenerovany. Bylo urceno, ze stromy budou generovany
do maximalniho poctu podurovni ¢isla tii. Ostatni nastaveni je ponechdno pltvodnimu

nastaveni modelu.

@[]

Model name: (3) Auto () Custom
[l+#] Use partitioned data

Made: (#) Generate madel () Launch interactive session

Maximurm tree depth:

Levels below root: E

Fields | Model | Expert | Costs | Annotations

| DK_” B Execute || Cancel |5pply || Reset

Obrazek 25 - nastaveni QUEST, C&RT. Zdroj [vlastni].

4.3.2 Analyza modelu QUEST a C&RT

Pro model QUEST byla vygenerovana hloubka stromu o ¢islu dva pomoci pravidel, ktera jsou

zobrazena na obrazku 26.
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El| pocet_lekaru_dos in ["dostatecne” "hodne" | [Mode: mirne_vetsi] |
- pocet_ssin ["dostatecne” "hodne" ] [Mode: mirne_vetsi] =» mima_vetsi

_ e pocet_ssin ["nedostatecne” "zadna" ] [Mode: stredni] = stredni
- |pncet_|el{aru_dns in ["nedostatecne" ] [Mode: male] = male |

Obrazek 26 - quest pravidla. Zdroj [vlastni].

Prvni dvé pravidla v prvni Grovni jsou interpretovatelna nasledujicim zptusobem (pravidla

V prvni Grovni jsou v ¢erveném ramecku, pravidla v druhé Grovni jsou bez ramecku):

IF pocet_lekaru_dos = dostatecne AND pocet_lekaru_dos = hodne THEN velikost_mesta

= mirne_vetsi

IF pocet lekaru_dos = nedostatecne AND pocet _lekaru dos = hodne THEN

velikost_mesta = male

Stromova struktura rozhodovaciho stromu QUEST je na obrazku 27.

$R-velikost_mesta

! Node 0 :

Categary % h

{ = male 2681417 |

|® mirne_vetsi 33.892 20|

|| ™ stredni ar.288 22|

| Total 100.000 54 |

e | __________ =

pncet_lelraru_dns
dnatatecrfe; hadne nedl:ust:atecne
Mode 1 Mode 4

Category % r Category % 1
male 4878 2 male 83333156
B mirne_vetsi 48.780 20 B mirne_vetsi 0000 0
B stredni 46,341 19| (M stredni 16.667 3
Taotal 69492 41 Total an.s0e 18

Obrazek 27 - quest strom. Zdroj [vlastni].

Zde je zobrazena pouze prvni urovenl stromu. Cely rozhodovaci strom je poté v piiloze 4.
Vidime kotenovy atribut ,,velikost mesta®, kde je zvolena velikost mésta ,,stredni*“ diky tomu,

7e je nejvice zastoupena poctem 22 a procentualnim zastoupenim 37.288 %. Dale je strom
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rozdélen do dvou podurovni, tzv. listi s rozhodovacim kritériem ,,pocet lekaru dos*, které se

dale d¢li podle podkategorii tohoto atributu na ,,dostatecne; hodne* a ,,nedostatecne®.

Zde také mulzeme porovnat textovy vystup uvedeny v obrazku 26 danych pravidel
s grafickym vystupem uvedenym na obrazku 27. Graficky vystup se zda byt pro prvni pohled

piehlednéjsi a tim padem ma 1 vyssi vypovidaci schopnost.

Pro model C&RT byla vygenerovana hloubka stromu o ¢islu tfi pomoci pravidel, ktera jsou

zobrazena na obrazku 28.

E}---|pncet_lekaru_dns in ["dostatecne" "hodne" ] [ Mode: mirne_vetsi] |

I pocet_ss in ["dostatecne” "hodne™ ] [ Mode: mirme_vetsi] =¢ mirme_vetsi

P pocet_ssin ["nedostatecne” "zadna" ] [Mode: stredni] = stredni

= |p|:|cet lekaru_daos in ["hedostatecne" ] [Mode: male ] |

- L_cet sz in ["hedostatecne™ ] [Mode: stredni]

- [priarmnost_dom_duchodeu n ["ano" | [Mode: stredni] —> stredn |
. pritormnost_dorm_duchodew in ["ne" ] [Mode: male] = male

----- [pocet_ss in [“zadna"] [Mode: male] => male |

Obrazek 28 - c&rt pravidla. Zdroj [vlastni].

Prvni uroven je oznacena Cervenym rameckem a obsahuje dvé stejna pravidla jako pravidla

Vv prvni trovni u QUEST rozhodovaciho stromu.

Druha troven je ozna¢ena modrym rameckem S po¢tem vygenerovanych pravidel Ctyfi a treti
urovenn je oznacena zelenym rameckem Spoctem vygenerovanych pravidel dva.
Vygenerovana pravidla v druhé trovni rozhodovaciho stromu jsou interpretovatelna

nasledujicim zptisobem:

IF pocet_ss = dostatecne AND pocet_ss = hodne THEN velikost_mesta = mirne_vetsi

IF pocet_ss = nedostatecne AND pocet_ss = zadna THEN velikost_mesta = stredni

IF pocet_ss = nedostatecne THEN velikost_mesta = stredni

IF pocet_ss = zadna THEN velikost_mesta = male

Céste¢na struktura rozhodovaciho stromu C&RT je na obrazku 29. Je zde zobrazena pouze

prvni troven rozhodovaciho atributu ,,pocet lekaru dos* = ,dostatecne; hodne* a druhd
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uroven rozhodovaciho stromu ,,pocet ss*“ = ,,dostatecne; hodne* a ,,nedostatecne; zadna®.

Cela stromova struktura rozhodovacich pravidel je zobrazena v piiloze 5.

pocet_lekaru_dos

dostatecne; hodne

Mode 1
Catenory % n
male 4878 2
B mirne_vetsi 48.780 20
B ctredni 46,341 149
Total 69.492
| =]
pnce|t_55
dnatatecrie; hodne neduatateTne;zadna
Mode 2 Mode 3
Category % 1 Category % N
male n.ooo 0 male 7407 2
B rmirme_vetsi 92857 13 [ |® mirme_vetsi 25926 7
B ctredni 7143 1 B stredni BE.EEY 18
Total 2372914 Total 45763 27

Obrazek 29 - ¢ast c&rt stromu. Zdroj [vlastni].

V prvni Grovni stromu vidime vitéznou velikost mésta ,,mirne_vetsi® s poctem zastoupeni 20

a procentualnim vyjadienim 48.780 % na zdklad¢ podminky,

IF pocet_lekaru_dos = dostatecne AND pocet_lekaru_dos = hodne THEN velikost_mesta

= mirne_vetsi

Dale je urceno rozhodovaci pravidlo pro ,,pocet ss* = ,dostatecne; hodne®, kterému byla

urcena velikost mésta ,,mirne_vetsi“ S poctem 13 a procentualnim vyjadienim 92.857 %.

Rozhodovaci pravidlo ,pocet ss“ = ,nedostatecne; zadna“ bylo vygenerovano pro

,velikost mesta® =, stredni* o poctu zdznamu 18 a procentualnim vyjadienim 66.667%.
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4.3.4 Zhodnoceni modelti QUEST a C&RT

Pomoci uzlu Analysis hodnotime, do jaké miry se hodnoty jednotlivych modelti shodly
s hodnotami cilového atributu, v tomto piipadé atributu ,,velikost mesta“. Na obrazku 30 je
zobrazen vystup z uzlu Analysis.

EH-Results for output field velikost_mesta
EhIndividual Models

E}--Cnmparmg $R-velikost_mesta with velikost_mesta
{ Padition’ 1_Training 2 Testing
i | Correct 34 T7R.07% 12 TE%
| Wrang 9 2093% 4 25%
: Total 43 16
=- Cormpating §R1-velikost_mesta with velikost_mesta
i | 'Partition’ 1_Training 2 Testing
i | Correct 36 837I% 12 TE%
| Wrang T O16,28% 4 25%
Total 43 16
E-agreement between $R-velikost mesta $R1-velikost mesta
Partition’ 1_Training 2 Testing
Agree 4 95,35% 16 100%
""" Disagree y, 4 65% 0 0%
Total 43 16
E- Cl:umparmg Agreement with velikost_mesta
Padition’ 1_Training 2 Testing
i | Correct 34 B293% 12 TE%
| Wrang 7O 0T% 4 25%
Total 41 16

Obrazek 30 - srovnani vysledki quest, c&rt. Zdroj [vlastni].

Cerveny rameéek zachycuje hodnoty modelu QUEST a C&RT. U modelu QUEST byla
dosazena shoda trénovacich dat s daty cilového atributu (,,velikost mesta®) v celkem 39
piipadech z celkovych 43 piipadd, coz &ini 79.07%. Spatné bylo odhadnuto 9 ptipadi. U dat
testovacich doslo ke shod€ v 12 piipadech z celkovych 16, coZ ¢ini 75%, Spatné bylo
odhadnuto 25% dat, coz €ini 4 ptipady.

U modelu C&RT bylo dosazeno shody v trénovacich datech s cilovym atributem Vv 36
ptfipadech ze 43 celkem, Spatné bylo pfifazeno 7 piipadi. U testovacich dat bylo dosaZzeno

shody v 12 pripadech a data se neshodly ve 4 piipadech.

Pii porovnavani shody s atributem ,velikost mesta® metoda C&RT dopadla 1épe

S trénovacimi daty nez metoda QUEST. U testovacich dat dopadly obé metody shodné¢.
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Cerny rameéek zobrazuje porovnani vysledki metod QUEST a C&RT. U obou metod doslo u
trénovacich dat ke shodé v 41 ptipadech, coz ¢ini 95.35 %, k neshodé doslo ve 2 piipadech,

coz ¢ini 4.65 %. U testovacich dat se modely ve vSech ptipadech a tudiz nedoslo k neshodg¢.

Posledni zeleny ramecek zobrazuje porovnani shody S cilovym atributem, K nému doslo u
trénovacich dat ve 34 ptipadech a nedoSlo v 7 piipadech ze 41 celkovych piipada. U

testovacich dat tato shoda nastala ve 12 ptipadech a nenastala ve 4 ptipadech.

Pro grafické zobrazeni byl vybran uzel Evaluation, ktery zobrazuje proces uceni dat

tréninkovych a testovacich. Vystup z uzlu Evaluation je na obrazku 31.

$R-velikost_mesta
" |— $R1-velikost_mesta

100+
8O-

601+

% Gain

40 E

201+

I
40 60

Percentile Percentile
1_Training 2_Testing
velikost_mesta = "male"

Obrazek 31 - evaluaéni graf pro quest, c&rt. Zdroj [vlastni].

Z obrazku 31 vidime proces uceni dat u tréninkovych a testovacich dat pomoci cilového
atributu ,,velikost mesta®“. Modra ¢ara oznacuje metodu QUEST a fialova cara metodu
C&RT. U trénovacich dat doslo k nauceni obou metod na 77 percentilu. U testovacich dat

k nauceni doslo podstatné dfive a to jiz na 25 percentilu.

4.3.5 Silné a slabé stranky metod, vysledny stream

Silné stranky:

» pomoci stromové struktury snadnd interpretace a vyhodnoceni jednotlivych

vygenerovanych pravidel,
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» moznost zobrazeni procesu uceni jednotlivych modeld.
Slabé stranky:

» pouzité¢ metody nedosahly v trénovacich a testovacich datech v porovnani k cilovému

atributu 100 % ptesnosti.

Vysledny stream vytvoieny pro model rozhodovacich stromti je na obrazku 32.

' @ ' @ @ @ A
new_data.csv Select pocgt ss velikos mesta pritomnost_gom_ducho..
1 l velikosfmesta [$R-velik0?mesta 5.
—_— N —e (BN A — y
-d = QUEST ‘5\

pocet_lekaru_dos nowych_ it Type Paiion welikost_mesta velikoimesta
Q
Partition ¥ velikost.
velikost_mesta Analysis

Obrazek 32 - stream rozhodovacich stromi. Zdroj [vlastni].

4.4 Vicerozmérna regresni analyza

Vicerozmérnym modelem regresni analyzy budou odhadnuty pomoci nezavislych parametrti a
hodnot regresnich koeficientl zavislé atributy. Nejdiive je nutné otestovat pomoci uzlu
Statistics korelaci mezi zavislym a jednotlivymi nezavislymi atributy pomoci Pearsonova

korelaéniho koeficientu.
V prvnim piipad¢é budeme predikovat pocet Iékaiti pro dosp€lé pomoci nezavislych atributi:

» ekonom_subyj,
> rozvody,
» vystavba_bytu.

Obrazek 33 zobrazuje vysledek korelace, vSechny testované atributy maji silnou korelaci.
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Eh-lekar_dospeli

El---F'_earSDn Carrelations

|88 0.855
L POZYOCY 0.876
westavha_bytu 04749

Strang
Strang
Strang

Obrazek 33 - Pearsoniiv korela¢ni koeficient 1. Zdroj [vlastni].

Model je vytvofen pomoci uzlu Regression, kde je jako cilovy atribut zadan atribut

»lekar dospeli“ a jako vstupni atributy vySe uvedené nezavislé atributy, je vygenerovana

rovnice 5, ktera obsahuje nasledujici parametry:

Rovnice 5 - rovnice pro vypolet po¢tu 1ékaii pro dospélé. Zdroj [vlastni].

lekar_dospeli = 0,895 + ekonom_subj*0,0006737 + rozvody*0,0903 -

vystavba_bytu*0,00286

Ve druhém piipad¢ budeme predikovat pocet obyvatel pomoci nezavislych atributt:

SS,
dom_s_pec_sl,
lekar_dospeli,

YV V VYV V

vystavba_bytu.

Obrazek 34 zobrazuje vysledek korelace, vSechny testované atributy maji silnou korelaci.

E-pocet_okw
=-Pearson Correlations
C e 0204 Strang
i | dom_s_pec_sl 0.835  Strong
| lekar_dospeli 0.811  Strang
westavbha_btu 0.491 Strong

Obrazek 34 - Pearsoniiv korelaéni koeficient 2. Zdroj [vlastni].

Model je vytvofen pomoci uzlu Regression, kde je jako cilovy atribut zadan atribut

»pocet obyv* a jako vstupni atributy vySe uvedené nezavislé atributy, je vygenerovana

rovnice 6, ktera obsahuje nasledujici parametry:
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Rovnice 6 - rovnice pro vypocet poctu obyvatel. Zdroj [vlastni].

pocet_obyv = 115 + lekar_dospeli * 1435,9 + dom_s_pec_sl * 289,0 + ss * 281,6 +
vystavba_bytu * 14,05

4.4.1 Analyza vysledki

V prvnim ptipad¢ se rovnice 5 zabyvala vypo¢tem odhadu poctu 1ékaiti pro dospé€lé. Vysledek
je uveden v tabulce 11, tabulka 11 je tvofena tfemi fadky. Prvni fadek ,,rozdil* uvadi, jak
velky byl rozdil vysledku rovnice 5 Vv porovnani se skutecnym poctem 1€kaiti pro dospélé.
Jsou zde hodnoty v rozmezi 0 — 5, kde hodnota 0 znamena, ze vysledek rovnice 5 byl stejny
V porovnani se skutecnym poctem lékaiti. Naopak hodnota 5 udava, ze rovnice 5 vypocitala
hodnotu poctu Iékati v rozdilu 5. Druhy tadek ,,pocet™ udava pocet ptipadi k danému rozdilu

a teti fadek ,,% je procentudlni vyjadieni nastalych ptipada.

Tabulka 11 - hodnoty 1ékaii. Zdroj [vlastni].

rozdil 0 1 2 3 4 5
pocet 18 24 14 1 1 1
% 30,51 | 40,68 | 23,73 1,69 1,69 1,69

Vidime, ze v 18 pfipadech se vysledek shoduje se skutecnym poctem Iékatit pro dospélé

v

(rozdil nula), coz ¢ini 30,51 %. Ve 24 ptipadech se pocet 1€kait li§i 0 jednoho, coZ €ini 40,68

a pét nastaly shodné v 1 ptipad¢, coz ¢ini pro kazdy ptipad 1,69%.

Ve druhém piipad€ se rovnice 6 zabyvala vypoc¢tem odhadu poctu obyvatel. Ani v jednom
pripad¢ se vypocitand hodnota nerovna skutecnému stavu obyvatel. Kategorie rozdili mezi

odhadnutymi a skute¢nymi hodnotami poc¢tu obyvatel jsou zobrazeny v tabulce 12.

Tabulka 12 - odhad po¢tu obyvatel. Zdroj [vlastni].

rozdil vysledku (%) | 0,2-15] 16-35 | 36-50 | 51-100 | >100
pocet 22 25 6 4 2

V tabulce je pét kategorii, do kterych byly vysledky zatazeny. Prvni kategorie obsahuje 22
pfipadl, kdy rozdil dosahl oproti skute¢nému stavu poctu obyvatel 0,2 - 15 %. Druha
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kategorie obsahuje 22 pfipadil s rozdilem 16 - 35 %. Treti kategorie rozdilu 36 - 50 %
obsahuje 6 piipadil. Ctvrta kategorie obsahuje 4 ptipady s rozdilem vysledku 51 - 100 %. Pata
kategorie obsahuje 2 pfipady, kdy rozdil dosahl vyssi hodnoty nez 100 %. Kompletni vypocet

odhadu poctu obyvatel pro vSechny obce je zobrazen v ptiloze 7.

4.4.2 Silné a slabé stranky modelu, vysledny stream

Silné stranky:

» rovnice 5, ktera se zabyvala odhadem poctu Iékaiti pro dospélé, dokazala v 18
pripadech se 100 % ptesnosti odhadnout pocet 1ékaiti pro dospélé Vv porovnani se
skute¢nym stavem téchto 1ékai v dané obci,

» rovnice 6, zabyvajici se odhadem poctu obyvatel, dokazala ve dvou ptipadech
odhadnout pocet obyvatel s 0,2 % rozdilem oproti skute¢nému Stavu poctu obyvatel,
coz lze povazovat pii danych velikostech obci (mysleno podle poctu obyvatel) za

minimalni rozdil.
Slabé stranky:

» zaroven rovnice 5 odhadla ve dvou ptipadech pocet 1ékaii pro dospélé s rozdilem péti
téchto lékarti oproti skute¢nému stavu,
» rovnice 6 odhadla pocet obyvatel s rozdilem vice nez 100 % oproti skute¢nému stavu

ve dvou ptipadech.

Vysledny stream vytvoreny pro model regrese je na obrazku 35.
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Obrazek 35 - model regrese. Zdroj [vlastni].
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Zavér

Cilem této prace bylo vyuzit data-miningové metody pro zpracovani dat z oblasti socidlni
politiky. Pro potfeby vypracovani této prace tak byly navrzeny modely vyuzivajici asociacni
pravidla, shlukovou analyzu, rozhodovaci stromy a vicerozmérnou linearni regresi. Byla
vyuzita data z databaze MOS a ze statistickych ro¢enek Ceského statistického Gfadu pro
Kralovéhradecky a Pardubicky kraj. Tato data obsahovala vSechna potiebna data a z tohoto

divodu bylo upusténo od dotaznikového Setfeni.

V této praci jsou charakterizovana vstupni data pro region Kralovéhradecky a Pardubicky a je
zde popsana jejich vstupni analyza. Konkrétné¢ byla modelovana data za vSechny obce
S povéifenym obecnim ufadem v téchto dvou regionech. Celkem se jednalo o 61 takovychto
obci. Pro modelovéni byly vybrany asociac¢ni pravidla, shlukova analyza, rozhodovaci stromy

a vicerozmérnd regresni analyza.

Asocia¢ni pravidla pracovala konkrétné s modely APRIORI a GRI. Jako vstupni atributy pro
cast pravidla ,,antecedent™ (pfedpoklad) byly vybrany atributy, které¢ obsahuji pocet novych
byti, pocet stfednich $kol, pfitomnost domovu diichodcti a pocet 1€kaiti pro dospélé. Pro pole
,consequent (zavér) byl vybran atribut velikost mésta. VSechny vyse uvedené atributy
musely byt nejprve pro pouZiti v danych modelech pievedeny z dat spojitych na data
kategorickd. Model APRIORI vygeneroval 20 rtznych pravidel a model GRI 8 riznych
pravidel. Tato jednotliva pravidla ukazala, Ze ur¢ita skladba ptedpokladi v pravidlech
ovliviiuje vysledny zavér pravidla, tedy velikost mésta. Tato kapitola obsahuje i silné a slabé

stranky vySe zminénych metod.

Shlukova analyza pracovala s modelem K-Means, ktery pouzival pro sviij model vSechna data
spojitd. Pomoci tohoto modelu byly vytvofeny tfi shluky. Prvni shluk obsahoval 25 zaznami,
druhy shluk 30 zaznam a tfeti shluk 4 zdznamy. Jednotlivé shluky a k nim ptislusné atributy
byly zobrazeny pomoci uzlu MATRIX, obdoby kontingenéni tabulky, kteréd tvoti ptehlednou
strukturu jednotlivych shlukl a zvolenych atributd ,,novych bytu® a ,,velikost mesta“. Jsou

zde provedeny dva grafické vystupy a definovany silné a slabé stranky metody K-Means.

Rozhodovaci stromy pracovaly s kategorickymi hodnotami uréenych atributli, kterymi byly
stejné jako u asociaCnich pravidel pocet novych bytl, pocet stfednich Skol, pifitomnost
domovu dichodcti a pocet 1€katii pro dospélé, tyto atributy byly zvoleny jako vstupni atributy.

Cilovy atribut byl zvolen stejné jako u asociacnich pravidel atribut velikost mésta. Byly
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vybrany binarni rozhodovaci stromy QUEST a C&RT, které pracuji s kategorickymi
proménnymi. Model QUEST vytvofil 4 rozhodovaci pravidla ve dvou podirovnich dané¢ho
rozhodovaciho stromu. Model C&RT vytvoftil 6 rozhodovacich pravidel ve tfech podarovnich
daného rozhodovaciho stromu. Pomoci grafickych vystupii jsou tyto rozhodovaci stromy
zobrazeny a je zobrazen i proces uceni trénovacich a testovacich dat. Zavér kapitoly obsahuje

definované silné a slabé stranky pouzitych metod.

Pro potfeby vicerozmérného modelu regresni analyzy byly vytvofeny dva modely. Prvni
model predikuje pocet obyvatel na zaklad€ nezavislych atributii pocet 1€kait pro dospélé,
pocet domovl s peCovatelskou sluzbou, pocet stiednich Skol, pocet vystavby novych byta
pomoci vygenerované regresni rovnice. Ve druhém ptipadé je vygenerovana rovnice pro
predikci poctu Iékaiti pro dospé€lé opét na zakladé regresni rovnice, kde nezavislymi atributy
jsou pocet ekonomickych subjektli, rozvodovost a pocet vystavby novych bytl. V zavéru

kapitoly jsou definovany silné a slabé stranky modelu.

Cilem této prace bylo ziskani dat z oblasti socialni politiky a tato data pomoci data-
miningovych metod zpracovat. Data byla ziskdna a pomoci asociac¢nich pravidel, shlukové
analyzy, rozhodovacich stroml a vicerozmérné linearni regrese modelovana a pro kazdy

model byly definovany jeho silné a slabé stranky. Cil této prace byl timto splnén.
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Priloha 1

Tabulka 13 - diplna zakladni statistika atributi. Zdroj [vlastni].

Statistics| pocet_obyv 0 14 15 64 65 vice [ekonom_aktivni|uchazeci_ o zam| nezam |ekonom_subj ms zs SS
Count 61 61 61 61 61 61 61 61 61 61 61
Mean 10708.721 2542.148 12239.590 | 2771.230 7248.262 682.180 9.615 3223.426 3.426 2.492 | 2.049
Sum 653232 155071.000 746615 | 169045.000 | 442144.000 41613.000 586.500 | 196629.000 | 209.000 | 152.000 | 125.000
Min 1651 462 2347 412 884 73 5.700 361 1 1 0
Max 94493 15521 80705 20374 57913 4370 17.600 28714 29 19 17

Median 6337 1896 8681 2018 4593 423 9.100 1893 2 2 1

Statistics | dom_s_pec_sl| dom_duchodcu | urad_prace | lekar_dospeli lekar_deti narozeni zemreli snatky rozvody | vystavba_bytu

Count 61 61 61 61 61 61 61 61 61 61

Mean 1.738 0.590 0.508 5.836 2.770 116.852 110.049 47.246 30.361 51.279
Sum 106 36 31.000 356.000 169.000 7128.000 6713.000| 2882.000 |1852.000 3128.000
Min 0 0 0 1 0 13 11 5 1 3

Max 7 3 1 48 27 1027 970 436 265 516

Median 2 0 1 4 2 80 70 30 18 30
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Tabulka 14 - Giplné kategorie. Zdroj [vlastni].

pocet ss pocet lekaru_dos | novych bytu | velikost mesta | pritomnost_dom_duchodcu
1 | nedostatecne dostatecne malo stredni ano
2 | nedostatecne dostatecne malo stredni ne
3 zadna dostatecne malo stredni ano
4 zadna dostatecne stredne mirne_vetsi ano
5 | nedostatecne dostatecne hodne stredni ne
6 dostatecne dostatecne hodne mirne_vetsi ano
7 zadna dostatecne stredne stredni ano
8 | nedostatecne dostatecne dostatecne mirne_vetsi ne
9 | nedostatecne dostatecne dostatecne stredni ne
10 | dostatecne dostatecne malo mirne_vetsi ano
11 | nedostatecne dostatecne malo stredni ano
12 | nedostatecne dostatecne stredne stredni ano
13 | nedostatecne dostatecne stredne stredni ano
14 | nedostatecne dostatecne stredne mirne_vetsi ano
15 zadna nedostatecne malo male ne
16 hodne hodne dostatecne mirne_vetsi ne
17 zadna nedostatecne malo male ne
18 zadna nedostatecne stredne male ne
19 | nedostatecne dostatecne hodne mirne_vetsi ne
20 | nedostatecne dostatecne malo male ne
21| dostatecne hodne hodne mirne_vetsi ano
22 | nedostatecne nedostatecne malo male ne
23 | nedostatecne nedostatecne stredne stredni ne
24 | nedostatecne dostatecne malo stredni ne
25| dostatecne dostatecne dostatecne mirne_vetsi ne
26 zadna nedostatecne malo male ne
27 | nedostatecne nedostatecne stredne male ne
28 | dostatecne dostatecne stredne stredni ne
29 | dostatecne dostatecne hodne mirne_vetsi ano
30 | dostatecne dostatecne stredne mirne_vetsi ano
31| dostatecne dostatecne stredne mirne_vetsi ano
32 zadna nedostatecne malo male ne
33 zadna nedostatecne malo male ano
34| dostatecne dostatecne stredne mirne_vetsi ano
35 | nedostatecne dostatecne malo mirne_vetsi ne
36 | nedostatecne dostatecne stredne stredni ne
37 zadna dostatecne stredne male ano
38 zadna dostatecne stredne stredni ano
39 | nedostatecne dostatecne hodne stredni ano
40 | nedostatecne nedostatecne stredne stredni ano
41 zadna nedostatecne malo male ne
42 | nedostatecne dostatecne hodne mirne_vetsi ne
43 | nedostatecne dostatecne stredne stredni ano




pocet ss pocet lekaru_dos | novych bytu | velikost mesta | pritomnost dom_duchodcu
44 zadna nedostatecne stredne male ne
45 zadna nedostatecne malo male ne
46 | dostatecne dostatecne hodne mirne_vetsi ne
47 zadna nedostatecne stredne male ne
48 zadna nedostatecne malo male ano
49 hodne hodne hodne mirne_vetsi ano
50 | nedostatecne nedostatecne stredne stredni ano
51 | nedostatecne nedostatecne stredne male ne
52 zadna dostatecne hodne stredni ano
53 | nedostatecne dostatecne stredne stredni ne
54 | dostatecne dostatecne stredne mirne_vetsi ano
55 zadna dostatecne malo stredni ne
56 | nedostatecne dostatecne dostatecne mirne_vetsi ano
57 | dostatecne dostatecne stredne mirne_vetsi ano
58 zadna nedostatecne stredne male ne
59 | nedostatecne dostatecne stredne stredni ne
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Tabulka 15 - iplna pravidla apriori. Zdroj [vlastni].

Consequent Antecedent Support % | Confidence %
velikost_mesta = pocet_ss = dostatecne and
mirne_vetsi pritomnost_dom_duchodcu = ano 15,254 100
velikost mesta = male pocet_lekaru_dos = ne_dostatecne and 15254 100
- novych _bytu = malo
velikost_mesta = male pocet_lekaru_dos :_nedostatecne and 20,339 100
pocet ss = zadna
velikost mesta = pocet_ss = dostatecne and
mirne vetsi - pritomnost_dom_duchodcu = ano and 13,559 100
- pocet_lekaru_dos = dostatecne
velikost_mesta = male pocet_lekar_u_dos - nedostatecn(iand 13,559 100
novych bytu = malo and pocet_ss = zadna
pocet_lekaru_dos = nedostatecne and
velikost_mesta = male novych_bytu = malo and 11,864 100
pritomnost_dom_duchodcu = ne
pocet_lekaru_dos = nedostatecne and
velikost_mesta = male pocet_ss = zadna and 16,949 100
pritomnost_dom_duchodcu = ne
velikost_mesta = male poce_t_lekaru_dos - nedostatecge and 23,729 92,857
- pritomnost_dom_duchodcu = ne
velriqli?ﬁte_r\r/\eeg? - pocet_ss = dostatecne 20,339 91,667
vellk_ost_mest_a = pocet_ss = dosta_tecne and pocet_lekaru_dos 18,644 90.909
mirne_vetsi = dostatecne
velikost_mesta = male _ bocet ss= zadna and _ 18,644 90,909
pritomnost_dom_duchodcu = ne
pocet_lekaru_dos = nedostatecne and
velikost_mesta = male novych_bytu = stredne and 11,864 85,714
pritomnost_dom_duchodcu = ne
velikost_mesta = male novych_bytu = malo and pocet_ss = zadna 11,864 85,714
- and pritomnost_dom_duchodcu = ne ’ ’
velikost mesta = novych_bytu = stredne and pocet_ss =
stredni nedostatecne and pocet_lekaru_dos = 11,864 85,714
dostatecne
velikost_mesta = male pocet_lekaru_dos = nedostatecne 30,508 83,333
vellk_ost_mest_a = pocet_ss = dostatecne and novych_bytu = 10169 83333
mirne_vetsi stredne
velikost_mesta = pocet_ss = dostatecne and novych_bytu =
mirne_vetsi stredne and pocet_lekaru_dos = dostatecne 10,169 83,333
velikost mesta = novych_bytu = stredne and pocet_ss =
stredni - nedostatecne and pritomnost_dom_duchodcu 10,169 83,333
= ano
velikost_mesta = male | novych bytu = malo and pocet_ss = zadna 16,949 80
velikost_mesta = pocet_ss = nedostatecne and 16.949 80

stredni

pritomnost_dom_duchodcu = ano
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Obrazek 36 - uplny strom quest.

Zdroj [vlastni].

FR-velikost_mesta

! Node 0 :
Category % N
1= mate 2681417 |
18 mirne_vetsi 33.898 20
1™ stredni 37285 22|
| Total 100.000 54 |;
e | __________ =
pucet_lelraru_dns
dnstatecTe; hodne nednat:atecne
Mode 1 Mode 4
Category % n Category % i
male 4.4ar8 2 male 8333314
B mirme_vetsi 48.780 20 [ |™ mirme_vetsi 0.000 0
B stredni 46.341 18 (M stredni 16.667 3
Total 69.492 41 Total 30.508 18
| =
pl:n:e|t_ss
dnstatecTe; hodne nednstate]:ne; Zadna
Mode 2 Mode 3
Category % N Category % N
male n.ooo 0 male 7407 2
B mirne_vetsi 928487 13| |Mmirne_vetsi 25926 7
B ctredni 7143 1 B ctredni GR.EET 18
Total 23.729 14 Total 45 763 27
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Obrazek 37 - uplny strom c&rt. Zdroj [vlastni].

§R-velikost_mesta

E MNode D :
Category % r
1= mate 2881417 [:
™ rirne_wvetsi 33.898 20|
| ™ stredni 37288 22 |:
| Tatal 100.000 54 |
_____________ |_-..___--_.I_:'
pncet_lelraru_dus
dnstatecTe; hadne nednst:atecne
Mode 1 Mode 4
Category % h Category % 1]
male 4878 2 male 8333314
B mirne_wetsi 48.780 20 B rmirne_wetsi 0.000 0
B ctredni 46,341 149 B ctredni 16.667 3
Total 65,492 41 Total a0.a08 148
| = | =
pcuc:e|t_55 pl:u:e|t_55
dnstatec+e; hodne nednstateTne; Zadna nednst:atecne zac%na
Mode 2 Mode 3 Mode & Mode &8
Category % mn Cateqony % n Category % mn Category % mn
male n.ooo o male 7407 2 male a0.000 3 male 100.000 12
B mime_wetsi 92.857 13 B mirne_wetsi 25926 7 B mirne_wetsi 0.000 0| [®™mirme_vetsi  0.000 0
B ctredni 7143 1 B stredni AR AT 18 B ctredni 50000 3| |M stredni 0.000 0
Total 2372914 Total 45763 27 Total 10169 & Total 20033912
=
pritnmnnst_dTm_duchndcu
ar:m n:e
MHode B Mode 7
Category % n Categany % n
male nooo o male 7a.000 3
B mirne_wetsi 0000 0| |®™mirme_vetsi 0000 0
B stredni 100.000 2| |™ stredni 25.000 1
Total 3380 2 Total 6780 4
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Tabulka 16 - datova matice. Zdroj [vlastni].

spr_obv_obci poc ob [0 14 |15 64|65 vic|ekon akt |uch o zam | nezam | ekon_sbj| ms|zs | ss | dom_p_sl | dom duch | ur_prace | lekar_dosp | lekar_deti | narozeni | zemreli | snatky | rozvody | vyst_bytu
Broumov 7977 | 1808 | 8225| 1686 4207 473 10,7 1481 1| 2| 1 2 1 1 4 2 93 79 29 16 10
Cerv_Kostelec 8534 | 1485| 6697 | 1762 4160 324 7,7 1774 3] 1| 1 2 0 0 5 1 106 99 38 20 18
Ceské_Skalice 5319 | 1149 5491 | 1238 2791 174 6,2 1245 2| 1| 0O 0 1 0 3 2 54 70 32 11 12
(\feskéLTfebové 16178 | 271113030 | 2971 9870 1274 128 3551 2| 1| O 2 2 0 3 2 192 169 71 41 33
Dobruska 6916 | 1896| 8672| 2018 3782 248 6,5 1435| 2] 2| 1 0 0 1 5 2 80 59 35 16 50
Dvir Kr n Lab 16145| 3940 19115| 4380 8521 796 9,3 3811| 3| 6| 3 2 3 1 7 3 183 192 68 43 62
Hefmaniv Mgéstec 4992 | 1477| 6920| 1602 4741 509 | 10,7 1948 2| 1| O 2 2 0 3 2 47 85 29 7 35
Hlinsko 10205| 3136|14811| 3558 10423 1176 | 112 4500 3| 3] 1 2 0 1 7 4 92 93 39 26 96
Holice 6498 | 2711|11965| 2469 7745 607 7,8 3591 3| 2| 2 2 0 1 4 2 80 60 21 22 99
Hofice 9053 | 2759(13035| 3004 4675 424 9 2348| 3| 3| 5 2 1 1 6 4 100 92 31 20 20
Hostinné 4723 | 1243 | 5738 | 1098 2605 227 8,6 928| 1| 1| 2 1 1 0 3 2 42 52 15 12 10
Hradec Kralové 94493 | 15500 | 79793 | 20374 50630 3010 57 26407 | 23|19|17 5 1 1 46 27 1027 970| 408 256 395
Hronov 6220 | 1528 | 6728 | 1875 3215 225 6,8 1429 4] 1| 2 2 2 0 5 2 60 84 25 18 26
Chlumec_nad_Cidl 5401 | 1312 | 6321 | 1471 2707 296| 105 1052 2| 1| 1 0 1 1 3 2 80 70 32 11 25
Chocent 9025 | 2157 | 9627 | 2242 6970 750| 10,6 2963| 4| 2| 2 1 1 0 4 2 88 109 30 29 39
Chrast 3202 | 2009 | 8681 | 1961 6121 808| 13,2 2296| 1| 1] 0 1 0 0 2 1 34 39 15 7 20
Chrudim 23323 | 515825284 | 5345 17835 1714 9,6 8259| 7| 6| 7 4 0 1 14 5 250 215 105 71 102
Chvaletice 3240 828 | 4345 940 3161 286 8,9 1285 1| 1| O 2 0 0 2 1 29 29 11 8 17
Jablonné nad Orl 3272| 1187| 5388 | 1121 3704 325 8,6 1510 2| 1| O 2 0 0 2 2 32 21 24 10 35
Jaroméf 12770 | 3070)13415| 2881 6499 663 9,9 2715| 1| 3| 2 2 0 1 8 4 154 127 62 46 58
Jevicko 2891 999 | 4704 | 1023 3238 544 | 16,5 1099 1] 1| 1 2 0 1 3 2 40 16 8 7 11
Ji¢in 16646 | 430121980 | 4755 8855 694 7,8 4481 5| 4] 4 3 1 1 12 4 169 166 65 45 55
Kopidlno 2240 | 1021 | 4931| 1070 1093 121 111 432 1| 1| 1 1 0 0 2 1 20 21 8 6 8
Kostelec nad_Orl 6237 | 2014| 8861| 2053 3166 273 8,6 1473 2| 2| 2 2 0 0 2 2 89 57 34 25 28
Kraliky 4576 | 1341| 6416| 1323 4593 579| 125 1893| 4| 2| 1 2 0 1 3 1 46 35 17 8 17
Lanskroun 10196 | 3601|16200| 3116 11243 1253 | 10,9 4346 6| 3| 3 3 0 1 5 2 93 89 36 35 123
Lazn¢ Beélohrad 3727 682 | 3272 867 1951 170 8,6 832 2| 1| 0 2 0 0 2 1 37 40 12 9 11
Lazné¢ Bohdane¢ 3392 | 1544 | 7331| 1610 4941 423 8,4 2175 1] 1] 1 0 0 0 2 1 36 22 21 10 37
Letohrad 6337 | 1220| 5870| 1151 3920 301 7,6 1565 6| 3| 3 3 0 1 5 2 66 49 30 19 40
Litomysl 10275| 413918649 | 3988 12836 1340| 10,3 5397| 3| 3| 5 2 1 1 7 4 95 89 39 28 59
Moravska_Tieb 10910 | 2971 |14448| 2993 10584 1892 | 17,6 3471 2| 3| 3 0 1 1 7 0 97 135 53 28 25




spr_obv_obci poc_ob [0 14 |15 64|65 vic|ekon_akt | uch_o_zam | nezam | ekon_sbj | ms | zs | ss | dom_p_sl | dom_duch | ur_prace | lekar_dosp | lekar_deti | narozeni | zemreli | snatky | rozvody | vyst_bytu
Nachod 20760 | 3769 | 17544 | 4227 10720 831 7,6 5399| 7| 3| 5 1 1 1 10 5 239 225 94 59 37
Nasavrky 1651 462 | 2347 643 1522 219 14,4 674| 1| 1| O 1 0 0 1 1 16 12 7 3 10
Nechanice 2312 752 | 3648 775 1095 87 7,7 468 1| 1| 0 0 1 0 1 1 24 23 9 8 15
Nova Paka 9372 | 1847| 9310| 2279 4660 407 8,6 2252 2| 2| 3 2 1 1 4 3 101 101 33 20 26
Nov Més n Metu 9878 | 2075| 9870 | 2446 5141 374 7,1 2364 3| 3| 1 1 0 0 6 3 91 111 44 26 19
Novy Bydzov 7177 | 2493|12102| 2752 3530 340 9,6 1602 | 2| 2| 2 2 0 1 4 3 87 76 34 8 32
Opocno 3128 | 1169| 5131| 1166 1481 98 6,6 638 1| 1| O 1 1 0 4 2 22 34 19 10 24
Pardubice 90077 | 15521 | 80705 | 19249 57913 4370 75 287141 29|15 13 5 1 1 48 15 998 875 436 265 516
Police_nad_Metu 4287 | 1202 | 5438| 1376 2210 160 7,2 922 1| 1] 0 1 1 0 3 1 61 55 23 13 35
Policka 8877 | 2961 |13546| 3021 9460 848 8,7 3545 5| 2| 2 1 1 1 5 3 83 97 42 26 71
Pfeloud 8751 | 239812898 | 2967 9205 847 9,1 4087 2| 2| 1 2 1 1 2 0 83 100 32 34 41
Rokyt v _Orl_h 2316 5241 2390 412 1211 106 8,8 466 1| 1| 0 1 0 0 1 1 24 18 9 9 7
Rychn nad Knézn | 11466 | 3510 |16571| 3275 6184 380 6,1 2781 | 6| 3| 2 1 0 1 7 4 132 108 47 50 76
Skuteg 5300 | 1954 | 9183| 2094 6264 760 | 121 2500 3] 2| 1 1 1 1 3 1 58 50 10 4 21
Smifice 3050 | 1210| 5772| 1118 1609 164 9,5 638 1| 1] O 0 0 0 2 1 45 29 10 6 45
Sobotka 2487 621 | 3083 801 1159 73 6,1 4370 1| 1|1 0 1 0 0 2 1 22 17 11 4 15
Svitavy 17067 | 4754 |22445| 4567 16202 2288 13,8 5957 | 7| 5| 3 2 0 1 8 4 198 176 75 48 53
Svoboda nad Up 2137| 609| 3538 685 1218 111 9 649| 1| 1| 0 1 0 0 1 1 13 11 8 8 24
Teplice_nad_Metu 1763 | 698| 3836 823 884 92| 104 361 1| 1] 0 1 1 0 1 0 19 19 5 1 3
Trutnov 31005 | 597228778 | 5700 16705 1643 9,6 7556 | 1| 6| 7 4 1 1 15 6 363 303 155 108 62
Ttebech pod O 5848 | 1236 | 5278 | 1104 2715 232 8,4 1269 1| 1| 1 1 1 0 2 1 66 58 27 15 30
Ttemosnice 3160 | 1058 | 5471 | 1285 3865 501 12,9 1413 1] 1] 1 1 0 1 2 1 32 32 10 5 21
Tynisté nad Orlici | 6364 | 1661| 8370 | 2167 3191 239 7,5 1304| 2| 1| 0 1 1 0 3 0 63 50 33 21 48
Upice 5957 | 2102| 9735| 2452 2916 336 11,4 1122 1| 2| 2 2 0 0 3 2 66 67 30 17 29
Usti_nad_Orlici 14565 | 4025 | 18539 | 4067 13583 1532 11 5689 | 8| 3| 4 I 2 1 8 4 160 165 62 40 30
Vamberk 4698 | 1064 | 5101 | 1213 2393 239 10 1017 2| 1] 0 1 0 0 3 1 52 46 23 18 10
Vrchlabi 12710 | 2836 |14210| 2970 6873 539 7,8 3434 | 7| 2| 1 2 1 1 6 4 148 197 63 32 168
Vysoké Myto 12578 | 2928 |12921| 2738 9167 1025 11 3952 | 4| 2| 4 3 1 1 9 4 153 118 55 39 24
Zaclét 3553 753 | 3486 853 1683 227 13,3 658| 2| 1| O 2 0 0 1 1 40 44 16 18 23
Zamberk 6025| 2010| 9426| 1875 6603 646 9,5 3069| 2| 2| 1 1 0 0 5 3 58 63 17 27 37
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Tabulka 17 - celkovy odhad poétu obyvatel. Zdroj [vlastni].

spr_obv_obci pocet_obyv | odhad_pocet_obyv | rozdil % spr_obv_obci pocet_obyv | odhad_pocet obyv | rozdil %
Broumov 7977 6859 16,3 Nachod 20760 16691 24,4
Cerveny Kostelec 8534 8407 15 Nasavrky 1651 1980 19,9
Ceska Skalice 5319 4591 15,9 Nechanice 2312 1762 31,2
Ceska Tiebova 16178 5464 196,1 Nova Paka 9372 7647 22,6
Dobruska 6916 8279 19,7 Nové Mésto nad Metuji 9878 9568 3,2
Dvur Kralové nad Labem 16145 12460 29,6 Novy BydZov 7177 7449 3,8
Hefmantv_M¢stec 4992 5492 10,0 Opocno 3128 6485 107,3
Hlinsko 10205 12375 21,3 Police nad Metuji 4287 5203 21,4
Holice 6498 8391 29,1 Poli¢ka 8877 9144 3,0
Hofice 9053 10997 21,5 Pielouc 8751 4422 97,9
Hostinné 4723 5415 14,7 Rokytnice v_Orl_h 2316 1938 19,5
Hronov 6220 8801 41,5 Rychnov nad KnéZznou 11466 12086 54
Chlumec_nad_Cidlinou 5401 5055 6,8 Skute¢ 5300 5288 0,2
Choceil 9025 7259 24,3 Smifice 3050 3619 18,7
Chrast 3202 3557 11,1 Sobotka 2487 3486 40,2
Chrudim 23323 24778 6,2 Svitavy 17067 13770 23,9
Chvaletice 3240 3804 17,4 Svoboda nad Upou 2137 2177 1,9
Jablonné nad Orlici 3272 4056 24,0 Teplice nad Metuji 1763 1882 6,7
Jaromét 12770 13558 6,2 Trutnov 31005 25652 20,9
Jevicko 2891 5437 88,1 Tiebechovice pod O 5848 3979 47,0

Jicin 16646 20112 20,8 TremoS$nice 3160 3852 21,9
Kopidino 2240 3670 63,8 Tynisté nad Orlici 6364 5386 18,2
Kostelec nad Orlici 6237 4521 38,0 Upice 5957 5971 0,2
Kraliky 4576 5521 20,7 Usti_nad Orlici 14565 15173 4,2
Lan§kroun 10196 10734 5,3 Vamberk 4698 4852 3,3
Lazn¢ Bélohrad 3727 3719 0,2 Vrchlabi 12710 11950 6,4
Lazné¢ Bohdane¢ 3392 3788 11,7 Vysoké Myto 12578 15369 22,2
Letohrad 6337 9568 51,0 Zacléf 3553 2452 44,9
Litomysl 10275 12981 26,3 Zamberk 6025 8385 39,2

Moravska Tiebova 10910 11362 4,1
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