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Abstract: The paper presents the design of municipal creditworthiness parameters. Further, a
model is designed based on LVQ neural networks for municipal creditworthiness
classfication. The model is composed of Kohonen's self-organizng feature maps
(unsupervised learning) whose outputs represent the input of the LVQ neural networks
(supervised learning).

Key words. Municipal creditworthiness parameter, Kohonen’s self-organizing feature maps,
LVQ neural networks, classification.

1 Uvod

Bonita obce [1,2,6,7] je schopnost obce radné plnit kratkodobé a dlouhodobé zavazky. Je
uréovana na zé&kladé faktorta (parametri), které se tykaji ohodnocovaného objektu.
Ohodnocovani bonity obci je v sou¢asnosti realizovano metodami kombinujici matematicko-
statistické metody a ohodnocovani expertem [1]. Vystupem téchto metod je bud’ skore
(bodovaci systémy) nebo pritazeni i-tého objektu ol O, O={01,02, ... ,0;, ... ,0n} do j-té tiidy
oijl Q, Q={w1j,0j, ... ,0ij, ... ,onj} (Modely zaloZzené na ratingu). Rating obce je nezévislé
ohodnocovéani expertem zaloZzené na komplexni analyze vSech dostupnych parametri bonity
obce. Jeho nevyhodou je subjektivita experta. Na zékladé uvedeného je mozné pro
ohodnocovéni bonity obci doporucit takové metody, které jsou schopny zpracovat a naucit se
znalosti experta, umozZiuji uZivateli zevSeobecnéni téchto znalosti a jsou zéroven vhodné
interpretovatelné. Pro ohodnocovani bonity obci jsou proto vhodné napi. nasledujici metody:
hierarchické struktury fuzzy inferen¢nich systému [2,7], metody u¢eni bez ucitele [1,2,6] a
neuro-fuzzy systémy [1]. Neuronové sit¢ [4] jsou vhodné pro schopnosti ucit se,
zevSeobecnovat a modelovat nelinearni vztahy. Ohodnocovani bonity obci |1ze povaZzovat za
klasifikacni problém. Ten je mozné reSit pomoci metod uceni bez ucitele (pokud nejsou tridy
oijl Q predem zndmy) nebo metodami uceni s ucitelem (pokud jsou tiidy wi;l Q piedem
znamy). V ¢lanku je uveden navrh parametrii pro ohodnocovani bonity obci, piicemz jsou
vybrény pouze parametry snizkymi korelacnimi zavislostmi. Déle jsou v ¢lanku popsany
Kohonenovy samoorganizujici se mapy (KSOM) a LVQ (Learning Vector Quantization)
neuronoveé sité. Prinos ¢lanku spociva v ndvrhu modelu ohodnocovani bonity obci, ktery
realizuje vyhody jak metod uceni bez ucitele (kombinaci KSOM a algoritmu K-prameéra), tak
metod uceni sucitelem (LVQ neuronové sité). Na zavér je uvedena analyza vysledka,
porovnani s dal&imi metodami klasifikace a prezentace klasifikace obci ol O do tiid wijl Q.

2 Navrh parametra bonity obci

Pro ohodnocovéni bonity obci jsou pouzivany nésledujici kategorie parametri:
ekonomické, dluhové, finanéni a administrativni [1]. Ekonomické parametry maji vliv na
dlouhodobou bonitu obci. Obce svice diverzifikovanou ekonomikou a priznivymi sociélné-
ekonomickymi podminkami jsou Iépe pripraveny na ekonomickou recesi. Dluhové parametry
zahrnuji velikost a strukturu dluhu. Finanéni parametry informuji o kvalité rozpocétového
hospodateni. Navrh parametri, zaloZeny na piredchozi korelaéni analyze [1,6] a na doporuceni

135



vyznamnych experti v dané oblasti, je uveden v Tab. 1. Parametry x3 a x4 jsou definovany pro
r-ty rok a parametry xs aZ x;» jako pramerné hodnoty zaroky r ar-1.

Tab. 1: Navrh parametra bonity obci

Parametry
Ekonomické | x, =PO, , PO, je pocet obyvatel v r-tém roce.
X, =PO,/PO, ,, PO je pocet obyvatel v rocer-s, asje zvoleny ¢asovy
interval.
X, = U, U je mira nezaméstnanosti v obci.

X, = 4 (PZO,/PZ)?, PZO je pocet obyvatel obce zamgstnanych v i-tém
i=1

odveétvi ekonomiky, i = 1,2, ... ,e, PZ je celkovy pocet zaméstnanych
obyvatel, e je pocet ekonomickych odvétvi.

Dluhové x. =DS/OP, x5l <0,1>, DS je dluhova sluzba, OP jsou opakujicich se
X, = CD/PO, CD je celkovy dluh.

x, = KD/CD, x41 <0,1>, KD je krétkodoby dluh.

Financni X, = OP/BV , xgl R*, BV jsou b&Zné vydaje.

X, = VPICP, X9l <0,1>, VP jsou vlastni ptijmy, CP jsou celkove prijmy.
X,0 = KVICV, xg0l <0,1>, KV jsou kapitadlove vydaje, CV jsou celkové
vydaje.

Xy = IPICP, X111 <0,1>, IP jsou investi¢ni piijmy.

Xy, =LM/PO, [K¢], LM je velikost likvidniho majetku obce.

o

Na zé&kladé uvedenych skute¢nosti je mozno navrhnout nésledujici datovou matici P

Xy e X D wi,j

0, Xl,l Xl,k Xl,mio‘)l,j
P= OI Xll Xi,k leio‘)l,j )
0, Xn,l Xn,k Xn,m:o‘)n,j

kde ol O, 0={01,03, ... ,0;, ... ,0n} jSOU Objekty (obce), Xk je k-ty parametr, x;x je hodnota
parametru xx pro i-ty objekt ol O, wj; je j-tattida pritazena i-tému objektu ol O, pi =(Xi 1,Xi 2,
e Xiks -+ Xim) J€I-ty VZOr, X=(X1,X2, ... Xk, ... »Xm) j€ VEktor parametru.

3 Navrh modelu pro klasifikaci obci

Navrzeny model (Obr. 1) redizuje modelovéani bonity obci. Predzpracovani dat
(standardizace) umoZziuje vhodnou ekonomickou interpretaci vysledki. Déle jsou obce
zarazeny do shluka pomoci KSOM. Shluky jsou oznaceny tiidami oi;l Q. Vystupy KSOM
jsou pouzity jako vstupy LVQ neuronovych siti. Modelovani bonity obci predstavuje
klasifikaéni problém, ktery mozno definovat nasledujicim zptsobem. Necht' F(x) je funkce
definovand na mnoziné A, ktera prifazuje obraz X (hodnota funkce z mnoziny B) kazdému
prvku xI A, X=F(x)I B, F:A® B. Takto definovany problém Ize fedit metodami uceni
sucitelem nebo metodami uceni bez ucitele. Pouze nekolik obci v Ceské republice ma
prifazenu tiidu w;jl Q gpecializovanymi agenturami [1]. Proto je vhodné realizovat
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modelovani bonity obci metodami uceni bez ucitele. Na zékladé predchozi analyzy [2,6] je
pro modelovéni bonity obci vhodna kombinace KSOM a algoritmu K-praméra. Jejich
vystupy jsou pouzity jako vstupy LVQ neuronovych siti, resp. dalSich struktur neuronovych
siti (NS) a statistickych metod, které redizuji vyhody metod uéeni s ucitelem. Cetnosti obci v
trénovaci atestovaci mnoZziné jsou uvedeny na Obr. 2 a Obr. 3.
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Obr. 1: Model klasifikace obci do tiid o;;
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Obr. 2: Cetnosti f obci vetiidach wi,jl Q v trénovaci mnoziné
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Obr. 3: Cetnosti f obci vetiidach wi,jl Q v testovaci mnozing

Kohonenovy samoorganizujici se mapy [1,5] jsou zaloZzeny na kompeti¢ni strategii uceni.
Vstupni vrstva slouzi k distribuci vstupnich vzora pi, i=1,2, ... ,n. Neurony v kompeti¢ni
vrstvé jsou reprezentanty vstupnich vzoria a jsou organizovany do topologické struktury. Ta
uréuje, které neurony spolu sousedi. Nejprve jsou vypoéteny Euklidove vzdélenosti dj mezi
vzorem p; a vahami synapsi wi; vSech neurona v kompeti¢ni vrstvé. Je vybran ten vitézny
neuron sindexem j*, pro ktery je vzdalenost d; od vzoru p; minimalni [5]. Vystup tohoto
neuronu je aktivni, zatimco vystupy ostatnich neuroni jsou neaktivni. Cilem u¢eni KSOM je
aproximovat hustotu pravdépodobnosti vstupnich vektort pil R" pomoci konetného poctu
reprezentantt wil R", kde j=1,2, ... ,s. Po nalezeni reprezentantt w; je kazdému vzoru p;
prifazen reprezentant wj= vitézného neuronu. V procesu uceni je definovana funkce okoli
h(j*,j), kter4 urcuje rozsah spolupréace mezi neurony, tj. kolik reprezentanta w; v okoli
vitézného neuronu bude adaptovano, a do jaké miry. Po nalezeni vitéznych neuronu je
realizovana adaptace vah synapsi w;;. Principem sekvenc¢niho trénovaciho algoritmu [5] je ta
skutecnost, Ze reprezentanti w;+ vitézného neuronu a jeho topologického okoli se posouvaji
smérem k aktualnimu vstupnimu vektoru p; podle vztahu

Wi (t+1) =w;; (1) +n®h(™, )Ip; () - w;; ()], «y
kden ()T (0,1) jerychlost ueni.

V [5] je uvedeno ne¢kolik verzi algoritma uceni pro struktury LVQ1, LVQ2, LVQ3 a
OLVQ1 (Optimized Learning Vector Quantization) neuronovych siti. LiSi se v procesu
hledani optimélnich hranic mezi tiidami ;;. Neuronové sité¢ LVQ jsou variantou KSOM stim
rozdilem, Ze se jednd o metody uceni sucitelem. Necht' existuje LVQ1 neuronova sit' a
znamy pocet trid wijl Q. Tridy oijl Q jsou v procesu inicializace LVQ neuronové sité
piitazeny v&em vzoram p;. Potom, cilem procesu uceni je nalezeni vitézného neuronu j*.
Rozdil oproti KSOM spogiva v té skutecnosti, Ze proces uceni je ukoncen, jestlize p; a wj
ndlezi do stgné tridy wijl Q. Dale, necht vstupni vektor p; ndlezi do tridy w, a jeho
reprezentant w;- je stiedem tiidy mq. V procesu uceni jsou adaptovany pouze vahy synapsi
wi«(t) timto zpasobem

Wi=(t+1) = wj(t) + () [pi(t) - wi=(1)], @)
jestlize pi(t) aw;+(t) ndlezi do stejné stiidy, wg=op,
Wi=(t+1) = wj () - n(O)[pi(t) - wi(t)], ©)
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jestlize pi(t) aw;+(t) ndlezi do raznych tiid, mq* wp,
wij(t+1) = wii(t) proj* j*, j=1,2, ... ;s (4)

Neuronova sit’ OLVQ1 reprezentuje optimalizovanou verzi LVQ1 neuronoveé sité, kde je
ke kazdému reprezentantovi w; pritazena individudni rychlost uceni n(t). V procesu uceni
LVQ2 neuronové sité jsou zéroven adaptovany ti dva reprezentanti w; and wj, ktefi jsou
nejblizsimi sousedy vstupniho vektoru p;. Vektory p; aw; ndlezi do stejné tridy, zatimco p; a
w; nalezi do raiznych trid. Ugici algoritmus LV Q3 neuronové sité zajistuje tu skute¢nost, Zze w;
pokracuje v aproximaci rozdéleni trid wi;l Q.

4 Analyza vysledki

Vstupni parametry KSOM jsou uréeny scilem minimalizace kvantizacni a topografické
chyby [1]. Pomoci KSOM lze analyzovat strukturu dat. Pouzitim algoritmu K-praméra Ize v
naucené KSOM najit shluky tak, jak je to uvedeno na Obr. 4. Algoritmus K-pramera patii
mezi nehierarchické algoritmy shlukoveé analyzy, kdy vzory p; jsou piitazeny do shluk j 1,j 2,

. ,] z Interpretace shluku je realizovana pomoci hodnot parametri X;,Xz, ... ,Xm, M=12, pro
jednotlivé reprezentanty w; (Obr. 5). Na zaklad¢ interpretace Ize shluky j 1,j 2, ... ,j 2 2=7,
ozn&cit tiidami i, j=1,2, ... ,7. Navrzené struktury KSOM a vystup shlukovani uvedeny na
Obr. 4 a Obr. 5 predstavuji ukéazku z mnozstvi struktur KSOM realizovanych v prabéhu

experimentd.
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Obr. 4: Shlukovani KSOM pomaoci algoritmu K-praméria
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Obr. 5: Hodnoty vektoru parametri x pro jednotlivé reprezentanty

o L
1

X2 S

3

2
shMh
R | ¢
13
0T
S

-]
el
15

. K1

'
fiH e
-1.42

Az

X12

Legenda: X1,Xz, ... Xk, -.. ,Xm, M=12, jSOu parametry, s je Skéla standardizovanych hodnot
k-tého parametru

Vstupni parametry struktur LV Q neuronovych siti jsou uvedeny v Tab. 2, kde Eveninit je
rovnomgrnd inicializace, Propinit je proporciondlni inicializace, s je pocet reprezentant, NN
je pocet sousedi v klasifikaci pomoci K-nejblizsich sousedii (KNN), Wi (0,1) je Sitka okna a
Sl (0,1) je faktor stabilizace. Opét bylo navrzena mnoZina struktur LVQ1, LVQ2, LVQ3 a
OLVQ1 neuronovych siti sriznymi hodnotami vstupnich parametri. NejlepSich vysledki
bylo dosaZzeno s hodnotami parametri uvedenymi v Tab. 2.
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Tab. 2: Vstupni parametry LVQ neuronovych siti

Struktura | Inicializace NN | n(t') | W S | Epochy
LVQ1 Propinit 200 5 | 005 - - 10000
LVQ2 Eveninit 200 5 | 005]| 03| - 100
LVQ3 Eveninit 200 5 | 005 03] 01 1000

OLVQ1 Propinit 200 5 - - - 1000

Cetnosti vyskytu f obci ve tiidach wijl Q (klasifikace) pro neuronovou sit LVQL a
OLVQL1 jsou znazornény na Obr. 6 aObr. 7.
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Obr. 6: Cetnosti f obci vetiidach wi,j! Q pro neuronovou sit’ LVQ1
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Obr. 7: Cetnosti f obci vetiidach wi,j! Q pro neuronovou sit OLVQ1

Neuronové sit¢ LVQ1 a OLVQ1 maji natestovaci mnozing dat nejlepsi vysledky ze viech
LVQ neuronovych siti (Tab. 3). Neuronové sit’ LVQ1 ma maximalni spravnost klasifikace
Emax=92.92[%], prameérnou spravnost klasifikace £,=91.33[%] a smérodatnou odchylku
SD=0.97[%)]. Lepsich vysledka nebylo dosazeno ani aplikaci LV Q2 a LV Q3 neuronovych siti
na vysledky LV Q1 neuronove sité.

140



Tab. 3: Spravnost klasifikace &[%] LV Q neuronovych siti na testovacich datech

LVQ1L LVQ2 LVQ3 OLVQ1

Emax[ %] 92.92 9204 9204  92.92
E[%)] 91.33 8991 9009  90.44
SD[%] 097 161 145 1.45

V Tab. 4 je uvedeno srovnani spravnosti klasifikace &%) na testovaci mnoziné dat
sdalSimi navrzenymi a analyzovanymi strukturami neuronovych siti a zastupci statistickych
modela. Konkrétné byly pouzity neuronoveé sit¢ ARTMAP (Adaptive Resonance Theory and
Mapfield), standardni dopiedné neuronove sit¢ (FFNN), neuronové sit¢ RBF (Radial Basis
Function), lineérni neuronové sit¢ (LNN) a pravdépodobnostni neuronové sit¢ (PNN). Dale
bylo srovnani realizovano se statistickymi modely SVM (Support Vector Machines), K-
nejblizSich sousedt (KNN) a logistickym regresnim modelem MLRM (Multinomial Logistic
Regression Model). NejhorSich vysledki bylo dosazeno pomoci MLRM, zatimco nejlepSich
pomoci RBF neuronovych siti s maximélni spréavnosti klasifikace &ma=94.69[%)], pramérnou
spravnosti klasifikace E;= 89.93[%] a smérodatnou odchylkou SD=2.88[%].

Tab. 4: Spravnost klasifikace &[%] na testovaci mnoZiné dosaZena ostatnimi modely
neuronovych siti a statistickymi metodami
ARTMAP FFNN RBF LNN PNN SVM KNN MLRM

Ema %] 9336 9204 9469 8584 8584 OL15 9027  86.73
Eo%)] 90.34 9056 89.93 8460 8334 8976 §7.46 8142
SD[%] 3.81 133 288 079 189 18 338 53]
5 Zavér

V ¢lanku je navrZzen vektor parametra bonity obci. Déle, navrzeny model realizuje
ohodnocovéni bonity obci. Predchozi analyza metod uceni bez ucitele (KSOM, neuronové sité
typu ART, shlukova a fuzzy shlukova analyza) [3] ukézala, Ze KSOM je pro modelovani
bonity obci z uvedenych metod nejvhodnéjsi. Konkrétné, vizualizace shluka pomoci KSOM
umoziuje vhodnou ekonomickou interpretaci vysledkt. Hodnoty indexa kvality shlukovani
[8] jsou ptiznivé a navic, odlehlé objekty nemaji vliv na vysledky KSOM. Vystupy KSOM
jsou pouzity jako vstupy LVQ neuronovych siti. Struktury LVQ neuronovych siti byly
navrzeny a analyzovéany s cilem klasifikace obci do tiid ;i jI Q vzhledem k vysoké maximalni
sprévnosti klasifikace Emax[%] a prameérné sprévnosti klasifikace £]%] snizkou hodnotou
smérodatné odchylky SD[%)]. Klasifikace pomoci LVQ neuronovych siti byla uskutoc¢nena
v progiedi LVQ_PAK, ostani struktury neuronovych siti v prosttedi MATLAB 7.1 a
statistické modely v prostiedi Weka 3.4 pod operacnim systémem M S Microsoft Windows.
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