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ANOTACE

Prdce je vénovana regresnim ulohdm v data miningu. Teoretickd cast seznamuje s historii
a definici data minigu. Podrobneji je pojednino o CRISP-DM  metodologii
I 0 regresni analyze. StéZejni casti bakalarské prdce je aplikace regresnich uloh (logistické
a linearni) na trech praktickych pripadech. Tistéena prdace je doplnéena o CD
S multimedialnimi ukazkami reseni prikladi.

KLIiCOVA SLOVA
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TITLE

Regression problems in data mining.

ANNOTATION

The labour is devoted to regression problems in data mining. The theoretical part of this
bachelor’s dissertation briefly deals about history of data mining and definition of data
mining. More attention is devoted to the CRISP-DM methodology and regression analysis.
The fundamental point of the bachelor’s dissertation is the application of regression problems
(logistic and linear) on free practical cases.
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Uvob

Dobyvani znalosti z databazi se do povédomi odborné vefejnosti dostalo az pocatkem
90. let. Databaze ptedstavuji uspofddanou mnozinu dat a v prubéhu vyvoje se staly
spolehlivym prostiedkem k uchovavani rozsahlych dat a poskytuji také moznost vyhledavat
V nich informace dle kritérii. Jednim z prostfedkd manipulace s daty je statistické Setfeni, jez
je osvédéeny prostiedek, jak modelovat a analyzovat zavislosti v datech. Po dlouhou dobu se
tyto discipliny vyvijely nezéavisle, az do chvile, kdy rozsah automaticky nasbiranych dat
piekrocil ur¢itou mez a klasické analyzy jiz nestacily. Data mining se stal spojenim databazi
a jejich analyzy pro potieby rozhodovacich procesti. Jednim z typickych ptikladl je analyza

nakupniho koSe zédkaznika, na jejimz zakladé¢ je upravovan strategicky plan prodeje.

Bakalatska prace je logicky roz€lenéna na teoretickou a praktickou cast. Teoretickd ¢ast
nejprve seznamuje se samotnou definici data miningu, jeho zdkladnimi zdroji a stru¢nou
historii. Dale uz se prace vénuje samotné¢ metodice CRISP-DM a vymezuje mimo jiné faze
procesu data miningového zpracovani. V posledni Casti teoretické piipravy jsou popsany

regresni ulohy.

Stézejni Casti bakaldiské prace je navazujici prakticka ¢ast, v niz budou nabyté poznatky
aplikovany na tfech vybranych ptikladech zrtznych prostiedi, a to ekonomického,
ekonomicky-socialniho a ekonomicky-ekologického. Pro posledni dva uvedené piiklady
budou vyuzity udaje Ceského statistického ufadu. Experimentalni ¢ast je v souladu s fazemi
metodiky CRISP-DM, a to v krocich porozuméni problému, porozuméni datim, ptiprava dat,
modelovani dat, hodnoceni vysledkil a na zavér je provedena implementace. V kazdé databazi
budou nalezeny vztahy, na zdklad¢ kterych budou vytvofeny tfi jednorozmérné a jedna
vicerozmérna linearni regrese. Nasledné bude na stejnych datech, se shodnymi parametry,

provedena aplikace logistické regrese.

Cilem bakalatské prace je najit skryté zavislosti mezi prezentovanymi daty, provést

statistickou analyzu dat a zhodnotit ziskané vysledky.
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1 DATA MINING A REGRESNI METODY

V ramci data miningu je mozné aplikovat Siroké spektrum metod pro modelovani dat

s vyuzitim riznych analytickych procedur. Jednou z nejpouzivanéjsich jsou regresni metody.

1.1 Data mining

Definice data miningu
Pojem data mining pochazi z angliCtiny a pteklada se jako dolovani dat nebo vytéZovani
dat. Data mining (DM) vsobé skyta velké mnozstvi technik, postupd a algoritmi
pouzivanych k objevovani smysluplnych korelaci, pfedloh a trendii pti prochazeni velkého
mnozstvi dat ulozenych nejcastéji v datovych skladech. Jako obecné ptijata definice dolovani

dat se povazuje:

DM je netrivialni dobyvani skrytych predem neznamych a potencialné uzitecnych
informaci z dat. PFi jejich objevovani se vyuzivaji expertni systémy a grafické a statistické

techniky a prezentuji se zpiisobem srozumitelnym lidem “. (Everitt, str. 108)

DM se vyuziva v mnoha odvétvich, naptiklad k vyhodnoceni navratnosti kampani, analyze
zékaznické databaze, hledani souvislosti a moznych korelaci, ve snaze vypatrat z dat vSechno

to, co pomuze efektivné fidit firmu, projekt ¢i zaméstnance. [1]

Systémem DM je mozné data i1 jednodusSe zpracovat prostfednictvim rozpozndvacich
technologii 1 grafickych a statistickych technik. Umozni tedy ziskana data prezentovat

srozumitelnou formou pro vefejnost ¢i zadavatele. [1], [8]

Nicméné DM lze aplikovat i na malé databaze dat. Dtlezitou vlastnosti DM je, Ze se jedna
o analyzy odvozované z obsahu dat, nikoliv pfedem urcené uzivatelem. Jedna se predevsim

o odvozovani prediktivnich informaci, nikoliv pouze deskriptivnich.

Ptinosnou odliSnosti DM, oproti jinym statistickym ndstrojim, je pravé zaméteni na
uzivatele. Statistické ulohy DM jsou realizovany automaticky podle urcenych algoritmi
a uzivatel tedy nemusi mit specidlni znalosti statistiky. U jinych programi je uZivatelem

specialista zhotovujici zpravy pro koncového zadavatele. [1], [8], [9]

Zikladni zdroje DM
V téchto systémech je mozné definovat tii zakladni zdroje, a to databaze, statistiku

a strojové uceni.
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1. Databaze

Do této skupiny fadime veskeré systémy, v nichz jsou data shromazd’ovana a které
umoziuji vyvolavani specifické skupiny dat. Patii sem tedy: rela¢ni databaze, EIS (Executive
information system), OLAP (On-Line Analytical Processing), datovy sklad a dotazovaci jazyk
SQL. [1]

2. Statistika

Pfedstavuje nastroje pro matematické zpracovani dat, tj. kontingen¢ni tabulky, regresni

analyza, distribu¢ni a korela¢ni analyza. [1]

3. Strojové uéeni

Strojové uceni je moderni, rychle neustéle se rozvijejici technologie pro ziskdvani znalosti

a dat. Prikladem jsou teorie fizeni a uméla inteligence. [1]

Strué¢na historie dobyvani znalosti z databazi
V podstaté prvni impulzy, jez ptedchazely vzniku DM, je mozné datovat az do 30. a 40. let
20. stoleti, kdy se spole¢nosti SAS a SPSS zabyvaly matematickymi analyzami, jako jsou
napt. smérodatna odchylka, rozptyl, shlukova analyza a intervaly spolehlivosti. Prvni metody
zaméfené k prozkoumavani databazi a hledani skrytych spojitosti mezi daty zacaly vznikat asi
pied 50 lety, tedy v 60. letech 20. stoleti, kdy dochazelo k masivnéj$imu rozvoji vypocetni
techniky, a vyvstala potieba ziskavat uzitecné udaje z uloZzenych dat. Ale vétSinou Slo jen

o0 ojedinély vyzkum na univerzitni pudé. [1], [3], [8]

V 70. a 80. letech 20. stoleti byl rozvoj podpofen zvySenim vykonu a rychlosti po¢itacu.
Diky tomu doSlo i k rozmachu statistickych metod, databazovych aplikaci a umélé
inteligence. V této dob¢é se vSak o DM hovoii spiSe jako o vytézovani dat (tedy DM),
odvozovani znalosti (data extraction), odkryvani informaci, ziskavani znalosti a tyto pojmy
maji spiSe hanlivy vyznam, protoze nebylo jesté mozné zajistit spolehlivost jejich vysledk.

Navic $lo spiSe o vyhledavani korelaci ve velkych datovych souborech. [1], [3], [8]

O skute¢ném dobyvani znalosti z databazi (z angli¢tiny Knowledge Discovery from
Databases, tj. KDD) se zacalo mluvit az pocatkem 90. let minulého stoleti. Poprvé byl
predstaven ve Spojenych statech Americkych, kde se roku 1989 na Mezinarodni konferenci
o umélé inteligenci IJCAI'89 tento pojem ustanovil. KDD je definovan jako ,,proces
netrividlniho objevovani implicitnich, dopredu neznamych a potencialné pouzitelnych znalosti

v datech. ““ (Berka, str. 15)
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V tomtéz roce na prvnim workshopu o KDD byla zdiraznéna potieba ziskavat z databazi
vyuzitelné znalosti. Tedy az od 90. let, po objevu novych statistickych metod, mizeme
jednoznaéné hovofit o DM jako o samostatném a rovnocenném oboru aplikované védy.
Z pocatku se pro tuto oblast razily nejriznéjsi nazvy: information harvesting, data archeology,
data destilery, data dredging. Nakonec ovsem zvitézila hornickd metafora — dobyvani

a dolovani znalosti z dat (DM). [1], [3], [8]

1.2 Metodiky data miningu

,,S postupem doby zacaly vznikat metodiky, jejichz cilem je poskytnout uzivateliim jednotny
ramec pro reSeni riznych uloh z oblasti dobyvani znalosti.  Tyto metodiky umozZiuji sdilet

a prendset zkuSenosti z uspésnych projekti.,, (Berka, str. 22)

Prosttednictvim DM lze fesit tyto typy uloh:

e Popis dat — vizualizace, sumarizace.

e Hledani ,,nugget“ — dominantni struktury, asociacni pravidla, segmentace, shlukova
analyza, popis rozdéleni dat.

e Predikce — klasifikace (predikce kategorialni proménné), regrese (predikce spojité

proménné), Casové fady (predikce proménné zavislé na Case).

Mezi metody DM patii naptiklad metodika 5A firmy SPSS nebo metodika SEMMA firmy
SAS. Pro potiebu bakalaiské prace se zamétim na metodiku CRISP-DM, jejimz cilem je

umoznit feseni rozsahlych tkoli v dobyvani znalosti z databazi.

Metodika CRISP-DM
Metodika CRISP-DM (CRoss Industry Standard Processfor Data Mining) vznikla v ramci
Evropského vyzkumného projektu. Cilem bylo navrhnout univerzalni postup, ktery bude
mozné aplikovat v nejriznéjSich oblastech (pf. komer¢ni aplikace). Hlavnimi pfednostmi
CRISP-DM je rychlost, efektivita, spolehlivost a niz$i naklady na ,,dobyvani dat. Kromé
navrhu standardniho postupu ma CRISP-DM nabizet také ,privodce™ potencidlnimi

problémy a feSenimi, které se mohou vyskytnout v redlnych aplikacich.

Hierarchické uspoirada CRISP-DM
V ramci hierarchického uspotadani metodiky CRISP-DM rozeznavame ¢tyfi Grovné

abstrakce: faze projektu, obecné ukoly, specializované tikoly, aplikace v procesu. [7], [8]

Urovné jsou uspoiadany od obecnych ke specifickym. V prvnim kroku jsou definovany

jednotlivé fady fazi a na kazdou tuto f4zi navazuje v druhé Grovni n€kolik tkold. Nicméné
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druha faze musi byt potad velmi obecna, aby podchytila viechny mozné DM situace. Ukoly
na této trovni jsou ale jiz Gplné a stabilni. Pod pojmem tplné se v takovémto piipadé rozumi,
ze pokryva cely postup DM a vSechny mozné DM aplikace. A za stabilni se povazuje, kdyz je
model validni i pro zatim nepfedvidatelny vyvoj. V tieti fazi, specializované tlohy, jsou jiz
obecné tlohy z druhé faze pievedeny na konkrétni akce podle feseného problému. Ctvrta

uroven predstavuje technickou realizaci specializovanych uloh. [1], [8]

Faze CRISP-DM
Metodologie CRISP-DM rozdé€luje cely proces DM do Sesti zakladnich fazi, v ramci nichz
jesté rozliSujeme dal§i kroky. Jednoznan€ Casov€é nejnaro¢néjsi fazi je ptiprava dat,
v procentudlnim vyjadieni se jedna piiblizné o 55 % z celkového Casu. Pro fazi porozuméni
problému by mélo stacit 5 % casu, dalsi faze projektu, porozuméni datim, zabere piiblizné
10 % casu projektu. 15 % casu zabere modelovani a dalSich 15 % ptipadne na sepsani

zavereéné zpravy. [1], [8], [10]

//E T
L o,
Forozumé&nl F'n:-rnzumﬁnf\
problermatice datiim
—

[ Fiprava dat ]

+ yu it wsledka]

\
\

L 4

Modelowani

\ YWyhodnaoceni
\H_ a-*,-*s'edlu

Obrazek 1: Grafické vyjadreni naslednosti krokti v DM
Zdroj: [1]

e Definovani cilu (Business understanding)
Tato Gvodni faze je zamétfena na pochopeni cilli ulohy a pozadavkd, jeZz smétuji k feSeni
formulovanému z manazerského hlediska. Manazerskd formulace musi byt nasledné

pfevedena do zadani Glohy pro DM. V této fazi se rovnéz provadi inventura zdroji (datovych,
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vypocetnich 1 lidskych). Hodnoti se mozna rizika, naklady a pifinos pouziti metod DM.
V neposledni fadé se stanovuje predbézny plan praci. [1], [8], [10]

e Porozumeéni datuum (Data understanding)

V této etapé dochazi k prevzeti dat a seznameni se s nimi. Jednd se zejména 0 posouzeni
kvality dat a o vytipovani moznych podmnozin zaznamii v databazi. V ramci porozuméni
datim zjistujeme riizné deskriptivni charakteristiky dat, jako jsou cetnosti hodnot, primér,
minimum, maximum, atd. Tato analyza je zaméfena na DM otazky, které mohou byt
zodpovézeny pouzitim dotazli, vizualizaci a reportl. Toto zahrnuje rozdéleni klicovych
atributli, vazby mezi pary, jednoduché statistické analyzy, ¢etnosti hodnot rtiznych atributu,
primérné hodnoty, minima a maxima apod. Tyto analyzy se mohou zaméfit piimo na cil DM
projektu a slouzit tak pro formulaci hypotéz, nebo pouze piispivat k popisu dat. Pokud je to
vhodné, tak mohou byt soucasti diagramy a grafy, které poukazuji na datové charakteristiky
nebo které mohou byt uré¢itym voditkem k zajimavym podskupinam v datech. V této fazi také
dochazi k vytvareni prvnich hypotéz, které se v prib&éhu celého procesu snazime potvrdit.
Nekdy vsak miizeme hypotézu vyvratit nebo naopak najit jiné feseni. [1], [8], [10]

e Priprava dat (Data preparation)

Ptiprava dat zahrnuje Cinnosti, které vedou k vytvotfeni datového souboru, ktery bude
zpracovan jednotlivymi analytickymi metodami. Dochézi k integraci vice datovych zdroji,
Cisténi, upravé a formatovani dat do podoby vyzadované analytickymi nastroji a metodami,
které pozdé&ji budou na data aplikovany. Soucasti piipravy dat je ¢asto standardizace dat. Tato
faze je obvykle nejpracné;jsi ¢asti feSeni celé ulohy. Proces nelze spravné provést bez znalosti
dat. Spatnd integrace dat by mohla vést ke znehodnoceni zdrojui dat a ovlivnéni celkové
kvality feseni. [1], [8], [10]

e  Modelovani (Modeling)

Modelovani ptedstavuje fazi aplikace analytickych metod. Obvykle existuje fada riznych
metod pro feSeni dané ulohy. Je tfeba vybrat ty nejoptimalnéj$i a vhodné nastavit jejich
parametry pro feSeni definovaného problému. Z tohoto kroku vybirame nékolik nejlepSich
ziskanych feSeni, které postupuji do dalsiho kroku. Ovsem jde tedy o iteracni Cinnost,
a pouziti analytickych algoritmi miZe vést k potiebé modifikovat data, a tedy k navratu
k datovym transformacim. Soucasti této etapy je také oveétovani nalezeni znalosti z pohledu

metod dobyvani znalosti z databazi. [1], [8], [10]
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e  Hodnoceni vysledki (Evaluation)

V této fazi dochazi ke konecnému hodnoceni a selekci ziskanych modeli podle riznych
vlastnosti a ovéfeni spravnosti ziskanych feSeni za pomoci téchto modeli. Dle ziskanych
vysledkt je jiz mozno zvazit ptipadnou implementaci celého procesu. [1], [8], [10]

o Vyuziti vysledku (Deployment)

Vytvofenim vhodného modelu feseni tllohy obecné nekonci. Dosazené vysledky je tfeba
vyhodnotit z pohledu zadavatele (pf. manazera), zda byly splnény cile formulované pii zadani
ulohy. A dale je nutné data zpracovat do podoby pochopitelné pro zadavatele, napt. sepsani
zavérecné zpravy, nebo zavedeni systému pro automatickou klasifikaci novych ptipadd atd.
Ve vétsin€ ptipadu je to az zadavatel, a nikoliv analytik, kdo provadi kroky k vyuziti vysledki

analyzy. [1], [8], [10]

1.3 Regresni ulohy

Definice regresni funkce: ,Necht X a Y jsou ndhodné veliciny. Podminénou stredni
hodnotou Z£(Y/x), povazZovanou za funkci proménné x, budeme nazyvat regresni funkci
nahodné veliciny X vzhledem k Y. Regresni funkce vyjadiuje zmény podminéné stredni
hodnoty jedné ndhodné veliciny pri zmené hodnot druhé nahodné veliciny. Graf regresni

funkce nazyvame regresni krivka.* (Kubanova, str. 108)

Definice Stochasticky zavislé veli¢iny: ,,Necht X, Y jsou dvé ndahodné veliciny. Jestlize
zmeéna hodnoty jedné nahodné veliciny vyvola zménu rozdéleni pravdépodobnosti druhé
nahodné veliciny, rikame, ze nahodné veliciny X, Y jsou stochasticky zavislé.* (Kubanova, str.

108)

Stochastické zavislosti se projevuji ve zméndch stiedni hodnoty jedné ndhodné veli¢iny
souvisejicich se zménami hodnot druhé nahodné veliCiny, to znamena, Ze se projevuji

prostiednictvim podminénych stifednich hodnot. [6]

Hlavnim ukolem regresni analyzy je zjiSténi tvaru stochastické zavislosti a parametrQ
regresni funkce. Regresni analyza se zabyva zdvislosti ndhodné veliCiny Y na nezavislé
proménné x, kterd neni ndhodnd a je obecné m-rozmérnd. Ndhodné veli¢ina ¥ mé pro danou
hodnotu x = (x1, xz ..., xm) a parametry (Bo, 1, B2 ... Pr) podminénou stfedni hodnotu
E(Y/x)=g(x, Bo L1, B2 ..., Pi). Funkce g proménné X se nazyva regresni funkce a parametry
(Bo, B1, Pz ..., Bi) Se nazyvaji regresni koeficienty. [6]
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Modely linearni vzhledem k parametrim maji regresni funkci tvaru

k
9, Bo,B1, B2, -, Bi) = ZBi " gi(x)
i=0 1)

kde g;jsou funkce nezavisle proménnych x = (xz, xz, ..., Xm). [6]
Bo, B, Bz ..., Bkjsou parametry

1.3.1 Linearni regrese a metoda nejmensSich ¢tverci

Pti budovani regresnich modelti se bézné uziva metody nejmensich ¢tvercii. Tato metoda

poskytuje postacujici odhady parametrti jenom pti splnéni predpokladi o datech a o regresnim

modelu. Pokud tyto ptedpoklady:

regresni parametry £ mohou nabyvat libovolnych hodnot;

regresni model je linearni v parametrech a plati aditivni model métent;

matice nendhodnych, nastavovanych hodnot vysvétlujicich proménnych X' ma hodnost
rovnou praveé m,

nahodné chyby & maji nulovou stiedni hodnotu E£(g)=0. To musi u korela¢nich
modelt platit vzdy. U regresnich modelt se maze stat, ze E(e)= K i =1, ..., n, coz
znamena, ze model neobsahuje absolutni ¢len. Po jeho zavedeni bude E(s)=0, kde
&'=yi- yei-K,

nahodné chyby & maji konstantni a konecny rozptyl E(e?)= 6% Také podminény
rozptyl D(y/x) = &2 je konstantni a jde o homoskedasticky ptipad;

nahodné chyby jsou &vzajemné nekorelované a plati cov(eg;)= E(sic;)=0;

chyby &maji normalni rozdéleni N(0, 62);

nejsou splnény, ztraci vysledky metodou nejmensich ¢tverca své vlastnosti.

Linearni regresni analyza se pouziva v téchto piipadech [4]:

a)

b)

Popis empirickych dat — hleda se vztah, linearni regresni model, ktery sumarizuje
vazby mezi sloupci v datech.

Urceni parametrli — béZnym cilem regresni analyzy je vycisleni odhadli nezndmych
parametrl regresniho modelu. UZivatel navrhne regresni model a regresni analyzou se
snazi model prokazat. Casto tento cil pfekryva i ostatni zaiméry regresni analyzy.
Predikce — cilem regresni analyzy je Casto predikce, tj. vycisleni hodnot zavisle
proménnych pro zadané kombinace vstupnich parametrl. Predikce jsou dulezité pti

planovani, monitorovani a vyhodnocovani procest.
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d) Rizeni— lze vyuzit také k monitoringu a fizeni systémil.
e) Vybéru dulezitych proménnych — vybér proménnych se provadi s ohledem na
nezdvisle proménné, které¢ vysvétluji vyznamny podil proménlivosti na zavisle

proménne.

Jednoduchym linearnim modelem linearni regrese nazyvame takovy linearni model, kdy
grafem regresni funkce je pfimka. Predpokladejme, ze Y7, Yz .., Vs je n-tice ndhodnych
veli¢in s vlastnostmi EY,= a + fpx; DYi=0%i=12, ..., n, kde a, 5, 02 jsou neznamé parametry
a X1, Xz .., X»J€ n-tice znamych hodnot.

Yi=a + fxi +¢€i

kde: &;jsou nezavislé nahodné veli¢iny, pro které plati £(s;)=0, D(&;))= 0% i= 12, .., n.

Nahodna slozka zahrnuje ptisobeni ndhodnych vlivii nebo piisobeni veli¢in, které nejsou
zahrnuty v modelu. [6]

Regresni piimka y = a + ffx se nazyva regresni pfimka, £ je jeji smérnice. Ukolem je nyni
na zékladé naméfenych dvojic hodnot (xz,y1), (xz2yz2), ... (Xuyn) odhadnout nezndmé

parametry a, 5, 0?daného modelu. Tyto odhady budeme znacit po fadé a, b, s°. [6]

Bodové odhady a, b parametrii a, £ ziskdme metodou nejmensich ¢tverct. Princip této
metody spociva v tom, ze hledame takovou funkci y = a + bx, aby v jistém smyslu co nejvice
ptiléhala k bodim (X7, y1), (x2,52), ..., (Xn V), kde pfiléhani méfime souétem rozdilu hodnot y;

a y: [4], [6]

Vypocet parametra a, b:

_ n Z?=1 Xiy;- Z?=1 Xj Z?=1 Yi
nyi, Xi2' (XL xi)?

(2)

n 2yvn n n
ph = j=1X] Di=1 Vi~ Dj=1Xi Dij=1 XiVi

2
nz?:lxiz_ (Z?=1xi)

[4], [6] (3)

kde: x; yijsou tabulkové hodnoty nezavislé a zavislé proménné

n znaci pocet dvojic proménnych, kterych musi byt vic nez parametra
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1.3.2  Logisticka regrese

Je pouzivana ptedevsim v piipadech, kdy vysvétlovana proménna neni spojitd. Metoda
logistické¢ regrese byla ptivodné vyvinuta pro ptipad, kdy je zavisla proménna bindrni
(dichotomicka, alternativni), to znamend, Zze mize nabyvat jen dvou hodnot. V takovém
ptipadé, jiz nelze pouzit k odhadu parametri ,klasickou* regresni analyzu s odhadem
regresnich Kkoeficientli prostiednictvim metody nejmensich c¢tverci. K odhadu téchto
parametrit By, 7 pouzivame metodu maximalni vérohodnosti. Obvykle predpokladame, ze je
zavisle proménna nahodnou veli¢inou s normalnim rozdélenim. Pro odvozeni modelu pak

pouzivame metodu nejmensich ¢tvercu. [4], [6]

Hledané koeficienty S, i= 0, 1, ..., p odhadneme pomoci metody maximalni vérohodnosti,
protoze pouziti ,klasické* regresni analyzy s odhadem regresnich koeficientli pomoci metody
nejmensich ¢tverci by v tomto piipadé mohlo zpisobit jisté problémy [4], [6]:

e Heteroskedasticita: u bindrnich proménnych neni dodrzen piedpoklad homogenity
rozptylu pro vSechny rezidua. Dusledkem by byly Spatné vysledky standardnich
odchylek a testovani hypotéz by bylo nekorektni.

e Nenormalni rozdéleni rezidui: dalSim pfedpokladem metody nejmensich ctverct je
normalni rozdé€leni rezidui. Ktery nemize byt splnén, kdyz rezidua v ptipad¢é bindrni
proménné jsou ziskdna pouze ze dvou hodnot, protoze by se opét doslo ke Spatnému
odhadu standardni chyby.

e Nelinearita: odhad pravdépodobnosti tspéchu (¥ = 7) se pohybuje v intervalu od 0 do
1. V metod¢ nejmensich ctvercii nejsou ale zadna omezeni, ktera by nam jako odhad
dala také cislo z tohoto intervalu, a mizeme proto mit za vysledek jakékoliv Cislo
z intervalu (-0, o), ktery by nam ftikal, ze pravdépodobnost je zaporna nebo vétsi nez

jedna, coz je nesmysIné.

Oznaéme si pravdépodobnosti: P(Yi= 1) = mP(Yi= 0) = 1 - m; kde Y je binarni
proménnou. Je ziejmé, ze Yi~Bi(1;m;). V ptipadé nezavislosti jednotlivych pozorovani
muzeme vérohodnost zapsat jako soucin pravdépodobnosti:

n 1-y;

LB = | [r@o 1 -reo) @

i=1
kde: L je vérohodnosti funkce, T[(xi) ptredstavuje podminénou pravdépodobnost a y;

hodnota pozorovani
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ed(x)
Kde pravdépodobnost T[(Xi) = 17 090" kde g = (Bo 1., B») a i je vektor

neznamych koeficientt.

Pro lepsi vypocetni vlastnosti se vyraz zlogaritmuje a po upraveé dostdvame:
n
InLB1y) = D {iInln(x)] + (1 = ¥ Inf1 = ()]} ®)
i=1

Kde L je vérohodnosti funkce, T[(xi)pfedstavuje podminénou pravdépodobnost a y;

hodnota pozorovani

dinL
ap
poté vypoctou odhady neznamych parametra Sy, Sy, ..., Bp- [4], [6]

Pro nalezeni vérohodnosti funkce je nutné fesit rovnici = 0. Ztéto soustavy se
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2 PRAKTICKA APLIKACE DM

DM bude proveden metodikou CRISP-DM. Ke zpracovani vyuziji software Microsoft
Excel a SPSS Clementine.

2.1 Aplikovani linearni regrese na vhodné vybranych datech

Aplikace linearni regrese probéhne na tfech datovych souborech, pti¢emz kazdy ma pavod

Vv odli$né oblasti vyzkumu.

Porozuméni problému
Tato faze metodiky CRISP-DM se zamétuje na pochopeni cili ulohy a pozadavkl na
feSeni formulovanych z manaZerského hlediska. Manazerska formulace musi byt nasledné

pievedena do zadani ulohy pro DM. [8]

Data pro prvni tlohu budou pochazet z ekonomického prostiedi. Datovy soubor bude
shromaZzd’ovat informace o vlastnostech jednotlivych typt automobil. Cilem prace je najit
zéavislost mezi spotiebou automobilu a vhodné zvolenymi proménnymi a na zéklad¢ vysledki

pak rozhodnout, zda Ize predikovat spotiebu automobilu.

Druhy soubor dat, kterym se v praci budu zabyvat, pochéazi z vice statistickych vyzkumut
a bude se vénovat problematice ekonomicko-socialni. Datovy soubor bude obsahovat
statisticka data, kterd budou roztéidéna dle krajii Ceské republiky. Cilem prace s daty je hledat
zavislost mezi primérnou hrubou mzdou v kraji a vhodné zvolenymi proménnymi

s naslednym rozhodnutim, zda Ize primérna hruba mzda predikovat.

Posledni datovy soubor se bude skladat rovnéz z vice statistickych vyzkumua a bude se
zabyvat ekologicky-ekonomickou problematikou. Databaze bude obsahovat statisticka data,
kterd budou roztiidéna dle kraju Ceské republiky. Cilem bude zjistit, zda lze z dat vyvodit
zavislost mezi investovanymi penéznimi prostftedky na ochranu Zivotniho prostredi
a zvolenymi proménnymi. Z vysledkli provedenych analyz bude u¢inéno rozhodnuti, zda tato
zavislost skute¢né existuje a jestli je mozné predikovat pro jednotlivé kraje mnozstvi

investovanych penéz na ochranu Zivotniho prostiedi.

Porozuméni datiim
Ve fazi porozuméni datiim je ptiblizen ptivod dat, deskriptivni charakteristika dat a kvalita

dat, tak abychom ziskali uceleny ptehled o surovych datech, s kterymi bude dale pracovano.
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Popis jednotlivych proménnych lze vycist v datovych slovnicich (Ptiloha 2, Ptiloha 3,

Ptiloha 4). Bliz8i charakter dat ukazuji Obrazky 2, 5 a 7.

Vstupni datové tabulky jsou na datovém mediu CD-R v Priloze 1 v adresari
\\datové soubory. Zde lze vidét cely obsah, rozsah a strukturu vstupnich datovych tabulek

»auta.csv®, prumerna_mzda.csv* a ,,investice.csv®.

Porozuméni datovému souboru ,,auta.csv
Ziskani téchto dat nebylo jednoduché. VSechny vstupni datové matice byly zpracovany
samostatné za pomoci vhodného zdroje a softwaru Microsoft Excel. Data pro soubor
»auta.csv byla ziskana z webového portalu www katalog.auto.cz. Ze zvolenych padesati
profilii aut byla data postupné ptenaSena do prostfedi Microsoft Excel, kde byla nasledné

exportovana do tabulky ve formatu *.csv, kterd byla pojmenovana ,,auta.csv.

nazay | znacka] karoseris| spotrabal pativo] zavinow_objem| wion| tyn_motaru] tocivy_moment] zyehieni] max_ryehiast] smise| avers| mista] hmatnast
| Skoda Octavia 1.2 Skoda liftback 5.900 benzin 1187 7T TSl 176 10.800 192 136 g ] 1aan
2 Skada Octavia 2.0 Sknda  lifthack 4.800 nafta 1968 103 TODI 320 49.500 21 126 g il 1995
3 Skoda Octavia RS Skoda  kombi 7.500 bengzin 1984 14778l 280 7.300 238 175 5 5 1930
1 Skoda Octavia 1.6 Skoda lifthack 7.100 benzin 1598 75 MPI 148 12300 190 166 5 5 1880
3 Skoda Roamster 1.2 Skoda  MPY 4.500 nafta 1189 56 TOI 180 15.500 162 118 g ] 1763
3 Skada Octavia Scout 20 Skoda kombi 5.900 nafta 1968 103 TODI 320 10100 144 185 g il 2185
i Skoda Rapid 1.2 Skoda sedan 5.400 bengzin 1187 77 TSl 175 10300 195 125 4 5 1633
3 Skoda Rapid 1.6 Skoda sedan 4.000 nafta 1508 66 TDI 230 11.700 206 114 4 5 1698
3 Skoda veti1.4 Skoda  SUV 6.800 benzin 1340 90 TSl 200 10.500 185 159 g 5 1920
1o Skoda Superh 1.8 Skoda sedan 7.200 benzin 1788 118 TSl 240 8.600 220 168 g il 2074
11 Skoda Superh 2.0 Skoda sedan 5.700 nafta 1968 125700 350 8.800 222 149 5 5 2118
12 Skoda Superb GL Skoda  kombi 4.400 nafta 1688 7T TO 260 12600 190 114 g ] 2109
13 Volkswagen Golf Plus .. Yolks.. MPV 5.800 benzin 1147 62 TSl 160 13.400 175 133 g 5 1930
14 Yolkswagen GolfYaria.. Yolks.. kombi 4.900 nafta 1968 103 7Dl 320 9.700 210 128 5 5 2030

Obrazek 2: Nahled obsahu souboru ,,auta.csv
Zdroj: [viastni]

K lepsimu porozuméni datiim a k moznému nalezeni nesrovnalosti v datovém souboru se
provede vypocet popisnych statistik pomoci uzlu Data audit, ktery je znazornén na

Obrazku 3.

Field [ Graph [ twe [ wim Wax Mean Std. Dev | Skewness | Unigue vialid

{aroserie i i I ab Set - - - - - 7 50
spotreba i & Range 3.800 13.900 B.272 1.875 1.869 Fnullf a0
aalivo lﬁ O® Flag - - - - - 2 a0
dvihowy_ohjern E & Range 1187 4395 2124 440 TAES33 1.272 Fnullf a0
Akan E &Hange it} 412 136.960 73323 2216 Fnulld a0

Obriazek 3: Nahled popisnych statistik pro soubor ,,auta.csv*

Zdroj: [viastni]
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Vysledek pozorovani popisnych statistik neukdzal zddnou zdsadni chybu. Nebyla zjisténa
ptitomnost chybnych ani odlehlych hodnot. Sloupec Valid nabyva pro vSechny proménné
stejné hodnoty, takze nebyla zjiSténa piritomnost chybéjicich hodnot. Déale je mozné si
povsimnout, ze tabulka obsahuje dva typy dat a to typy Range a Set. Obrazek 3 slouzi spiSe
pro lepsi predstavu o datech a struktuie dat. Dale je z Obrazku 4 patrné rovnomérné

zastoupeni aut Ctyf znaCek a pomér aut spalujicich benzin nebo naftu.

Value Proportion | % | Count
Audi I 26,0 13
entyy I 26,0 13
volkswagen D 24,0 12
Skoda NN 24,0 12

Value Proportion J % l Count
L 50,0 25
nafta 50,0 25

Obrazek 4: Procentualni zastoupeni proménné Znacka a Palivo

Zdroj: [viastni]

Porozuméni datovému souboru ,,prumerna_mzda.csv*
Data pro druhy soubor ,prumerna mzda.csv pochazi z webového portalu Ceského
statistického tfadu na adrese www.czso.cz. Datova matice byla vytvofena na zakladé
souhrnnych informaci CSU o 14 krajich Ceské republiky za rok 2011. I zde ke zpracovani dat

byl vyuzit software Microsoft Excel a exportovanim byl ziskan vysledny soubor ve formatu

*.CSV.
kraj ‘ pnﬁetnhwate\| pndi\_zen| pocet_ob_15-64 podil_zen_1 5-54‘ hustnta‘ mest_oby pncet_nh:i| mesta‘ HDP ‘prumerna_hruha_mzda mira_nezamest reg\str_suhjekhf‘ nemocen_pajis| |

| hiawni mésto Praha 1241664 634173 863517 431698 2502.. 100.000 1 1 T8E057 33546 3.850 520377 993771
2 Stedocesky 1273094 644325 800832 434086 116100 53.000 1145 B2 322868 25691 7700 37598 399430
3 Jihotesky B36138 322710 439059 216625 £3.300 64.200 623 54 3009006 23199 7.530 148543 230186
t Plzenisky 571497 288718 384320 193482 75600 7.400 501 56 325743 24038 T.A00 147418 215666
3 Karlovarsky 30365 143733 212394 104320 91.600 82700 132 37 269180 11723 9.820 83396 90733
i Ustecky 828595 419616 477193 283860 155200 79700 354 50 292650 23174 12.840 176718 250251
7 Liberecky 438132 223432 303874 140815 138.600 T7.800 ik 39 279039 23422 9.460 118766 138344
3 Krilovehradecky 554080 281774 377654 186328 116.400 67.300 448 48 315316 22837 7.490 134688 198960
1 Pardubicky 916260 261378 354670 174094 114,300 62.300 4451 38 296796 22978 8.440 114072 186915
10 Wysoina 511972 2458028 351776 171393 75300 57.300 704 34 300308 27918 9.440 105185 172691
11 Jihomorawsky 1164633 594770 803165 396916 162.100 62,300 673 49 340093 24651 9.810 291162 475983
12 Olomoucky 638048 326736 440747 218395 121.300 56.600 399 30 279902 22825 11.370 138970 202946
13 Zlinsky 589596 301335 406257 200394 148600 59.800 s 30 309386 22645 9.350 136725 213147
14 Morawskoslezsky 1232626 629722 857430 424036 227.000 75.500 300 47 38145 24174 11.180 248824 436517

Obrazek 5: Nahled obsahu souboru ,,prumerna_mzda.csv*
Zdroj: [viastni]

K lep$imu porozuméni datim a k moZnému nalezeni nesrovnalosti v datovém souboru se
provede vypocet popisnych statistik pomoci uzlu Data audit, ktery je znazornén na
Obrazku 6.
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Field | Graph | Type | Min Mz Mean Std. Dev Skewness Unigue Walid
<t ﬂ &b Set - - - - - 14 14
ao0éet obyvatel & Range 303165 1273094 750019.286 334653.638 0.671 Snulls 14
aodil_zen & Range 163733 6443256 381461.429 170844960 0672 Fnully 14
aocet_oby_15-64 & Range 212394 880832 5187704871 232762.088 0.620 Fhully 14
aodil_zen_15-64 f Range 104820 434088 256210429 115711.766 n.688 Fnulls 14

Obrazek 6: Ukazka popisné statistiky souboru ,,prumerna_mzda.csv*
Zdroj: [viastni]

Vysledek pozorovani popisnych statistik ukazal jednu zasadni chybu, ktera by negativné
ovlivnila vysledky. Tato chyba spoc¢iva v odlehlosti dat pro kraj Hlavni mésto Praha. Tento
kraj je specificky tim, Ze ho tvofi jen hlavni mésto Praha, takze hodnoty pro n¢j naméfené se
diametralné 1i§i od priméru v Ceské republice. Ve zbyvajicich datech nebyla zjisténa
piitomnost chybnych ani odlehlych hodnot. Sloupec Valid nabyva pro vSechny proménné

stejné hodnoty, takZe nebyla zjiSténa pritomnost chybéjicich hodnot.

Porozuméni datovému souboru ,,investice.csv*

Datovy soubor ,,investice.csv a druhy soubor dat ,,prumerna mzda.csv* sdili spole¢né

dostavame soubor ,,investice.csv*.

kraj ‘ anethwatel‘ Zeny ‘ nhwﬁnadﬁﬁl zenvﬁnadjﬁl index_802 | index_Mox mdexﬁCO‘ mvest\cel zemrelll smtelne_nehody| obyw_na_lekare| obwi_|ehatka prumemy’jek‘ hustntal
| hlavni mésta Praha 1241664 BIBETT 213508 126874 3140 13.940 30.820 4235 9.800 39 133 130 41900 2503
H Stfedoéesky 1273094 644325 195120 114610 2100 3.200 4.900 2016 9.800 a7 318 2149 40.300 116
3 Jihotesky B36128 2322720 103144 603234 1.000 1.200 2.200 1192 10.000 67 244 187 41.200 62
3 Plzefisky A71497 288718 95476 55422 1.000 1.600 2.600 1204 10.300 45 218 161 41.500 76
3 Karlovarsky 3065 153733 46155 27269 2.900 3.200 2.400 745 10100 21 238 200 40.900 Ell
i Usteck} 228595 419616 122483 72012 10.800 10.e00 4.600 1904 10,700 G4 288 162 40.400 165
r Liberecky 438133 223432 67587 40027 0.800 1.300 3.400 1600 9.700 26 266 168 40.600 139
3 Kralovehradecky 554050 281774 94861 55952 1.300 1.7o00 3.500 1465 10.400 a7 223 160 41.500 116
1 Pardubicky 16260 261378 24711 49998 2.800 3.600 3.400 1150 10.400 48 257 200 41.000 114
1 Wysofina 511972 258028 84830 48970 0.400 1.800 3100 Gg8  9.600 33 277 192 41.100 75
n Jihomoravsky 1164633 604770 195117 116769 0.500 2.400 3.600 1712 9.800 67 208 166 41.200 162
12 Olomoucky G38848 326736 104814 62773 0.800 2.000 3100 402 10.300 45 221 194 41.200 121
13 Zlinsky 589596 301333 98870 59968 1.200 1.900 2700 1001 10.500 40 259 193 41.400 149
14 Moravskoslezsky 1232626 629722 1942095 117124 4.100 4100 25.400 4793 10.900 70 250 196 40.900 227
7 . I3 H H
Obrazek 7: Nahled obsahu souboru ,, investice.csv*
. ’
Zdroj: [viastni]

K lepS§imu porozuméni datim a k moznému nalezeni nesrovnalosti se provede vypocet

popisnych statistik pomoci uzlu Data audit, ktery je znazornén na Obrazku 8.
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Field Graph

Type Min Max Mean Std. Dev Skewness Unigue Walid

<raj & set - - - - - 14 14

aniet_obywatel & Range 303165 1273084 TH0018.286 334653638 0.671 Fnullg 14

Teny & Range 183733 644325 381783.143 171360802 0.675 Fnullg 14
& Range 46155 213508 121505.423 54347451 0.682 Fnullg 14

abyw_nadbs

zeny_nad_B5 & Range 27269 126874 72143.000 32532430 0.683 Fnullg 14

RERE

Obrazek 8: Ukazka popisné statistiky souboru ,,investice.csv*
Zdroj: [viastni]

Diky podobnosti s datovym souborem ,prumerna mzda.csv® je 1 vtomto datovém
souboru jedinym nedostatkem odlehlost hodnot pro kraj Hlavni mésto Praha. Ve zbyvajicich

datech nebyla zjiSténa pritomnost chybnych ani odlehlych hodnot.

Priprava dat
Z hlediska metodiky CRISP-DM by tato fize méla obsahovat selekci, Ccisténi,
transformaci, vytvareni, integrovani a formatovani dat. Ze zminénych krokd se pozornost
zaméti zejména na Cistotu dat a pozadavky ohledné formatovani, které budou spocivat
piredevSim v transformaci proménnych na dummy proménné, aby mohla byt vyuzita pfi

modelovani linedrni regrese.

Uprava vstupnich dat souboru ,,auta.csv¥

Po provedeni vSech uprav ve formatovani a transformaci proménnych na dummy

proménné, bude vysledna tabulka vhodna pro modelovani linearni regrese. Provedené upravy:

e Nacteni souboru ,,auta.csv* pomoci uzlu Var.File a definovanim oddélovaciho znaku
na stfednik.

e Dadle u zvolenych proménnych budou odstranény proménné typu Set pretvoienim na
dummy proménné. Pomoci uzlu Derive vytvoiime nova pfiznaéné pojmenovana pole.
Postup vytvoreni rozkladu proménné typu Set na jednotlivé dummy proménné typu
Flag bude objasnéno na jednom piikladu, a to na proménné ,,znacka*. Na Obrazku 9 je
znazornéno nastaveni uzlu Derive. Stejny postup aplikujeme i na zbylé vybrané
proménné typu Set.

o Uzel Derive, nazev: Audi, piikaz: if znacka = "Audi" then 1 else 0 endif, typ:
flag
o Uzel Derive, nazev: Skoda, ptikaz: if znacka = "Skoda" then 1 else 0 endif, typ:

flag
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o Uzel Derive, nazev: BMW, ptikaz: if znacka = "BMW" then 1 else 0 endif, typ:

flag
o Uzel Derive, nazev: Volkswagen, prikaz: if znacka = "Volkswagen" then 1 else

0 endif, typ: flag

~ Skoda @
@ s
Derive as: Formula
Mode: (3) Single () Multiple
Derive field:
Skoda
Derive as.lFurmuIa '|
Field Npe.lO@ Flag vl
Formula:
= B
ifznacka ="Skoda" then 1 else 0 endif ‘

Obrazek 9: Nahled obsahu uzlu Derive pro vytvofeni dummy proménnych
Zdroj: [viastni]

e Na Obrazku 10 je znazornéno pouziti uzlu SuperNode, ktery slouzi pro lepsi
piehlednost a orientaci v prostfedi SPSS Clementine. Do tohoto uzlu bylo vloZeno 17
dummy proménnych, které mizeme vidét na Obrazku 11. Na Obrazku 12 jsou tyto

proménné prezentovany v tabulkové formé.

- @ —><'c —[F

auta.csv {generated) Lprawy Tahle

Obrazek 10: Nahled na uzel SuperNode v SPSS Clementine
zdroj:[viastni]

rF@FFEEE@ @ @ @

From Stream  Audi Skoda Ewt  “olkswagen palivo=henzin palivo=naftaTyp motoru=TSI Typ motoru=TOl  Typ motoru=MPl  Typ mot =TF3l

ToStream  karosetie= hatchhack  karoserie= MPY  karoserie= SUYV  karosetie = kombi karoserie = kupé karoserie = lifback  karosetie = sedan

Obriazek 11: Nahled do uzlu SuperNode, ktery obsahuje vytvofené dummy proménné
Zdroj: [viastni]
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|Audi| ékoda| EIMW| Volkswagen| palivo=henzin| palivo=nafta| Typ motoru=TS1| Typ motoru=TDI| Typ motaru=MP1| Typ motaru = TFSI| karoserie = sedan
| o 1 i i 1 i 1 i i i i
| o 1 o1 0 1 0 1 0 0 0
| o 1 0 il 1 0 1 0 0 0 0
| o 1 0 0 1 0 0 0 1 0 i

Obrazek 12: Nahled na tabulku po vytvoreni dummy proménnych

Zdroj: [viastni]

Uprava vstupnich dat souboru ,,prumerna_mzda.csv*

V datech se nevyskytuje zadna proménna, ktera by potiebovala pievést na dummy
proménnou, takze jedinou Gpravou, kterou je na datech tieba provést, je odstranéni odlehlého
zaznamu z tabulky a vytvofeni nové proménné. Provedené upravy:

e V Casti porozuméni datim bylo pojednano o odlehlosti zdznamu pro kraj Praha. Aby
bylo mozné s daty dale pracovat a dosahnout co nejptesnéjSich vysledkd, bylo
rozhodnuto o vyrazeni tohoto zédznamu. Vyfazeni zaznamu bylo provedeno uzlem
Select.

e Nacteni souboru ,prumerna mzda.csv pomoci uzlu Var.File a definovanim
oddélovaciho znaku na stfednik.

e Pomoci uzlu Derive vytvoiim novou proménnou ,.% obyv s VS, ktera bude ukazovat
procentudlni zastoupeni vysokoskolsky vzdélanych obyvatel v kraji.

o Uzel Derive, ndzev. % obyv s VS, ptikaz: round(obyv s VS/(pocet
obyvatel'/100)), typ: Range

Uprava vstupnich dat souboru ,,investice.csv*

V datech se nevyskytuje zadnd proménna, ktera by potiebovala pfevést na dummy
proménnou, takze jedinou upravou, kterou na datech provedeme je odstranéni odlehlého
zédznamu z tabulky. Provedené upravy:

e 'V ¢asti porozuméni datiim bylo pojednano o odlehlosti zaznamu pro kraj Hlavni mésto
Praha. Aby bylo mozné dal s daty pracovat a dosahnout co nejpfesnéjSich vysledkd,
bylo rozhodnuto o vytazeni tohoto zdznamu. Vyfazeni zdznamu bylo provedeno uzlem
Select.

e Nacteni souboru ,prumerny vek.csv pomoci uzlu Var.File a definovanim
odd¢lovaciho znaku na stfednik.

e Pii modelaci linearni regrese pro nezavislou proménnou Index_CO byla zjisténa velka
odlehlost hodnoty pro Moravskoslezsky kraj. Pro zajiSténi maximalni pifesnosti
modelu pro proménnou Index_CO byl Moravskoslezsky kraj vyfazen pomoci uzlu

Select.
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Modelovani dat

Tato cast metodiky CRISP-DM je rozdélena do tii ¢asti. V kazdé ¢asti budou postupné
provedeny tfi jednorozmérné a jedna vicerozmérna linedrni regrese. Cilem kazdé ¢asti je
analyzovat data, tak aby mezi jednotlivymi analyzami byly nalezeny souvislosti, které

povedou k zisku dat s informa¢ni hodnotou. Pro modelaci vyuziji softwaru SPSS Clementine.

Analyza vstupnich dat souboru ,,auta.csv*
Pro aplikaci linedrni regrese byla proménna ,,spotieba® automobilu zvolena jako zavisla
a k ni na zaklad¢é vysky korela¢nich koeficientd byly zvoleny nezavislé proménné. Nezavislé

proménné dokumentuje Obrazek 13.

[=h-spotreba
[=}--Statistics
| Standard Deviation 1.874]
=+-Pearson Correlations
- [wykon 0737  Strong
""" Brmise 0,983  Strong

Obrazek 13: Zavislé proménné na spotfeb¢ a jejich korela¢ni koeficienty

Zdroj: [viastni]

Tabulka 1: Tabulka informaci pro modelaci linearni regrese - spotieba vzhledem k emisim

Vstupni informace

(s . Nezavisla .
Zavisla proménna spotreba . emise
promenna

Korela¢ni koeficient 0.983

Doplinujici informace

Vyhodnoceni modelu

Koeficient determinace 0.967 Regresni funkce y = 0.0452*x - 0.694

Vyhodnoceni Hodnota spolehlivosti je vysoka. Model vyjadien Obrazkem 14.

Zdroj: [viastni]
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Graf spotieby k emisim
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Obrazek 14: Bodovy diagram spotieby a emisi CO, proloZeny regresni funkci y = 0.0452*x -
0.694

[zdroj viastni]

Tabulka 2: Tabulka informaci pro modelaci linearni regrese - spotieba vzhledem k vykonu

Vstupni informace

Nezavisla

Zavisla proménna spotreba .
proménna

vykon

Korelaéni koeficient 0.737

Dopliujici informace

Vyhodnoceni modelu

Koeficient determinace 0.543 Regresni funkce y =0.01885*x - 3.691

Hodnota spolehlivosti je dostacujici. Model je vyjadien na

Vyhodnoceni ,
Y Obrazku 15,
Zdroj:[viastni]
Graf spotiehy kwikonu
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Obrazek 15: Bodovy diagram spotifeby a vykonu prolozeny regresni funkci y = 0.01885*x + 3.691

Zdroj:[viastni]
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Posledni jednorozmérna linearni regrese je prezentovana na proménné, ktera byla ptivodné
typu Set a v ¢asti vénované pripravé dat byla rozpracovana do dummy proménnych. Jako
zavisla proménna zde byla zvolena spotieba a nezavislé proménné jsou Audi, Skoda, BMW
a Volkswagen. Hodnota korelagni determinace R?=0.355 shledala vztah mezi prom&nnymi

jako nedostateCny. Na Obrazku 16 je zobrazena predikovand spotfeba pro jednotlivé typy

motord.
Value \ Proportion | % | Count
TDI 5.212 50,0 25
TFESI 63250 8,0 4
MPI 71000 20 1
TSI 7.545 40,0 20

Obrazek 16: Graf predikovanych spotieb pro jednotlivé typy motorti po vyuziti linearni regrese
Zdroj:[viastni]

Nez se pustime do vicerozmérné linearni regrese, bylo by vhodné si za pomoci uzlu
Feature Selection vygenerovat Filter, kterym jsou odstranény nedilezité proménné.
Z puvodnich 25 proménnych mame nyni 12, z kterych se vytvoii model vicerozmérné linearni
regrese. Vysledek analyzy vysel velmi pozitivné. Na zéklad¢ koeficientu determinace, ktery
nabyl hodnoty 0.999, je mozné s minimalni odchylkou predikovat spotiecbu automobilu.
Z regresni funkce je mozné vycist koeficienty pro jednotlivé proménné a na Obrazku 17 je
porovnana spotfeba garantovana vyrobcem a predikovana spotfeba. Na Obrazku 18
nalezneme porovnani vypoctu modelu metodami enter a stepwise. Regresni funkce ma tvar:

y=-0.4047+zrychleni*0.01384+zdvihovy _objem*0.00008406+vykon*0.003113+
tocivy_moment*0.001327+max_rychlost*0.001396+emise*0.04077+hmotnost*0.0002121+B
MW=*-0.00878+Typ motoru=TSI*0.003126+Typ motoru=TDI1*-0.5677+karoserie = SUV*-
0.075+karoserie = hatchback*0.09931.

Paorovnani realné a predikované spotiely

14.000 /

12.000

10.000

2.000

&.000

4.000 =

<.000 5.000 5.000 F.000 2.000 2.000 10.000 11.000 12.000 13000 14000

spotreba

spotreba FE-zspotreba

Y fields

Obriazek 17: Graf popisujici odchylku spotieby dané vyrobcem a predikované spotieby
Zdroj: [Viastni]
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Obrazek 18: Graf typu Evaluation pro srovnani vypoctu metodou enter, stepwise
Zdroj:[viastni]

Analyza vstupnich dat souboru ,,prumerna_mzda.csv*
Jako vstupni zavisla proménnd do modelt linearni regrese byla zvolena primérna hruba

mzda a k ni zvolené nezavislé proménné, které jsou spolecné s jejich korelaénimi koeficienty

uvedeny na Obrazku 19.
Eh-prurmerna_tiruba_mzda

=H-Statistics
- [ Standard Deviation 1006.344]
=-Pearson Correlations
. [HDP 0.734  Strong
------ reqistr_suhbjekty 0898  Strong
% abyy 5 W35 0616  Strong

Obrazek 19: Zavislé proménné na mzde¢ a jejich korela¢ni koeficienty
Zdroj:[viastni]

Tabulka 3: Tabulka informaci pro modelaci linearni regrese - mzda vzhledem k % obyv s VS
Vstupni informace
Zavisla Nezavisla
. prumerna_hruba_mzda . % obyv s VS
proménna proménna
Korelaéni koeficient 0.616
Doplitujici informace , Model poc{tan po vyfazeni ’odlvehleho
zaznamu proménné kraj Hlavni mésto Praha.
Vyhodnoceni modelu
Koeficient determinace 0.379 Regresni funkce y = 346.7*x + 20363.1
Vyhodnoceni Hodnota spolehlivosti je ’nedostacujlcl. Model vyjadien
Obrazkem 20.
Zdroj: [viastni]
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Graf pramerné hrubé mzdy k obyvatelm s VS
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Obrazek 20: Bodovy diagram pramérné hrubé mzdy a obyvatel s ukonéenou VS v %, proloZeny
regresni funkci y = 346.7*x + 20363.1

Zdroj:[viastni]

Tabulka 4: Tabulka informaci pro modelaci linearni regrese - mzda vzhledem k registr_subjekty

Vstupni informace

Zavisla Nezavisla

proménné prumerna_hruba_mzda proménna registr_subjekty

Korela¢ni koeficient 0.898

Model pocitan po vyrazeni odlehlého

Dopliiujici informace . .2 Leas .
Py zaznamu proménné kraj Hlavni mésto Praha.

Vyhodnoceni modelu

Koeficient determinace 0.806 Regresni funkce y = 0.01237*x + 21335.0

Vyhodnoceni Hodnota spolehlivosti je vysoka. Model vyjadien Obrazkem 21.

Zdroj: [viastni]

Graf primé&mé hrubé mzdy kk registrovanym subjeltim
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Obriazek 21: Bodovy diagram pramérné hrubé mzdy a poctu registrovanych subjektd prolozeny
regresni funkei y = -0.01237*x + 21335.0

Zdroj: [viastni]
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Tabulka 5: Tabulka informaci pro modelaci linearni regrese - mzda vzhledem k HDP

Vstupni informace

Zavisla
proménna

prumerna_hruba_mzda

Nezavisla
proménna

HDP

Korela¢ni koeficient

0.734

Dopliujici informace

Model pocitan po vyrazeni odlehlého
zaznamu proménné Kraj Hlavni mésto Praha.

Vyhodnoceni modelu

Koeficient determinace

0.539

Regresni funkce

y = 0.03326*x +13302.1

Hodnota spolehlivosti je nedostacujici. Model vyjadien

Vyhodnoceni ,
Y Obrazkem 22.
Zdroj: [viastni]
Graf primérmé hrubé mzdy k HOP na jednoho obyvatele
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Obrazek 22: Bodovy diagram primérné hrubé mzdy a HDP na 1 obyvatele v K¢ prolozeny
regresni funkci y = 0.03326*x +13302.1

Zdroj:[viastni]

Pomoci uzlu Feature Selection vygenerujeme Filter, jehoz prostfednictvim se odstrani

nedilezité proménné. Na zakladé koeficientu determinace, ktery nabyl hodnoty 0.961, je

mozné s piijatelnou odchylkou predikovat primérnou hrubou mzdu v kraji. Z regresni funkce

je mozné vycist koeficienty pro jednotlivé proménné a na Obrazku 23 je porovndna realna

pramérnd hrubd mzda a predikovand primérna hrub4d mzda. Regresni funkce ma tvar:
y=20263.2+podil zen*0.007364+pocet_obci*2.284+mesta*150.3+registr.subjekty*0.06344
+nemocen_pojis*-0.01316+obyv_s VS*-0.0198+zemedel_lesnictvi_rybolov*-
0.2243+prumysl_stavebnictvi*0.02639+sluzby*-0.0276+% obyv s VS*-31.67.
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Porovnani realné primeérné hrubé mzdy s predikovanou
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Obrazek 23: Graf popisujici odchylku praimérné hrubé mzdy od predikované primérné hrubé
mzdy

Zdroj:[viastni]

Analyza vstupnich dat souboru ,investice.csv*
Pro potiebu linearni regrese byla zvolena zavisla proménna investice a na zaklad¢ sily
korelace byly zvoleny nezavislé proménné, které jsou na Obrazku 24. Na obrazku neni
hodnota pro proménnou index_CO, protoze ta se pro zachovani objektivnosti vypoctu musela

zmé&fit az po odstranéni odlehlych hodnot.

=h-investice
- Gtatistics
- [ Standard Deviation 1038.794
=H-Pearson Correlations
. [ poet_ohyvatel 0,711 Strong
""" hustata 0.781  Strong

Obrazek 24: Zavislé proménné na investici a jejich korela¢ni koeficienty

Zdroj:[viastni]

Tabulka 6: Tabulka informaci pro modelaci linearni regrese - investice vzhledem k indexu CO

Vstupni informace

Zavisla proménna investice Nezavisla proménna index_CO

Korela¢ni koeficient 0.854

Pro zachovani objektivity bylo nutné vytadit odlehlé

Doplijici informace zaznamy pro kraj HL. mésto Praha a Moravskoslezsky kraj.

Vyhodnoceni modelu

Koeficient determinace 0.729 Regresni funkce y =422.5*x - 79.32

Po odstranéni odlehlych hodnot, Ize model vyhodnotit jako
dostacujici. Model je vyjadien Obrazkem 25.

Vyhodnoceni

Zdroj: [viastni]
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Grafvelikosti investice k indexu CO
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Obrazek 25: Bodovy diagram investic na ochranu Zivotniho prostiedi a indexu CO prolozeny
regresni funkci y = 422.5*x - 79.32

Zdroj: [viastni]

Tabulka 7: Tabulka informaci pro modelaci linearni regrese - investice vzhledem k hustoté

Vstupni informace

(e 1s ‘s . . Nezavisla
Zavisla proménna investice . hustota
proménna

Korelaéni koeficient 0.781

Model pocitan po odstranéni odlehlého

Doplitujici informace . o L A
Py zaznamu proménné kraj Hlavni mésto Praha.

Vyhodnoceni modelu

Koeficient determinace 0.610 Regresni funkce y = 18.31*x - 676.7
Vyhodnoceni Hodnota spolehlivosti je dostaglépm. Model vyjadien Obrazkem

Zdroj: [viastni]

Grafvelikosti investice k hustot? zalidnéni
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Obrizek 26: Bodovy diagram investic na ochranu Zivotniho prostiedi a hustoty zalidnéni
prolozeny regresni funkci y = 18.31*x - 676.7

Zdroj:[viastni]
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Tabulka 8: Tabulka informaci pro modelaci linearni regrese - investice vzhledem k poctu obyvatel

Vstupni informace

Zavisla proménna

investice

Nezavisla
proménna

pocet _obyvatel

Korela¢ni koeficient

0.711

Dopliujici informace

Model pocitan po vyrazeni odlehlého
zaznamu proménné kraj Hlavni mésto Praha.

Vyhodnoceni modelu

Koeficient determinace

0.506

Regresni funkce

y = 0.002343*x - 86.34

Hodnota spolehlivosti je hrani¢ni, ale spiSe vyzniva k hodnoceni

Vyhodnoceni « ey 1y .
Y dostacujici. Model vyjadien Obrazkem 27.
Zdroj:[viastni]
Graf velikosti investice k podtu obyvatel
5000
4000
4 3000 ——
®
E _.--"'-—-—
e
2000 [
_..-'""-.- .
|
. - -____..-""
1000 -'""—--f_- :
— = = 5
et

300000 350000 400000 450000 500000 550000 600000 G50000

700000

poéet_obyvatel
Obrazek 27: Bodovy diagram investic na ochranu zZivotniho prostfedi a po¢tu obyvatel prolozeny
regresni funkci y = 0.002343*x - 86.34
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Zdroj: [viastni]

Opét vyuzit uzel Feature Selection. Na zaklad¢ koeficientu determinace, ktery nabyl

hodnoty 0.986, je mozné s piijatelnou odchylkou predikovat investované prostiedky na

ochranu zivotniho prosttedi v Kkraji. Z regresni funkce je mozné vycist koeficienty pro

jednotlivé proménné. Tyto proménné pak byly pouzity pro stejny model, ktery vSak byl

pocitany metodou backwards. Na Obrazku 29 je potom porovnani zminéného modelu

s modelem vypocitanym metodou enter a na Obrazku 28 jsou porovnany realné investice

s predikovanymi. Regresni funkce m4 tvar:
y = -476.9+pocet_obyvatel*0.00004312+0byv_nad65*0.2094+zeny_nad_65*-0.3476+index_CO*132.

+hustota*8.74
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Paorovnani velikosti realnych investic s predikovanymi
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Obrazek 28: Porovnani realnych investic na ochranu Zivotniho prostiedi a predikovanych

Zdroj:[viastni]

Srovnani wypodtd metod enter a backwards spolu s nejlepdi kitvikou
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_—
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[51v]

% Gain

/ investice

——— Best
/ === SFE-investice

FE1-inwestice
a 10 20 a0 40 50 G0 70 a0 a0 100

FPercentile

20

investice = 2769.0

Obrazek 29: Graf Evaluation pro srovnani vypocti metodou enter, backwards
Zdroj:[vlastni]

Vyhodnoceni vysledki
V této fazi se hodnoti piesnost, s jakou model dosahuje o¢ekavanych cilii a snazi se popsat

duvody, pro¢ model je hodnocen jako dostatecny ¢i nedostatecny.

Analyza datového souboru ,,auto.csv*
Definovanym cilem bylo pomoci linedrni regrese zjistit, zda se da predikovat spotieba
automobilu z parametri obsazenych v datovém souboru ,,auto.csv. Jako zavisle proménna
byla zvolena spotieba, kde na zakladé sily korelanich koeficientli byla vybrana trojice

nezavisle proménnych. Tyto zavislé a nezdvislé proménné poslouzily jako vstupy do modeli
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jednorozmérnych linearnich regresi. Z koeficienti determinace se ukdzalo, ze ze tii
zkoumanych proménnych ma nejveétsi prediktivni uspé$nost proménna Emise, pro kterou
vySel R?=0.967, stiedné silna spolehlivost (R?=0.543) vyila pro promé&nnou vykon a pro
proménnou typ_motoru bylo namé&feno (R°=0.355). O vysledku ukazujici existenci realné
zavislosti, na jejimz zakladu by se dala predikovat spotieba, rozhodla vicerozmérna linearni
regrese. Korela¢ni determinant pro vicerozmérnou regresi ma hodnotu R?=0.999; to znamend,
ze model je schopen predikce se spolehlivosti 99,9 %. Pfi srovnani maxima pro korela¢ni
determinant, ktery dosahuje hodnoty 1, s vysledkem modelu, miZzeme konstatovat, ze model

pro predikci spotfeby vySel nad o¢ekavani dobre.

Analyza datového souboru ,,prumerna_mzda.csv*

V druhém modelu bylo cilem definovat pomoci linearni regrese, zda je mozné predikovat
priméma hrubA mzda v kraji zparametri obsazenych v datovém  souboru
~prumerna_mzda.csv. Na zdklad€¢ sily korelacnich koeficienti byla vybrana trojice
nezavislych proménnych, které spoleéné se zavisle proménnou prumerna_hruba_mzda
poslouzi jako vstupy do linearni regrese. Hodnoty koeficientti determinace ukazaly, Ze ze tii
zkoumanych proménnych ma nejvétsi prediktivni GspéSnost proménna registr_podniky, pro
kterou vysel R?=0.806, hrani¢ni spolehlivost (R=0.539) byla namé&fena prom&nné HDP a pro
posledni proménnou % obyv s VS bylo naméfeno zanedbatelné R*=0.379. O vysledku
ukazujici existenci redlné zavislosti, na jejimz zadkladu by se dala predikovat spotieba,
rozhodla vicerozmérna regrese. Korela¢ni determinant pro vicerozmérnou regresi nabyl
hodnoty R?=0.961, model je tedy schopen predikce priméré hrubé mzdy se spolehlivosti na
96,1 %. Pfi srovndni maxima pro korela¢ni determinant, ktery dosahuje hodnoty 1,

s vysledkem modelu, mizeme konstatovat, Ze model pro predikci spotieby vysel dobfe.

Analyza datového souboru ,investice.csv*

Poslednim definovanym cilem bylo zjistit, zda se da predikovat velikost investic na
ochranu zivotniho prostiedi v Kkraji z parametri obsazenych v datovém souboru
minvestice.csv®. K zavislé proménné investice byly na zaklad¢ sily korelaénich koeficienti
vybrany tfi proménné. Tyto vstupni informace poslouzi k modelaci tfi jednorozmérnych
linedrnich regresi. Z vysledkl koeficientii determinace pro jednotlivé modely linearni regrese
(R*(index_C0)=0.729, R*(hustota)=0.610 a R*(pocet obyvatel)=0.506) je patrné, Ze nejvétsi
spolehlivost pro predikci velikosti investovanych penéznich prostfedki dosdhla proménna

index_CO. Vicerozmérna linearni regrese vykézala vysledek R?=0.980, z n&ho? lze usuzovat,
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ze je mozné s velkou spolehlivosti predikovat objem vynaloZenych penéznich prostfedkd na

ochranu Zivotniho prosttedi v krajich Ceské republiky.

Implementace
U vSech tfi modeli bylo prokézano, ze sledovanou proménou Ize predikovat, a to
s pomérné malou odchylkou. Bohuzel ptinos tohoto zkoumani je pro praxi zanedbatelny,
protoze v praxi se jednotlivé hodnoty méfi samostatné bez vyuziti predikce s cilem dosazeni

maximalni presnosti.

2.2 Aplikovani logistické regrese na vhodné vybranych datech

Aplikace logistické regrese bude provedena na datovych souborech, které uz byly pouzity

pro modelaci linearni regrese. Budou sledovany stejné zavislé a nezavislé promeénné.

Porozuméni problému
Vzhledem k tomu, Ze pro kapitolu 2.2 jsou pouzity stejné datové soubory a proménné, jako
pti aplikaci modelu linearni regrese v kapitole 2.1 a zaroven se nelisi ani pozadavky na
logistickou regresi dle metody CRISP-DM, tak neni v této fazi nutné opakované provadét
upravy, a proto se obsah této Casti shoduje s obsahem v€novanym porozuméni problému pro

linearni regresi.

Porozuméni datium
Jak uz bylo zminéno v piedchozim odstavci, tak na zakladé shodnosti dat a pozadavkii na
oba typy regresi nebylo v této fazi nutné rovnéz provadét zadné zmény, a proto je tato Cast

vénovana porozuméni datim pro logistickou regresi shodna s ¢asti pro linearni regresi.

Priprava dat

Pti ptipravé dat prob&hly vSechny kroky, které byly popsany v ¢asti vénované piiprave dat
pro linearni regresi. Nasledné byly vytvofeny kategorizované proménné ze spojitych hodnot
proménné spotieba z datového souboru ,auta.csv®, proménné prumerna_hruba _mzda ze
souboru ,,prumerna_hruba mzda.csv* a proménné investice ze souboru ,,investice.csv®. Tyto
hodnoty poslouzi pro modelaci logistické regrese jako zavisle proménné. Nahled této tipravy
pomoci uzlu Derive, je mozné vidét na Obrazku 30. Ukazka vytvofeni kategorialnich
proménnych:

e Uzel Derive, nazev: spotreba_k, Derive as: Set, kategorie: mala (spotreba<5), stredni

(spotreba>=5 and spotreba<8), vysoka (spotreba>=8), datovy soubor: auta.csv
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e Uzel Derive, nazev: prumerna_hruba_mzda_k, Derive as: Set, kategorie: mala

(prumerna_hruba_mzda<23000), stredni (prumerna_hruba_mzda>=23000 and

prumerna_hruba_mzda<24300), vysoka (prumerna_hruba_mzda>=24300), datovy

soubor: prumerna_mzda.csv

e Uzel Derive, nazev: investice_k, Derive as: Set, kategorie: malo (investice<1300),

stredne (investice>=1300 and investice<3000), hodne (investice>=3000), datovy

soubor: investice.csv

Derive as:|Set '|

Field type: |¢5 Set v| Default value: | default |
Setfieldto | Ifthis condition is true 1™

malo investice = 1300 S

stredne investice == 1300 and investice = 3000 E'

hodne investice == 3000

Obrazek 30: Nahled uzlu Derive

Modelovani dat

Zdroj: [viastni]

Tato faze bude obsahovat tfi podkapitoly rozliSené¢ dle pouzitych datovych soubort.

Jednotlivé casti budou obsahovat tfi jednorozmérné a jednu vicerozmérnou logistickou

regresi. Cilem kazdé Casti bude analyzovat data, tak aby mezi jednotlivymi analyzami byly

nalezeny souvislosti, které povedou k zisku dat s informa¢ni hodnotou. Jako vyhodnocujici

ukazatel byl z pseudo koeficientd determinace zvolen typ Nagelkerke. Tento typ byl zvolen

z dtivodu, ze mize realn¢ dosdhnout hodnoty 1 pro maximalni spolehlivost. Pro modelaci je

vyuzit softwaru SPSS Clementine.

Analyza vstupnich dat souboru ,,auta.csv*

Tabulka 9: Tabulka informaci pro modelaci logistické regrese - spotreba_k vzhledem k emisim

Vstupni informace

Zavisla proménna

spotreba_k

Nezavisla
proménnd

emise

Dopliujici informace

Vyhodnoceni modelu

Pseudo koeficient
determinace

0.897 Vyhodnoceni

Hodnota spolehlivosti je vysoka.
Model vyjadien na Obrazku 31.

41

Zdroj: [viastni]




Wyhodnoceni proménnych spotreba_k a emise
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=== FlL-spotreba_k
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% Gain

spotreba_k="mala"
Obrazek 31: Graf typu Evaluation pro nezavislou proménnou emise
Zdroj: [viastni]

Tabulka 10: Tabulka informaci pro modelaci logistické regrese - spotfeba k vzhledem k typu motoru

Vstupni informace

Zavisla proménna spotreba_k Nezavisla proménna typ_motoru

Dopliujici informace

Vyhodnoceni modelu

Pseudo koeficient . Hodnota spolehlivosti je nedostacujici.
determinace 0.498 Vyhodnoceni Model vyjadien na Obrazku 32.
Zdroj: [viastni]

Wyhodnoceni proménnych spotreba_lk a typ_motoru

L1/
L]/
A%
WA _
/4 =

8] 20 40 GO0 a0 100

FPercentile

% Gain

spotreba_l="mala"
Obriazek 32: Graf typu Evaluation pro nezévislou proménnou typ_motoru

Zdroj: [viastni]
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Tabulka 11: Tabulka informaci pro modelaci logistické regrese - spotieba_k vzhledem k vykonu

Vstupni informace

Zavisla proménna

spotreba_k

Nezavislad proménna vykon

Dopliujici informace

Vyhodnoceni modelu

Pseudo koeficient

determinace

0.495

Vyhodnoceni

Hodnota spolehlivosti je nedostacujici.
Model vyjadien na Obrazku 33.

Zdroj: [viastni]

Zavéredné whodnoceni modelu pro Zdvislou proménnou spotreba_lk
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Obrazek 33: Graf typu Evaluation pro nezavislou proménnou vykon

=lu] 100

Zdroj: [viastni]

Z koeficientu determinace, ktery nabyl hodnoty 1, je patrné, ze model vicerozmérné

logistické regrese dokazal klasifikovat data bez jediné chyby. Model je graficky zndzornén na

Obrazku 34.
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Srovnani wipoétl metod enter a stepwise spolu s nejlepsi Kiivikou
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j’ == Best
/ == BLspotreba_k
o FL1-spotreba_k
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Percentile
spotreba_k ="mald"
Obrazek 34: Graf typu Evaluation pro srovnani vypoc¢td metodou enter a stepwise

Zdroj: [viastni]

Analyza vstupnich dat souboru ,,prumerna_mzda.csv*

Tabulka 12: Tabulka informaci pro modelaci logistické regrese - mzdy vzhledem k HDP

Vstupni informace

Zavisla Nezavisla
. prumerna_hruba_mzda_k L HDP
promenna - - - promenna

Model pocitan po vyrazeni odlehlého

Dopliiujici informace . . L .
Py zaznamu promeénné kraj Hlavni mésto Praha.

Vyhodnoceni modelu

Hodnota spolehlivosti je nedostacujici.
Model vyjadien na Obrazku 35.

Pseudo koeficient

determinace 0.533 Vyhodnoceni

Zdroj: [viastni]

Wyhodnoceni proménnych prumerna_hruba_mzda_lk a HDP
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i) L-prumema_hmba_m=zda_k
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prumerna_hruba_mzda_k="mala"
Obriazek 35: Graf typu Evaluation pro nezavislou proménnou HDP

Zdroj: [viastni]
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Tabulka 13: Tabulka informaci pro modelaci logistické regrese - mzdy vzhledem K registr_subjekty

Vstupni informace

Zavisla
proménna

prumerna_hruba_mzda_k Nezavisla proménna registr_subjekty

Model pocitan po vyrazeni odlehlého
zaznamu proménné kraj Hlavni mésto Praha.

Dopliujici informace

Vyhodnoceni modelu

Hodnota spolehlivosti je vysoka.
Model vyjadien na Obrazku 36.

Pseudo koeficient

determinace 0.850 Vyhodnoceni

Zdroj: [viastni]

Wyhodnoceni proménnych prumerma_hruba_mzda_k a registr_subjelkty
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Obrazek 36: Graf typu Evaluation pro nezavislou proménnou registr_subjekty
Zdroj: [viastni]

Tabulka 14: Tabulka informaci pro modelaci logistické regrese - mzdy vzhledem k% obyv s VS

Vstupni informace

Zavisla Nezavisla

proménna prumerna_hruba_mzda_k proménné % obyv s VS

Model pocitan po vyrazeni odlehlého

Dopliujici informace , T C o
Py zaznamu proménné kraj Hlavni mésto Praha.

Vyhodnoceni modelu

Hodnota spolehlivosti je nedostacéujici.
Model vyjadien na Obrazku 37.

Pseudo koeficient

determinace 0.549 | Vyhodnoceni

Zdroj:/viastni]
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Obrazek 37: Graf typu Evaluation pro nezavislou proménnou % obyv s VS

Zdroj: [viastni]

Z koeficientu determinace, ktery nabyl hodnoty 1 pro metodu enter i stepwise je patrné, ze

model vicerozmérné logistické regrese dokazal klasifikovat data bez jediné chyby. Model je

graficky znazornén na Obrazku 38. Vstupni nezavislé proménné jsou pocet obyvatel,
pocet_obyv_15-64, podil zen 15-64, pocet _obci, mesta, registr_subjekty,

nemocen_pojis, zamestnani, sluzby, % obyv s VS, obyv_s VS, zemedel_lesnictvi_rybolov,

podil zen,

prumysl_stavebnictvi.
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Obrazek 38: Graf typu Evaluation pro srovnani vypocti metodou enter a stepwise

Zdroj: [viastni]
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Analyza vstupnich dat souboru ,,investice.csv*

Tabulka 15: Tabulka informaci pro modelaci logistické regrese - investice_k vzhledem k Index_CO

Vstupni informace

Zavisla proménna investice_k Nezavisla proménna index CO

Pro zachovani objektivity bylo nutné vyfadit odlehlé

Dopliujici informace zaznamy pro kraj Hlavni mésto Praha a Moravskoslezsky kraj.

Vyhodnoceni modelu

Hodnota spolehlivosti je maximalni.

V grafu je zobrazena ptimka nejlepsiho
Pseudo koeficient

. ; mozného vysledku, ktera se prekryva
determinace 1 Vyhodnoceni

s ptimkou modelu. Model je vyjadien

pomoci Obrazku 39.

Zdroj: [viastni]

Wyhodnoceni proménnych investice_k a index_C0Q
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investice_lc="malo"

Obrazek 39: Graf typu Evaluation pro nezavislou proménnou index_CO

Zdroj: [viastni]

Tabulka 16: Tabulka informaci pro modelaci logistické regrese - investice_k vzhledem k hustoté

Vstupni informace

Zavisla proménna investice_k Nezavisla proménna hustota

Model pocitan po vyrazeni odlehlého

Dopliujici informace . T F o
Py zaznamu proménné kraj Hlavni mésto Praha.

Vyhodnoceni modelu

Pseudo koeficient , Hodnota spolehlivosti je nedostacéujici.
determinace 0.480 | Vyhodnoceni Model vyjadien na Obrazku 40.

Zdroj: [viastni]
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Wyhodnoceni proménnych investice_lk a hustata

m 7
/

20 ) .
investice_k
== HBast

=== FL-investice_k

% Fain

4] 10 20 30 40 ] G0 70 a0 a0 100

Fercentile

investice_lc="hodne"
Obrazek 40: Graf typu Evaluation pro nezavislou proménnou hustota

Zdroj:[viastni]

Tabulka 17: Tabulka informaci pro modelaci logistické regrese - investice_k vzhledem k po¢tu
obyvatel

Vstupni informace

Zavisla proménna investice_k Nezavisla proménna pocet obyvatel

Model pocitan po vyiazeni odlehlého
zaznamu promeénné kraj Hlavni mésto Praha.

Dopliujici informace

Vyhodnoceni modelu

Hodnota spolehlivosti je nedostacujici.
Model vyjadien na Obrazku 41.

Pseudo koeficient
determinace

0.534 | Vyhodnoceni

Zdroj: [viastni]

Wyhodnoceni proménnych investice_k a pocéet_obyvatel

100

o -

e

60 /
40 /L /
20 . .
investice_lc
=== Best

== ElLinvestice_k

% Gain

o] 10 20 30 40 S0 G0 70 20 a0 100

Percentile

investice_l="hone"
Obriazek 41: Graf typu Evaluation pro nezévislou proménnou pocet_obyvatel

Zdroj: [viastni]
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Z koeficientu determinace, ktery nabyl hodnoty 1, je patrné, ze model vicerozmérné
logistické regrese dokazal klasifikovat data bez jediné chyby. V grafu je zobrazena ptimka
nejlepsitho mozného vysledku, kterd se piekryva s piimkou modelu. Model je zndzornén na
Obrazku 42. Vstupni nezavislé proménné jsou pocet obyvatel, zeny, obyv_nad65,
zeny_nad_65, index_CO, hustota.

Zavéreéné vyhodnoceni promeanné investice_lk

100

. /

. /
=
w
o
# /

40

/ investice_k
20
Best
/ == SFL-investice_k
o FL1-investice_k
o 10 20 20 40 G0 5] 7O 20 ao 100
Percentile
investice_lc="hodne"

Obrazek 42: Graf typu Evaluation pro srovnani vypocti metodou enter a backwards stepwise

Zdroj: [viastni]

Vyhodnoceni dat
V této fazi se hodnoti pfesnost, s jakou model dosahuje ocekavanych cill, a popisuji se
davody, pro¢ je model hodnocen jako dostatecny ¢i nedostatecny. Jako mozné voditko pro

odhad vysledku pro logistickou regresi lze pouzit zavéry z kapitoly 2.1.

Analyza datového souboru ,,auto.csv*

Vysledky logistické regrese se piili§ nelisSi od vysledkt linearni regrese. Na zakladé
porovnani pseudo koeficientd determinace pro logistickou regresi, byla jako klicova
proménna vyhodnocena proménna emise, u které nabyl koeficient determinace hodnoty 0,897.
Zbylé dvé proménné byly shledany jako nedostateéné z divodu velké nepiesnosti pti tfidéni
dat do urcenych kategorii. Za pouziti vSech proménnych pii vstupu do vicerozmérné
logistické regrese vysla splehlivost modelu 100 %. Z tohoto zjisténi byl model pro klasifikaci

proménné spotieba_k shledan jako dostatecny se schopnosti nulové chyby.

Analyza datového souboru ,,prumerna_mzda.csv*
Linearni regrese opét predpovédéla pravdépodobny vysledek logistické regrese. Stejné
jako v linearni regresi byla na zakladé¢ vysledkd za kli€ovou proménnou pro logistickou
regresi oznaCena registr_subjekty, pro kterou pseudo koeficient determinace nabyl hodnoty

0,850. Vysledky jednorozmérnych logistickych regresi pro proménné HDP a % obyv s VS
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byly vyhodnoceny jako nedostate¢né. A pii vstupu vSech nezavislych proménnych do
vicerozmérné logistické regrese se doslo k zavéru, ze model je schopny klasifikace se 100%

spolehlivosti.

Analyza datového souboru ,investice.csv*

Poslednim cilem bylo zjistit, zda lze klasifikovat data dle kategorizované proménné
investice_k. Z hodnot pseudo koeficientd determinace byla jako klicova proménna zjisténa
index_CO, pro kterou vysla spolehlivost 100 %. Tento vysledek je diskutabilni vzhledem
k moznému zkresleni v disledku malého poctu zaznamt a zvolenych kategorii pro
proménnou investice_k. Na zaklad¢ tohoto vysledku by se mohlo zdat zbyte¢né délat
vicerozmérnou logistickou regresi, ale v dusledku mozné zkreslenosti budeme vyvozovat
zavery, az z vysledku vicerozmérné logistické regrese. Pro vicerozmérnou logistickou regresi
vysla spolehlivost 100 %, proto lze s jistotou konstatovat, Ze lze klasifikovat proménnou

investice_Kk.

Implementace
U vSech tii modelii bylo pomoci vicerozmérné logistické regrese prokazano, ze sledované
proménné lze bezchybné klasifikovat. Bohuzel v praxi tato skutecnost nema velky ptinos.
Zkoumané kategorie poskytuji vhodny rozsah jen pro odhad. V dne$ni dob¢, kdy se dba na

piesnost, maji tyto odhady zanedbatelnou hodnotu.
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ZAVER

V ¢asti vénované teorii byly zminény hlavni body, které poslouzily k dostate¢nému
seznameni a porozuméni problematice, jiz se tato prace zabyva. Obsah prvni kapitoly je
tvofen zejména definici data miningu, seznamenim s metodikou CRISP-DM, ktera zajistila
plynuly ptechod do ¢asti praktické, a v posledni ¢asti teoretické pfipravy jsou popsany

regresni tlohy.

Cilem bakalaiské prace bylo najit skryté zavislosti mezi prezentovanymi daty, provést
statistickou analyzu dat a zhodnotit ziskané vysledky. Data mining byl proveden
prosttednictvim metodiky CRISP-DM. Z diivodu vytvofeni modell pro linearni a logistickou
regresi byla provedena analyza dat a popisné statistiky. Vysledkem hledani zavislosti byly
vstupni zavislé a nezdvislé proménné do modell jednorozmérnych a vicerozmérnych
linearnich regresi. Pro kazdy model byla vypracovana informacni tabulka a vysledek
prezentovan grafem. Informacni tabulka obsahovala poznamky, parametry a vyhodnoceni

modelu.

Data mining byl proveden v prostiedi softwaru SPSS Clementine, ktery je velmi efektivni
pro ziskavani znalosti z databazi. Manipulace stimto programem byla podpofena
absolvovanim pifedmétu Data mining I. Prostfedi tohoto softwaru bych hodnotil jako velmi
piehledné, logicky uspofadané a pln¢ vhodné pro vypracovani prace dle metody data miningu

CRISP-DM. Pozornost byla vénovana piedevsim piipravé a modelovani dat.

7 ftaze modelovani jsem se musel nékolikrat vratit do faze ptipravy dat, kdyz pfi
modelovani byly zjistény nedostatky, které by mohly zkreslit vysledky. Faze piipravy dat
obsahovala zasadni upravy piedev§im na vstupnich proménnych a vytvofeni novych
proménnych. Stézejni Casti bakalaiské prace je faze modelovani dat, kde bylo celkem
vypracovano 24 modeli pro linearni a logistickou regresi. K lep§imu porozuméni, jak funguji
jednotlivé metody vypocltu regrese, byly vypracovany modely vicerozmérné regrese
S vyuzitim rtiznych metod zpracovani. Porovnani metod enter a stepwise pifineslo nckolik
zjisténi. Metody se zanedbatelné 1i8i v presnosti vysledku, ale co je hlavni, li§i se potfadim,
jakym jsou proménné vkladany do vypoctu. Pti pouziti standardni metody enter, jsou v§echny
proménné vlozeny do vypoctu najednou, ale pii pouziti metody stepwise, jsou jednotlivé
proménné vkladany do vypoctu postupné, podle pfedem zadanych matematickych kritérii.

O tom, v jakém potadi proménné vstupuji do analyzy, nerozhoduje ¢lovek, ale software.
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Celkové zhodnoceni vysledkli pro logistickou a linedrni regresi jsem pak provedl ve fazi

vyhodnoceni dat.
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P¥ilohy

Priloha 1: Elektronicka priloha

Vlozené CR-R médium obsahuje tyto soubory:
\\vstupni_data

auta.xlsx

prumerna_mzda.xIsx

investice.xIsx

\\datové_soubory

auta.csv

prumerna_mzda.csv

investice.csv

\\streamy

Obsahuje soubory streamu s praci v SPSS Clementine
Analyzal.str

Analyza2.str

Analyza3.str



Ptiloha 2: Datovy slovnik pro ,,auta.csv*

Typy

Nazev atributu Popis atributu o Hodnoty
a
nazev Pfesny nazev automobilu Set [A-Z]
_ [Audi, Skoda, BMW,
znacka Vyrobce automobilu Set
Volkswagen]
karoserie Karoserie automobilu Set [SUV.,....., Sedan]
Kombinovana spotieba auta
spotreba Range [3.8,13.9]
[1/200 km]
palivo Spalované palivo flag [benzin, nafta]
zdvihovy_objem Zdvihovy objem motoru [cm3] Range [1197, 4395]
vykon Vykon motoru v [kW/min-1] Range [55, 412]
typ_motoru Typ motoru Set [MPI, TDI, TSI, TFSI]
. Tocivy moment motoru
tocivy_moment ) Range [148, 680]
[Nm/min-1]
) Zrychleni z 0-100 km/h v
zrychleni Range [4.4, 15.5]
sekundach
max_rychlost Nejvys$si mozna rychlost [km/h] Range [162, 250]
) Ordered
emise Namétené emise [g/km] . [99, 325]
se
Ordered
dvere Podet dveii [2, 3, 4, 5]
set
mista Pocet mist k sezeni Range [4, 5]
hmotnost Celkova hmotnost [kg] Range [1570, 2995]




Piiloha 3: Datovy slovnik pro ,,prumerna_mzda.csv*

3

Nazev atributu Popis atributu Typ dat Hodnota
kraj Nazev Kraje Set [A-Z]

y y .. [303165,
pocet obyvatel Pocet obyvatel v kraji Range 1273094]

, S .. [153733,
podil zen Pocet Zen v kraji Range 644325]

i Pocet obyvatel ve véku mezi 15- [212394,
pocet_obev_15-64 64 lety Range 880832]

, Pocet zen ve véku mezi 15-64 lety [104820,
podil zen 15-64 v kraji Range 434088]
hustota Hustota zalidnéni [obyvatel/km?2] Range [63.3, 2502.7]
mest_obyv Podil mé&stského obyvatelstva Range [53.0, 100.0]
pocet_obci Pocet obci v kraji Range [1, 1145]
mesta Pocet mést v kraji Range [1, 82]
HDP HDP na jednoho obyvatele [K¢] Range [259180,

786057]
gr“mema—hr“ba—mZd Primérna mzda [K&] Range | [21723, 33546]
mira_nezamest Mira nezaméstnanosti v kraji [%] Range [3.95, 12.94]

. . Pocet registrovanych
registr_subjekty podnikatelskych subjektii Range [83396, 529377]
nemocen_pojis Ir::r;e(;cc?byvatel S pojisténim protl Range [90733, 993771]
prum_prac_neschop E;:]merna pracovni neschopnost Range [2.927, 4.383]
prumerny_vek Pramérny v€k obyvatele Range [40.3, 41.9]
obyv_s VS Pocet obyvatel s ukonéenou VS Range [17700, 263272]
Zamestnani Pocet zaméstnanych obyvatel v Range [143400,

kraji g 650300]
. Pocet obyvatel pracujicich
(Z)‘I*(;T\‘/ede" lesnictvi_ryb |\, e madélstvi, lesnictvi nebo Range | [1800, 17400]
rybolovu
. .. | Pocet obyvatel pracujicich
prumysl_stavebnictvi . o Range [56700, 238000]
V primyslu a stavebnictvi
Pocet obyvatel pracujicich
sluzby V trznich a netrznich sluzbach Range [83000, 537100]
ekonom_aktivita Mira ckonomicke aktivity Range [56.0, 61.4]

obyvatelstva [%]




Ptiloha 4: Datovy slovnik pro ,,investice.csv*

Nazev atributu Popis atributu Typ dat Hodnota
kraj Nézev kraje Set [A-Z]
pocet_obyvatel Pocet obyvatel v kraji Range | [303165, 1273094]
zeny Pocet Zen v kraji Range [153733, 644325]
obyv_nad65 Pocet obyvatel starsich 65 let v kraji Range [46155, 213508]
zeny nad_65 Pocet Zen starsich 65 let v kraji Range [27269, 126874]
index_SO2 Index znegisténi oxidem sifigitym [t/km?] Range [0.4,10.9]
index_Nox Index zne¢isténi oxidy dusiku [t/km?] Range [1.2,13.94]
index_CO Index znecisténi oxidem uhelnatym [t/km?] | Range [2.2, 30.82]
investice In\ie.stice na ochranu Zivotniho prostredi Range (745, 4793]

[miliony K¢]

zemreli Podil zemtelych v daném kraji [%] Range [9.7,10.9]
smrtelne_nehody Pocet smrtelnych nehod Range [21, 97]
obyv_na_lekare Pocet obyvatel na 1 1ékate Range [133, 319]
obyv_lehatko Pocet obyvatel na 1 nemocniéni lizko Range [130, 219]
prumerny_vek Primérny vék obyvatelstva v kraji Range [40.3, 41.9]
hustota Hustota obyvatelstva na 1 km? Range [63, 2503]
prijem f;:::;my cisty penézni piijemna L elena | oo e | [124704, 193993]
chudoba Podil osob ohrozenych chudobou [%] Range [4.5, 16.2]




Ptiloha 5: Stream pro ,,auta.csv*

> bbé

spotrebafmotor Type $E-spotreba
&
spotrebaimotorFeature Selection
N
otrehafemiseemise v. spotreba
nter)

trebalemise

4

4 7 "LC ./spotFebaIv(stepwis..sp febaizbytekiente..

SyAN
Wiz Vs Vs i

potreba_kivwkon spotreba_kiemise spotreba_kityp_motepotreha_kiall(eapotreba_kiall(stepw.. j f .% trebaivkon wykon v. spotreba
[$E-spotreba $E1-siEpotreba $E-spotreb..spotfebarall(stepwis..

spotrebaiwkon

Piiloha 6: Stream pro ,,prumerna_mzda.csv*

mzdajobyy % obyv 5 VS v. prume..

arumerna_mzda.csy Select % oby s VS Tve
@ Statistics, @ o — A
\\A prumerna_hruba_mzda_.. E@ da/HDP HDP v. prumerna_hrub..
(geng ted\

prumerna_hruba_mzda
Vs 75

PHI’hdp PHlMwa PHM!Jg_sub PHMJaY(emer)

@ @ 7 mzdarAl L(eny{zdaIAL {enter)
r: & & @
pmerna_t ) ucnm_hrubP_HM!allvepwise)

mzdaiteg_sub mzda/HDP  mzdalobyy

f [prumema_guba_mzda..
PHWIobyy  PHM/all{stepwise) g
[$L-prumerna_hruba_m.. — i[cd
prumerna_hruba_mzda

mzdafall{forwards) mzdafall{forward$E-prumerna_hruba_m..

3

PHMireg_sub

Piiloha 7: Stream pro ,,investice.csv*

investice

ORE
investicelALL(e%uenera )

|.£ investiceIALL(backv-/a‘nvesticelAL‘enter)
A [BL-investice_K investice_k

invkstice_kall(back..
vestice_k@ndex_co @ 4 @“_ y/ A y/
PV Vs e
@ @ [$L-investice_K] investice_kALL [$E-investice $E1-in.. investice/ALL{backwa.. [investice §E-invest. investice
A~— @
s

investice_kihustimeestice_kall{ente..

investice

[$L-investice_k $L1-.. investice_k



