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ANOTACE

Diplomova prace se zabyva navrhem modelu pro pecedikvstvnosti web domény upce.cz
pomoci dopednych neuronovych siti. V prviésti je popsana zakladni charakteristika web
miningu a zasadni poznatky z oblasti tmnych neuronovych siti. Dal&st prace zahrnuje
popis edzpracovani dat. Pr@eni neuronoveé sitie pouzitatasovéarada navsévnosti webu
upce.cz, kterd je pro peby weni upravena pomoci indikatotechnické analyzy. Posledni
¢asti je samotnéceni neuronové sita ndsledna analyza ziskanych vystedk
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TITLE

Modelling of Prediction Time Series Visit of Web mDains by Feed-forward Neural

Networks

ANNOTATION

This thesis describes the design model for predjctisit of web domains by feed-forward
neural networks. The first section describes thsicbaharacteristics of web mining and
fundamental knowledge of the feed-forward neuralwoeks. Another part includes a
description of the preprocessing. For learninghefrieural network is used time series visit of
web domains upce.cz, which is adjusted using tlaenieg needs of technical analysis
indicators. The last part is the learning of neugtwork and the subsequent analysis of the

results.
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Uvod

Dnesni moderni spaleost a rychly dist informa&nich technologii podporuje prudky
narist internetovych aplikaci. ®né internetové aplikace, zejména elektronické jdam a
obchodovani poskytuj@adu otevenych i skrytych informaci, které jsou nasleédvyuzivany
pro dalSi analyzy. Obor, ktery se zabyva vyhledéwmda zpracovanim informaci v preedi
webu, se nazyva web mining.

Diplomova prace je rozkkna do 5 kapitol. V prvni kapitole je uvedena adkli
charakteristika a objasni pojmu web mining. PodroBrjsou popsany jednotlivéasti web
miningu a metody a algoritmy, které jsou typické mho vyu?Ziti.

DalSi kapitola charakterizuje degné neuronové sita objasuje proces &eni
v téchto sitich. V této kapitole je také uvedena zakilazharakteristika frontalni neuronové
Site.

Treti kapitola popisuje zpracovani d@igyavu dat nav8vnosti webu upce.cz pro
modelovani. Definuje algoritmus postupu. Zdnje se na pouziti indikatdrtechnické
analyzy a rozéleni dat na trénovaci a testovaci mnoziny.

Ctvrtad kapitola obsahuje navrh modelu pro predikév3tvnosti webu upce.cz.
pomoci klasické daedné neuronové gitSnazi se nalézt vhodnou strukturu neuronowé sit
s vhodnymi parametry.

Posledni kapitola se zabyva navrhem modeadppedikci pomoci frontalni neuronové
sitt. V zawru je popsana analyza ziskanych vystedikporovnani mezi klasickou digainou
a frontalni neuronovou siti.

Cilem diplomové prace je popis zakladni ckigrastiky web miningu, navrh
vhodné struktury daedné neuronové sitpro predikci navswnosti webu upce.cz a

interpretace ziskanych vysladk



1 Web mining

Web mining je pominé nova, stale se vyvijejici disciplina, ktera vy@d¥ia
rozvijejici zdroj informaci saiasnosti, na Internet atfgdevSim na sluzbu world wide web
(www) [11]. Pomoci iiznych programovych prasidki se snazi nalézt poZadované
informace, jejich vzajemné vztahy a zavislostir&temohou byt dale vyuzity pro modelovani
¢i analyzu definovaného problému.

Web mining eském pekladu jako dolovani dat na webu, je proces éuyb
prohledavani a modelovani ve velkych objemech kaizgcich k odhaleniifive neznamych
vztahl mezi daty za &elem ziskani obchodni vyhody [1]. Web mining jeytédjn¢ vyuZzivan
zejména v soukromém sektoru. Zdroje dat, ze ktejgon cerpany dané informace, jsou
zejména [1]:

* weboveé logovaci soubory
» statistiky aplikaci
» statistiky provozu siti

e statistiky provozu servér

Webové logovaci soubory, ze kterych se zigkaejvice informaci o danych
uzivatelich, mohou pochazet gkwolika zdroj [3]:

* Server www — soubory zahrnuji Udajeigspupechitznych uzivatel na stranky pray
tohoto serveru.

* Klient www (prohlize&) — pro tento el je obvykle paieba samotného klienta upravit.
Metoda umoituje shromazdit Udaje o uzivatelich jedinéh@itade. Zahrnuty jsou
také gistupy do celého prostoru www.

» Proxy server — ukladany jsou udaje o vSech uZiwdtelaného proxy serveru a vSech

jejich pristupech na internetové stranky.

Prvni pistup je typicky pro podnikové systémy a pro businmtelligence systémy
vyuzivané v elektronickém obchodovani. Analyza sestedi pouze na jediny server, ve
kterem zkouma chovani uzivaielVyhodou tohoto fistupu byva dobra znalost struktury
zkoumaného weboveho prostoru (jediny server). DadStupy, které jsou uvedeny paett
odrazkou, poskytuji vS8echny pebné Udaje pro podporu konkrétnich uzivaglneomezuje
se pouze na jeden webovy server [3].
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Web mining se snazi ziskdvat informadedpvsim o nav&tnicich webovych
stranek v soukromém sektoru, tedy zejména o zag@imikde zaznamenava jednotlivé kroky
a vlastnosti kazdého uzivatele. Web mining zdeyeage gedevsim [2]:

» odkud navsivnici prichazeji

» jak se nav&vnici chovaji

» jaké jsou typické sekvencegmhodu strankami

* pri jaké sekvenci gichodi doslo ke koupéi rezervaci
* jak dlouho se nav&tnici zdrzuji na strankach

+ jak a odkud dané stranky opotj&t

Taxonomii web miningu zachycuje obr. 1-1.

Web Mitin g

Wifeh Cortett
Ilining

Yifeh Struchare
Mitdriz

Weh Usaze
Llining

Wb Page
Cortert Miniz

Search Femlt
B

Craera ] e cec s

Pattern Trackig

Cuctamized
Teage Tracking

Obr. 1-1: Taxonomie web miningu, zdroj [10]

Web mining je &len na ti ¢asti [10]:
*  Web Usage Mining (WUM) — analyza chovani uzivatele
0 General Access Pattern Tracking — olgggiistupna metoda sledovani
o Customized Usage Tracking — vyuZiti viastniho sleéad
* Web Structure Mining (WSM) — ziskavéani informacisteiktury www prostoru
*  Web Content Mining (WCM) — zpracovani obsahu wwrarseék
o Web Page Content Mining — dolovani dat z obsahwowe&lstranky

o Search Result Mining — vysledky vyhledavani.

1.1 Web Usage Mining

Web Usage Mining ziskava udaje o klientecliedaom nebo vice webovych mistech.

Typickymi zdroji dat jsou [4]:
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e automaticky generované udaje uloZzené na servemdelp zaznanmi o pristupech,
zaznani o dopordeni, klientskych zaznaira cookies
* uzivatelské profily

* meta data — atributy stranek, obsah attitauvyuziti dat.

Mezi nejastji vyuzivané techniky pro WUM p#t [5],[6] statistické metody,
asocigni pravidla a metody segmentace — ta se pouZiva sgskupovani uZivatel
s podobnymi vzory chovani nebo se seskupuiji strékyé jsou navstivené stejnou skupinou
uzivatefi.

DalSi pouzivanou technikouu#e byt [3] nap. metoda FGS (Frequent Generalized
Sessions). Metoda umiadje z idaj o fipojeni uZivatele k siti extrahovat obvyklé vzory
jeho chovani. Vstupem do této metody je soubor oréktjejichz sodadnicemi jsou
navstivené URL adresyisgené podle gadi, v imzZ byla navstivena. Vystupem budou n-
prvkové posloupnosti, kde kazda definuje jedasto se opakujici vzor chovani uzZivatele.
Prvky uvedenych posloupnosti jsoudbkonkrétni URL nebo zastupny znak ,** ozhgici
jeden nebo vice navstivenych URL. Zastupny znalerov&esmi byt na prvni a posledni
pozici v posloupnosti. Algoritmus metody FGS &pa v iterativni tvorl mnozZiny
posloupnosti od nejkratSich (n=1) po nejdelSi (makni hodnotu n zadava uzivatel). Potom
kazda posloupnost gazena do vystupni mnoziny musi spinit podminkekpceni ugitého
prahu v potu vyskyti ve vstupnich datech. Vysledné posloupnosti IzeZziwat @i predikci
chovani uzivatele.

Web Usage Mining ziskava data z Log sotihmebo pomoci kombinaci cookies a
JavaScriptu. Architektura WUM se zdrojem dat z lsogboru se di na dw ¢asti. Prvnicast
tvori transformaci webovych dat do podoby vyuzZitelné ppracovani. Druhdast obsahuje
konkrétni metody data miningu (DM) jako s@st systémovéeho DM. Architekturu zachycuje
obr. 1-2 [5].
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Obr. 1-2: Architektura WUM se zdrojem dat z Logkswu, zdroj [5]

Log soubor — obsahuje zdznamy o vSech poZadavkielé server zpracoval. Standardni
format Log souboru je CLF (Common Log Format). Yhto souboru je zaznamenana IP
adresa, datum&s navaivy, frekvence navév a dalSi informace [5].
Cisténi dat — je prvnim krokem provémym ve WUM, ktery se snazi eliminovat vliv
irelevantnich polozek na vysledek analyzy.
Identifikace transakci — vytviasmysluplné uskupeni odkapro kazdého uZivatele.
Analyza cest — analyzuje nejkratSi cesty, kteryhivatelé prochazeji.
Odhalovani vzar — pati mezi hlavnicasti WUM, do které sifuji algoritmy a techniky
z DM, statistiky a strojovéhoceni. Zjiguji jednotlivé vzory chovani.
Analyzy vzoi — kon€&na faze WUM. Hlavnim cilem tohoto procesu je odstraadbyténa
pravidla a vzory.
Asociani pravidla — technika pouzivana k objevovani 2ést§ mezi nalezenymi polozkami
v transaknich databazich.
Sekverni vzory — pomahajifpdpovidat budouci vyvo.
Shluky a klasifik&ni pravidla — shlukovani je technika pouzivana sgekupovani datovych
poloZzek s podobnymi charakteristikami a klasifikawzdluje datové polozky do jedné
z rekolika predem definovanycltid [6].

Ziskadvani dat pomoci JavaScriptu a cookiesoainji ziskani podrob#Sich
informaci o uzivateli a umakiji provadt hlubSi analyzu. Data z JavaScriptu jsouinap

informace o pedchozi navsStivené strance, prohlizei opera&nim systéemu uzivatele.
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Z cookies je mozné sledovat unikatni kroky uZzivat@lap. pii nakupu, uloZeni zboZzi do
nakupniho koSiku a nasledné zaplaceni u pokladv§echny Udaje jsou agregovany do
databaze na strarserveru. Nevyhodou byva velky ¢&i operaci s databazi. Tuto technologii

skéru zachycuje obr. 1-3.
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Obr. 1-3: Architektura WUM se zdrojem dat z Javg®ara cookies, zdroj [5]

Sekvencni
VZOry

Shluky a
klasifikacni
pravidla

Int=ligentni
agent

v v s

Tento model je daleko jednoduSSi neZedphazejici, protoze neobsahuje
komplikovanou transformaci webovych dat a naslefiménatovani, pouze se napojuje do
databaze nappomoci SQL [5].

Hlavni aplikace WUM jsou [9]:

osloveni potencialnich zakaziigro elektronickou komerci

» zvySeni kvality a poskytovani internetovych sluigbrmovani koncovych uzivatel
» zlepSeni vykonnosti webového serveru

» identifikovani potencialni reklamni lokality

» umozreni personalizace/ adaptivnosti webovych strdnek

» zlepSeni designu stranek

» detekce piniku a podvod

» predvidani akci uzivatgél(umozreni predkEZzného néitani).
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1.2 Web Structure Mining

Web Structure Mining je proces objevovanildiiry z webovych stranek. ide byt
provad¢n bud’ na arovni dokumentu, nebo na urovni hypertextovéd&azu. Ten slouzi
k dvéma hlavnim gelim: bud’ jako cistd navigace neboigiti na stranky se stejnym
tématem, kter4 obsahuje dany odkaz [4].

Web Structure Mining je zatfen na mnozinu stranek, goaje jedinou webovou
strankou aZz po web jako celeknlBzitym krokem je zde identifikovat relativniil@zitost
odliSnych stranek, které se zobrazuji stejfako piklad Ize uvést vyhledaa tematickych
odkaz#i, které analyzuji topografii odkazu jako nalezemtoatativniho informé&niho zdroje,
pro obsahlé vyhledavané téma. Informace je tudeazdna na autoritativnich strankéach.,
které jsou definovany v relaci k Haum. Huby nam pedstavuji stranky, které odkazuji do
mnoha souvisejicich autorit.

Napr. usgsny vyhledava Google vyuziva algoritmus PageRank, ktery funguge
principu: dilezitost stranky se zvySuje s tim, kolik strdnelogikazuje z jinych relevantnich
stranek. Tento algoritmustipazuje ¢iselné vahy na webovou stranku. Numericka véha se
prifadi k gisluSnému elementu E, ktery se oarja PR(E) — PageRank E. Hodnota PageRank
stranky U zavisi na hodnotach PageRank pro kazttanksi ve stanoveném BU (tato sada
obsahuje vSechny stranky odkazujici na strankuw&iny patem L(V) odkaz od stranky V
[7].[8].

Matematicky zapis je

PRU)= > F:_;R(\()/)). (1.1)

Pouziva se pro zvysentianosti vyhledavai na zaklad poctu zpstnych odkas [8].

Hojné vyuzivany nastroj WSM je konstrukce a analyza drighickych stromovych
struktur reprezentujicich www prostor. Vstupem o metodu je soubor navstivenych URL
stranek, vystupem je poté jejich uggpdani do stromové struktury pomoci rozkladu URL na
jednotlivé logickécasti. Kazda cesta stromem odidwe K listm vyjaduje zapis jedné
unikatni URL. Uzly mohou nést také statistické miiace o p&tu navstv, piipadré udaje o
celkové dob strdvené na strdnkach obsahujici datési URL.

Dalsi data pro naslednou WSM analyzu jsou vazbye ddranky na stranky dalsi.

Www prostor je modelovan jako orientovany grafgehuzly zastupuji konkrétni URL adresy
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a hrany jejich vzajemna propojeni pomoci hypertexth vazeb. Ze vzdjemnych
hypertextovych vazeb www stranek Ize usuzovat jiehjgematickou podobnost. Z&kladnim

piedpokladem hypertextovych odKabyva, Ze propojuji stranky majici i obsahovou wazb

[3L.[5].

1.3 Web Content Mining

Web Content Mining je proces extrakce udité informace z obsahu webovych
dokument (text, hypertext, obrazky, audio, video nebo stitkvané zaznamy, jako jsou
seznamy a tabulky, také€kolik jednoduchych statistik slov a frazi v dokurher4],[6].

Web Content Mining umi pracovatasté&n¢ strukturovanymi daty. WCM se pokousi
odvozovat zavislosti ze struktury webové strankyzéeerem pevést ji do databazové
struktury, ktera umailje snadwjSi spravu informaci a dotazovani se nad nimi. Potaci
mechanismus umdé#nje dotaz na mistni Uloz&na rekolika Urovnich abstrakce. Vidledku
tohoto dotazu si ize systém vyzadat informace o strankach z webuopogr podle poteby
[6].[7].

VyuZivaji se tedy zejména metodyené pro zpracovani dokuménPracuje se zde
s pojmem ,term“ jako zakladni jednotkou pro popiskdmentu. Termem se ozhgi
jednotliva slovati viceslovni spojeni, ktera jsou v daném dokumesyznamr zastoupena
nebo jsou pro dokument charakteristickd. Pro zmpaacbtextového podkladu se vyuzZivaji
metody, které pouZzivaji vektorovou reprezentaciutoénti. Sada dokumeata terni tvori
matici, ve které jsou nasleginuvedeny hodnoty vyznamnosti termv jednotlivych
dokumentech. Vyznamnou oblasti je ¥lbelevantnich teriinjednoslovnych i viceslovnych.
Relevance byva potiovana tzv. TFIDF vahou, kter4 je zaloZena na frekvaermi
v jednotlivych dokumentech a inverzni frekvencim@rn celém souboru dokument

V prostedi webu Ize pro extrakci tefmvyuZit nejen prosty text obsazeny na
webovych strankach, ale také dalSi textové infoemawap. z hlaviky stranky (titulek,
klicova slova, atd.) nebo jinych URL (texty odkamkazujicich na danou stranku). Pro
vyhledavani fibuznych term se vyuzivaji pravipodobnostni fistupy, nap. bayesovské
pravdépodobnostni sit Hlavnim cilem uZivatele na Internetu je nalezeaievantni
informace. Cestou k objeveniiide byt i z&azeni dané stranky podle ddivych terni do jiz
existujici a dostupné ontologické struktury a néiséezkoumani ,nejblizSich souséds této
struktue. Postup se snazi nahradit cjidd ontologicky popis stranky. Vysledek
ontologického z&mzeni se pouzivA pro objeveni podbbmantienych stranek, pro

shromazdni vice ternd, které lze vyuzit ve vyhledavani pomoctkierych z kznych
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vyhledavacich sluzeb. VyuZivaji seregevS§im nové nastroje, jako rozhrani Google
s direktivou define, ktera ro¢n zahrnuje WordNet, ale seskupuje vysledky z vireji [3].

Web Content Mining tedyeSi zejména vyhledavani a meta-vyhledavani (hledani
stranek relevantnich k dotazu uzivatele), kategorizlokument (shlukovani stranek podle
obsahu), filtrovani (rozpoznani stranek relevartnkcuzZivatelskému profilu) a dobyvani
znalosti ,skrytych ve strankach” (extrakce informaxebo zodpovidani dotazu).

NejpouzivaiijSi swtové vyhledavée jsou AltaVista [ittp://www.altavista.com

Yahoo! (ttp://www.yahoo.com Mezi nase  vyhledave pati Seznam

(http://www.seznam.gz Kompas [ittp://kompas.seznam.);z Atlas (ttp://hledej.atlas.gz

Alenka (ttp://www.alenka.cg,  Centrum  [ttp://www.centrum.cg  Mezi  specialni

vyhledavée Ize z#adit Ahoy! (ttp://ahoy.cs.washingtom.edu:60K0/ktery je uten

k vyhledavani domovskych stranek osob. Meta-vyhada systémy umailiji pristup
k mnoha vyhledavacim stion z jednoho mista, nap  All-in-One

(http://www.albany.net/allinorje- uzivatel rdné voli, ktery vyhledavaci stroj pouzije a musi

pro rgj zformulovat dotaz. MetaCrawlerhitp://www.metacrawler.cojp HuskySearch

(http://huskysearch.es.washingtom.pauwytvé&i z nalezenych odkézshluky dokumerii na

z&klad podobnosti témat, SavySearchttf://quaraldi.cs.colostate.edu rozhoduje, do

kterého vyhledavaciho stroje ma uzivatel poslaaziofskJeeves(tp://www.askjeeves.com

— kombinuje dotazovani s vyhledavanim v datab&myrh odpo¥di na [&Zné otazky.

Pro extrakci informaci se vyuzivaji systémy, ktpréchazeji on-line katalogy firem s cilem
nalézt ceno¥ nejvyhodrjSi nabidku daného produktu. Systémy jsou ¢eng jako shopbots
(jde o roboty pohybujici se vobchodech)iikRhddem Ilze uvést NetBot Jango

(http://www.jango.co — systém se n&uvyhledavat zboZi v on-line katalozich, rozpozna

nazev produktu, cenu a dalSi informace a daparzivateli nejlevijSiho dodavatele [11].

1.4 Metody a algoritmy modelovani v oblasti web miningu

Zakladni metody a algoritmy modelovani v oblastibweniningu, stej jako u
klasického data miningu jsou [11]:
* regresni metody
o diskriminani analyza
* shlukova analyza
» tvorba rozhodovacich stram
» tvorba rozhodovacich pravidel

» tvorba asociénich pravidel
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* neuronoveé st

» genetické algoritmy

* bayesovskeé sit

* uceni zaloZzené na analogii

* induktivni logické programovani.

Regresni analyza zkouma parametry zavislosti meaind veltinami. Pro dvojice
hodnot [x,yi] miZzeme parametry rovnice odhadnout na zaklaeétody nejmenSicttverai.
Metoda se snazi minimalizovat rozdily mezi poZadoua hodnotou y a dkavanou
hodnotouy = f(X) .

Diskriminatni analyza hleda zavislosti jedné nominalni ameyi (urcujici prislusnost
ke tid¢) na dalSich m numerickych vé&h. Jedna se o klasifikacifigladi do pedem
zadanychifd.

Shlukovani se snaZzi radd uzivatele do jednotlivych shluk podle jejich blizkych
vlastnosti ¢i chovani na webu. Né&stji je shlukovani vyuzivano v elektronickém
obchodovani pro analyzu zakazihikVzdalenost mezi dma shluky je nepstji

charakterizovana euklidovskou vzdalenosti

de (X, X;) :\/Z(le _ij)2 . (1.2)
j=1

Nejcastji vyuzivané metody shlukové analyzy jsou hierackBishlukovani a metoda
k-means. Hierarchické shlukovani postupuje metogaiola nahoru®. Kazdy uZivatel tedy
tvofi jeden samostatny shluk. Postdpse shluky spojuji, kafi se jednim shlukem, ktery
obsahuje vSechny uzivatele. Spojovani shlak& provadi na zakladszdalenosti, kterou lze
stanovit metodou nejblizSiho souseda, metodou déjerjSiho souseda, metodouipierné
vzdalenostici centroidni metodou. Jednotlivé vztahy jsou uvederill]. Metoda k-means
musi mit pedem u&eny pa@et shluki. Obecny algoritmus této metodika: nahodd zvol
rozklad do k shluk, uri centroid pro vSechny shluky v aktualnim rozkladro kazdého
uzivatele x wi vzdalenosti d (x, 19, k = 1,2,....,k, kdecje centroid k-tého shluku. Netld
(x,6) = min d (X, €. Neni-li x sodasti shluku | (k jehoz centroidy ma nejblize), fesui x

do tohoto shluku, doslo-li kéjaké zngné, pokratuj druhym krokem, jinak ukafi algoritmus.
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Rozhodovaci stromy se pouzivaji hlavyoro klasifikaci ziskanych dat do dvou nebo
vice ¥id. Postupuje se zde metodou réizz panuj. Trénovaci data jsou postépozdlovana
do menSich podmnozin. Vyuziva se algoritmus TDIRAdp (down induction of decision
trees): zvol jeden atribut jako #en dikiho stromu, rozél data v tomto uzlu na podmnoziny
podle hodnot zvoleného atributu &dej uzel pro kazdou podmnoZzZinu. Existuje-li uzmip
ktery nepat vSechna data do tézédy, pro tento uzel opakuj postup odatku, jinak skoui.

Asociani pravidla slouzi pro hledani vzajemnych vazeb inméznymi druhy dat.
V zavislosti na web miningu se hledaji zavislostiziniznymi @istupy na server odiznych
uzivateli. NejznangjSim algoritmem pro hledani aso@méch pravidel je algoritmus apriori.
Zakladem algoritmu je hledagasto se opakujicich mnoZirtigtupi na server. Jedna se o
kombinace iiznych kategorii, které dosahujigolem zadanéetnosti v datech. itkladem lze
uvest nap 60 % studerit, kteri navstivili stranku http://portal.upce.cz/jetspipedital/moje-
studium/studijni-materialy.psml, navstivili tak@éstku http://portal.upce.cz/jetspeed/portal/
moje-studium/zkousky.psml.

Neuronové sé jsou hojr vyuzivanou metodou pro web mining. PouZivaji sesikké
dopredre NS jak pro predikci, tak pro klasifikaci. Pro kifdsaci se vyuziva pevazre metoda
Support Vector Machine (SVM) a Kohonenovy samooiggiti se mapy (KSOFM).

Evolwni a genetické algoritmy jsou zaloZzeny na mySleti@eavinovského principu
evoluce. Hleda se optimalnieSeni na zaklad soutZze vramci populace postuprse
vyvijejicichieSeni. Vyuziva se zde genetické programovani, ktgrgiva operatory selekce,
kiizeni a mutace stejjako genetické algoritmy.

Mezi metody zaloZzené na analogii fdadfipadové usuzovani (Case-Based Reasoning,
CBR), pravidlo nejblizSiho souseda (nearest neighlyale), &eni zaloZzené na instancich
(Instance-Based Learning, IBL), linéani (lazy learning), pa#&iové weni (Memory-Based
Learning), shlukovani (clustering). VSechny tytotody Ize pouZzit pro deskriptivni Glohy
(segmentace, shlukovani) i pro klasittkaulohy [11],[13],[14].

1.5 Diléi zawr
Web mining je v sotasné dob hojr¢ se rozvijejici disciplina, vyuZivajici nesptne
mnoho informaci z prostdi webu. Strukturu web miningu #dii hlavni pilice: Web Usage
Mining, Web Structure Mining a Web Content Mining.
Za nejdilezit¢jSi ¢ast je povazovan WUM, jehoz hlavnim cilem je ziské®ech

potrebnych informaci o uzivatelichiipadre klientech webovych stranek.
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Web Structure Mining ziskava informace o jednottivyinternetovych strankéch,
zjistuje jejich dilezitost a vzdjemné propojeni stranek pomoci hgpestych odkai.
Web Content Mining slouzi pro analyzovani obsahlbavgch stranek. Vyuziva

nejrizngjSi metody, které jsou &eny pro zpracovani dokument
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2 Dopredné neuronove sé&

Tato kapitola se zabyvéa charakteristikou iajmé neuronové it jejich zakladnich
pojma. Definuje strukturu daf@dné neuronové sita postup jejiho deni. Hlavni vyuZziti
doprednych neuronovych siti je predikce a klasifikaag pjichz struktury jsou také zahrnuty
v této kapitole. Je zde také uvedena zakladni ktexstika frontalni neuronové &it

2.1 Zakladni charakteristika

Zakladnimi stavebnimi prvky neuronové&diNS) jsou neurony, které jsou v siti mezi
sebou vzajemh propojeny ohodnocenymi vahami. Tyto vahy se nazysynapsie. NS je
popsana jako dvojice mnoziy ,H), kdeU je mnozina uZl (neurori, vstupi a vystum) a
H je podmnoZina mnozZinyN x N . Tato mnoZina wuje synapsie mezi jednotlivymi uzly.
Synapsim jsou iffazovany vahyw R. Kazdy neuron namipdstavuje nelinearni typicky
analogovou jednotku, které jsou malo porovnatelméodernimicislicovymi obvody. Hlavni
tlohou neuronu je agregace sighaé vstupnich synapsi a realizace pomoci nelinéankte
[16].

Schéma dafedné NS je moZno vétl na obr. 2-1. Jedna se o znazwmirtrojvrstvé NS

s dogrednym Sienim.

INFORMACNI
TOK
i VYSTUPNI
VRSTVA
SKRYTA
VRSTVA
VSTUPNI
VRSTVA

Obr. 2-1: Schéma trojvrstvé NS s degnym Sienim urena pro klasifikaci, zdroj [17]
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NS vzdy obsahuje vstupni vrstvu, jednu nebo viegtgkh vrstev a vystupni vrstvu.
Neurony v této strukiie jsou mezi déma vrstvami vzdy propojeny kazdy s kazdym.
Vstupy jsowtiselné hodnoty, které mohou byt [15]:
» kvalitativni — nabyvaji hodnot z diskrétni¢iselnych mnozin, nap(-1,1)
» fuzzy kvalitativni vstupy jako fuzzy hodnoty jazykech prongnnych

» kvantitativni —¢iselné reprezentace systémovych phonych.

Kazdy vstup je modifikovan vahow; , ktera pedstavuje citlivost, s jakouipobi na

vystup neuronu. Vypity téchto hodnot a jejich postupné &ud je hlavnicasti &icich
algoritmi siti. Na samém @atku jsou vahy nastaveny na defaultové hodnotyepuodivatele
¢i automaticky. V celé siti se zpravidla pouZivagijse typy vstup a vystupi.

Aktiva¢ni funkce agreguje hodnoty vstupa a posouva je vzhledem kéitému

aktivatnimu prahu. Linearni aktiai funkce je ve tvaru
n ng ng

8, (k) = 2w (K) * x; (K) + X0 = D Wi (K) * g (K) + % = D" Wi (K) * g (k) (2.1)
=1 g=1 g=1

kde a; k) je hodnota aktivani funkce i-t€ho neuronu pro k-ty trénovaci obrazec jsou
hodnoty vstup i-t¢ého neuronu,y,, jsou hodnoty vystup neuronu, w; (k) jsou vahy na
vstupech neuronux,, je aktiva&ni prah.

Prenosova funkce ipvadi hodnotu vystupu aktiéai funkce do hodnoty vystupu
neuronu. PouZiva se zejména jednoduchd linearikicéydinearni prahovéa funkce, skokova
funkce, sigmoidalni funkce a gaussovska funkce.[15]

Vystup dogedné NS lze vyjait pomoci vztahu [16]

K J
Y=Zak><d( ﬂ,-kxxjkj, (2.2)
j=1

k=1

kde:
- Y je vystup NS,
- a je vektor vah synapsi mezi neurony ve skryté ¥ratvystupnim neuronem,

- [ je vektor vah synapsi mezi vstupnimi neurony ao@uve skryté vrsty
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- k je index neuronu ve skryté vrgtv

- K je paiet neuroii ve skryté vrsty,

- d je aktivani funkce,

- j je index vstupniho neuronu,

- J je paiet vstupnich neurdnna jeden neuron ve skryté vrstv

- X je vstupni vektor NS.

2.2 Proces «&eni

V procesu teni NS dochazi k upravhodnot vah synapsi mezi neurony. Cilem je
utvorit takovy stav NS, v kterém bude schopna klasifstovSechny vstupni vzorky, nebo je
spravnym zpisobem zpracovat. Vzhledem ke slozité strikiNS, v sotiasné dob neexistuje
Zzadnad znama metoda, ktera by byla schopna jed&iznarcit hodnoty vah synapsi
definované ulohy [16].

Doprednou neuronovou tsilze klasifikovat jako teni s ditelem. Postup ¢eni lze
definovat pomoci nasledujicich procedur [17]:
» Vstupni vzor je pedstaveny siti. Vstup je potonresh dogedre siti az do okamziku,
nez aktivace dosahne vystupni vrstvy. Tato fazeaggva dopedné Seni signalu.
+ Vystup z vystupni vrstvy je porovnavan&ai hodnotou. Chybyd, mezi skuténym
vystupemo; a wici hodnotout; neuronuj je uzita spolu s vystupem predchoziho
neuronu i kvypaitu zmen vah synapsiw;. Kvypottu chyb vystup vnitinich
neurorii, pro které neni dici vstup dostupny (neurénve skrytych vrstvach) se
vyuzivaji chyby nasledujici vrstvy, , které jsou jiz vypéteny. Tyto chyby jsou také
zpstné Sireny.
eV prabéhu weni jsou, po kazdém trénovacim vzoru, naaglikovany zniny vah
synapsiw; . Zmeny vah synapsi se pro vSechny vzory v trénovaciosbaw sitaji a
sowet vSech zién je aplikovany po jednom cyklu na trénovaci soubor
Nejcastji pouzivanym typem u ddpdnych NS jsou [16] gradientni metody. Z nichz
nejpouzivagjsi je algoritmus zgtného Sieni — Backpropagation algorithm. Je zaloZzen na
minimalizaci sodtu ¢tverai chyb s vyuZzitim poznatk o pribéhu nelinearni funkce
v neuronech. Pozaduje, aby nelinearni funkce kpdgita.

V algoritmu Back-propagation (BP) indexya j (vahy) gedstavuji indexy vystupu

neuronu ve vySsSi vrsiva vystupu neuronu Vv nizsi vrgtvSouwet kvadratickych odchylek
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mezi a@ekavanymi vystupym neurori y, * ve vystupni vrst¥ a skuténymi vystupy

neurori y, v této vrst¥ pii prijeti k-tého obrazce se obvykle vyjage ve tvaru
l m *
E(k) = EZ(M (k) - v (K)* (2.3)
1

a hodnota vahy upravena proti hodnut, (k) o diferenciAw; k )ma tvar
w; (k+ 1) = w; () + Aw () - (2.4)

Pro vypaet korekce vahyAw; K )se pouziva vztah z gradientovych metod

optimalizace
Aw; (k) = =n7(0E(K) / ow; (K)), (2.5)

kde 7 je konstantag>0), kter4 ovliwiuje rychlost deni. Vztah zavisi na tvarech aktivé a

pienosové funkce i-tého neuronu vystupni vrstvy.

Postup se provadi tak, ze se Wipaji odezvy st na vstupni obrazec a nastavi se
vSechny vahy v siti. i{me se dalSi vstupni obrazec a postup se opaBReumouje
upravovat vahy po kaZzdém vstupu obrazce z trénopasioupnosti. Tento postup se

uplatiuje tak dlouho, dokud suma odchyl&k) uvazovana pro vSechny obrazce trénovaci
posloupnosti(k = 12,...,m nebude mensi neZ poZzadovabéspost [15].

Existuje celarada modifikaci tohoto algoritmu. Nezngsgi wici funkce jsou [17]
Vanilla Back-propagation, Back-propagation Momentu@uit-propagation, atd. Kvalita
uceni se hodnoti nappomoci stednictvercové odchylky MSE. Tuto odchylku lze vyjitat

podle vztahu

Z Z(tpj _OpJ)2

(patterns jdoutput
MSE: pLIp J p
n—a

: (2.6)
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kde t, je vystup procesuceni dopedné neuronove siforo neuronj a vzor p, o, je

skut&ny vystup, n je paet vzoh a aje paiet volnych parameirdopg'edné neuronové sit

(tj. pocet synapsi mezi neurony) [17].

2.3 Neuronova st’ jako univerzalni aproximator

Hecht-Nielsen v roce 1987 jako prvni ukazal, Zgvtstvé NS s dofednym Sienim a
s dostatenym paitem skrytych neuranjsou schopné aproximovat s poZzadovaniesiposti
kazdé spojité zobrazeni.

Pokud mame spojitou funkck , ktera nam zobrazuje n-roZmy prostor R" na

oteweny interval (0,1)
F:R" - (01) . 2.7)

kde y=F(x) = f (X, X,,...,X, ). Trénovaci mnozina,,,, obsahujer bodi z n-rozné¢rného

prostoruR", A, ={x.,X,,....x,} . Potom funkce
t[R - (03) (2.8)

je prechodova funkce spojitdA a monoténrrostouci, kterd vyhovuje podminkam
t(— o) = 0,t(e0) =1. Z&rove: k této funkci musi existovat funkce inverant :(01) — R. Plati

zde nasledujiciata:

Pro kazdés >0 existuje funkce

q
G(x) = zait(ui +w [X), 9P
i=1
kde a, a v, jsou real® koeficienty, w =(w",wl’,...w")jsou vektory obsahujicin
redlnych komponent &, = x,w" +x,w’ +...+ x W je skalarni satin vektoi x a w,
ze

r

Z‘F(Xk)_G(Xk)‘<g. (2.10)

k=1
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Podle vySe uveden&ty mazeme tvrdit, Ze funkcd-(x) je aproximovanda sipsnosti
£ nad trénovaci mnozino#,,, pomoci funkceG X )a vSeobecnéipchodové funkce x( .)

Funkce G & )je jednoduSe interpretovatelnd NS sigoimym Sienim, kterd bude obsahovat

jednou vrstvug skrytych neurofi. Struktura této sitje uvedena na obr. 2-2.

Vystupnd vrstva

T

Slorytd wrstva

Watuprd wrstva

o] iy e

Obr. 2-2: NS s dofdnym Sienim ugena pro predikci, zdroj [upraveno podle 12]

Koeficienty a;, jsou vahy spdi mezi skrytymi neurony a vystupnim neuronem.
jsou prahové koeficienty skrytych neufoa w, tvori vahové koeficienty hran mezi i-tym

skrytym neuronem a vstupnimi neurony. Musi zdetdojhodifikaci vySe uvedenésty, kde
podminka bude mit tvar

r

F(Xk)—é(xk)‘<£' . (2)11

k=1

Nova funkce@(x) bude ve tvaru
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G(x) :t(zq:ait(ui +w (X)) . (2.12)

i=1

Neuronova $i nam tedy pedstavuje vSeobecny prietiek pro regresni analyzu
funkci, kde poet skrytych neuroly prahové a vahové koeficienty jsou regresni pamgme
Hlavnim cilem NS s ddpdnym &ienim je vSak extrapolace fufikich hodnot mimo

trénovaci mnoziny, zejména problém predikce a fikagie [12].

2.4 Frontalni neuronova st’

DalSi typ neuronové sit ktera se vyuziva pro predikci, je frontalni newed sf,
nazyvana také jako Time Delay Neural Network (TDNNato sf pa#i mezi specialni
vicevrstvé dofedné NS, ktera dokaze vyuzivaisové zpozthi pri zpracovani. Vyuziva tzv.
filtry, které pouZivaji kratkodobou paith Cim hlubsi je dany filtr, tim vice informaci o
minulych stavech okoli uchovava. Cela g#ne situovana na zatku NS jako utitd
piedstava, kterd zpracovavasovy kontext. Takto ut¢enou NS je moznodit klasickym
algoritmem zptného &feni chyby (Back-propagation) nebo jinym algoritmektery je
vyuzitelny v dopednych NS [16],[21]. Struktura frontalni NS je ueed na obr. 2-3.

d. 8,

©0

X X X XJ,: X_,_:
Obr. 2-3: Friklad frontalni neuronové gitzdroj [16]

Vystup [16] front&lni NS se stejnou hloubkou ginvSech filtr, linearnim filtrem a

linearnim vystupnim neuronem je mozné vyfadasledujicim zfisobem
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K

3 b
Y:Zakxd( IBjkaXijkxxiij, (2.13)
=t =

k=1

kde:

-'Y je vystup NS,

- a je vektor vah synapsi mezi neurony ve skryté ¥ratvystupnim neuronem,
- [ je vektor vah synapsi mezi filtry a neurony veyskirst\,
- x je vektor vah synapsi uviiiltru,

- k je index neuronu ve skryté vrstv

- K je paiet neuroi ve skryté vrsty,

- d je aktivani funkce,

- | Je index filtru,

- J je pazet filtri na jeden neuron ve skryté vrstv

- 1 je index vstupu filtru,

- | je paiet vstup filtru,

- b je hloubka kratkodobé patfiltru,

- X je vstupni vektor NS.

Filtr frontalni NS je zobrazen na obr. 2-4.

x(t)

| - J‘jfll"_.r)r

x(t-1) =
| x(2)

x(t-2) z oy
! y(b-1 '

x(t-b+1) =
i : x(®)
xim-bl ol

Obr. 2-4: Filtr frontalni NS, zdroj [16]

Kde, x(t) predstavuje hodnotu vstupu filtru¢aset, b udava hloubku pa#t filtru, y jsou
vahy synapsi v ramci filtruz™ je operatoréasového zpozahi a xf ¢ )predstavuje vystup

filtru pro hodnotu vstupu vaset.
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2.5 Dil¢i zawer
Dopredné neuronové sitpati mezi zakladni a jednoduché NS, které se vyuZivaji
zejména pro predikci datriRPu¢eni si¢ se vyuzivaada algoritn, z nichz nejroz$ensjsi je
algoritmus Back-propagation. Specialnitfippdem dofedné NS je frontalni neuronov&’,si

kterd dokaze pouzivat kratkodobou gdma pomoci vyuziti filth. Hlavnim cilem v procesu

e
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3 Navrh modelu pro predikci navst&vnosti webu upce.cz

V Gvodu této kapitoly je na obr. 3-1 zobrazen alguus reSeni, ktery ukazuje
jednotlivé kroky navrhu modelu pro predikci n&wstosti web domény upce.cz.

Algoritmus z&ina ziskanim pozadovanych vstupnich dat pro predi&ustvnosti
webu upce.cz pomoci Google Analytics (GA).

Nasleduje pedzpracovani dat, coz je povazovano za jednu ZlegjttjSich ¢asti
algoritmu. Data se upravuji pomoci standardizac®rnalizace. Nedilnou séasti tohoto
kroku je pouZiti indikatar technické analyzy.

Na zaklad vysledki z technické analyzy jsou vybrany vstupni paramedigré budou
pouzity pro modelovani. Dochazi zde k réledii vybranych dat na trénovaci a testovaci
mnozinu.

Déle se musi rozhodnout o pouzitém programovémtigdispro vytvéeni modelu.
Pro modelovani predikce né¥éhosti web domény upce.cz byl pouZit programovy
prostedek JavaNNS. Data musi byt naskedroZzena v takovém formatu a s pouzitym
kodem, s kterym tento software dokaze pracovat.

Jiz vJavaNNS se vytvidnavrh struktury dofedné neuronoveé sitpro predikci.
Stanovuje se zde navrh vstupni, skryté a vystugstvy a jejich poet.

V dalsim kroku se nastavuji jednotlivé hodnoty pseaii zvoleného &iciho
algoritmu.

Dale doch&zi k samotnémuani dogedné neuronové sitpodle zvolenych hodnot
parametit a zji¥uje se MSE chyba. Zde dochazi v algoritmu k opakgrakrokim, kde se
upravuji hodnoty jednotlivych parametiak, aby chyba MSE byla minimalni.

Konetnou sowdasti algoritmu je analyza ziskanych vyskedkpribéhu weni, podle

kterych se rozhoduje o navrhu struktury tegmé NS s danymi parametry.
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Vstupy

Predzpracovani dat

Vybér vstupnich
parameti

Vybér
programového
prostedi

Navrh struktury
neuronové st

Stanoveni paraméir

Uceni sit pomoci
JavaNNS

Y

Ne
Je MSE

minimalni
I;

Ano

Analyza vysledi

Vystupy

Obr. 3-1: Algoritmus pro navrh modelu, zdroj [viagt
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3.1 Ziskani vstupnich dat

Konkrétni data pro predikciasovéiady nav&tvnosti web domény upce.cz byla
ziskdna pomoci Google Analytics (GA). GA ipamezi statistické programy,ébici na
serverech Google. Uzivateh, ktgi jsou registrovani, umagji viozit do jejich vlastnich
stranek nifici kdédy, pomoci kterych mohou zjgvat fizné statistické Udaje [18]. Pomoci
implementace JavaScriptového kodu, ktery je vlodenwebové prezentace, nabizi Siroké
spektrum provoznich charakteristik, nazyvanych faké webové metriky. V GA Ize webové
metriky rozalit do ¢tyi zakladnich skupin [2],[19]:

» Navstvy — zde se sleduje zejménacpbnavsty, patet zhlédnutych stranek, pém
novych nav&ivnika vici tém, ktei se na stranky stale vraceji. Sledovat s&ertaké
¢as, ktery navévnici stravi na ufité strance. Ukazatel geolokace Zjife, z jaké zemh
z&kaznici nejastji prichazeji, coz je jedna ZikkZitych informaci pro jazykoveé
mutace. Ziskavaji se zde také informace o chovaw$tfvniki na strankach, zda se
v nich ztraci, kde bloudé kudy prochazeji.

e Zdroje @istupi.

* Obsah — sleduje se, o jaky obsah maji r&wdti nejwtsSi zdjem, vetrg poklesi a
vzestur.

» Konverze — konverze je chapana jako stav, kdy s8thdik webové stranky stane
zakaznikem, ndp pii prodeji, objednavce zbozi, vym@nmi formul&e, odeslani
poptavky, staZzeni souboru, aj. Zde se sledujejsailk efektivni odkazujici médi&d
zdroje kampani vzhledem ke konverzim, kaldsu a nav8v zabere nav&tnikovi,
nez se z & stane zékaznik, ktera &tiva slova vedou ke konverzi, které kampan

nebo sestavy zastavit a naopak, do kterych invastov

Pro predikci navéwvnosti byl sledovan ukazatel gt nav&v. Jedna se o zakladni
ukazatel, ktery zobrazuje et ndv&v vzdy za utité obdobi. V GA je navéva brana jako
neopakovatelna kombinace IP adresy, cookies. Suikmetze zjistit také absolugnunikatni
navstva, kterda je definovana jako neopakovatelna IP sadee cookies v zadanérasovém
obdobi.

Prikladem Ize uvést Wet zakladnich informaci, které je mozno o webu wgzceiskat
v GA nagiklad za k¥ten roku 2009 [2]:

» Celkova nav&vnost za dany #sic klesa. Je zde vittrend, kdy ponéli mé nejvyssi

navstvnost, ktera klesa az po zbytek tydne, nejnizpbgem sobota.
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e Praimérny patet zhlédnutych stranek za nawét je vice nezit.

* Na strdnce se nawdnik zdrzi v pdmeru pst a pil minuty.

* Mira nezaujaté navdty je priblizné Sedesat procent.

» NAavstvnici prichazeji ¥tSinou imo, coz je velice dobré.

* Mezi nejnavitvovargjSi stranky nizeme z#adit Gvodni stranu, potom jsou to stranky

fakulty ekonomicko-spravni a fakulty filozofické.

Navstvnost se mii v pravidelnych ekvidistantnich rovnémych casovych
jednotkach. Tedy ndppo sekundach, dnech ésicich¢i letech. Namfena data zobrazuji
¢asovou fadu, kterou lze chapat jako posloupnostné a prostoro¥ srovnatelnych
pozorovani, ktera jsou jednozmg uspdadana z hlediskéasu [2].

M¢éfena data navdtnosti webu upce.cz jsou zaznamenana po jednoflidieech a
sledovana zaitéasovéa obdobi:

» Kratkodob&asovérada (soubor S) od 1.9.2008 do 31.5.2009 (obr. 3-2)
» Stredredobacasovérada (soubor ) od 22.8.2007 do 21.12.2008 (obi). 3-3
» Dlouhodob&asovarada (soubor L) od 21.8.2007 do 20.9.2009 (obr..3-4)

U nize uvedenych obréailosa x pedstavuje jednotlivé dny a osa y¢pbnav&vniku.

w4 8000
RO00 A
4000 \1
2000 4
I:I T T T T
1.9.08 1.11.08 1.1.09 1.3.09 1.6.09
_—
tdny

Obr. 3-2: Navavnost web domény upce.cz souboru S, zdroj [vlastni]
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Obr. 3-3: Navatvnost web domény upce.cz souboru |, zdroj [vlastni]

W 8000 -
BOOD A
4000 A
2000 A
|:| T T T T T T
21807 211207 21408 21808 211208 21409 218.09
_
t[dno

Obr. 3-4: Nav&tvnost web domény upce.cz souboru L, zdroj [vlastni]

3.2 Predzpracovani dat

Pred modelovanim musi byt data vhédoSetena. Prvni provedenou Upravou je
standardizace dat. Pouziva se pro Upravu dat, Sshny znaky byly soustitelné.

Necht' je dana matice daZ =(z;)typu nx p, jejiz fadky jsou p-rozirné vektory
cisel, které charakterizujiobjekti. Standardizace se provede ve dvou krocich [20]:

¢ vypcxet stedni hodnoty z; jtého znaku z; a snérodatné odchylkys; pro

j = 12...p podle vztah

1
Zj =;Zzu ' (3.1)

i=1
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n

s, :EZ(ZU —21)2} . (3.2)

i=1

e poté jsou fvodni hodnoty z; j-tého znaku i-t€ého objektui@paiteny na tzv.

standardizované hodnoty podle vztahu

x =5 (3.3)

VSechny standardizované hodnoty majgdhi hodnotu rovnu 0 a rozptyl 1.
DalSim krokem je Uprava dat pomoci indikétéechnické analyzy.ihled pouzitych

indikatori zobrazuje tab. 3-1. Beéhy jednotlivych indikatak jsou uvedeny vifiloze 1.

Tab. 3-1: Indikatory technické analyzy, zdroj [upeao podle 2]

Druhy indikator a technické analyzy Charakteristika
Jednoduché klouzavédmery (JKP) 5, 7, 9 denni
Centrované klouzavé fomery (CKP) 4, 6, 8 denni
Klouzavé mediany (KM) 5, 7, 9 denni

Jednoduché exponencidlni vyrovnani (JEW)Proa =0.1 aa=0.2

Dvojité exponencialni vyrovnani (DEV) Proa=0.7aa=0.9

3.3 Rozdéleni dat na trénovaci a testovaci mnozinu

Upravena data musi byt pro pelty modelovani rozdena na trénovaci a testovaci
mnozinu. Podle [12] Ize popsat jednoduchyiasqb rozkladu mnoziny objekt A,

A=A, U A.,. Pomoci skteré z metod shlukové analyzy dojde k rozlozendzmy A na

disjunktni podmnoziny, tzv. shluky, kde kazdy z&ikh obsahuje podobné objekty
A:C1DC2EI...DCp, 43.

kde i-ty shlukC, obsahujen, objekiiz A,
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C ={o?,0,..00} 0 A, (3.5)

kde objekto{”’ OC. je z i-tého shlukuC,, ktery lezi nejblize k jeho centru. O tomto objekt
mizeme naslednprohlasit, Zze je reprezentant objelkte shlukuC,. Trénovaci a testovaci

mnozina je tedy @ena objekty

— 1 2
A\rain _{01()'01(),”-’01(13)}, 36)

Aes = (C, ~10®}) 0 (C, ~102})0..0(C, -{of?}). (3.7)

Podle vySe uvedenych vzéroryplyva, Ze trénovaci mnozina je slozena ze vSech

reprezentarit danych shluk a testovaci mnozina obsahuje vSechny ostatni tybj&latet
objekt v trénovaci mnozinje stejny s petem shluk, |A,,.|= p a|A, =|A-p.
Schematické znaza¥ni je zachyceno na obr. 3-5. Jedna se o rozkladzmyobjekti A na
trénovaci a testovaci mnozinu pomoci rozklauma shlukyC,,C,,....C .

Objekty, které jsou v obrazku znazémy ctverci, lezi nejblize ke sdim prislusnych

shluka. Ostatni objekty jsouipdstavovany jednotlivymi kruhy.

LG
\ Y \

T :

| e

B |

SRRSO

A Mnozina A

Train

Obr. 3-5: Rozklad mnoziny objékta trénovaci a testovaci, zdroj [upraveno podlg 12
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Data pro predikci nav&tnosti webu upce.cz byla raddna pesimistickym zZisobem,
tzv. zcela ndhodn Rozdleni mnoziny dat na trénovaci a testovaci je reaéimo
v programovém prostdi SPSS Clementine. VSechrty goubory S, | a L jsou roztena
v ponerech 50:50; 60:40; 70:30; 80:20 a 90:10 (trénotestiovaci). Ukazka toho roddéni

je uvedena vifloze 2.

3.4 Navrh struktury neuronové sité

Navrh struktury neuronové &ipro predikci navé&vnosti webu upce.cz byl realizovan

v programovém prostdi JavaNNS (Java Neural Network Simulator). Vstupe® neuronové
Sit je ¢asovarada nav&vnosti web domény upce.cz zpracovana na zékladikatort
technické analyzy. PouZit je:

e jednoduchy klouzavy gmer (JKP)

» Centrovany klouzavy gmer (CKP)

* Klouzavy median (KM)

» Jednoduché exponencialni vyrovnani (JEV)

» Dvojité exponenciélni vyrovnani (DEV).

Struktura NS (obr. 3-6) ma tedy 5 vstupnich netir@hskryté neurony a 1 vystupni
neuron.

predikce navsteviosti

JEV

¥ stupni Skrytd W frstupmnd
wratva retva sretva

Obr. 3-6: Struktura navrZzené neuronove sidroj [vlastni]
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3.5 Format dat

Pro navrh modelu v programu JavaNNS je z@giotziskana data@vést do vhodného
formatu. JavaNNS dokaze pracovat pouze se soubmfgrinatu pat. Data musi byt tedy
pievedena do textového editoru, kde jsou dale @doplngislusnym kédem. Navrh kédu je
zobrazen na obr. 3-7. Kazdy soubor musi mit v ahimpsan p&et zaznam, poiet
vstupnich a vystupnich hodnot. Poté je soubor nleAeoncovkou pat.

SNNE pattern defirition file V3 2
generated at Ion Bep 4 15:43:27 1005

Mo, of patterns : 42
Mo, of input urdts: 5
Mo, of output units 1

Obr. 3-7: Popis zahlavi pro formét pat., zdroj [stai]

3.6 Proces &eni neuronove si

Pred wenim neuronové sitmusi byt nastaveny vSechny funkcerpbhé pro &eni.
Inicializacni funkci byla zvolena funkce Random Weights, kteadtavuje vahy synapsi zcela
nahodr na hodnoty z intervalu od -1.0 do 1.0.

Pro zpracovani byla pouzitargmosova funkce Binary. Tato funkce nem byt
zvolena, je automaticky nastavena na hodnotu @dkde rozdluje hodnoty vstupnich vzar

na dv& skupiny, ty které jsou vysSi nez 0.5 jsou nastgvenhodnotu 1, ostatni nizSi hodnoty
na 0.

Pro samotné deni byl zvolen algoritmus Back-propagation momentine mohou
byt voleny nasledujici parametry:
n — rychlost deni,
M - parametr momentu,
¢ — eliminace tzv. plochych bag
d,... — maximalni chyba, tzn. maximalni rozdil meziai hodnotou a vysledkem vystupniho

neuronu.
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Déle je zvolen cyklusdeni, ktery byl pro vSechny soubory jednaamastanoven na
600 cykii. Volba hodnot jednotlivych paraménje provedena experimentélnNastaveni
vSech funkci a hodnot jednotlivych paranigé pro soubory S, | a L stejné.

Nasledujici popis uvadi ukazku procegni a vystupni MSE chyby pro kratkodobou
¢asovouradu g rozckleni dat v porsru 50:50. Cely procesc¢ani z&ind nastavenim vah

synapsi, které je uvedeno na obr. 3-8.

predikce_navstevnosti

Obr. 3-8: Nastaveni vah, zdroj [vlastni]

Déle jsou definovany vSechny peibné funkce a nasleéinednotlivé parametry

uciciho algoritmu. Panel pro zvoleni hodnot paramgtiuveden na obr. 3-9.

Control Panel :

rlnitializing rUpdating rLearning |/Pruning |/Patterns |/Suh|hmeu|5 |

Learning function: Backprop-Momentum =

Parameters

n(oz B (0.4 C [0m
Az |0

Cycles: [50o0 Steps: |1 [ ] Shuffle

Init Learn Current Learn All

Obr. 3-9: Nastaveni hodnot paramgtilgoritmu Backprop-Momentum, zdroj [vlastni]

Po procesu ¢eni je zobrazena MSE chyba testovaci@ryena kivka) a trénovacich
(¢erna kivka) dat (obr. 3-10).
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Error graph
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3 Learning cycles =

Obr. 3-10: Pribeh MSE chyby, zdroj [vlastni]

Vahy po procesudeni jsou zobrazeny na obr. 3-11.

JHF =1 predikce_nawvstevnosti
-1.457

0.289 n]
CHP
B Sl
0.423 0.001
52 oA
[ | 1837 g

-
0037 /

DEY -4.216
[]

-0.241
Obr. 3-11: Vahy po procesu’eni, zdroj [vlastni]

Log panel, ktery je uveden na obr. 3-12, zobrapuptokol o &eni. Jsou zde uvedeny
soubory testovacich a trénovacich dat, zvolenéckinko deni a dosazené MSE chyby

jednotlivych cykt pro trénovaci i testovaci mnozinu.
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=ITE

opened at Wed Apr13 215426 CEST 2011 —

Fetwork name: s_90_10

Training pattern set: a0_trenovaci
alidation pattern set: A0_testovaci

Fandom Weights
Topological order

Backpropagation

Step G0 MSE: 0.0461476E29334603487 validatian: 048697822681 371716

Step 120 MSE: 0.033294145611749176 validatian: 0.480115819943458447

Step 180 MSE: 0.02819480412248252 validatian: 0.480115819943458447

Step 240 MSE: 0.02473589830802673145 validatian: 0477848495262 2566 ]
Step 300 MSE: 0.0213233693969302 validatian: 0477848495262 2566

Step 360 MSE: 0.018984191659568012 validatian: 0 4T928T7332402TREAT

Step 420 MSE: 0017219565916 7452468 validatian: 04820961333102638

Step 480 MSE: 0.015BE35BETARATAET2 validatian: 04820961333102638

Step 540 MSE: 0.014482471390046536 validatian: 0.4844222137893456

Step GO0 MSE: 0.013534632281980652 validatian: 0.4844222137893456 —

Clear State Close

Obr. 3-12: Protokol o geni, zdroj [vlastni]

3.7 Dil&i zawer
Pred samotnym navrhem modelu NS jeipbta ziskana data vhodnymuspbem
piedzpracovat. VyuZita byla standardizace dat a atdily technické analyzy. Zpracovana
data byla rozélena pesimistickym zZisobem na trénovaci a testovaci mnozinu. Pro tvorbu
modelu byl zvolen programovy préstiek JavaNNS a byla vytiena NS s 5 vstupnimi, 4

skrytymi a 1 vystupnim neuronem.
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4 Analyza navrzeného modelu

Analyza navrzeného modelu byla realizovana v progreém prosedi JavaNNS.
Tento softwarovy prostdek je vold dostupny. Cilem této kapitoly je pomoci experinbeamt

volenych hodnot paramétnavrhnout odpovidajici model pro predikci n&vabsti upce.cz.

4.1 Analyza vysledki kratkodobé ¢asovérady

Jak jiz bylo uvedeno vipdeslé kapitole, kratkodoki@sovarada je rozdlena v gt
raznych pondrech dat na trénovaci a testovaci mnozinu. RemiuNS byla dataipvedena do
vhodného forméatu. Pro samotnéeni byly nastaveny vSechny pethné funkce. Jakocici
algoritmus byl zvolen Back-propagation momentum.

Prvnim krokem byla provedena simulace n&munparametric pii zachovani hodnot
vSech ostatnich parametfostatni parametrytistaly ve vychozim nastaveni). Podle vyslkedk

experimeni je pro dalSi zpracovani zvolena hodnota parametrtakova, pi které je

e

e

testovacich datech je volena hodnota tohoto paramBbslednim parametrem zvoleného
algoritmu je rychlost ¢eni 77, u kterého se také sleduje nejnizsi dosazena degbavacich
dat.

Jednotlivé vysledky pro vSechny pém rozcleni dat jsou uvedeny witoze 3.
Naméiené stedni ¢tvercové chyby (MSE) jsou zwdodu pehlednosti zaokrouhleny na 5
desetinnych mist.

Celkové vysledky,  kterych je dosaZzeno nejnizSi MSE chyby na testimadatech
pii vSech gti rozckleni dat, jsou zobrazeny na obr. 4-1 a jejiebspé hodnoty jsou uvedeny
v tab. 4-1.
roz&kleni dat v pordru 90:10. Dosahla tedy nejlepSich vyslédgii nejvysSim potu

trénovacich dat.
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O MSE frenovaci
msE f 0,50 B MSE tes tovac
0,40
0,30
0,20
0,10
0,00 -
S0_a0 B0_40 F0_30 al_20 a0_10
—_—
R ozdéleni dat

Obr. 4-1: Porovnani vysledipro jednotliva rozdleni dat souboru S, zdroj [vlastni]

Tab. 4-1: Celkové vysledky pro soubor S, zdrojgivig

Rozdéleni H C dmax i MSE trénovaci | MSE testovaci
50:50 0.9 0.01 0.1 0.2 0.01353 0.48442
60:40 0.7 0.1 0.1 0.6 0.03837 0.47806
70:30 0.5 0.01 0.1 0.2 0.04981 0.43003
80:20 0.5 0.1 0.001 0.2 0.06832 0.45103
90:10 0.3 0.1 0.1 0.2 0.20266 0.36969

4.2 Analyza vysledki strednédobé ¢asovérady

Stredredobacasovérada je rozdlena do #iznych pondra rozcleni dat na trénovaci a
testovaci mnozinu. | zde, stéjjako u kratkodobé&asovérady, je zvolen algoritmus Back-
propagation momentum, ktery obsahujgii volitelné parametry. Eeni z&ind volbou

e

s

datech. Poté je zjidvana zmina parametrud,, a nakonec parametry, kde je opt

sledovana chyba na testovacich datech.

Dosazené vysledky pro vSechny typy réedi dat jsou uvedeny witoze 4. Nejlepsi
vysledky vSech posmi rozcleni dat zobrazuje obr. 4-2 &eggné hodnotyéthto vysledk
jsou uvedeny v tab. 4-3.
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8 MSE trenovaci
B MSE testovac
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Obr. 4-2: Porovnani vysledipro jednotliva rozdleni dat souboru I, zdroj [vlastni]

Podle tab. 4-3 je minimalni MSE chyby na testovadatech dosazendipozdleni
dat v pongru 60:40.

Tab. 4-3: Celkové vysledky pro soubor |, zdroj $utd]

Rozdéleni H C dmax n MSE trénovaci | MSE testovaci
50:50 0.3 0.001 0.1 0.2 0.03952 0.61064
60:40 0.3 0.0001 0.1 0.2 0.06119 0.59912
70:30 0.3 0.01 0.1 0.2 0.08636 0.62066
80:20 0.3 0.01 0.1 0.2 0.13196 0.63456
90:10 0.7 0.1 0.1 0.6 0.30841 0.69737

4.3 Analyza vysledki dlouhodobééasovéirady

Data dlouhodobéasovérady byla také rozilena v @ti pomgrech dat na trénovaci a
testovaci mnoziny. Procani sit jsou zvoleny stejné funkce a algoritmus Back-pgapian
momentum jako vigdeSlych dvouradach. Prvni experimenty jsou provedeny narmm

parametruc. Podle nejnizSi dosazené MSE chyby na testovalztdch je hodnota parametru

pouzita pro dalSi zpracovani. Nasleduje volba petamu, s jejiz nastavenou hodnotou je
dale pokrgovano podle dosazené MSE chyby. #dtiho parametrud ,, je opit snaha o

dosazeni nejnizSi MSE chyby na testovacich dateobkledni provedenou zZmou je volba

s

parametruy , ktera je nastavena podle nejnizSi dosazené M$lEydlstovacich dat.

Dil¢i vysledky pro jednotliva rozdeni dat dlouhodobéasovérady jsou uvedeny
v priloze 5. NejlepSi dosazené MSE chyby na testovatatéch pro jednotliva rozkeni dat
jsou zobrazeny na obr. 4-3eBné hodnoty minimalnich dosazenych MSE chyb jsedeny
v tab. 4-5.
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B MSE testovaci
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Obr. 4-3: Porovnani vysledkoro jednotliva rozdleni dat souboru L, zdroj [vlastni]

Podle tab. 4-5 je nejlepSich vysléd#osazenoip rozdleni dat v ponsru 80:20.

Tab. 4-5: Celkové vysledky pro soubor L, zdroj $td]

Rozdéleni H C dmax 7 MSE trénovaci | MSE testovaci
50:50 0.7 0.01 0.0001 0.2 0.07383 0.66630
60:40 0.5 0.1 0.001 0.2 0.10022 0.64777
70:30 0.7 0.001 0.1 0.2 0.16643 0.63762
80:20 0.3 0.001 0.0001 0.6 0.28697 0.62016
90:10 0.7 0.0001 | 0.0001 0.2 0.61376 0.63133

4.4 Porovnani jednotlivych éasovychiad

Jednotlivé casovétady byly rozdleny ve stejnych potmech dat na trénovaci a
testovaci mnoziny. Porovnani kratkodob&dtEdobé a dlouhodob&asovérady v zavislosti
na rozéleni dat v pordru 50:50 zobrazuje obr. 4-4, z kterého jasyplyva, Ze nejnizsi MSE
chyby na testovacich datech pomto rozaleni dat dosahla kratkodoli@asovarada, vyssi
chyby byly zaznamenany naretiredobé ¢asové fack a nejhorSich vysledk dosahla

dlouhodob&asovarada.
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8 MSE tre nowaci
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Obr. 4-4: Porovnani jednotlivych soubiodat pro rozdleni v pordru 50:50, zdroj [vlastni]

Porovnani jednotlivycliasovychiad pro rozloZzeni dat v paimu 60:40 zobrazuje obr.
4-5. Nejniz§i MSE chyby na testovacich datech jeadeno u kratkodob&asovérady a
nejvyssi MSE chyby na testovacich datech je dosadetiouhodobéasovérady.

B MSE trenova ci

wmse T 075 B MSE testovac

0,60

0,45

0,30

0415

0,00 4
5 L

Soubony dat

Obr. 4-5: Porovnani jednotlivych soubiodat pro rozdleni v pordru 60:40, zdroj [vlastni]

Pro rozaleni dat v portru 70:30 je porovnani jednotlivych soubaobrazeno na obr.

4-6. NejnizSi chyby je ap dosazeno v souboru S a nejhorsi chyby poskytwba L.
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Obr. 4-6: Porovnani jednotlivych soubiodat pro rozdleni v pordru 70:30, zdroj [vlastni]

Porovnani nejlepSich vysledlikpro jednotlivé soubory dat pro rageni v pongru
80:20 je zobrazeno na obr. 4-7. Nejniz§i MSE chghytestovacich datech je dosazeno u

kratkodobé&asovérady. NejhorSich vysledkje pak zachyceno urstiredobécasovéady.

MSE T OTS B WS E frenovaci
I B WEE testovac
0,60
0,45
0,30
0,15
0,00 -
= | L
—_—
Soubory dat

Obr. 4-7: Porovnani jednotlivych soubiodat pro rozdleni v pordru 80:20, zdroj [vlastni]

Pro rozaleni dat v porru 90:10 jsou vysledky jednotlivych souliodat zobrazeny
na obr. 4-8. NejnizSi chyby dosahuje kratkodoéhsovairada, nejhorSich vysledkdosahuje

sttedrédobacasovéarada.
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Obr. 4-8: Porovnani jednotlivych soubiodat pro rozdleni v pordru 90:10, zdroj [vlastni]

4.5 Dil¢i zawer

Pro w&eni neuronové situ kratkodobé, sédredobé i dlouhodob&asovérady a
raznych rozdleni pongra dat byl zvolen @ici algoritmus Back-propagation momentum.
Tento algoritmus obsahujtyti parametry, které byly voleny experimentiln

Pri porovnani jednotlivycltasovychiad jednoznéné vyplyva, Ze nejlepSich vysledk
dosahuje kratkodob&sovéaiada i vSech ponirech rozdleni dat na trénovaci a testovaci
mnozinu. NejvysSi MSE chyby jsou dosaZzeny momérech dat 50:50, 60:40 a 70:30 u
dlouhodob&asovérady, u pondra dat 80:20 a 90:10 uisdredobécasovérady.

U kratkodobé&asovérady je nejnizsi MSE chyby dosazenonozdkleni dat v poréru
90:10 se zvolenymi parametry algoritmu Back-propiaganomentum v hodnotact = 0.1;
4 =03;d,.,,=01an =0.2. Takto navrzena NS dosahuje MSE chyby naotr&cich
datech 0.20266 a MSE chyby na testovacich dat&&969.

U stredrédobé casové rady je nejnizSi MSE chyby dosaZzendi pozdkleni dat
v ponmeru 60:40 a zvolenymi parametry v hodnotéach 0.0001; ¢ = 0.3;d,,,=0.1 an =
0.2. Takto navrzena NS dosahuje MSE chyby na ti&iok datech 0.06119 a MSE chyby na
testovacich datech 0.59912.

Dlouhodobacasovarada dosahuje nejnizSi MSE chybii pozdileni dat v pordru
80:20 a zvolenymi parametry v hodnotach = 0.001; 4 = 0.3;d,,, = 0.0001 a7 = 0.6.

Takto navrzend NS dosahuje MSE chyby na trénovadétbch 0.28697 a MSE chyby na
testovacich datech 0.62016.
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5 Navrh a analyza frontalni neuronové si

Frontalni neuronova tivtomto gipact stejre jako klasicka dofedna NS ma
definovan pevny p&et neurofi ve vstupni vrst. Navrh struktury NS sgdva v definovani
délky filtru, ktery udava peget minulych vstup. Pro tento experiment byla zvolena hloubka
filtru b =3, patet neurod ve vstupni vrst¥ 5, paiet neurofd ve skryté vrsty 3 a pd@et
neurorii na vystupu 1. Experimenty jsou @pprovedeny na vSech souborech S, | a L
v poneru rozckleni dat 50:50, 60:40, 70:30, 80:20, 90:10. vstupegon NS jsou ot
indikatory technické analyzy uvedeny v kapitole.3truktura frontalni neuronové &ife

zobrazena na obr. 5-1.

JEP ——
CEP —— . .
predikee navstewosti
KD 'l/d_h\l'
JEV l.\-_/.l
DEV
V stupnd Byt T gepd
—_— wrEtva

Obr. 5-1: Struktura frontalni NS, zdroj [vlastni]

Inicializa¢ni funkci byla zvolena funkce Random Weights a jakenosova funkce
byla zvolena funkce Binary. Pro tento typisie dale vyuZiva funkce TimeDelay Order, ktera
se vyuziva Bhem casového zpozuhi sit, je tedy zavisla na strukiel NS. Pro teni byl
zvolen algoritmus Time-Delay Backprop, u kteréhéime dva parametry:

e 17 —rychlost éeni, byly voleny hodnoty 0.1; 0.2; 0.3.
* d,, — maximalni chyba, byly voleny hodnoty 0; 0.1; 0.01

Pro w&eni neuronové sitmusi byt stanoven get cykki. Pro tento typ dat bylo

zvoleno 600 cyKl. Volba jednotlivych parametije provedena experimentéin
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5.1 Analyza vysledki kratkodobé ¢asovérady

Kratkodob&tasovarada u frontalni NS je roZtbéna do pti pongra dat na trénovaci a
testovaci mnoziny stejrjako u klasické dagdné NS. Prodeni byl zvolen algoritmus Time-
Delay Backprop.

V procesu dgeni byl nejprve sledovan vliv ziny parametrud,, na MSE chybu

testovacich dat. Podle nejnizSi dosazené chybyestaviacich datech je hodnota parametru

zvolena pro dalSi zpracovani. V druhém kroku jeicwéna zmina MSE chyby testovacich

e

datech.

Jednotlivé vysledky vSech tiprozctleni dat jsou uvedeny Wioze 6. Byla zde
sledovana sedni ¢tvercova chyba (MSE) a vysledky jsou iwvddu lepSi pehlednosti
zaokrouhleny na 5 desetinnych mist.

Celkové nejlepsi vysledky vSech typzdileni dat jsou zachycena na obr. 5-2 a jejich
piesné hodnoty jsou uvedeny v tab. 5-1. Kratkod@sédvarada dosahla nejnizsi MSE chyby
na testovacich datecthii pozdleni dat v poriru 90:10.

3 M5E trenowvaci
MWSE 41,20
B MSE testovac
1,00
0,80
0,50
0,40
0,20
0,00
S0_a0 G0 40 g0_20 a0 10
_
R ozdélent dat

Obr. 5-2: Porovnani vysledkpro jednotliva rozdleni dat souboru S, zdroj [vlastni]

Tab. 5-1: Celkové vysledky pro soubor S, zdrojgivig

Rozdéleni dmax 7 MSE trénovaci | MSE testovaci
50:50 0.01 0.3 0.14422 0.83974
60:40 0.1 0.1 0.11831 1.13322
70:30 0.1 0.1 0.36276 0.77513
80:20 0.1 0.1 0.51687 0.78215
90:10 0.1 0.1 0.90683 0.68334
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5.2 Analyza vysledki stirednédobé ¢asovéirady

Stredredobéa casovaiada je opt rozdilena v @ti pomérech dat na trénovaci a

testovaci mnoziny. Prvnim krokem je sledovéan viiway parametrud, na vyslednou MSE

chybu u testovacich dat. S hodnotou parametrung@nizSi dosazené chytse pokréuje
v dalSich experimentech. Druhym krokem je sledovéwn zmény parametruns na MSE
chybu u testovacich dat. €@pje sledovana nejnizSi dosazend MSE chyba naveesth
datech.

Jednotlivé vysledky ip zménach parameir vSech tyf rozctleni dat jsou uvedeny
v piiloze 6. Vysledky s nejnizSi chybou na testovadeltech u vSech rozkkni dat jsou

zobrazeny na obr. 5-3. Konkrétnantiené hodnoty&chto chyb jsou uvedeny v tab. 5-2.

Tab. 5-2: Celkové vysledky pro soubor |, zdroj $ttd]

Rozdéleni dmax 7] MSE trénovaci | MSE testovaci
50:50 0.1 0.1 0.19651 1.04864
60:40 0.1 0.1 0.28397 1.03130
70:30 0.1 0.1 0.43403 1.09977
80:20 0 0.1 0.22091 0.74048
90:10 0.1 0.1 1.50946 1.35651

3 MSE trenowaci

msE § 1,50 P

B MSE tes tovac
1,50
1,20
[UR=11]
0,60
0,30

D.l:":l i T T T T
2050 G0_40 F0_30 S0_20 90_10
_
Rozdéleni dat

Obr. 5-3: Porovnani vysledkoro jednotliva rozdleni dat souboru I, zdroj [vlastni]

5.3 Analyza vysledki dlouhodobéc¢asovéirady
Dlouhodobacasovatrada byla rozélena ve stejnych po#rech dat jako fedeslé
casovérady. Pro deni této frontalni NS byl také zvolen algoritmusn& Delay Backprop. U

tohoto algoritmu byl nejidve sledovan paramett

max?

ktery byl volen zcela experimentéjra

jeho hodnoty mly razny vliv na vysledné MSE chyby u testovacich datat®u bylo
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dosdhnout do nejnizSi chyby u testovacich dat. Yrukledovanym parametrem jg, u

s

Provedené experimenty a jejichadivysledky u vSech typrozdileni dat jsou uvedeny

v s

v priloze 6. Celkové vysledky jednotlivych péni dat s nejnizSimi chybami na testovacich

datech jsou zobrazeny na obr. 5-4, jejitbsmé hodnoty jsou uvedeny v tab. 5-3.

8 MSE frenowvaci

msE 1,80 B WS E tes tovac
1,50
1,20
0,90
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s0_50 B0_40 70_30 8020 a0 10
_

Rozdéleni dat

Obr. 5-4: Porovnani vysledipro jednotliva rozdleni dat souboru L, zdroj [vlastni]

Tab. 5-3: Celkové vysledky pro soubor L, zdroj $td]

Rozdéleni dmax 7 MSE trénovaci | MSE testovaci
50:50 0.1 0.1 0.19642 1.09790
60:40 0.1 0.1 0.28395 1.08210
70:30 0.1 0.1 0.47291 1.05870
80:20 0.1 0.1 0.75957 1.03264
90:10 0.1 0.1 1.62025 1.07689

5.4 Porovnani jednotlivych ¢asovychrad

Kratkodoba, sedredoba i dlouhodobé&asovéaiada je rozdena v g@ti pomérech dat

na trénovaci a testovaci mnoziny. Porovnani ndpepéysledk v téchto fadach v zavislosti

e

datech je dosaZzeno u kratkodolmsovérady, vysSi chyby jsou zachycena wedtedobeée

casové&ady a nejhorSich vysledldosahuje dlouhodohi#@sovarada.
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Obr. 5-5: Porovnani jednotlivych soubiodat pro rozdleni v pordru 50:50, zdroj [vlastni]

Porovnani jednotlivych souhbréasovychitad pro rozloZzeni dat v pamu 60:40

vl

casovérady a nejvysSi MSE chyby na testovacich datectogazbno u kratkodob#asové

rady.
O MSE frenovaci
MEE 120 B MSE testovac
1,00
0,50
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0,40
0,20
0,00 -
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Soubory dat

Obr. 5-6: Porovnani jednotlivych soubiodat pro rozdleni v pordru 60:40, zdroj [vlastni]

Na obr. 5-7 je zobrazeno porovnani jednotlivi@sovychiad pro rozdleni dat
v poneru 70:30. NejlepSich vysledkna testovacich datech dosahla kratkodtdsovarada.

NejhorSich vysledk je dosazeno uigidredobécasové&ady.
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Obr. 5-7: Porovnani jednotlivych soubiodat pro rozdleni v pordru 70:30, zdroj [vlastni]

Porovnani nejlepSich vysleilkro jednotlivétasoveérady pro rozdleni dat v pordru
80:20 je zobrazeno na obr. 5-8. NejlepSich vysigaio MSE chybu na testovacich datech je
dosazeno u kratkodoli@sovérady. NejhorSich vysledkdosahuje dlouhodolifasovérada.

O MSE fenowvacd
B MEE testovac
mee | 1.0
1,00
0,80
0,60
0,40 1
0,20 1
0,00 -
s L
_—
Souborny dat

Obr. 5-8: Porovnani jednotlivych soubiodat pro rozdleni v pordru 80:20, zdroj [vlastni]

Pro rozdleni dat v poréru 90:10 jsou vysledky jednotlivych souliodat zobrazeny
na obr. 5-9. MSE chyba u testovacich dat pro tomtteni dosahuje nejlepSich vyslédl
kratkodobécasoveérady, poté nasleduje dlouhodobasovarada a nejvyssi MSE chyba je

zachycena u stdredobécasovérady.
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3 M5E trenowvaci
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Obr. 5-9: Porovnani jednotlivych soubiodat pro rozdleni v pordru 90:10, zdroj [vlastni]

5.5 Porovnani dopredné a frontalni neuronové sit

Porovnani nejlepSich vysledlki jednotlivych soubdrdat pro dopednou neuronovou
sitt (DNS) a frontalni neuronovouts{TDNN) zachycuje obr. 5-10. Podle tohoto obraz&u |
jednoznéné vidét, Zze vSechny soubory dat dosahuji nizSich MSE alnytestovacich dat
v klasické dopedné NS. TDNN dosahuje u vSech soub8r | a L chyb vysSich. Konkrétni
hodnoty dosazenych vysleilisou uvedeny v tab. 5-4.

hASE 1,20 EDHNS ETOMN
tes tovaci
1,00
0,80
0,80
0,40
0,20 1
0,00 -
= L
—_—
Soubony dat

Obr. 5-10: Porovnani DNS a TDNN podle jednotlivgclubor: dat, zdroj [vlastni]
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Tab. 5-4: Porovnani nejlepSich vyslédBNS a TDNN, zdroj [vlastni]

Soubor dat | Rozdéleni H C dmax n MSE trénovaci | MSE testovaci
DNS - S 90:10 0.3 0.1 0.1 0.2 0.20266 0.36969
DNS -1 60:40 0.3 0.0001 0.1 0.2 0.06119 0.59912
DNS - L 80:20 0.3 0.001 0.0001 0.6 0.28697 0.62016

TDNN -S 90:10 - - 0.1 0.1 0.90683 0.68334

TDNN -1 80:20 - - 0 0.1 0.22091 0.74048

TDNN - L 80:20 - - 0.1 0.1 0.75957 1.03264

Na zaklad vySe uvedenych experiménbyly vytvoreny klasické dofgdné neuronové
sit. Pon®r trénovacich a testovacich dat a nastaveni jaupctl parametr pro soubor S je
uveden vtab. 5-5. iPtomto nastaveni dosadhla MSE chyba trénovacich 020266 a
testovacich dat 0.369609.

Tab. 5-5: Konéné nastaveni paraméitpro soubor S, zdroj [vlastni]

Rozdéleni H C d ax n
90:10 0.3 0.1 0.1 0.2

MSE testovaci
0.36969

MSE trénovaci
0.20266

Nastaveni parameétra rozéleni dat pro soubor | je uveden vtab. 5-6. V tomto
nastaveni dosahla MSE chyba trénovacich dat 0.0&1d$ovacich dat 0.59912.

Tab. 5-6: Konéné nastaveni parameitpro soubor |, zdroj [vlastni]

C d ax n
00001 | 01 0.2

Rozdéleni H
60:40 0.3

MSE testovaci
0.59912

MSE trénovaci
0.06119

Kone:né nastaveni parameétpro soubor L a po#n rozcleni dat na trénovaci a
testovaci mnoZzinu zobrazuje tab. 5-#.tBmto nastaveni dosahla MSE chyba trénovacich dat
0.28697 a testovacich dat 0.62016.

Tab. 5-7: Konéné nastaveni paramétpro soubor L, zdroj [vlastni]

U C d ax n
03 0001 | 00001 | 06

MSE testovaci
0.62016

MSE trénovaci
0.28697

Rozdéleni
80:20

5.6 Diléi zawer
V této kapitole byly provedeny experimenty na mofiehtalni neuronové sit St’,

ktera byla vytvéena, obsahuje 5 vstupnich neurpB skryté neurony a 1 vystupni neuron,
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hloubka filtru takto vytvéené si je 3. Pro deni NS byl u vSech typrozcleni dat a vSech
soubofi zvolen algoritmus Time-Delay Backprop. Cilem premych experimeit je
dosazeni nejnizsi MSE chyby u testovacich dat.

V kratkodobé ¢asové fack je nejnizSi chyby na testovacich datech dosazeno p
rozckleni dat v portru 90:10 pro nastaveni parantetra hodnotyd .= 0.1 an= 0.1. Na
trénovacich datech bylo dosazeno MSE chyby 0.9@G83tovacich dat 0.68334.

Pro stedrédobouc¢asovouradu je nejnizsi chyby dosazeni zdileni dat v poréru

80:20 pro nastaveni parametra hodnotyd __ = 0 az7= 0.1 Ri tomto nastaveni je dosazeno

max

MSE chyby na trénovacich datech 0.22091 a testovalzitech 0.74048.
Dlouhodob&asovarada dosahuje nejnizSi chyby na testovacich datégomperu dat
80:20 a nastaveni parametru na hodndty,= 0.1 an= 0.1. Velikost MSE chyby u
trénovacich dat je 0.75957 a testovacich dat j8264.
Pti porovnani klasické ddapdné NS a TDNN jasrvyplyva, Ze nejlepSich vysletikre

vSech souborech dosahuje klasickarddpa NS.
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Zaveér

Cilem diplomové prace bylo navrhnout vhodny model predikci nav&tvnosti webu
upce.cz pomoci dépdnych neuronovych siti.

Vstupem do NS bylafpdzpracovandasovarada nav&vnosti webu upce.cz pomoci
indikatori technické analyzy. Takto upravekésovéiady byly rozdleny v @ti riznych
ponerech dat na trénovaci a testovaci mnoziny.

Procesy dgeni byly realizovany pomoci klasické dedné neuronové sita frontalni
neuronove skt v programovém prostdi JavaNNS. Jednotlivé modely a jejich nastavené
parametry byly hodnoceny pomoctestni kvadratické odchylky MSE.tlPaz @i u¢eni NS
byl kladen na to, aby chyba MSE na testovacichctidbgla minimalni.

Podle provedenych experiména pevného pfiu vstumi (5) neni vtomto ppact
vhodné pouzit frontalni NS, protoZze poskytuje VWESIE chyby na testovacich datech. Pro
soubor S, | a L byla vytwena klasicka daedna NS.

Soubor S byl roz#len v pongru dat 90:10 s hodnotami parantettt= 0,3; c= 0,1,

d,..=0,1;7=0,2. MSE trénovacich dat je 0,20266 a testovadieda36969.

Soubor | byl rozdlen v pongru dat 60:40 s hodnotami parantej = 0,3; c= 0,0001;
d,..=0,1;7=0,2. MSE trénovacich dat je 0,06119 a testovadathe 0,59912.

Soubor L byl rozdlen v pongru dat 80:20 s hodnotami paraniej = 0,3; c= 0,001;
d,..=0,0001;/7=0,6. MSE trénovacich dat je 0,28697 a testovatétlje 0,62016.

Zawrem lzefici, Ze cile prace byly spiny.
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Priloha 1 — Indikatory technické analyzy

Indikatory technické analyzy souboru S
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Priloha 2 — Rozdleni dat na trénovaci a testovaci mnozinu

Rozdleni dat na trénovaci a testovaci mnozinu je reafino v programovem

prostedi SPSS Clementine 11.1.
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Priloha 3 — Vysledky @&eni kratkodobé ¢asovérady

Pomér dat 50:50

Tab. 1: Znéna parametru c pro soubor S (50:50), zdroj [vlaktni

H C O n MSE trénovaci | MSE testovaci
0.5 0.1 0.1 0.2 0.01012 0.50247
0.5 0.01 0.1 0.2 0.01254 0.49513
0.5 0.001 0.1 0.2 0.01376 0.50421
0.5 0.0001 0.1 0.2 0.00973 0.49742

Tab. 2: Znéna parametru p pro soubor S (50:50), zdroj [vlaktni

H C 0 ax n MSE trénovaci | MSE testovaci
0.1 0.01 0.1 0.2 0.01771 0.48595
0.3 0.01 0.1 0.2 0.03383 0.52121
0.5 0.01 0.1 0.2 0.01353 0.48442
0.7 0.01 0.1 0.2 0.00910 0.49500
0.9 0.01 0.1 0.2 0.00774 0.48778

Tab. 3: Znéna parametrud

max

pro soubor S (50:50), zdroj [vlastni]

H C O n MSE trénovaci | MSE testovaci
0.5 0.01 0.1 0.2 0.01353 0.48442
0.5 0.01 0.01 0.2 0.01386 0.49088
0.5 0.01 0.001 0.2 0.01078 0.49863
0.5 0.01 0.0001 0.2 0.01223 0.50900

Tab. 4: Znéna parametry

pro soubor S (50:50), zdroj [vlastni]

H C O 7 MSE trénovaci | MSE testovaci
0.5 0.01 0.1 0.2 0.01353 0.48442
0.5 0.01 0.1 0.4 0.00990 0.49129
0.5 0.01 0.1 0.6 0.00786 0.50391
0.5 0.01 0.1 0.8 0.00819 0.51333
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Pomér dat 60:40

Tab. 5: Znéna parametru c pro soubor S (60:40), zdroj [vlaktni

H C o 7 MSE trénovaci | MSE testovaci
0.5 0.1 0.1 0.2 0.02558 0.48239
0.5 0.01 0.1 0.2 0.02550 0.50245
0.5 0.001 0.1 0.2 0.02764 0.50300
0.5 0.0001 0.1 0.2 0.02394 0.50850

Tab. 6: Znéna parametru u pro soubor S (60:40), zdroj [vlaktni

H C 0 ax n MSE trénovaci | MSE testovaci
0.1 0.1 0.1 0.2 0.02849 0.48604
0.3 0.1 0.1 0.2 0.06151 0.51118
0.5 0.1 0.1 0.2 0.02558 0.48239
0,7 0.1 0.1 0.2 0.02633 0.47992
0.9 0.1 0.1 0.2 0.00592 0.49485

Tab. 7: Znéna parametrud,,, pro soubor S (60:40), zdroj [vlastni]

H C O 7 MSE trénovaci | MSE testovaci
0.7 0.1 0.1 0.2 0.02633 0.47992
0.7 0.1 0.01 0.2 0.02579 0.48014
0.7 0.1 0.001 0.2 0.01646 0.50327
0.7 0.1 0.0001 0.2 0.01401 0.48643

Tab. 8: Znéna parametry; pro soubor S (60:40), zdroj [vlastni]

H C 0 ax n MSE trénovaci | MSE testovaci
0.7 0.1 0.1 0.2 0.02633 0.47992
0.7 0.1 0.1 0.4 0.01295 0.48555
0.7 0.1 0.1 0.6 0.03837 0.47806
0.7 0.1 0.1 0.8 0.04013 0.50534
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Pomér dat 70:30

Tab. 9: Znéna parametru c pro soubor S (70:30), zdroj [vlaktni

H C o 7 MSE trénovaci | MSE testovaci
0.5 0.1 0.1 0.2 0.03930 0.44601
0.5 0.01 0.1 0.2 0.04159 0.44486
0.5 0.001 0.1 0.2 0.04077 0.45545
0.5 0.0001 0.1 0.2 0.04863 0.44800

Tab. 10: Zndha parametru p pro soubor S (70:30), zdroj [vlaktni

H C 0 ax n MSE trénovaci | MSE testovaci
0.1 0.01 0.1 0.2 0.04791 0.44646
03 0.01 0.1 0.2 0.08754 0.46461
0.5 0.01 0.1 0.2 0.04981 0.43003
0.7 0.01 0.1 0.2 0.03174 0.46278
0.9 0.01 0.1 0.2 0.02104 0.43056

Tab. 11: Zrdna parametrud ,,, pro soubor S (70:30), zdroj [vlastni]

H C O nax 7] MSE trénovaci | MSE testovaci
0.5 0.01 0.1 0.2 0.04981 0.43003
0.5 0.01 0.01 0.2 0.03437 0.45463
0.5 0.01 0.001 0.2 0.03455 0.45931
0.5 0.01 0.0001 0.2 0.04149 0.46253
Tab. 12: Zrdna parametrw; pro soubor S (70:30), zdroj [vlastni]
H c O nax 1 MSE trénovaci | MSE testovaci
0.5 0.01 0.1 0.2 0.04981 0.43003
0.5 0.01 0.1 0.4 0.05357 0.44688
0.5 0.01 0.1 0.6 0.04462 0.45547
0.5 0.01 0.1 0.8 0.01567 0.45371
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Pomér dat 80:20

Tab. 13: Zrndna parametru ¢ pro soubor S (80:20), zdroj [vlaktni

H c o i MSE trénovaci | MSE testovaci
0.5 0.1 0.1 0.2 0.07181 0.45249
0.5 0.01 0.1 0.2 0.06500 0.47066
0.5 0.001 0.1 0.2 0.06865 0.47390
0.5 0.0001 0.1 0.2 0.05874 0.47568

Tab. 14: Zndnha parametru p pro soubor S (80:20), zdroj [vlaktni

H c 0 ax n MSE trénovaci | MSE testovaci
0.1 0.1 0.1 0.2 0.07326 0.46658
0.3 0.1 0.1 0.2 0.10863 0.46917
0.5 0.1 0.1 0.2 0.10008 0.46291
0.7 0.1 0.1 0.2 0.10357 0.46915
0.9 0.1 0.1 0.2 0.10283 0.48151

Tab. 15: Zrdna parametrud ., pro soubor S (80:20), zdroj [vlastni]

H c O i MSE trénovaci | MSE testovaci
0.5 0.1 0.1 0.2 0.10008 0.46291
0.5 0.1 0.01 0.2 0.05614 0.48222
0.5 0.1 0.001 0.2 0.06832 0.45103
0.5 0.1 0.0001 0.2 0.07847 0.46843

Tab. 16: Zndna parametruw,

pro soubor S (80:20), zdroj [vlastni]

H c 0 ax n MSE trénovaci | MSE testovaci
0.5 0.1 0.001 0.2 0.06832 0.45103
0.5 0.1 0.001 0.4 0.06988 0.48213
0.5 0.1 0.001 0.6 0.04397 0.48522
0.5 0.1 0.001 0.8 0.08101 0.47839
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Pomér dat 90:10

Tab. 17: Zrdna parametru ¢ pro soubor S (90:10), zdroj [vlaktni

H c o i MSE trénovaci | MSE testovaci
0.5 0.1 0.1 0.2 0.12114 0.37991
0.5 0.01 0.1 0.2 0.13950 0.38169
0.5 0.001 0.1 0.2 0.14644 0.38833
0.5 0.0001 0.1 0.2 0.14156 0.39067

Tab. 18: Zndha parametru p pro soubor S (90:10), zdroj [vlaktni

H c O n MSE trénovaci | MSE testovaci
0.1 0.1 0.1 0.2 0.16092 0.37417
0.3 0.1 0.1 0.2 0.20266 0.36969
0.5 0.1 0.1 0.2 0.19205 0.38359
0.7 0.1 0.1 0.2 0.14832 0.37711
0.9 0.1 0.1 0.2 0.11093 0.39544

Tab. 19: Zndna parametrud

max

pro soubor S (90:10), zdroj [vlastni]

H c O i MSE trénovaci | MSE testovaci
0.3 0.1 0.1 0.2 0.20266 0.36969
0.3 0.1 0.01 0.2 0.10397 0.39197
0.3 0.1 0.001 0.2 0.12862 0.37324
0.3 0.1 0.0001 0.2 0.16969 0.38013

Tab. 20: Zrdna parametruw,

pro soubor S (90:10), zdroj [vlastni]

H c O n MSE trénovaci | MSE testovaci
0.3 0.1 0.1 0.2 0.20266 0.36969
0.3 0.1 0.1 0.4 0.16918 0.37010
0.3 0.1 0.1 0.6 0.15334 0.40064
0.3 0.1 0.1 0.8 0.14477 0.38916
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Priloha 4 — Vysledky &eni s¥ednédobé ¢asovérady

Pomér dat 50:50

Tab. 21: Zrdna parametru ¢ pro soubor | (50:50), zdroj [vlagtni

H c O n MSE trénovaci | MSE testovaci
0.5 0.1 0.1 0.2 0.02617 0.61976
0.5 0.01 0.1 0.2 0.02455 0.62105
0.5 0.001 0.1 0.2 0.01949 0.61136
0.5 0.0001 0.1 0.2 0.02973 0.61364

Tab. 22: Zrdna parametru p pro soubor | (50:50), zdroj [vlagtni

M c 0 ax n MSE trénovaci | MSE testovaci
0.1 0.001 0.1 0.2 0.03618 0.62432
0.3 0.001 0.1 0.2 0.03952 0.61064
0.5 0.001 0.1 0.2 0.02462 0.65976
0.7 0.001 0.1 0.2 0.01862 0.63337
0.9 0.001 0.1 0.2 0.01405 0.65683
Tab. 23: Zréna parametrud ., pro soubor | (50:50), zdroj [vlastni]
H c 0 ax n MSE trénovaci | MSE testovaci
0.3 0.001 0.1 0.2 0.03952 0.61064
0.3 0.001 0.01 0.2 0.02822 0.62263
0.3 0.001 0.001 0.2 0.02732 0.61271
0.3 0.001 0.0001 0.2 0.03337 0.60962

Tab. 24: Zrdna parametru;

pro soubor | (50:50), zdroj [vlastni]

H c O i MSE trénovaci | MSE testovaci
0.3 0.001 0.1 0.2 0.03952 0.61064
0.3 0.001 0.1 0.4 0.02262 0.62105
0.3 0.001 0.1 0.6 0.01965 0.61943
0.3 0.001 0.1 0.8 0.01954 0.62595
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Pomér dat 60

40

Tab. 25: Zrdna parametru ¢ pro soubor | (60:40), zdroj [vlagtni

H c o i MSE trénovaci | MSE testovaci
0.5 0.1 0.1 0.2 0.04487 0.61227
0.5 0.01 0.1 0.2 0.04043 0.61296
0.5 0.001 0.1 0.2 0.03407 0.59308
0.5 0.0001 0.1 0.2 0.04094 0.60719

Tab. 26: Zndha parametru [ pro soubor | (60:40), zdroj [vlagtni

H c 0 ax n MSE trénovaci | MSE testovaci
0.1 0.001 0.1 0.2 0.06215 0.59972
0.3 0.001 0.1 0.2 0.06119 0.59912
0.5 0.001 0.1 0.2 0.04311 0.63805
0.7 0.001 0.1 0.2 0.03667 0.62243
0.9 0.001 0.1 0.2 0.02866 0.62176
Tab. 27: Zréna parametrud ., pro soubor | (60:40), zdroj [vlastni]
M c 0 ax 1 MSE trénovaci | MSE testovaci
0.3 0.001 0.1 0.2 0.06119 0.59912
0.3 0.001 0.01 0.2 0.04732 0.60519
0.3 0.001 0.001 0.2 0.04889 0.60622
0.3 0.001 0.0001 0.2 0.05947 0.59996

Tab. 28: Zndha parametru,

pro soubor | (60:40), zdroj [vlastni]

H c O n MSE trénovaci | MSE testovaci
0.3 0.0001 0.1 0.2 0.06119 0.59912
0.3 0.0001 0.1 0.4 0.03694 0.61730
0.3 0.0001 0.1 0.6 0.03394 0.61550
0.3 0.0001 0.1 0.8 0.03103 0.62173
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Pomér dat 70

:30

Tab. 29: Zrdna parametru ¢ pro soubor | (70:30), zdroj [vlagtni

H c o i MSE trénovaci | MSE testovaci
0.5 0.1 0.1 0.2 0.05122 0.66021
0.5 0.01 0.1 0.2 0.06699 0.65122
0.5 0.001 0.1 0.2 0.05319 0.66458
0.5 0.0001 0.1 0.2 0.06370 0.66104

Tab. 30: Zndha parametru L pro soubor | (70:30), zdroj [vlagtni

H c O nax 1 MSE trénovaci | MSE testovaci
0.1 0.01 0.1 0.2 0.06997 0.64985
0.3 0.01 0.1 0.2 0.08636 0.62066
0.5 0.01 0.1 0.2 0.06607 0.68792
0.7 0.01 0.1 0.2 0.05037 0.65746
0.9 0.01 0.1 0.2 0.04564 0.66238
Tab. 31: Zrdna parametrud, ., pro soubor I (70:30), zdroj [vlastni]
H Cc O nax 7] MSE trénovaci | MSE testovaci
0.3 0.01 0.1 0.2 0.08636 0.62066
0.3 0.01 0.01 0.2 0.06673 0.65725
0.3 0.01 0.001 0.2 0.06854 0.65234
0.3 0.01 0.0001 0.2 0.06854 0.64457

Tab. 32: Zrdna parametru;

pro soubor | (70:30), zdroj [vlastni]

H c O n MSE trénovaci | MSE testovaci
0.3 0.01 0.1 0.2 0.08636 0.62066
0.3 0.01 0.1 0.4 0.05736 0.65771
0.3 0.01 0.1 0.6 0.06369 0.65372
0.3 0.01 0.1 0.8 0.04924 0.67994
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Pomér dat 80

:20

Tab. 33: Zrndna parametru ¢ pro soubor | (80:20), zdroj [vlagtni

H c o i MSE trénovaci | MSE testovaci
0.5 0.1 0.1 0.2 0.07148 0.69075
0.5 0.01 0.1 0.2 0.10258 0.66543
0.5 0.001 0.1 0.2 0.09100 0.68349
0.5 0.0001 0.1 0.2 0.10062 0.68018

Tab. 34: Zndna parametru [ pro soubor | (80:20), zdroj [vlagtni

H c O n MSE trénovaci | MSE testovaci
0.1 0.01 0.1 0.2 0.11365 0.66243
0.3 0.01 0.1 0.2 0.13196 0.63456
0.5 0.01 0.1 0.2 0.09941 0.65815
0.7 0.01 0.1 0.2 0.07300 0.67167
0.9 0.01 0.1 0.2 0.07454 0.68726
Tab. 35: Zrdna parametrud ., pro soubor | (80:20), zdroj [vlastni]
H c O 7] MSE trénovaci | MSE testovaci
0.3 0.01 0.1 0.2 0.13196 0.63456
0.3 0.01 0.01 0.2 0.10059 0.67875
0.3 0.01 0.001 0.2 0.11107 0.66650
0.3 0.01 0.0001 0.2 0.08712 0.66431
Tab. 36: Zndha parametrw; pro soubor | (80:20), zdroj [vlastni]
H c O n MSE trénovaci | MSE testovaci
0.3 0.01 0.1 0.2 0.13196 0.63456
0.3 0.01 0.1 0.4 0.09845 0.67926
0.3 0.01 0.1 0.6 0.09736 0.67512
0.3 0.01 0.1 0.8 0.08820 0.68312
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Pomér dat 90

10

Tab. 37: Zrndna parametru ¢ pro soubor | (90:10), zdroj [vlagtni

H c o i MSE trénovaci | MSE testovaci
0.5 0.1 0.1 0.2 0.18308 0.69029
0.5 0.01 0.1 0.2 0.20693 0.70358
0.5 0.001 0.1 0.2 0.19162 0.69736
0.5 0.0001 0.1 0.2 0.21354 0.70209

Tab. 38: Zndha parametru p pro soubor | (90:10), zdroj [vlagtni

H c 0 ax n MSE trénovaci | MSE testovaci
0.1 0.1 0.1 0.2 0.24058 0.71067
0.3 0.1 0.1 0.2 0.20812 0.73949
0.5 0.1 0.1 0.2 0.18351 0.70342
0.7 0.1 0.1 0.2 0.17302 0.70009
0.9 0.1 0.1 0.2 0.39024 0.78626
Tab. 39: Zréna parametrud ., pro soubor | (90:10), zdroj [vlastni]
M c 0 ax 1 MSE trénovaci | MSE testovaci
0.7 0.1 0.1 0.2 0.17302 0.70009
0.7 0.1 0.01 0.2 0.16468 0.71122
0.7 0.1 0.001 0.2 0.14405 0.74481
0.7 0.1 0.0001 0.2 0.16542 0.75566

Tab. 40: Znanha parametru;

pro soubor 1 (90:10), zdroj [vlastni]

H c 0 ax n MSE trénovaci | MSE testovaci
0.7 0.1 0.1 0.2 0.17302 0.70009
0.7 0.1 0.1 0.4 0.31964 0.74291
0.7 0.1 0.1 0.6 0.30841 0.69737
0.7 0.1 0.1 0.8 0.45377 0.72660
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Priloha 5 — Vysledky @&eni dlouhodobétasovérady

Pomér dat 50:50

Tab. 41: Zrdna parametru ¢ pro soubor L (50:50), zdroj [vlagtni

H c O n MSE trénovaci | MSE testovaci
0.5 0.1 0.1 0.2 0.07276 0.67487
0.5 0.01 0.1 0.2 0.06960 0.67183
0.5 0.001 0.1 0.2 0.06989 0.69702
0.5 0.0001 0.1 0.2 0.06623 0.69209

Tab. 42: Zrdna parametru p pro soubor L (50:50), zdroj [vla$tni

H c O i MSE trénovaci | MSE testovaci
0.1 0.01 0.1 0.2 0.06956 0.68006
0.3 0.01 0.1 0.2 0.07137 0.67192
0.5 0.01 0.1 0.2 0.07278 0.66842
0.7 0.01 0.1 0.2 0.07299 0.66642
0.9 0.01 0.1 0.2 0.07077 0.68345
Tab. 43: Zrdna parametrud,,,, pro soubor L (50:50), zdroj [vlastni]
H c O n MSE trénovaci | MSE testovaci
0.7 0.01 0.1 0.2 0.07299 0.66642
0.7 0.01 0.01 0.2 0.06793 0.66964
0.7 0.01 0.001 0.2 0.06903 0.69737
0.7 0.01 0.0001 0.2 0.07383 0.66630
Tab. 44: Zrdna parametru; pro soubor L (50:50), zdroj [vlastni]
H c O i MSE trénovaci | MSE testovaci
0.7 0.01 0.0001 0.2 0.07383 0.66630
0.7 0.01 0.0001 0.4 0.05890 0.69342
0.7 0.01 0.0001 0.6 0.06623 0.69971
0.7 0.01 0.0001 0.8 0.06774 0.69289
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Pomér dat 60:40

Tab. 45: Zrndna parametru ¢ pro soubor L (60:40), zdroj [vlagtni

H c o i MSE trénovaci | MSE testovaci
0.5 0.1 0.1 0.2 0.10795 0.66509
0.5 0.01 0.1 0.2 0.10673 0.66540
0.5 0.001 0.1 0.2 0.11054 0.66616
0.5 0.0001 0.1 0.2 0.09946 0.67989

Tab. 46: Zndna parametru p pro soubor L (60:40), zdroj [vla$tni

H c 0 ax n MSE trénovaci | MSE testovaci
0.1 0.1 0.1 0.2 0.10861 0.67984
0.3 0.1 0.1 0.2 0.10614 0.67292
0.5 0.1 0.1 0.2 0.10795 0.66509
0.7 0.1 0.1 0.2 0.10448 0.67928
0.9 0.1 0.1 0.2 0.13826 0.71969
Tab. 47: Zrdna parametrud ,, pro soubor L (60:40), zdroj [vlastni]
M c 0 ax 1 MSE trénovaci | MSE testovaci
0.5 0.1 0.1 0.2 0.10795 0.66509
0.5 0.1 0.01 0.2 0.11016 0.66903
0.5 0.1 0.001 0.2 0.10022 0.64777
0.5 0.1 0.0001 0.2 0.09553 0.68143

Tab. 48: Zndnha parametru,

pro soubor L (60:40), zdroj [vlastni]

H c O n MSE trénovaci | MSE testovaci
0.5 0.1 0.001 0.2 0.10022 0.64777
0.5 0.1 0.001 0.4 0.10961 0.66229
0.5 0.1 0.001 0.6 0.11348 0.67187
0.5 0.1 0.001 0.8 0.12165 0.70690
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Pomér dat 70:30

Tab. 49: Zrdna parametru ¢ pro soubor L (70:30), zdroj [vlagtni

H c o i MSE trénovaci | MSE testovaci
0.5 0.1 0.1 0.2 0.18191 0.64444
0.5 0.01 0.1 0.2 0.16600 0.66226
0.5 0.001 0.1 0.2 0.17020 0.63871
0.5 0.0001 0.1 0.2 0.17114 0.66381

Tab. 50: Zrndna parametru p pro soubor L (70:30), zdroj [vla$tni

H c O nax 1 MSE trénovaci | MSE testovaci
0.1 0.001 0.1 0.2 0.19159 0.65034
0.3 0.001 0.1 0.2 0.17967 0.64671
0.5 0.001 0.1 0.2 0.18710 0.66638
0.7 0.001 0.1 0.2 0.16643 0.63762
0.9 0.001 0.1 0.2 0.18631 0.64128
Tab. 51: Zrdna parametrud,,, pro soubor L (70:30), zdroj [vlastni]
H Cc O nax 7] MSE trénovaci | MSE testovaci
0.7 0.001 0.1 0.2 0.16643 0.63762
0.7 0.001 0.01 0.2 0.19668 0.65688
0.7 0.001 0.001 0.2 0.17710 0.64558
0.7 0.001 0.0001 0.2 0.17734 0.64913

Tab. 52: Zndha parametru;

pro soubor L (70:30), zdroj [vlastni]

H c O n MSE trénovaci | MSE testovaci
0.7 0.001 0.1 0.2 0.16643 0.63762
0.7 0.001 0.1 0.4 0.17823 0.65912
0.7 0.001 0.1 0.6 0.20333 0.64959
0.7 0.001 0.1 0.8 0.18141 0.65851
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Pomér dat 80:20

Tab. 53: Zndna parametru ¢ pro soubor L (80:20), zdroj [vlagtni

H c O n MSE trénovaci | MSE testovaci
0.5 0.1 0.1 0.2 027895 0.63290
0.5 0.01 0.1 0.2 0.27555 0.65500
0.5 0.001 0.1 0.2 0.28187 0.62775
0.5 0.0001 0.1 0.2 0.26486 0.63035

Tab. 54: Zrndna parametru p pro soubor L (80:20), zdroj [vla$tni

M c 0 ax n MSE trénovaci | MSE testovaci
0.1 0.001 0.1 0.2 0.30971 0.65039
0.3 0.001 0.1 0.2 0.29850 0.63588
0.5 0.001 0.1 0.2 0.29903 0.65273
0.7 0.001 0.1 0.2 0.30898 0.64117
0.9 0.001 0.1 0.2 0.27685 0.66275
Tab. 55: Zrdna parametrud,, pro soubor L (80:20), zdroj [vlastni]
H c 0 ax n MSE trénovaci | MSE testovaci
0.3 0.001 0.1 0.2 0.29850 0.63588
0.3 0.001 0.01 0.2 0.26622 0.64574
0.3 0.001 0.001 0.2 0.28785 0.64276
0.3 0.001 0.0001 0.2 0.28378 0.62807

Tab. 56: Zndha parametru,

pro soubor L (80:20), zdroj [vlastni]

H c O i MSE trénovaci | MSE testovaci
0.3 0.001 0.0001 0.2 0.28378 0.62807
0.3 0.001 0.0001 0.4 0.28887 0.64073
0.3 0.001 0.0001 0.6 0.28697 0.62016
0.3 0.001 0.0001 0.8 0.28215 0.65729
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Pomér dat 90:10

Tab. 57: Zndna parametru ¢ pro soubor L (90:10), zdroj [vlagtni

M c 0 ax n MSE trénovaci | MSE testovaci
0.5 0.1 0.1 0.2 0.60283 0.64334
0.5 0.01 0.1 0.2 0.65650 0.63391
0.5 0.001 0.1 0.2 0.58894 0.63798
0.5 0.0001 0.1 0.2 0.58907 0.63189

Tab. 58: Zndna parametru p pro soubor L (90:10), zdroj [vla$tni

H C 0 ax n MSE trénovaci | MSE testovaci
0.1 0.0001 0.1 0.2 0.62787 0.63785
0.3 0.0001 0.1 0.2 0.61580 0.63813
0.5 0.0001 0.1 0.2 0.59113 0.63557
0.7 0.0001 0.1 0.2 0.62471 0.63480
0.9 0.0001 0.1 0.2 0.58427 0.69049
Tab. 59: Zrdna parametrud,, pro soubor L (90:10), zdroj [vlastni]
M c 0 ax 1 MSE trénovaci | MSE testovaci
0.7 0.0001 0.1 0.2 0.62471 0.63480
0.7 0.0001 0.01 0.2 0.59673 0.63893
0.7 0.0001 0.001 0.2 0.58082 0.63963
0.7 0.0001 0.0001 0.2 0.61376 0.63133

Tab. 60: Zndha parametru;

pro soubor L (90:10), zdroj [vlastni]

H c O n MSE trénovaci | MSE testovaci
0.7 0.0001 0.0001 0.2 0.61376 0.63133
0.7 0.0001 0.0001 0.4 0.62785 0.65326
0.7 0.0001 0.0001 0.6 0.66319 0.69701
0.7 0.0001 0.0001 0.8 0.65605 0.64462
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Priloha 6 — Vysledky @&eni frontalni neuronové sit

Soubor S - Rozdleni dat 50:50
Tab. 61: Zrdna parametrud,,, pro soubor S (50:50), zdroj [vlastni]

n 0 ax MSE trénovaci | MSE testovaci
0.2 0 0.23249 1.02333
0.2 0.1 0.27951 1.07060
0.2 0.01 0.15124 0.85433

Tab. 62: Zrdna parametru; pro soubor S (50:50), zdroj [vlastni]

7] drex | MSE trénovaci | MSE testovaci
0.1 0.01 0.21037 0.99099
0.2 0.01 0.27951 1.07060
0.3 0.01 0.14422 0.83974
Rozdéleni dat 60:40
Tab. 63: Zrdna parametrud,,, pro soubor S (60:40), zdroj [vlastni]
U Joax | MSE trénovaci | MSE testovaci
0.2 0 0.20988 1.53999
0.2 0.1 0.18871 1.45999
0.2 0.01 0.22953 1.60279

Tab. 64: Zrdna parametru; pro soubor S (60:40), zdroj [vlastni]

n (o Jy MSE trénovaci | MSE testovaci
0.1 0.1 0.11831 1.13322
0.2 0.1 0.18871 1.45999
0.3 0.1 0.16293 1.37120
Rozdéleni dat 70:30
Tab. 65: Zrdna parametrud,,, pro soubor S (70:30), zdroj [vlastni]
n d ax MSE trénovaci | MSE testovaci
0.2 0 0.61490 0.91463
0.2 0.1 0.54378 0.89053
0.2 0.01 0.64853 0.91467
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Tab. 66: Zrdna parametru; pro soubor S (70:30), zdroj [vlastni]

7 o MSE trénovaci | MSE testovaci
0.1 0.1 0.36276 0.77513
0.2 0.1 0.54378 0.89053
0.3 0.1 0.49389 0.86985

Rozdéleni dat 80:20
Tab. 67: Zrdna parametrud .,

. Ppro soubor S (80:20), zdroj [vlastni]

n O MSE trénovaci | MSE testovaci
0.2 0 0.86172 0.92016
0.2 0.1 0.76423 0.89652
0.2 0.01 0.90801 0.91883

Tab. 68: Zrdna parametru; pro soubor S (80:20), zdroj [vlastni]

7 o MSE trénovaci | MSE testovaci
0.1 0.1 0.51687 0.78215
0.2 0.1 0.76423 0.89652
0.3 0.1 0.69625 0.87608

Rozdéleni dat 90:10
Tab. 69: Zrdna parametrud

. Ppro soubor S (90:10), zdroj [vlastni]

n O MSE trénovaci | MSE testovaci
0.2 0 1.51067 0.79194
0.2 0.1 1.34019 0.77451
0.2 0.01 1.59152 0.78983

Tab. 70: Zrdna parametru; pro soubor S (90:10), zdroj [vlastni]

7 O MSE trénovaci | MSE testovaci
0.1 0.1 0.90683 0.68334
0.2 0.1 1.34019 0.77451
0.3 0.1 1.22056 0.76036

Soubor | - Rozdleni dat 50:50
Tab. 71: Zrdna parametrud,,, pro soubor | (50:50), zdroj [vlastni]

n O MSE trénovaci | MSE testovaci
0.2 0 0.27315 1.30546
0.2 0.1 0.25273 1.24654
0.2 0.01 0.28276 1.32798
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Tab. 72: Zrdna parametru; pro soubor | (50:50), zdroj [vlastni]

Rozdéleni dat 60:40

7] Arax | MSE trénovaci | MSE testovaci
0.1 0.1 0.19651 1.04864
0.2 0.1 0.25273 1.24654
0.3 0.1 0.24033 1.19781
Tab. 73: Zrdna parametrud,,, pro soubor | (60:40), zdroj [vlastni]
1 O nax MSE trénovaci | MSE testovaci
0.2 0 0.39741 1.27069
0.2 0.1 0.36684 1.21751
0.2 0.01 0.41168 1.28961

Tab. 74: Zrdna parametru; pro soubor | (60:40), zdroj [vlastni]

7 o MSE trénovaci | MSE testovaci
0.1 0.1 0.28397 1.03130
0.2 0.1 0.36684 1.21751
0.3 0.1 0.34815 1.17342

Rozdéleni dat 70:30
Tab. 75: Zrdna parametrud .,

X

pro soubor | (70:30), zdroj [vlastni]

n O MSE trénovaci | MSE testovaci
0.2 0 0.59563 1.35501
0.2 0.1 0.55213 1.29758
0.2 0.01 0.61627 1.37573

Tab. 76: Zndna parametru; pro soubor | (70:30), zdroj [vlastni]

Rozdéleni dat 80:20

7] Orax | MSE trénovaci | MSE testovaci
0.1 0.1 0.43403 1.09977
0.2 0.1 0.55213 1.29758
0.3 0.1 0.52627 1.24932
Tab. 77: Zrdna parametrud,,, pro soubor | (80:20), zdroj [vlastni]
1 O nax MSE trénovaci | MSE testovaci
0.2 0 0.22150 0.75213
0.2 0.1 0.21265 0.80316
0.2 0.01 0.22179 0.75289
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Tab. 78: Zndna parametru; pro soubor | (80:20), zdroj [vlastni]

n O MSE trénovaci | MSE testovaci
0.1 0 0.22091 0.74048
0.2 0 0.22150 0.75213
0.3 0 0.22277 0.75946

Rozdéleni dat 90:10
Tab. 79: Zréna parametrud,,, pro soubor | (90:10), zdroj [vlastni]

7 o MSE trénovaci | MSE testovaci
0.2 0 1.72402 1.43215
0.2 0.1 1.58984 1.39169
0.2 0.01 1.78905 1.44114

Tab. 80: Zndha parametrw; pro soubor | (90:10), zdroj [vlastni]

n O MSE trénovaci | MSE testovaci
0.1 0.1 1.50946 1.35651
0.2 0.1 1.58984 1.39169
0.3 0.1 1.16640 1.19844

Soubor L - Rozdleni dat 50:50
Tab. 81: Zrdna parametrud ., pro soubor L (50:50), zdroj [vlastni]

7 O MSE trénovaci | MSE testovaci
0.2 0 0.25685 1.36442
0.2 0.1 0.24624 1.30216
0.2 0.01 0.27554 1.38762

Tab. 82: Zndnha parametrw; pro soubor L (50:50), zdroj [vlastni]

Rozdéleni dat 60:40

n 0 ax MSE trénovaci | MSE testovaci
0.1 0.1 0.19642 1.09790
0.2 0.1 0.24624 1.30216
0.3 0.1 0.23481 1.24960
Tab. 83: Zrdna parametrud,,, pro soubor L (60:40), zdroj [vlastni]
n d e MSE trénovaci | MSE testovaci
0.2 0 0.39078 1.33735
0.2 0.1 0.35980 1.28088
0.2 0.01 0.40633 1.35633
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Tab. 84: Zrndna parametru; pro soubor L (60:40), zdroj [vlastni]

n d ax MSE trénovaci | MSE testovaci
0.1 0.1 0.28395 1.08210
0.2 0.1 0.35980 1.28088
0.3 0.1 0.34113 1.23263
Rozdéleni dat 70:30
Tab. 85: Zrdna parametrud, ., pro soubor L (70:30), zdroj [vlastni]
n d MSE trénovaci | MSE testovaci
0.2 0 0.65219 1.29935
0.2 0.1 0.60003 1.24775
0.2 0.01 0.67800 1.31529

Tab. 86: Zndna parametru; pro soubor L (70:30), zdroj [vlastni]

7 o MSE trénovaci | MSE testovaci
0.1 0.1 0.47291 1.05870
0.2 0.1 0.60003 1.24775
0.3 0.1 0.56818 1.20368

Rozdéleni dat 80:20

Tab. 87: Zndna parametrud

max

pro soubor L (80:20), zdroj [vlastni]

n O MSE trénovaci | MSE testovaci
0.2 0 1.04445 1.28340
0.2 0.1 0.96162 1.22782
0.2 0.01 1.08491 1.30301

Tab. 88: Zrndna parametru; pro soubor L (80:20), zdroj [vlastni]

7 O MSE trénovaci | MSE testovaci
0.1 0.1 0.758957 1.03264
0.2 0.1 0.96162 1.22782
0.3 0.1 0.91126 1.18075

Rozdéleni dat 90:10

Tab. 89: Zrdna parametrud,, pro soubor L (90:10), zdroj [vlastni]

n O MSE trénovaci | MSE testovaci
0.2 0 2.25510 1.28746
0.2 0.1 2.07027 1.24782
0.2 0.01 2.34371 1.29525
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Tab. 90: Zrdna parametru; pro soubor L (90:10), zdroj [vlastni]

7 o MSE trénovaci | MSE testovaci
0.1 0.1 1.62025 1.07689
0.2 0.1 2.07027 1.24782
0.3 0.1 1.95620 1.21289
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