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Abstract: The combinatorial explosion problem prevents complete algorithms from solving
many real-life optimization problems. In many sSituations heuristic search methods are
needed. This paper deals with an aspect of Penalty Local Search algorithm that is
combination of aspiration criterion and 4 parameter. We show how this parameter can affect
the running of Penalty Local Search algorithm.
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Uvod

Algoritmus penalizaéniho lokdlniho prohledédvéani (PLP) je optimalizaéni technika
vyuzitelna pro celou fadu kombinatorickych optimalizatnich problémi. Tento agoritmus
vyuziva vyhod danych problémem ainformacemi, které jsou spjaty pri prohledani daného
prostoru. Toto je umoznéno zvySovanim Ucelové funkce daného problému pomoci nové
vytvoiené mnoziny poku'. Lokalni vyhledavéni je omezovano touto mnoZinou pokut a bhem
hledani optimalniho (resp. suboptimélniho) reSeni je pak moZné se soustredit na slibné oblasti
prohledavaného prostoru. Algoritmus se provadi opakované aprohledava lokani okoli
uréeného bodu. Jakmile se algoritmus zastavi v lokdnim minimu, mnoZina pokut, jeZ je na
zacatku prézdna (hodnoty penalizaci jsou nastaveny na nulu), je modifikovana a algoritmus
dale optimalizuje upravenou Gcelovou funkci.

Jak se penalizacni faktory dale meéni, jsou jednotlivA nalezena treSeni upresiovana
apostupné jsou lokalizovana nova lokdni minima. Lokalni vyhledavani je pak generovano
podle znalosti, jeZ jsou dand bud’ na pocéku prohledavani, nebo se postupné objevuji
v prabé¢hu prohledévéni. Tyto znalosti se tykaji predevdim umisténi ahodnoté lokénich
minim apiedevSim se tykaji hodnoty aumisténi globdniho minima. Chovani tohoto
algoritmu muZe byt postaveno na podobném principu jako je metoda Spatné postavené ulohy
(ill-posed) [5], kdy se vyuZivaji jisté znalosti, které predchézi feSeni aslouZi k vyieSeni
aproximacnich probléma. Tyto konkréni znalosti pak predstavuji uréitd omezeni, kterd dale
definuji problém, tak Ze se redukuje pocet vSech moznych kandidéta na vyieSeni daného
problému. Algoritmus také vyuziva dalSich znalosti, které se nauci béhem prohledavani ato
vyuzitim dalSich omezeni, ktera se objevi na z&kladé prohledavani daného prostoru.
V podgaté se daftici, Ze PLP zaloZzeno na meta-heuristice lokélniho prohledavani.

Dulezitym prvkem, ktery bude zkouman vtéto préci a jez je soucésti algoritmu
penalizovaného lokdélniho prohledavani (PLP) [7], je aspiracni kritérium. Aspiracni kritérium
se beZzn¢ vyuziva u algoritmu zakazaného prohledavani (TS) [1], [2], [3]. V té&o préci bude
popsano jakym zptisobem se aspiracni kritérium prida do PLP a nésledné bude ukézéno, jek je
chovéani algoritmu ovlivnéno timto prvkem. Soucasné bude naznac¢eno jakym zptsobem se
PLP chova pii raznych hodnotach parametru A. Nésledné budou ukézany experimenty
provedené na dvou testovacich funkcich.

! Pokutou se rozumi hodnota, kterd bude pritazena k jistému argumentu G¢elové funkce aovlivni tak dalsi
prohledavani v lokalnim prostoru. Pokuta mtize byt také nazyvana penalizaci nebo penalizasnim faktorem.
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Duvod vyuZiti aspira¢niho kritéria

PLP vyuzZiva tzv. penalizacnich faktort pro unik z lokalniho minima pomoci penalizaci
hodnot argumenti prohledéavané ucelové funkce. Argumenty Ucelové funkce jsou pak
penalizovany tak dlouho, nez je algoritmu umoznéno uniknout z lok&lniho minima. Aspiracni
kritérium v TS povoluje pouZiti zakézané transformace v pripadé, Ze vzniklé sousedni feSeni
poskytuje lepsi hodnotu Gcelové funkce, nez mé& docasné nejlepsi FeSeni. Toto kritérium je
jedno z nejuzivangjSich forem aspira¢niho kritéria aje nazyvano vylepSené nejlepsi aspiracni
kritérium [4]. Ve skute¢nogti existuje mnoho forem tohoto kritéria jak je uvedeno v [4]. V té&o
préci budou brany v Gvahu pouze vylepSena nejlepsi aspiracni kritéria.

Pro PLP byla na argumenty Uc¢elové funkce uvalena mnoZina penalizaci na rozdil od
vyuZziti tabu seznamu jednotlivych feSeni nebo tabu seznamu piresuni v progtoru. Zlepdujicim
nejlepSim aspiraénim piresunem v algoritmu je pak takovy piesun, ktery vygeneruje nejlepsi
nové nalezené ieSeni azaroven tento presun neni vybran lokdnim hledanim za vyuZiti
zvySené ucelové funkce. Nyni nasleduje pseudokdd pro lokélni hledani za vyuZziti aspiracniho
kritéria.

Lokal ni _Prohl edani _S AspiracnimKritériem (x,f,h, N)

{
Do

{
| f (Presun_Ponoci _Aspirace (x,f,h, N z))
X=z
el se
{

y =y v N(x) takové, Ze h(y) je mninmalizovano
ah = h(y) - h(x)

If (Ah <= 0) then x =y
If (ah > 0) then iterace
El se iterace

iterace + 1
0

}
If (f(x) < f(x)) then x = x

}
Wiile (Ah <= 0) a (iterace < 2)
Return x
}
Presun_Ponoci _Aspirace (x,f,h, N, z)
{
z =z v N(x) takové, Ze f(z) je mnimalizovéano
if (f(z) <f(x) a ((h(z) — h(x)) >0))
return true
el se
return fal se
}
kde:

X, y az jsou hodnoty reSeni,

f() vraci cenu reSeni vzhledem k originani u¢eloveé funkci,
h() vraci zvySenou cenu ieSeni,

X je nejlepsi nalezené feSeni v prabdhu behu algoritmu,
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N(X) je funkce sousedstvi, ktera da konkrétni feSeni tohoto sousedstvi x.

Tento postup miaze byt jednoduSe implementovan na razné typy problémi, pokud je
uvaZzovan n¢jaky presun v sousedstvi, ktery prinese nové nejlepsi feSeni shodné s tcelovou
funkci f. Sousedni okoli tohoto feSeni je poté prozkoumano za pouZiti zvySené Ucelové
funkce h, ato z toho davodu, aby se poznalo, zda existuje jiny piesun, ktery miZe zredukovat
zvySenou cenou dalSiho FeSeni. JestliZze nejlepsi presun v sousedstvi piinese nové lepsi feSeni
takové, Ze cena origindlni Ucelové funkce je menSi nez ta cena, ktera by byla vybrana s
ohledem na zvy3enou ucelovou funkci, pak vybereme ten piesun, ktery vygeneruje nejnizsi
cenu nového nejlepsiho feSeni (coz se da povazovat za aspiracni piesun). Jinak vybereme
takovy piesun s nejniZsi hodnotou zvy3ené uceloveé funkce.

Parametr ) v algoritmu PLP

Omezeni na argumentech funkce je vytvéreno zvySovanim ucelové funkce f problému ato
zapocitanim prvka z mnoZiny penalizaénich faktora. Nova uUcelova funkce je nazvana
zvySenou ucelovou funkci a je definovana nasledovné

M
f(x)=glx)+1 " ap " U(x) (1)
i=1
kde M je pocet argumenti Sanovenych pred samotnym ieSenim problému, p; je penalizaéni
parametr odpovidajici argumentu fi al (lambda) je regulujici parametr dané funkce.
Penaliza¢ni parametr p; predava hodnoty do téch argumenti Ucelové funkce fi, které jsou
zahrnuty v aktualnim reSeni. Regulatni parametr | reprezentuje pomérovou ¢ast penalizaci
aovliviiuje vyslednou velikost hodnoty Ucelové funkce. Jeho vyznam tkvi v moznosti
kontroly vlivu znalosti na procesu prohledavani prostoru. Algoritmus opakované pouZziva
lokalniho prohledavani a modifikuje penaliza¢ni vektor p, tak Ze kazdy parametr p; je zvySen
o hodnotu 1 v piipadé uvaznuti algoritmu v lokalnim minimu prohledavané funkce. Parametr
Ui(X) uréuje zda ma byt konkrétni argument Ucelové funkce penalizovan ¢i nikoliv. Tato
hodnota je bud’ 0 a v takovém piipadé argument penalizovan neni anebo jeho hodnota je 1 a
pak argument je penalizovan. Tyto dvé hodnoty jsou uréovany podle toho, zda dany argument
Ucelové funkce

Vyznamnym ¢initelem na kvalitu provedenych vypoéta ma i parametr |, ktery ovliviuje
velikost findlni hodnoty penalizace, jeZz je zapocitdna do zvySené (celové funkce.
V nasledujici ¢asti bude popsano jakym zptasobem byly provadény experimenty s pomoci
tohoto parametru.

Provedené experimenty

Pro otestovani kvality algoritmu s aspiracnim kritériem byl tento algoritmus otestovan na
vybranych testovacich funkcich [8]. Ve v3ech téchto ptipadech byl porovnan jak zakladni
algoritmu penalizovaného prohledavani bez aspiracniho kritéria tak i upraveny algoritmu s
aspiracnim kritériem. Experimenty byly spoustény na osobnim poéitati P4 CPU 2,80 GHz
anavrZeny algoritmus byl implementovén v programovacim jazyku Visual Basic.NET.

Ve v&ech téchto pripadech byla také zkoumana velikost parametru A na kvalitu reSeni
daného problému. Velikosti hodnot parametru jsou vyjadieny v (2).
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| ={0.1,0.2,0.3,0.4,05,06,0.7,0.8,09, 1, 2,3,4,5,6,7, 8,9,
(2)
10, 20, 30, 40, 50, 60, 70, 80, 90, 100}

Z celé rodiny testovacich funkci byly vybrany 2 funkce a to 1st de Jongova funce a
Rastriginova funkce. V prabéhu meéteni byly zaznamenany razné hodnoty, jeZ vyjadiuji
kvalitu algoritmu atakeé vyjadiuji, co se déje v prubéhu prohledavani.

a) pocet iteraci, které jsou nutné k dosaZeni optimalniho (nebo alespon suboptimalniho)
reseni,

b) nejlepsi nalezené reSeni,

C) pocet zmén nejlepSiho nalezeného teSeni — hodnota vyjadiujici kolikrd bylo

zménéno nejlepsi nalezené feSeni za dalSi lepSi nalezené v prabéhu prohledavani
daného prostoru,

d) ¢asova naro¢nost vypoctu.

Pro testovéni optimalizacnich algoritmi se pouZivaji dva rozdilné postupy. V prvnim
znich se obvykle vychézi zjiz diive feSenych piikladi, avSak pomoci jinych algoritmd.
Vysledky z pravé testovaného algoritmu Ize pak porovnat s vysledky, které jiz existuji. Druhy
zpusob spociva ve vyuziti mnoziny testovacich funkci, které v sobé zahrnuji rizné vlastnosti,
jako je nelinearita, rizné patologie typu rovina okolo extrému apod. V této kapitole bude
piedstaveno nékolik funkci, na kterych byly upravené algoritmy testovany. Pro kazdou funkci
je zobrazen jeji analyticky z&pis, jeji vzhled. Nazvy funkci jsou ponechany v jejich
origindlnich nézvech z divodu foneticko-jazykovych. Vzhledem k tomu, Ze jsou znamy
analytickeé vztahy, je u vétsiny z nich velmi jednoduché vypocitat hodnotu a pozici globalniho
extrému pro libovolnou dimenzi.

Znadme-li hodnotu extrému dané funkce v jednorozmérném prostoru, je mozno z ni odvodit
dalSi znalosti. Napiiklad u Schwefelovy funkce [8] je tato hodnota pro souradnici x = 420.97
rovna f(x) = -418,9829. Pokud je nutno vypoc¢itat hodnotu pro 20D, staci vynasobit hodnotu
extrému v 1D cislem dimenze, tedy 20. V tomto piipadé je pak hodnota globalniho extrému
pro Schwefelovu funkci v 20D rovna fao(Xg,Xe, . ..,x20) = 20 *-418,9829, tedy 8379,658. Tentyz
postup samoziejme plati i pro ostatni funkce.

Celkem bylo spusténo 100 testi akazda funkce byla definovana pro 100D, tedy kazda
funkce méla 100 argumentt a jejich hodnota byla hledana tak, aby minimalizovala G¢elovou
funkci.

DalSi problematikou, na kterou je zaméiena tato préce je nalezeni takového parametru A,
ktery by mohl davat dobré vysledky v rozumném case. Z obrazki, které jsou zobrazeny dale
vtéto praci je patrné, Ze dobré vysledky dava parametr, pokud se nachézi v rozmezi
<0.4, 0.9>, kdy jak ¢asova néro¢nost klesa, tak i hodnoty nalezenych extrémia nevykazuji
rozkolisanost okolo optimalnich hodnot. Z toho hlediska lze uvaZzovat pro dasi vyzkum
avypocty tento rozsah hodnot za prijatelny. Hodnoty, které jsou v rozmezi <1, 100> davaji
také uspokojujici eSeni, ale pouze z hlediska ¢asové naro¢nosti. Pokud by se métila odchylka
od globalniho extrému, vysledky jiZ tak dobré nejsoul.
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1st de Jong function, pocet iteraci, bez 1st de Jong function, pocet iteraci, s
aspiraéniho kritéria aspiraénim kritériem
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Obr. 1 - Porovnani poétu iteraci u 1st de Jong funkce

Pro analyzu chovani algoritmu na testovacich funkcich byly vybrany funkce 1% de Jongova
(obr. 1 —obr. 3) a Rastriginova funkce (obr. 4 — obr. 5). Jak je patrné (obr. 1), algoritmus PLP
bez aspira¢niho kritéria nalezne suboptimalni eSeni za pomoci mensiho poctu iteraci, nez
PLP saspiratnim kritériem. S hodnotami poctu iteraci samoziejmé souvisi i celkovy cas,
ktery vtéto ¢ésti analyzy nebude bran v potaz, avSak u celkového porovnani vysledku
v priloze se nachazi.

1st de Jong function, nejlepSinalezené 1st de Jong function, nejlepSi nalezené
feSeni, s aspiraénim kritériem feSeni, s aspiraénim kritériem
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Obr. 2 - Porovnani nejlepSich nalezenych #eSeni u funkce 1st de Jong

Pokud se tyka nejlepsiho nalezeného feSeni v pribéhu algoritmu, je patrné, Zze PLP
saspira¢nim kritériem dava lepSi vysledky ato predevSim u hodnot parametru A v rozmezi
<0.1,0.9>. Stanoveni takové hodnoty parametru A maZe byt urcujici pro testovani PLP
v jinych optimalizaénich problémech (napt. problém obchodniho cestujiciho [6] atp.).
Z obrézku 2 je patrné, Zze naméiené hodnoty u PLP s aspiraénim kritériem nevykazuji takovou
rozkolisanost jako u PLP bez aspira¢niho kritéria. Tento stav u nalezenych reSeni |ze vysvétlit
préavé nizkou hodnotou parametru A, protoZe se penalizace nezvy3uje o tak veliké hodnoty
jako uvySSich hodnot parametru, kde je tendence se rychle vymanit z lokdniho minima
atudiz existuje redlnd moznost toho, Ze se nenalezne dobré reSeni.
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1st de Jong function, poéet zmén 1st de Jong function, poéet zmén

nejlepSiho nalezeného feseni, bez nejlepSiho nalezeného fesSeni, s
aspiraéniho kritéria aspiraénim kritériem
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Obr. 3 - Porovnani poétu zmén nejlepsSiho nalezeného ieSeni u 1st de Jong

Pro ur¢eni kvality PLP saspiratnim kritériem je také vhodné porovnat pocet zmeén
nejlepSiho nalezeného feSeni. V pribéhu algoritmu je zaznamenana hodnota nejlepsiho
nalezeného feSeni, v momentu, kdy je nalezeno dalsi jiné lepSi feSeni je to ptivodni nahrazeno
timto novym a soucasné je navy3ena o jednotku proménng, ktera zaznamenéva tuto hodnotu.
Tato hodnota je zaznamenavana z toho divodu, Ze je mozné v momentu nahrady nejlepSino
mozného teSeni provéadét jesté jiné operace (jako je napt. porovnavani hodnot sjinymi
namérenymi hodnotami abeh algoritmu pak dale upravovat) atudiz se uSetii jak casova tak i
pamét'ova ndro¢nost algoritmu. Obrézek 3 zobrazuje porovnani téchto naméienych hodnot
u obou typa porovnavanych algoritmi. Opét je patrné, Zze PLP saspiranim kritériem dava
lepsi vysledky, atudizZ je mozné jej oznCit za kvalitnéjSi a pamét’ové méné narocnou variantu
lokalniho prohledavani.

V prabéhu béhu algoritmu na Rastriginové funkce byl opét naméren vétSi pocet iteraci
uPLP saspira¢nim algoritmem nez u druhého algoritmu (obr. 4). U hodnot parametru A
vySSich nez 1 se dramaticky sniZzuje pocet iteraci ato uobou agoritmi. V takovych
momentech je pak vhodné vyuzit jeden ze sledovanych algoritmi, jak je patrné
z nésledujicich obrazki.

Rastrigan, po€et iteraci, bez aspiraéniho Rastrigan, pocet iteraci, s aspiraénim
kritéria kritériem
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Obr. 4 - Porovnani poétu iteraci u Rastriginovy funkce

155




V pripadé nejlepsiho nalezeného teSeni (obr. 5) v prabéhu algoritmu i uté&o funkce je
vidét, Ze PLP saspiraénim kritériem v porovnani sPLP bez aspira¢niho kritéria poskytuje
vysledky, které jsou opét kvalitnéjSi ato predevSim u hodnot parametru A <0.1,0.9>. Pokud
bychom méli porovnat hodnoty poctu iteraci a nejlepSiho nalezeného eSeni, pak i zde nejlépe
vychazi hodnota parametru A priblizné na <0.4,0.8>, protoZe pocet iteraci je jiZz snesitelny pro
vypocet funkce a hodnoty naméienych nejlepSich feSeni jsou taktéZ vhodné proto, abychom je
mohli povaZovat za velmi blizké optimalnimu eSeni.

Rastrigan, nejlepSinalezené feSeni, bez Rastrigan, nejlepSinalezené feSeni, s
aspiraéniho kritéria aspiraénim kritériem
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Obr. 5 - Porovnani nejlepSich nalezenych ¥eSeni u Rastrinovy funkce

Z naméienych hodnot je patrné, Ze algoritmus PLP je silnym néstrojem pii hledani
globalniho extrému. A je i patrné, Ze lepsi vysledky dava, pokud je spojeny saspiracnim
kritériem. PLP saspiracnim kritériem dava obecn¢ sabilngjsi vysledky u nalezeného
globalniho extrému, hodnoty nalezeného extrému se vice blizi optimu a nejevi takové znamky
rozkolisanosti jako u PLP bez aspiracniho kritéria. Jistou nevyhodou je delSi ¢asova naro¢nost
pro vypocet ai stim spojeny vétSi pocet iteraci, coz je zapricinéno kontrolou, zda se feSeni
nachézi v aspiranim kritériu ¢i nikoliv. Odménou za to je vSak presnéjSi vysledek. Taktéz
poc¢et nahrazenych novych lepsich reSeni je obecné niZsi u PLP s aspira¢nim kritériem.

Zaveér

Nemaly vliv na kvalitu nalezeného ieSeni v prabéhu optimalizace raznych problému
pomoci PLP m&i A parametr. Pro zji&éni jaka velikost tohoto parametru ma nejlepsi Ucinek
pro nalezeni optimalniho eSeni byla jeho hodnota nastavena na riizné hodnoty od hodnoty 0.1
az po hodnotu 100 (2). Ze zobrazenych vysledkii je patrné, Ze nejlepSich vysledki dosahoval
algoritmus v momentech, kdy hodnota tohoto parametru byla nastavena v rozmezi <0.4,1.0>.
Velikost tohoto parametru ma vliv na hladky prabeh algoritmu, kdy pii nizSich hodnotéch ma
algoritmus jemny pribeh, tzn. je dosahovano pomérne stabilnich vysledka. AvSak vysokou
dani je vySSi ¢asova ndrocénost. U vySSich hodnot parametru, je dosahovano jiz horSich
vysledkii, ale v mnoha pripadech i tyto vysledky jsou kvalitni.

Na probéhnutych experimentech z oblasti testovacich funkcich je také patrné, Ze lepSich
vysledki dosahuje algoritmus svyuzitim aspiraéniho kritéria nez bez néj. Z namétenych
hodnot je také patrné, Ze Uspéch aspiratniho presunu neni jednoduSe spojeny pouze
spenaliza¢nimi podminkami (jez jsou z&kladem penalizovaného lokalniho prohledavani)
v rozsitené ucelové funkci.
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