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SOUHRN

Ve své praci se zabyvam klasifikaci ekonomickych subjektli pomoci neuronovych siti.
Témito ekonomickymi subjekty jsou obce Ceské republiky. V prvni &asti prace se zabyvam
popsanim zakladnich pouzitych pojmii. Mezi tyto terminy patii klasifikace a neuronové sité.
V nasledujici kapitole jsou zpracovana data takovym zplsobem, aby je bylo mozno pouzit pro
klasifikaci. Posledni a soucasn¢é nejdilezitéjsi ¢asti prace je samotné zpracovani dat pomoci

zvoleného softwaru, zpracovani vysledki a jejich vyhodnoceni.

KLICOVA SLOVA

neuronov¢ sité, klasifikace, perceptron

TITLE

Classification economic entities with neural network

ABSTRACT

This thesis deals with the classification of economic subjects by means of neural networks.
These economic subjects are municipality within the Czech Republic. The first part this work
deals with description of basic definitions used in the thesis. There belong the terms
classification and neural network. In the following part there all the data processed in the way
they can be consequently used for classification. Last and at the same time the most important
part is the action of data processing by way of selected software. This last part is included in

processing results and in their interpretation.
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1 Uvod

Pti modelovani ekonomickych procest [10] je velmi diilezité rozhodnuti o slozitosti procesu
a pii popisu téchto procest vystupuje do popiedi neurcitost zpisobena nepiesnym definovanim
zéakladnich pojmu. Jednim z moznych piistupt feseni této problematiky je vypocetni inteligence
(Soft Computing). Jejim obsahem je zkoumdni fuzzy mnoziny, neuronové sit€ a evolucnich
stochastickych optimalizac¢nich algoritmt (zvlast genetické algoritmy a evolu¢ni postupy). Pti
modelovani procesii je mozné vytvofit model na klasifikaci ekonomickych subjekti, dale je
mozné vytvofit model na predikci ekonomickych casovych fad, regresni modely na urceni
zavislosti mezi ekonomickymi jevy a optimaliza¢ni modely.

Neuronové sité se pouzivaji v piipadech kdy pozadujeme adaptivitu systému, rychlost
vypoctu nebo odolnost vii¢i chybam. Mezi nejvétsi vyhody umélych neuronovych siti [1] patii
schopnost ucit se. To znamend ziskavat znalosti u¢enim pomoci mnoziny piedkladanych vzori
bez nutnosti znalosti algoritmu feSeni. U biologickych neuronovych siti povazujeme proces
uceni za schopnost organizmu zhodnotit vysledky opakované adaptace v takovém smyslu, ze
organizmus si zapamatuje stav nalezeny pii adaptaci a pii zméné prostedi se jiz obraci ke své
paméti.

Pomoci schopnosti neuronovych siti, které jsou schopny samostatného rozhodovéni a
prizptisobeni se novym situacim je mozné klasifikovat obce do rtiznych ttid. Klasifikace objekt
do tfid patii mezi zékladni rozhodovaci procesy. Cilem feSeni rozhodovaciho procesu je volba
mezi rliznymi verzemi ¢innosti. Volba verze ¢innosti je velice slozity proces, zvlasté v ptipadé
kdy nelze ptedvidat diisledky jednotlivych rozhodnuti a informace nejsou tiplné ¢i nejisté.

Cilem této bakaléaiské prace je navrzeni takovych struktur neuronovych siti, které jsou
vhodné pro klasifikaci ekonomickych subjektti. Cilem modelovani bude néavrh takového
klasifikatoru, ktery bude dosahovat vysoké spravnosti klasifikace a nizké chyby klasifikace na
neznamych, testovacich datech. Tato klasifikace bude realizovdna v programovém prostiedi

Weka 3.4.11 pod opera¢nim systémem Windows XP.



2 Data a jejich predzpracovani

Tato kapitola je zaméfena na popsani zakladnich pojml, mezi které v této préaci patii
ekonomické subjekty - obce. Ty jsou v této praci klasifikovany do tiid podle jejich bonity. Jako
vstupni parametry jsou vybrany parametry ekonomické, financni a dluhové. Je uvedena jejich

zékladni charakteristika a popisna statistika, véetn¢ korelacnich zavislosti pouzitych parametrti.

2.1 Navrh pouzitych parametri na ohodnocovani obci

Obec [14] je zakladni jednotkou vetejné spravy a samospravy a zpravidla, v rtizné mite podle
typu obce, 1 statni spravy. V nékterych zemich je obci témétr kazdé mésto ¢i vesnice, v jinych
zemich je obvyklé, ze obec je tvofena vétsim mnozstvim vesnic, nebo ze néktera sidla mohou byt
soucasti mésta.

V literatufe jsou uvedeny spolecné kategorie parametri na ohodnocovani obci. Jsou to
z téchto parametri jsou parametry ekonomické, dluhové a finan¢ni. Metody ohodnocovani
bonity obci jsou rozdilné v parametrech a vahach, které jsou jim pfisuzovany.

Ekonomické parametry ovliviiuji dlouhodobé uvérové riziko obci. Obce s vice riznorodou
ekonomikou a pfiznivéjSimi socidlné-ekonomickymi podminkami jsou lépe piipraveny na
ekonomickou recesi. Ekonomicky rtst v§ak miize zapfi€init rozSifeni vetejnych sluzeb a tim pak
poroste zadluzenost. Stabilni ekonomika obce zase mize byt ptiznakem ekonomické stagnace.
Neexistuje synteticky parametr, ktery by kvantifikoval uroven ekonomiky obce.

Dluhové parametry zahrnuji velikost a strukturu dluhu. Pomérové parametry jsou casto
pouzivanou metodou meéteni dluhu obce a schopnosti obce splacet dluhovou sluzbu. Financni
parametry informuji o rozpoc¢tovém hospodateni obce. Jejich hodnoty jsou ziskavany z rozpoctu
obce. Vstupni parametry na ohodnocovani bonity obci lze pak navrhnout tak, jak je to uvedeno
v Tabulce 1 [2]. Parametry X; az x4 jsou definovany za rok 2004 a parametry xs az x; jako
pramérné hodnoty za roky 2003 a 2004.

Zakladni statisticky popis dat je uveden v Tabulce 2. VSechny vybrané parametry pi,pz, ...

,p12 jsou kvantitativnimi proménnymi.



Tabulka 1 - navrh parametri bonity obci

Parametry

Ekonomické x, =PO,, PO; je pocet obyvatel v r-tém roce.

Dluhové

Finanéni

x, =PO,/PO,
interval.
X, = U, U je mira nezaméstnanosti v obci.

PO, je poCet obyvatel v roce r-s, a s je zvoleny ¢asovy

s

X, = i‘,(PZOi/PZ)2 , PZO; je pocet obyvatel obce zaméstnanych v i-tém
i=1

odvétvi ekonomiky, 1= 1,2, ... ,e, PZ je celkovy pocet zaméstnanych
obyvatel, e je pocet ekonomickych odvétvi.

x; =DS/OP, x5€<0,1>, DS je dluhova sluzba, OP jsou opakujicich se
x, = CD/PO, CD je celkovy dluh.

x, = KD/CD, x7€<0,1>, KD je kratkodoby dluh.

x, = OP/BV, xgeR", BV jsou bézné vydaje.

X, = VP/CP, x9€ <0,1>, VP jsou vlastni piijmy, CP jsou celkové piijmy.
x,, =KV/CV, x,0e <0,1>, KV jsou kapitalové vydaje, CV jsou celkové
vydaje.

x,, =1IP/CP, x;;€<0,1>, IP jsou investi¢ni piijmy.
X,, = LM/PO, [K¢], LM je velikost likvidniho majetku obce.

Tabulka 2 - statisticky popis dat

Dolni Horni | Smérodatna

Parametr | Primér | Medidn | Minimum | Maximum | kvartil kvartil odchylka
X 1117.89| 336.50 27.000 88181.0 191.00| 751.50 4673.06

[obyvatel]

X2 [-] 0.98 0.99 0.380 2.6 0.92 1.05 0.16
x3 [%] 11.71 10.48 0.000 50.0 7.61 14.29 5.88
X4 [-] 0.20 0.19 0.111 0.4 0.16 0.23 0.05
Xs [-] 0.07 0.03 0.000 0.8 0.00 0.10 0.11
X6 [KC] 4174.69| 1264.73 0.000| 306480.8 155.28| 4317.26 15810.11
x7[-] 0.51 0.50 0.000 1.0 0.06 1.00 0.42
X3 [-] 1.21 1.19 0.257 2.6 1.05 1.36 0.36
X9 [-] 0.08 0.06 0.002 0.6 0.03 0.10 0.08
X10[-] 0.22 0.19 0.000 0.8 0.09 0.34 0.18
Xi1 [-] 0.15 0.08 0.000 0.8 0.02 0.22 0.18
x12 [KE] | 69540.14| 55165.25| 5422.777| 820591.8| 37742.32| 82393.14 65275.25

Zavislosti mezi parametry lze vycist z koeficientd korelace uvedenych v Tabulce 3. Z ni je

patrné, ze mezi parametry neexistuji vyznamné zavislosti.




Tabulka 3 - koeficienty korelace mezi parametry

X1 X2 X3 X4 X5 X6 X7 X3 X9 X10 X11 X12

X1 1.00 | 0.03 | -0.08 | -0.10 [ -0.03 | 0.01 | -0.06 | -0.31 | -0.11 | -0.08 | 0.36 | 0.05
x; | 0.03{1.00 |-0.21]|-0.16| 0.11 | 0.05 | 0.08 |-0.02 | -0.15| 0.08 | 0.13 | 0.00
x3 [-0.08{-0.21| 1.00 | 0.20 | -0.01 | 0.03 | -0.01 | -0.02 | 0.30 | 0.00 | -0.04 | 0.31
x4 [-0.10{-0.16 | 0.20 | 1.00 | 0.06 |-0.03 | 0.02 | -0.01 | 0.03 | 0.01 |-0.02|-0.08
xs |-0.03{ 0.11 {-0.01| 0.06 | 1.00 | 0.15 |-0.40 | 0.02 | -0.04 | 0.11 | 0.19 | 0.06
x¢ | 0.01 | 0.05 | 0.03 |-0.03| 0.15 | 1.00 |[-0.17 | 0.00 | 0.05 | 0.06 | 0.09 | 0.38
x7 [-0.06| 0.08 |-0.01| 0.02 |-0.40|-0.17 | 1.00 | 0.06 | 0.07 |-0.08 | -0.17 | 0.02
xg |-0.31{-0.02{-0.02|-0.01| 0.02 | 0.00 | 0.06 | 1.00 | 0.09 | 0.42 | -0.42 | -0.12
X9 |-0.11{-0.15| 0.30 | 0.03 |-0.04| 0.05 | 0.07 | 0.09 | 1.00 | 0.00 | -0.17| 0.34
Xjo |-0.08| 0.08 | 0.00 | 0.01 | 0.11 | 0.06 |-0.08 | 0.42 | 0.00 | 1.00 | 0.38 | 0.09
xi1 | 0.36 | 0.13 |-0.04 |-0.02 | 0.19 | 0.09 |-0.17 | -0.42 | -0.17 | 0.38 | 1.00 | 0.16
xi2 | 0.05 ] 0.00 | 0.31 |-0.08 | 0.06 | 0.38 | 0.02 {-0.12 | 0.34 | 0.09 | 0.16 | 1.00

Ptedzpracovani dat je realizovano pomoci standardizace dat [8], ¢imz je odstranéna zavislost
na jednotkach. Vzhledem k fadovym rozdiliim ve velikosti smérodatnych odchylek jednotlivych

proménnych (Tabulka 2), jsou standardizovany proménné do svého z-skore [5] podle vztahu
Zij = % . (1)
J
kde: - zj je normovana hodnota pro i-ty objekt o; a j-tou proménnou Xx;,
- Xjj je piivodni hodnota pro i-ty objekt o; a j-tou proménnou X;,
- X jje pramér j-t€¢ proménné x;,

- s je smérodatna odchylka j-t¢ proménné X;.

Vyhodou metody standardizace je piredev§im snadnéj$i vzajemné porovnavani proménnych
(maji primérnou hodnotu X j=0 a smérodatnou odchylku s;=1), kdy kladn¢ hodnoty jsou

nadpriimérné a zdporné podprumeérné.
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3 Kilasifikace pomoci neuronovych siti

V kapitole je definovana klasifikace a vSeobecny klasifika¢ni problém. Dale jsou popsany
neuronove site€ a jejich vlastnosti. V praci bude pouzita dopiednad neuronova sit’ typu perceptron,

proto je nize popsana detailné.

3.1 Vseobecny klasifika¢ni problem

Cilem klasifikace ekonomickych subjektl je klasifikovat obce do tfid w; podle jejich hodnoty
parametra. Tuto klasifikaci je mozné uskutecnit dvojim zptasobem v zavislosti na tom, zda je
prislusnost obci do tiid predem zndma (neznama). Pokud neni bonita obce zndma apriori, je
mozné klasifikaci realizovat metodami uceni bez ucitele. Tyto metody zahrnuji redukci dat a
shlukovéni [8, 5]. Ve druhém piipadé je pfedem znama piislusnost obci do tiid. Tento problém
se nazyva klasifikacni a pro jeho realizaci jsou vhodné metody uceni s ucitelem. Metody uceni

s ucitelem vhodné pro ohodnocovani bonity obci jsou napt.:

e Diskriminacni analyza [8, 5].

e Logisticka regresni analyza [8, 5].

e Rozhodovaci stromy (CHAID, C&RT, QUEST, C4.5, atd.) [11]

e Neuronové sité¢ (neuronova sit’ typu perceptron, neuronova sit typu radialni bazové

funkce, pravdépodobnostni neuronova sit’, u¢ici vektorova kvantizace, atd. [6].

Vseobecny klasifikacni problém lze definovat nasledujicim zpisobem [6]. Necht' F(x) je
funkce definovand na mnoziné O, ktera pfifadi kazdému prvku xeO obraz z mnoziny Q, kde
Q={w,my, ... ,0.} je mnozina tfid. Klasifikator (stroj, ktery provadi klasifikaci) x=F(x)eQ je

pak zobrazeni
F:0-Q. (2)

Necht’ G(x, w) je funkce, jejiz argumenty jsou z kone¢né mnoziny Oypin=1{X1,X2, ... ,X;} <O
(nazyvané trénovaci mnozina) a w je parametr (nebo parametry) zobrazeni G. Pak plati
X =G(X,W) € Qu,inCQ. DopIn€k Oyin vzhledem k mnozin€ O je testovaci mnozina Oy Necht je
znam pro kazdy x;€Oyin pozadovany obraz X,. Cilem klasifikace je pak nalezeni parametrii w
funkce G(x,w), aby funkéni hodnoty argumentl z trénovaci mnoziny Oy,in byly co nejblizsi

obraztim funkce F(x). Déle, necht’ je dana ucelova funkce v nasledujicim tvaru
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E(w) = %Z(G@i,w) 32, 3)

i=1

Potom cilem je minimalizace této funkce. Globalniho minima je dosazeno optimalni
hodnotou parametriit w. Pak je funkce G(x,w) adaptovana.

Necht' optimalni hodnota parametru w je oznaCena jako w. Pak se adaptovand funkce
G(x,w) pouziva pro klasifikaci trénovaci i testovaci mnoziny. Pfedpokladé se, ze adaptovana
funkce dobfe aproximuje pivodni funkci F(x) také mimo trénovaci mnoziny. Jako metody
vhodné pro ohodnocovani bonity obci jsou zvoleny neuronové sité (Neural Networks) zejména
vzhledem k jejich schopnosti ucit se a zevSeobecnovat a fuzzy inferencni systémy (Fuzzy

Inference Systems), diky jejich schopnosti pracovat s neurcitosti a znalostmi experta.

3.2 Neuronoveé sité

Teorie neuronovych siti vychdzi z chovani nervového systému. Snazi se vysvétlit principy
spravovani informaci v nervovych buinkach. Modely neuronovych siti jsou oznacovany jako
modely mozku bez mysli. Teorie umélych neuronovych siti je nejrychleji a nejintenzivnéji se
rozvijejici oblast pocitacovych veéd.[6] Zajem o vyvoj umélych neuronovych siti prameni z
poznani, ze lidsky mozek pracuje jinym zpiisobem nez bézné cCislicové pocitace. [12] Pocitace
piesné a rychle provadéji posloupnosti instrukci, které pro n¢ byly formulovany. Lidsky mozek
je tvofen neurony, které pracuji piiblizn¢ milionkrat pomaleji nez obvody ¢islicové ho pocitace,
presto clovek dokdze 1épe fesit fadu vypocetné naroénych kol (zpracovani vizualni informace,
porozuméni feci, hrani Sachi , a podobné). Proto je snaha napodobit schopnosti mozku a vytvofit
umélou neuronovou sit’, kterd by umeéla simulovat chovani biologické neuronové sité zivych

organizmu.

3.2.1 Historicky pfehled vyvoje neuronovych siti

V nasledujici tabulce je znazornén ¢asovy postup vyvoje neuronovych siti.[12]

Tabulka 4 - Historicky vyvoj neuronovych siti

1943 povazovan za zacatek vyvoje umélych neuronovych siti, navrzen

McCullocht v-Pittst v model neuronu

1949 Hebbiiv zakon uceni (1. zakon uceni neuronovych siti)
1958 navrzen nejznaméjsi model neuronu (perceptron), autorem Frank
Rosenblatt

12




zacatek 60. let 20. | prvni model neuronovych siti (linedrni sité), navrzena pravidla pro jejich

stol. uceni

polovina 60. let az | pokles zajmu o neuronové sité, néktefi nadSenci piesto pokracuji ve
polovina 80. let 20. | vyzkumu (napf. T. Kohonen navrhuje tzv. samoorganizujici se sit¢ a S.

stol. Grossberg zakony pro jejich uceni)

od poloviny 80. let | obdobi renesance neuronovych siti, objevuji se tzv. vicevrstvé nelinearni

20. stol. dosud sit¢ a pravidla pro jejich uceni

3.2.2 Zakladni pojmy neuronovych siti

Nervovy systém je slozen z velkého mnozstvi bunék, které se déli na centralni nervovy
systém a periferni nervovy systém. Vyhodou nervového systému je, ze pti vypadku funkcnosti
jedné bunky celd funkcnost systému se nezméni. Hlavni Cinnosti nervového systému je fidit
organismus. Zakladem této funkce je schopnost nervového systému zpracovéavat informace.
Informace se v nervovém systému pienaseji ve formé membranového potencidlu nervovych

bunék - neurond. Neuron je elementarni jednotka pro zpracovani informace, Obrazek 1.

Obrazek 1 — Neuron
Zdroj: KVASNICKA, Vladimir, et al. Uvod do tedrie neuronovych sieti.

Neuron se sklada zté€la (lat. soma) a nékolika vybézki. Ty se muzou rozdélit do dvou
skupin: dendrity, které ptfedstavuji z informacniho hlediska vstupni ¢ast a axdén, po kterym se
informace $iii k ostatnim buniikdm (tzv. vystup). Neurony jsou ohrani¢eny membranou, ktera je

polopropustna, coz znamena ze je propustna jen z jedné strany — signaly se Siii pouze jednim
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smérem. Neurony vytvareji funk¢ni spojeni v misté pfimého kontaktu axonu jedné buiky
s membranou buiky jiné. Tyto spojeni se nazyvaji synapse. T¢lo neuronu ma urcitou prahovou
hodnotu [9], pod kterou mé na svém vystupu feknéme logickou nulu a nad tuto uroven logickou
jednicku. Stejné jako v elektronice existuji obvody s riznou pievodni charakteristikou, maji je i
vystupy neurond. Nejde tedy Cisté o bindrni obvod, spiSe o jakysi komparator s nelinearni
pfevodni charakteristikou a sumatorem na vstupu. Obrazek 2 znazoriiuje, ze kazdy neuron ma n
vstupl oznacené jako x;,x;, ... ,x,. Dale ma vahy vstupu oznacené wj,w,, ... ,w,, kterych je také n

(stejny pocet jako je pocet vstupti). Dalsi ¢asti je vystup neuronu oznaceny jako y.

Matematicky model neuronu

Vstupni vektor X=(x1,.....xn) Vektor vah vstupu W=(wl,....,wn)
X4

MNelinearni prenosova
funkee s prahem
neuronu

Vstupy

neuronu ¥

Vystup
neuronu

y=f(X*W-prah)

X, Vahy vstupu

Obrazek 2 - Matematicky model neuronu

Zdroj: http://aldebaran.feld.cvut.cz/~xmyslik/www/neural.html

3.2.3 Umélé neuronové sité

Mezi nejvétsi vyhody umeélych neuronovych siti pati schopnost ucit se. To znamena ziskavat
znalosti ucenim pomoci mnoziny piedkladanych vzorG bez nutnosti znalosti algoritmu feSeni.
Principem vystupni funkce neuronové sité tedy je aproximovat n¢jakou funkci podle vstupnich
vektort.[9] Klicem k spravné aproximaci zde ovSem je znat spravné koeficienty, jez jsou
vyjadieny v matici a biologicky vlastné znamenaji hodnoty propustnosti synapsi. Zde se objevuje
faze uceni. Neuronovou sit’ 1ze naucit spravné reagovat na vstupy. Jenze jak ony koeficienty
zjistit? Pti uceni s ucitelem se uméla neuronova sit’ uci tak, ze srovnava svij vystup s vystupem

svého ucitele nastavovanim vah synapsi (hodnoty v matici) tak, aby se snizil rozdil mezi
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skutecnym a pozadovanym vystupem. Pfi uceni bez ucitele neuronova sit nemd zadny
srovnavaci signal k urceni spravnosti. Algoritmus je navrzen tak, Ze hleda ve vstupnich datech
vzorky s uritymi vlastnostmi tedy podle zavislosti, korelace.

V aktivni vybavovaci fazi se jiz neupravuji koeficienty. Na vstup sité se piivedou data a pak
se (v matematické umélé reprezentaci) pocitd odezva sit€¢ na vystupu. Pokud ma sit’ zpétné
vazby, musi se pocitat tak dlouho, dokud se signal na vystupu neustali (zkonverguje).

Neuronové sité 1ze realizovat softwarove, obvodove neboli hardwarove jako [9]

e analogové - realizace operacnimi zesilovaci,
e digitalni,

o pocitd se s maticemi a Cisly, iterativné,

o hardwarové (neuroprocesor),

o softwarové (program).

Neuronové sit¢ jsou v ekonomické oblasti aplikovany ptedevsim pii feSeni problému
predikce (ptedpoveéd’) Casovych tad a pfipadné nasledné rozhodovani. Samoziejme, ze oblasti
vhodnych pro vyuziti umélych neuronovych siti pro prognézu dalSiho vyvoje udélosti je celd
fada. Zde Ize uvést oblasti jako je napf. energetika, ekonomie, financnictvi, doprava,
meteorologie, ekologie, 1ékarstvi, vojenstvi, chemie, strojirenstvi, ale 1 vodni hospodarstvi aj.

Dalsi aplikace spoc¢ivaji napt. v problémech

. Rozpoznavani a pripadna rekonstrukce obrazct. Pfikladem muze byt

rozpoznavani tisténych Cislic a pismen, rozpoznavani ru¢n¢ psaného textu.

. Problematika analyzy signali.

= Komprese, expanze, kodovani a dekodovani signali.

= Rizeni slozitych zafizeni v dynamicky se ménicich podminkéch.
. Transformace signald.

3.2.4 Dopredna neuronova sit’ typu perceptron

Doptfednd neuronova sit' typu perceptron (NSP) je jeden znejbéznéjSich typli umélych
neuronovych siti (NS).[3] Byl navrzeny Rosenblattem vroce 1958. Tento model sestava
z pevného poctu n prvki, ke kterym jsou prostfednictvim k vstupli pfivadény ucici vzory. Kazdy

ucici vzor je popsan k-rozmérnym vektorem pfiznakid (parametrd) x = (x,,..., x,) € R" a patfi
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do prave jedné z q danych tfid. Klasifikace ucicich vzora (objektl), pocCet priznakli a vyznam
jednotlivych z nich zavisi na konkrétni aplikaci uvazované sité. Na zaklade ucicich vzort do tiid
se perceptron ma naucit spravné klasifikovat vektory ptiznaka ptichézejicich na jeho vstupy.
Klasifikace vektoru x; vstupnich pfiznaki je provadéna na zakladé binarnich hodnot y;, j=1.2, ...

,q, které jsou urCeny vztahem

y, = 0% W(i,j)xi) 4)
i=1

kde w,; ,, jsou vahy spojii z jednotlivych vstupii do vystupli y; a uruji chovani tohoto vystupu.

Pocty vrstev 1 pocty perceptronl jsou parametrem NSP a zaviseji na povaze feSené ulohy.
Pokud je pocet perceptronti maly, NS nedokaze postihnout vSechny zavislosti v trénovacich
datech. Pokud je naopak velky, zvysuje se doba uceni a vlivem nadmérné¢ho poctu trénovacich
dat ma sit’ Spatnou schopnost generalizace zplisobenou tzv. pfeucenim (Overfitting). Topologie

tiivrstvé NSP je uvedena na Obrazku 3.

Vybavovani v neuronové siti typu perceptron

Ve fazi vybavovani je na vstupy NSP  pfilozen vzor a postupné dopfedné Sifen
(transformovan) pies synaptické vahy perceptronii w; v jednotlivych vrstvach a vyuzitim
aktivacnich funkci f az k vystuptim sité. Postupné jsou pocitany hodnoty potenciali § od vstupni

k vystupni vrstvé podle tohoto vztahu

Ei =D WiiVi » )

kde: - wj; jsou synaptické vahy mezi i-tym a j-tym perceptronem,
- 1 a j jsou indexy probihajici pfes perceptrony dvou sousedicich vrstev, i probiha pres
perceptrony piedchazejici vrstvy,

- y; je vystup i-tého perceptronu.
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vystupni vrstva

skrytd vrstva

vstupni vrstva

Obrazek 3 — Topologie NSP
Legenda: x;,x, jsou vstupy NSP, wj;,w;s jsou synaptické véhy, y;,y, jsou vystupy NSP

Hodnoty vystupil (stavll) perceptronil y; jsou vypocteny podle vztahu

Y= f(§ j) , kde aktivaéni funkce f je napt. sigmoidalni funkce. (6)

Hodnoty vystupii perceptronii vystupni vrstvy jsou hodnotami vystupii NSP, které jsou
vSeobecné reprezentovany redlnymi Cisly. Pokud maji vystupy NSP predstavovat ttidy
v klasifikacni uloze, aktivacni funkce f mé charakter ostré nelinearity ve vystupnich neuronech

NS.

Uceni v neuronové siti typu perceptron
Cilem uceni NSP je dosdhnout takového nastaveni synaptickych vah wj, aby odchylka
(chyba) Er mezi skutecnymi a pozadovanymi vystupy NSP byla minimalni vzhledem

k odpovidajicim piedloZzenym trénovacim vzoraim. Chyba NSP je definovana takto

Er = z Erk , (7
k
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kde: -k je index probihajici pfes vSechny trénovaci vzory,
- Ery je chyba odpovidajici k-tému trénovacimu vzoru,

- Er je chyba NS.

Chyba Ery odpovidajici konkrétnimu trénovacimu vzoru je definovana takto

Erkzézj:(yj_dkj)’ (®)

kde: - j probihd pfes perceptrony vystupni vrstvy,

- dij je J-ty prvek pozadovaného vystupu k-tého trénovaciho vzoru.

Neuronové siti jsou piedkladany jednotlivé trénovaci vzory. Pro kazdy je spocitana chyba Ery
podle (8) a po vyCerpani vSech trénovacich vzord je spocitdna vysledna chyba Er podle (7).

Pomoci chyby Er jsou upraveny hodnoty synaptickych vah wj; takto

wi(t+1)=w,(t)+Aw,, kde t je Cas a zmény vah jsou ziskany podle )
OEr . .
Awij =—nw,kdeme rychlost u¢eni, 0 <n < 1. (10)

ij

Parciélni derivace chyby podle synaptickych vah NS typu perceptron, podle (10), predstavuje
minimalizaci chyby Er pomoci synaptickych vah gradientni metodou. Uvedeny algoritmus uceni
pfedstavuje tzv. akumulované uceni, protoZe synaptické vahy wj; jsou aktualizovany teprve po
vyhodnoceni vSech trénovacich vzora. Nezalezi tedy na potadi, v jakém jsou vzory piedkladany
na vstupy NS. Variantou tohoto uceni je okamzitd aktualizace synaptickych vah po kazdém
ptedlozeném vzoru. Cely proces je opakovan, dokud chyba Er neni mensi nez predem stanovena
hodnota. U¢icim pravidlem NSP je metoda zpétného Sifeni chyby (Backpropagation). Odvozeni
této metody je uvedeno napt. v [4]. Vzhledem k tomu, ze NSP vyuziva pii uceni gradientni
metodu, je mozné, ze NSP pii pohybu po chybové funkci uvizne v lokdlnim minimu. To je
zpusobeno tim, Ze neni moZzné pokraCovat ve sméru minimalizace chybové funkce. Byla
nalezena fada zpusobd, jak tento problém fesit [4]. Patii mezi né€ ptidani Sumu do rovnice pro
adaptaci synaptickych vah, pfidani perceptronli, nastaveni rychlosti uceni n nebo piidani
momentu do rovnice pro adaptaci synaptickych vah. Pfi malé rychlosti uceni n klesa chyba

pomalu, pfi velké mlize NSP divergovat.

18



4 Kilasifikace obci do tfid pomoci neuronovych siti

V kapitole budou navrzeny vhodné struktury doptednych neuronovych siti pro klasifikaci
ekonomickych subjektl. Vysledky budou porovnany pro riizné hodnoty parametrii rychlosti
uceni a momentum. Cilem klasifikace bude dosaZeni minimalni chyby a maximalni spravnosti

klasifikace.

4.1 Charakteristika dat a jejich predzpracovani

V této praci jsou zpracovavana data o obcich. Data obsahuji 12 parametrii podle ukazatell o
bonit¢ obci. Tyto parametry se déli na ekonomické, finan¢ni a dluhové parametry. Pro tuto praci
jsem pouzila programové prostiedi Weka 3.1 pod opera¢nim systémem Windows XP.

Vysledek klasifikace je zndzornén chybami (odchylkami) pavodnich vystupti od
ocekavanych vystupii. Jedna se o stiedni absolutni odchylku, stiedni ¢tvercovou odchylku a
relativni ¢tvercovou odchylku. Pro klasifikaci je potfeba nastavit parametry uceni. Témi jsou
rychlost u¢eni, momentum a pocet neuronti ve skryté vrstvé. Proto jsou realizovany experimenty
pro rizné hodnoty téchto parametri a zaznamenany vysledky.

Hodnoty parametrt byly zvoleny na momentum 0,1 0,2 a 0,3. Rychlost u¢eni byla zkoumana
pii hodnotach 0,05 0,1 0,15 0,2 0,25 a 0,3. Pocet neuronti ve skryté vrstvé byl zvolen 7, 11, 15 a
pocitalo se 1 z automatickou hodnotou (,,a*) poctu neuronii ve skryté vrstve, kterd se vypocita
pomoci vzorce: pocet parametrti — 2 parametrll / 2 coz v tomto piipadé vychéazi 9 neuront ve
skryté vrstve.

Na nésledujicim obrazku lze vidét jednu z moznych struktur neuronovych siti se 7 neurony

ve skryté vrstve.

i
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e
= 7

Obrazek 4 - Neuronova sit’ se 7 neurony ve skryté vrstvé
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Rozdéleni dat na trénovaci a testovaci je v prvnim piiklad¢ podle procentudlniho rozdéleni
2:1. Dalsi rozd¢€leni dat na trénovaci a testovaci bylo provedeno pomoci kiizové validace [13],

kde K-nasobna kiizova-validace postupuje takto

1. Vstupni data jsou rozdélena na £ stejn€ velkych podmnozin.
2. Kazda z téchto podmnozin je jednou pouzita pro testovani hypotézy vytvorené

trénovanim na zbytku dat.

4.2 Zpracovana data

Ziskané vysledky jsou zpracované v nasledujicich tabulkach. Prvni jsou data zpracovana
ktizovou validaci s 10 podmnozinami. Stfedni absolutni chyba pro rizné struktury doptednych
neuronovych siti a rizné parametry rychlosti uceni a momentum jsou uvedeny v Tabulce 5,

Tabulce 6, Tabulce 7 a Tabulce 8.

Tabulka 5 - Stedni absolutni chyba - a =9 neuronii ve skryté vrstvé

momentum

0,1 0,2 0,3
0,05| 0.0656 | 0.0638 | 0.0622
0,1 | 0.0562 | 0.0548 | 0.0546
rychlost | 0,15] 0.0518 | 0.0512 | 0.0501
uceni | g2 0.05 0.0505 | 0.0466
0,25] 0.0478 | 0.049 | 0.0511
0,3 0.05 0.0497 | 0.0505

Tabulka 6 - Stiedni absolutni chyba - 7 neuronti ve skryté vrstvé

momentum

0,1 0,2 0,3
0,05] 0.0674 | 0.0656 | 0.0636
0,1 | 0.0579 | 0.0558 | 0.0557
rychlost|0,15]| 0.0547 | 0.0536 | 0.053
uéeni | 9,2 | 0.0528 | 0.0539 | 0.0544
0,25| 0.0531 | 0.0534 | 0.0514
0,3 | 0.0534 | 0.0498 | 0.0488
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Tabulka 7 - Stiedni absolutni chyba - 11 neuronti ve skryté vrstvé

momentum
0,1 0,2 0,3
0,05 0.0639 | 0.0621 | 0.0603
0,1 | 0.0559 | 0.0549 | 0.055
rychlost | 0,15 0.0543 | 0.0526 | 0.0517
uéeni | 02 | 0.0507 | 0.0496 | 0.0526
0,25 0.0519 | 0.0504 | 0.0499
0,3 | 0.0492 | 0.0497 | 0.0488

Tabulka 8 - Stiedni absolutni chyba - 15 neuronii ve skryté vrstvé

momentum
0,1 0,2 0,3
0,05 0.0611 | 0.0593 | 0.0573
0,1 | 0.0517 | 0.051 | 0.0497
rychlost [ 0,15 0.0491 | 0.0494 | 0.0483
uéeni | 02 | 0.0477 | 0.0467 | 0.0471
0,25 0.0463 | 0.0483 | 0.0532
0,3 | 0.0506 | 0.0533 | 0.0488

Z tabulek lze vidét, jak jsou hodnoty rozdilné. Nejlepsich vysledkt bylo dosazeno pro 15
neuronll ve skryté vrstve, pro rychlost uceni od 0,15 do 0,3. Vliv momentu je nejednoznaény, u
neuronovych siti s méné neurony ve skryté vrstvé vyssi hodnota momentu snizuje stfedni
absolutni chybu. V pievazné vétSin€é se hodnoty pohybuji od 0,04 — 0,06. Lepsi srovnani

poskytuje Graf 1.
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Graf 1 — stfedni absolutni chyba p¥i kiizové validaci

Legenda 1 — ¢ervené odstiny barvy = a=9 neuronii ve skryté vrstvé

Zluté odstiny barvy = 7 neuronu ve skryté vrstvé

modré odstiny barev = 11 neuronii ve skryté vrstvé

fialové odstiny barvy = 15 neuroni ve skryté vrstvé

Vysledky pro stfedni kvadratickou chybu jsou uvedeny v Tabulce 9, Tabulce 10, Tabulce 11

a Tabulce

Tabulka 9 - Stiedni kvadraticka chyba - a = 9 neuronii ve skryté vrstvé

12.

momentum

0,1 0,2 0,3

0,05 0.1685 | 0.168 | 0.1677

01| 0.1682 | 0.1686 | 0.1738
rychlost [0,15| 0.173 | 0.1725 | 0.1745
uéeni | 921 (0.1728 | 0.1774 | 0.1711
0,25| 0.1724 | 0.1757 | 0.1832

0,3 0.1803 | 0.1813 | 0.1865
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Tabulka 10 - Stfedni kvadraticka chyba - 7 neuronii ve skryté vrstvé

momentum
0,1 0,2 0,3
0,05 0.1707 | 0.1707 | 0.1706
01| 0.1715 | 0.1697 | 0.1736
rychlost|0,15] 0.1745 | 0.1753 | 0.177
uéeni | 92| 0.177 | 0.1814 | 0.1853
0,25 0.1799 | 0.1851 | 0.1845
0,3 0.1849 | 0.1819 | 0.1824

Tabulka 11 - Stfedni kvadraticka chyba - 11 neuront ve skryté vrstvé

momentum
0,1 0,2 0,3
0,05| 0.171 | 0.1711 | 0.1705
0,1 ] 0.1702 | 0.172 | 0.1764
rychlost | 0,15 0.1796 | 0.1783 | 0.1782
uéeni | 02 | 0.1756 | 0.1764 | 0.1807
0,25 0.18 | 0.1839 | 0.1831
0,3 0.1838 | 0.1829 | 0.1861

Tabulka 12 — Stfedni kvadraticka chyba - 15 neuronii ve skryté vrstvé

momentum
0,1 0,2 0,3
0,05 0.1661 | 0.1656 | 0.1655
01| 0.168 | 0.1696 | 0.1711
rychlost [0,15]| 0.1732 | 0.1745 | 0.1732
uéeni | 92| 0.1725 | 0.1715 | 0.1769
0,25 0.1743 | 0.1817 | 0.1959
0,3 0.1872 | 0.1968 | 0.183

Z uvedenych tabulek mtzeme vidét, ze hodnota kvadratické chyby se pohybuje mezi 0,16 —

0,18. Grafické porovnani umoznuje Graf 2, kde lze vysledky prohlasit za srovnatelné pro

cv v

kvadratické chyby jsou pii nizkych rychlostech uceni. Hodnoty kvadratické chyby s rostouci

hodnotou rychlosti uceni rostou.
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Graf 2 — Stiedni kvadraticka chyba p¥i krizové validaci

Legenda 2 — ¢ervené odstiny barvy = a=9 neuront ve skryté vrstvé

Zluté odstiny barvy = 7 neuronu ve skryté vrstvé

modré odstiny barev = 11 neuronii ve skryté vrstvé

fialové odstiny barvy = 15 neuront ve skryté vrstvé

Poslednim kritériem hodnoceni klasifikace byla zvolena spravnost klasifikace. Vysledky pro

navrzené struktury NSP a ménici se hodnoty vstupnich parametri jsou uvedeny v Tabulce 13,

Tabulce 14, Tabulce 15 a Tabulce 16.

Tabulka 13 - Spravnost klasifikace - a = 9 neuront ve skryté vrstvé

momentum

0,1 0,2 0,3

0,05 86.95% | 86.95% | 86.28%

0,1 | 86.28% | 86.50% | 86.50%
rychlost | 0,15 86.06% | 84.73% | 85.62%
uéeni | 0.2 | 85.40% | 84.29% | 86.50%
0,25 85.18% | 85.84% | 84.29%

0,3 | 85.84% | 85.40% | 84.29%

25



Tabulka 14 - Spravnost klasifikace - 7 neuronti ve skryté vrstvé

momentum
0,1 0,2 0,3
0,05 85.40% | 85.62% | 85.84%
0,1 | 85.84% | 86.28% | 86.06%
rychlost [ 0,15 | 86.50% | 86.06% | 86.06%
uéeni | 02 | 85.84% | 85.18% | 84.51%
0,25 85.84% | 84.96% | 85.62%
0,3 | 84.96% | 86.06% | 85.62%

Tabulka 15 - Spravnost klasifikace - 11 neuroni ve skryté vrstvé

momentum
0,1 0,2 0,3
0,05| 85.40% | 85.40% | 85.84%
0,1 | 86.50% | 85.84% | 85.40%
rychlost | 0,15 84.96% | 84.96% | 85.40%
uéeni | 0.2 | 85.40% | 86.50% | 84.73%
0,25| 84.29% | 84.96% | 86.28%
0,3 | 85.62% | 86.06% | 85.18%

Tabulka 16 - Spravnost klasifikace - 15 neuronii ve skryté vrstvé

momentum
0,1 0,2 0,3
0,05 85.62% | 86.06% | 86.28%
0,1 | 86.95% | 86.50% | 86.50%
rychlost [ 0,15 ]| 86.95% | 86.06% | 86.95%
uéeni | 0.2 | 87.39% | 86.95% | 86.06%
0,25 86.50% | 84.96% | 83.85%
0,3 | 84.29% | 83.19% | 84.96%

Tyto tabulky jsou zpracované v Grafu 3, kde hodnoty jsou Iépe srozumitelné a viditelné.
Hodnoty spravnosti klasifikace pfi kiizové validaci se pohybuji okolo 85%. Rozdily pro rtizné
hodnoty vstupnich parametrti nejsou nijak vyrazné, horsich vysledkl se dosahlo s rychlosti uc¢eni

nad 0,1.
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spravnost klasifikace

® momentum 0,1

90.00% @ momentum 0,2
85.00% M ' @ momentum 0,3
80.00% - @ momentum 0,1
s 75.00% {1 1 00 momentum 0,2
_g 70.00% HIH i O momentum 0,3
o
< 65.00% -
B momentum 0,1
60.00% 1 m momentum 0,2
55.00% - H H @ momentum 0,3
50.00% -l :
0,05 0,1 0,15 0,2 0,25 m momentum 0,1
rychlost u€eni m momentum 0,2

0 momentum 0,3

Graf 3 - Spravnost klasifikace pri kiiZové validaci
Legenda 3 — ¢ervené odstiny barvy = a=9 neuront ve skryté vrstvé
Zluté odstiny barvy = 7 neuroni ve skryté vrstvé
modré odstiny barev = 11 neuronii ve skryté vrstvé

fialové odstiny barvy = 15 neuront ve skryté vrstvé

Nasledujici vysledky jsou vypocitany pomoci nahodného procentudlniho rozdéleni dat 2:1.
Tim je dosaZeno porovnani s rozdélenim dat na trénovaci a testovaci pomoci metody kiizové
validace. Predpokladem je, Ze metoda kiizové validace poskytne lepsi vysledky, protoze je vzdy
¢ast dat v pribehu uceni pouzita jako kontrolni data, tj. data, na kterych se ovéiuje schopnost
NSP klasifikovat neznamé data. Opét nasleduji vysledky pro sttedni absolutni chybu v Tabulce
17, Tabulce 18, Tabulce 19 a Tabulce 20.

Tabulka 17 - Stfedni absolutni chyba - a = 9 neuronii ve skryté vrstvé

momentum
0,1 0,2 0,3
0,05 0.0649 | 0.063 | 0.0611
0,1 | 0.0567 | 0.0548 | 0.0527
rychlost | 0,15] 0.0528 | 0.0526 | 0.0543
uéeni | 02 | 0.0505 | 0.0469 | 0.0444
0,25 0.0435 | 0.0436 | 0.0426
0,3 | 0.0413 | 0.0406 | 0.0422
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Tabulka 18 - Stfedni absolutni chyba - 7 neuront ve skryté vrstvé

momentum
0,1 0,2 0,3
0,05 0.0658 | 0.0637 | 0.0618
0,1 | 0.0554 | 0.0542 | 0.0534
rychlost | 0,15] 0.0512 | 0.0507 | 0.0486
uéeni | 02 | 0.0498 | 0.051 | 0.0482
0,25 0.0463 | 0.0485 | 0.0483
0,3 | 0.0484 | 0.0484 | 0.0489

Tabulka 19 - Stfedni absolutni chyba - 11 neuronii ve skryté vrstvé

momentum
0,1 0,2 0,3
0,05 0.0598 | 0.0579 | 0.0559
0,1 | 0.0508 | 0.0495 | 0.0478
rychlost | 0,15] 0.046 | 0.0445 | 0.0435
uéeni | 021 0.0417 | 0.0395 | 0.0421
0,25 0.0414 | 0.0447 | 0.0411
0,3 | 0.0418 | 0.0404 | 0.0396

Tabulka 20 - Stfedni absolutni chyba - 15 neuronti ve skryté vrstvé

momentum
0,1 0,2 0,3
0,05 0.0582 | 0.0559 | 0.0535
0,1 | 0.0474 | 0.0464 | 0.0457
rychlost | 0,15 0.0459 | 0.0465 | 0.0454
uéeni | 02 | 0.0456 | 0.0462 | 0.0465
0,25 0.0468 | 0.0434 | 0.0379
0,3 | 0.0413 | 0.0415 | 0.0389

Zpracované hodnoty z pfedchozich tabulek jsou zietelnéjsi v Grafu 4, ze kterého je nazornéji
vidét jak si jsou hodnoty podobné. Hodnoty stiedni chyby s rostouci rychlosti uceni klesaji. Je
zde také vidét, ze se zvySujici hodnotou momentu se sttedni chyba snizuje. Nejcasteji vysoké

hodnoty jsou pfi 7 neuronech ve skryté vrstve.
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Graf 4 - graf stfedni absolutni chyby p¥i procentuialnim rozdéleni

Legenda 4 — ¢ervené odstiny barvy = a=9 neuront ve skryté vrstvé
Zluté odstiny barvy = 7 neuronu ve skryté vrstvé
modré odstiny barev = 11 neuronii ve skryté vrstvé

fialové odstiny barvy = 15 neuroni ve skryté vrstvé

Hodnoty kvadratické chyby pfi procentudlnim rozdéleni jsou zndzornény v nasledujicich

tabulkach Tabulka 21, Tabulka 22, Tabulka 23 a Tabulka 24

Tabulka 21 - kvadraticka chyba - a =9 neuronii ve skryté vrstvé

momentum
0,1 0,2 0,3
0,05| 0.1551 | 0.1542 | 0.1538
0,1 | 0.1575 | 0.1571 | 0.1556
rychlost | 0,15 0.1585 | 0.1604 | 0.1664
uéeni | 02 | 0.1621 | 0.1603 | 0.1557
0,25 0.1547 | 0.1561 | 0.165
0,3 0.1577 | 0.1522 | 0.1559
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Tabulka 22 - kvadraticka chyba — 7 neuronti ve skryté vrstvé

momentum
0,1 0,2 0,3
0,05| 0.1623 | 0.1618 | 0.1615
0,1 | 0.1581 | 0.1593 | 0.159
rychlost | 0,15 0.1567 | 0.1584 | 0.1605
uéeni | 02 | 0.1622 | 0.1689 | 0.1579
0,25 0.1567 | 0.1593 | 0.1625
0,3] 0.1613 | 0.1642 | 0.1668

Tabulka 23 - kvadraticka chyba — 11 neuronii ve skryté vrstvé

momentum
0,1 0,2 0,3
0,05| 0.1558 | 0.1553 | 0.1544
0,1 | 0.1531 | 0.1495 | 0.1503
rychlost | 0,15 0.1506 | 0.152 | 0.1509
uéeni | 02 | 0.1453 | 0.1392 | 0.1402
0,25 0.1356 | 0.1451 | 0.1467
0,3] 0.1436 | 0.15 | 0.1491

Tabulka 24 - kvadraticka chyba - 15 neuronii ve skryté vrstvé

momentum
0,1 0,2 0,3
0,05| 0.1484 | 0.1477 | 0.1474
0,1 | 0.1465 | 0.1467 | 0.1479
rych|ost 0,15 01545 01605 01607
uéeni | 02 | 0.1605 | 0.164 | 0.1625
0,25 0.1642 | 0.1603 | 0.1512
0,3 0.1585 | 0.1623 | 0.1611

Uvedené tabulky nam ukazuji, Ze hodnoty kvadratické chyby se pohybuji pfevazné od 0,14
do 0,16. Tyto hodnoty jsou lépe zfetelné v Grafu 5, kde je nazorné vidét nejCastéjSich nizkych
hodnot pfi 11 neuronech ve skryté vrstve. Ostatni struktury maji ve vétsiné piipadi vyssi

hodnotu.
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Graf 5 - graf kvadratické chyby p¥i procentualnim rozdéleni

Legenda 5 — ¢ervené odstiny barvy = a=9 neuront ve skryté vrstvé
Zluté odstiny barvy = 7 neuronii ve skryté vrstvé
modré odstiny barev = 11 neuronii ve skryté vrstvé

fialové odstiny barvy = 15 neuront ve skryté vrstvé

Vypocitané vysledky spravnosti klasifikace pti procentudlnim rozdé€leni jsou zndzornény

v nésledujicich tabulkach Tabulka 25, Tabulka 26, Tabulka 27 a Tabulka 28

Tabulka 25 - spravnost klasifikace - a =9 neuroni ve skryté vrstvé

momentum

0,1 0,2 0,3
0,05] 88.96% | 88.96% | 89.61%
0,1 | 88.96% | 88.31% | 88.96%
rychlost | 0,15] 90.26% | 89.61% | 88.31%
uéeni | 02 | 88.31% | 87.66% | 88.31%
0,25| 88.31% | 87.66% | 87.01%
0,3 | 88.31% | 88.31% | 87.01%
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Tabulka 26 - spravnost klasifikace - 7 neuronti ve skryté vrstvé

momentum
0,1 0,2 0,3
0,05 85.71% | 86.36% | 86.36%
0,1 | 88.31% | 87.66% | 87.66%
rychlost | 0,15] 89.61% | 87.66% | 86.36%
uéeni | 02 | 88.31% | 87.01% | 88.96%
0,25 88.31% | 88.31% | 87.66%
0,3 | 87.66% | 88.31% | 88.31%

Tabulka 27 - spravnost klasifikace - 11 neuronii ve skryté vrstvé

momentum

0,1 0,2 0,3

0,05| 87.66% | 87.66% | 87.66%
0,1 | 87.66% | 88.96% | 88.96%
rychlost [ 0,15 ]| 88.96% | 88.96% | 89.61%
uéeni | 0.2 190.26% | 90.91% | 89.61%
0,25 90.26% | 90.26% | 90.91%
0,3 [ 90.26% | 90.91% | 89.61%

Tabulka 28 - spravnost klasifikace - 15 neuronii ve skryté vrstvé

momentum
0,1 0,2 0,3
0,05 89.61% | 89.61% | 89.61%
0,1 [ 90.26% | 88.31% | 88.96%
rychlost [ 0,15 | 88.96% | 87.66% | 88.31%
uéeni | 0.2 | 87.66% | 87.66% | 87.01%
0,25 86.36% | 88.31% | 89.61%
0,3 | 88.31% | 88.31% | 88.96%

Znazornéni hodnot z predeslych tabulek je 1épe zietelné z Grafu 6. Hodnoty spravnosti
klasifikace jsou ptiblizn¢ okolo 85%. Nejniz§i hodnoty spravnosti klasifikace jsme dosahli pii 7

neuronech ve skryté vrstvé. V pfevazné vétsin€ piipadil se spravnost moc nelisi.
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Graf 6 - spravnost klasifikace pri procentualnim rozdéleni

Legenda 6 — ¢ervené odstiny barvy = a=9 neuront ve skryté vrstvé

Zluté odstiny barvy = 7 neuronu ve skryté vrstvé

modré odstiny barev = 11 neuronii ve skryté vrstvé

fialové odstiny barvy = 15 neuroni ve skryté vrstvé

V Grafu 6 muzete vidét Ze nejvySSi hodnoty spravnosti klasifikace pfi procentudlnim

rozdéleni jsou hodnoty pii 11 skrytych vrstvach. Dosahuji dokonce 1 hodnot o mélo vyssich nez

90%. Tyto hodnoty jsou ve srovnani skiizovou validaci vys§i, coz ukazuje na spravné

procentudlni rozdéleni dat na trénovaci a testovaci. Dostatek dat umoziiuje vyuziti tohoto

rozdéleni dat pii dosazeni vysoké spravnosti klasifikace na testovacich datech. Metodu kiizové

validace lze tedy doporucit zejména v piipadech, kdy je dat nedostatek.
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5 Zaver

V praci jsem se zabyvala klasifikaci ekonomickych subjektil pomoci neuronovych siti.
V prvni Casti jsou popsany zakladni pojmy z oblasti neuronovych siti. Jedna se o neuron,
topologii a ueni neuronovych siti a dopiedné neuronové sité typu perceptron.

Zpracovana data se tykaji obci. Jsou zde uvedeny ekonomické, finan¢ni a dluhové parametry
pro ohodnocovéani bonity obci. Obce jsou rozdéleny do tiid podle bonity. Cilem prace byl navrh
takovych struktur neuronovych siti, pomoci kterych by bylo mozno spravné klasifikovat tyto
obce, zejména s ohledem na nezndmd data, tj. dosdhnout vysoké schopnosti generalizace
neuronoveé sité.

Z procesu klasifikace byla ziskana stfedni chyba, kvadratickd chyba a spravnost klasifikace
pomoci rozdéleni dat kiizovou validaci a nahodném rozdéleni na trénovaci a testovaci data.
Piivodni data byla klasifikovana do 7 tid.

Vysledky znazoriiuji spravnost klasifikace testovacich dat. Po porovnani vysledki kiizové
validace a ndhodném rozd¢€leni na trénovaci a testovaci data byly zjiStény spravnéjsi vysledky pti
nahodném rozd¢€leni na trénovani a testovaci data. Hodnota stfedni chyby se s rychlosti uceni
snizovala a nejlepSich vysledkl bylo ziskano u modelu s 11 neurony ve skryté vrstvé. Nejlepsich
vysledkd u stfedni kvadratické chyby bylo dosazeno také pifi 11 neuronech ve skryté vrstve.
Spravnost klasifikace pfi ndhodném rozdéleni na trénovani a testovaci data dosahovala hodnot
témet 90% a nejvysSich hodnot spravnosti klasifikace bylo ziskano u modelu s 11 neurony ve
skryté vrstvé. Nejlepsich hodnot klasifikace bylo dosazeno pii ndhodném rozdé€leni na trénovaci
a testovaci data u struktury dopfedné neuronové sité typu perceptron s 11 neurony ve skryté
vrstve.

Neuronové sité se ukazaly jako vhodna metoda pro klasifikaci ekonomickych subjekta. Jsou
schopny se ucit znalosti z vstupnich dat a naucené znalosti pouzit pti klasifikaci neznamych
objektti. Mezi ekonomickymi daty existuji nelinedrni zavislosti, které 1ze pomoci dopiednych
neuronovych siti typu perceptron vhodné modelovat. Ukéazalo se, ze nejlepSich vysledka
klasifikace 1ze dosdhnout s jednou skrytou vrstvou s n-1 neurony. Dal$i parametry u¢eni mély na
vysledky klasifikace mensi vliv. To prokazaly experimenty pro rtizné rozdéleni dat na trénovani
a testovaci data.

Na zaklad¢ uvedenych skutecnosti lze tvrdit, ze cile prace vytycené v ivodu prace byly

splnény.
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